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Abstract This paper aims to apply metaheuristic algorithms to perform the state estimation in power distribution networks. 

The motivation for the application of metaheuristics comes from the limitations found by traditional analytical methods, such as 

numerical instability due to ill conditioning of the gain matrix. The developed estimators are based on Particle Swarm 
Optimization and Differential Evolution. Additionally a model for zero injection buses is introduced in the metaheuristic 

estimators, since the number of zero injection buses is very high in distribution networks. The methodologies proposed in this 
paper were tested in the IEEE meshed distribution network of 392 buses. The results of the tests showed that the proposed 

estimators provided solutions with high accuracy and moderate computational cost with regard to analytical methods. 

Keywords State Estimation, Metaheuristic, Distribution Networks, Smart Grids. 

Resumo Este artigo tem como objetivo aplicar algoritmos meta-heurísticos para realizar a estimação de estado em redes de 

distribuição. A motivação para a aplicação de meta-heurísticas ocorre devido as limitações encontradas pelos métodos analíticos 

tradicionais, tais como a instabilidade numérica devido ao mau condicionamento da matriz de ganho.  Os estimadores 
desenvolvidos são baseados em Otimização por Enxame de Partículas e Evolução Diferencial. Adicionalmente, um modelo para 

barras com injeção nula é introduzido nos estimadores baseados em meta-heurísticas, pois o número de barras de injeção nula é 

bastante elevado em redes de distribuição.  As metodologias propostas neste artigo foram testadas na rede de distribuição 
malhada do IEEE de 392 barras. Os resultados dos testes demonstraram que os estimadores propostos forneceram soluções com 

alta precisão e custo computacional moderado com relação aos métodos analíticos. 

Palavras-chave Estimação de Estado, Meta-heurísticas, Redes de Distribuição de Energia, Redes Inteligentes.  

1    Introdução  

A crescente inserção de Geração Distribuída (GD) 

nas redes de distribuição introduz grandes desafios 

para a operação e planejamento do sistema de 

distribuição, uma vez que a rede deixa de ser passiva 

(apenas com cargas) para tornar-se uma rede ativa 

(com cargas e geradores). Neste novo cenário, a 

modernização dos sistemas de monitoramento e 

comunicação torna-se imprescindível nas tomadas de 

decisões dos operadores. Entretanto, os centros de 

operação convencionais dos sistemas de distribuição 

(“DMS – Distribution Management Systems”) ainda 

possuem duas limitações: número escasso de 

dispositivos de medição instalados na rede e o 

desconhecimento da demanda em tempo real em 

cada ponto de carga.  

 Atualmente, muitas tecnologias estão sendo 

agregadas ao DMS para acompanhar a evolução das 

redes de distribuição: controle de GD convencional 

ou renovável, gerenciamento pelo lado da demanda, 

introdução de sistemas de monitoração em redes 

primárias e secundárias, utilização de medição 

inteligente (“smart meters”), programas de eficiência 

energética, localização e restauração automática de 

defeitos (“self-healing”), etc. Esta nova concepção de 

rede de distribuição é denominada de Rede Elétrica 

Inteligente (REI) ou “Smart Grid”, em inglês (Heydt, 

2010). 

A implementação do conceito de REI dependerá 

do sucesso do DMS para realizar as novas funções 

que lhe foram atribuídas. Esse sucesso tem como pré-

requisito a disponibilização de dados confiáveis do 

estado (módulo e a fase das tensões nodais) atual de 

operação da rede. A função que disponibiliza estas 

informações aos centros de operação é denominada 

Estimação de Estado (EE). Desta forma, a Estimação 

de Estado em Redes de Distribuição (EERD) se 

destaca como a principal condição para a 

implantação de uma REI. 

A EE consiste basicamente em determinar o 

módulo e a fase das tensões nodais a partir de um 

conjunto de medidas de grandezas elétricas 

adulteradas por erros de origens diversificadas. 

Geralmente, a EE é formulada como um problema de 

Mínimos Quadrados Ponderados (MQP). A técnica 

mais aplicada na solução deste problema em redes de 

transmissão é o Método de Gauss-Newton baseado 

na equação normal. Todavia, esta técnica não pode 

ser aplicada em redes de distribuição devido aos 

seguintes fatores: razão R/X elevada e grande 

número de barras de injeção nula. Estes fatores 

tornam a matriz de ganho mal condicionada e 

causam problemas de estabilidade numérica. O mais 

crítico destes fatores em redes de distribuição é a 

presença de um número elevado de barras de injeção 

nula, devido ao fato de que o caminho entre a carga e 

a fonte não corresponde a menor distância entre dois 

pontos. Este efeito ocorre porque o roteamento do 

alimentador segue o trajeto das ruas devido a 

restrições associadas com: meio ambiente, segurança, 

tráfego, urbanização, etc. Consequentemente, a rede 

de distribuição se torna bastante ramificada e com 
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um grande número de barras de passagem (barras 

sem injeção ou extração de potência). 

Em redes de transmissão as barras de injeção 

nula são modeladas reformulando-se o problema de 

EE como um problema de MQP com restrições de 

igualdade. A extensão desta técnica para redes de 

distribuição pode reduzir a eficiência da EERD. Esta 

perda de eficiência é devido a inclusão dos 

multiplicadores de Lagrange, associados com as 

restrições de igualdade, nas condições de otimalidade 

do MQP. Consequentemente, a dimensão do 

problema aumenta. Além disso, o sistema linear do 

MQP restrito é indefinido e requer técnicas de 

solução mais sofisticadas do que o método de 

Cholesky usado no MQP convencional. Desta forma, 

é importante desenvolver novas técnicas para superar 

as desvantagens das técnicas analíticas na EERD. 

As meta-heurísticas apresentam-se como uma 

importante ferramenta na resolução de problemas 

complexos de otimização. As vantagens de utilizá-las 

são: não demandam condições especiais para as 

propriedades da função objetivo e das restrições (por 

exemplo, convexidade, continuidade e existência de 

derivadas), aplicabilidade em problemas contínuos e 

combinatórios e expansibilidade para otimização 

multiobjetivo e multimodal (Qing, 2009). 

Naka et al. (2003) é um dos primeiros trabalhos 

a aplicar técnicas meta-heurísticas na solução do 

problema de EE. Neste artigo a EE é solucionada 

através da Otimização por Enxame de Partículas 

(“Particle Swarm OptimizationPSO”). O PSO 

também é usado para solucionar o problema de EE 

em (Tungadio et al., 2015). Todavia, esta referência 

não fornece resultados realistas, pois o sistema-teste 

utilizado possui apenas seis barras. Basetti & 

Chandel (2015) utilizam Evolução Diferencial 

(“Differential EvolutionDE”) para resolver o 

problema de EE. Neste artigo, o método Taguchi é 

combinado com a DE para gerar um método de 

otimização híbrido com melhores propriedades de 

exploração do espaço de busca. Raposo et al. (2015) 

apresenta uma metodologia baseada em Otimização 

por Enxame de Partículas para resolver o problema 

de EERD. Neste artigo, os autores melhoram a 

característica de convergência da PSO através da 

introdução de um operador de mutação 

especializado. Uma deficiência de todas as 

metodologias citadas acima é a ausência da 

modelagem de barras de injeção nula. 

Este artigo tem por objetivo propor 

metodologias para o problema de EERD via 

algoritmos meta-heurísticos com uma abordagem 

alternativa para as barras de injeção nula, de forma 

implícita, sem a necessidade da inclusão de funções 

de penalidade. O problema de EERD é resolvido 

através dos algoritmos PSO e DE. As metodologias 

propostas foram testadas na rede de distribuição 

malhada do IEEE de 342 barras. Este sistema teste 

foi usado para validar e comparar as soluções 

encontradas pelas metodologias propostas com a 

solução obtida pelo MQP com restrições de 

igualdade.  

2   Estimação de Estado   

As barras de injeção nula são modeladas na EE 

introduzindo-se as equações de balanço de potência 

para estas barras no MQP. Esta estratégia resulta em 

um problema de otimização não-linear com 

restrições de igualdade. A solução deste problema 

via método de Gauss-Newton é obtida pelo sistema 

linear definido em (1) (Abur & Expósito 2004; 

Monticelli 1999). 

[𝐻𝑇𝑅−1𝐻 𝐶𝑇

𝐶 0
] [

𝛥𝑥
−𝜆

] = [
𝐻𝑇𝑅−1𝛥𝑧𝑘

−𝑐(𝑥𝑘)
] 

(1) 

Em que: 

𝑥 é o vetor de estado da rede elétrica (módulo e fase 

das tensões nodais); 

z é o vetor de medições; 

ℎ(𝑥) é o vetor das equações não lineares que 

relacionam as medições e variáveis de estado; 

𝐻(𝑥) =  
𝜕ℎ(𝑥)

𝜕𝑥
 é a matriz Jacobiana de ℎ(𝑥). 

σi
2 
é a variância da i-ésima medição; 

𝑅 = 𝑑𝑖𝑎𝑔(𝜎1
2, 𝜎2

2, … , 𝜎𝑛
2) é a matriz de covariância 

das medições; 

𝑐(𝑥) representa o conjunto de restrições de igualdade 

não-lineares associadas com as restrições de balanço 

de potência ativa e reativa nas barras de injeção nula; 

𝐶(𝑥) =  
𝜕𝑐(𝑥)

𝜕𝑥
 é a matriz Jacobiana de 𝑐(𝑥); 

𝜆 é o vetor de multiplicadores de Lagrange associado 

com o vetor de restrições de igualdade 𝑐(𝑥); 

𝛥𝑥 =  𝑥𝑘+1 − 𝑥𝑘; 

𝛥𝑧𝑘 = 𝑧 − ℎ(𝑥𝑘); 

𝐻𝑇𝑅−1𝐻 é denominada Matriz de Ganho; 

𝑘 é o índice da iteração.  

 Neste artigo, o método MQP com restrição de 

igualdade, via Gauss-Newton, foi selecionado como 

método analítico para validar as soluções do 

problema de EERD obtidas através do PSO e da DE. 

3  Estimação de Estado baseada em Meta-

heurísticas 

Nesta seção são apresentadas as metodologias 

propostas para resolver o problema de EERD via 

PSO e DE, fundamentadas nas referências (Raposo et 

al., 2015) e (Mohamed, 2014), respectivamente.  

 A solução do problema de EERD via algoritmos 

meta-heurísticas requer a modelagem de restrições de 

igualdade devido à presença das barras de injeção 

nula. A técnica mais comumente usada para tratar os 

problemas com restrição em meta-heurísticas é a de 

transformá-los em problemas sem restrição através 

da inserção de uma função de penalidade. 

Consequentemente, tem-se a alteração da função 

objetivo que pode introduzir falsos mínimos no 

espaço de busca original (Engelbrecht, 2005).  

Neste artigo, é proposta uma estratégia para 

modelar as medições em barras de injeção nula sem a 

utilização da função de penalidade. 
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3.1 Formulação do problema de EERD via Meta-

heurísticas  

As meta-heurísticas utilizadas para resolver o 

problema de estimação de estado são inspiradas em 

populações. Para cada indivíduo (ou partícula, no 

caso do PSO) da população representa um possível 

estado da rede, ou seja, a magnitude (𝑉) e fase (𝜃) 

das tensões nodais dos barramentos. 

Matematicamente, o problema de otimização a ser 

resolvido pode ser escrito de acordo com (2). 

𝑚𝑖𝑛
𝑥

𝐽(𝑥) = ∑
[𝑧𝑖 − ℎ𝑖(𝑥)]2

𝜎𝑖
2

𝑚

𝑖=1

 

𝑠𝑢𝑗𝑒𝑖𝑡𝑜 𝑎:  𝑥𝑚𝑖𝑛 ≤ 𝑥 ≤ 𝑥𝑚𝑎𝑥  

(2) 

Em que: 𝑥 = [𝜃 𝑉]; 𝑥𝑚𝑖𝑛 = [𝜃𝑚𝑖𝑛 𝑉𝑚𝑖𝑛]; 
𝑥𝑚𝑎𝑥 = [𝜃𝑚𝑎𝑥 𝑉𝑚𝑎𝑥]; 𝜃𝑚𝑖𝑛 (𝑉𝑚𝑖𝑛) e 𝜃𝑚𝑎𝑥 

 (𝑉𝑚𝑎𝑥) são os vetores de limites mínimos e 

máximos, respectivamente para o vetor de fases 𝜃 (e 

de magnitudes 𝑉) das tensões nodais. 

3.2 Modelagem das Barras de Injeção Nula  

A modelagem matricial de uma rede elétrica via 

análise nodal é definida em (3). 

𝑌. 𝐸 = 𝐼 (3) 

Na qual: 𝑌 é a matriz de admitância nodal com 

dimensão 𝑁𝐵 × 𝑁𝐵; 𝐸 é o vetor de tensões nodais 

com dimensão 𝑁𝐵 × 1; 𝐼 é o vetor de injeções de 

corrente nodais com dimensão 𝑁𝐵 × 1 e 𝑁𝐵 é o 

número de barras do sistema. 

A estratégia para modelar barras de injeção nula 

consiste em dividir o sistema em barras de injeção 

nula e não-nula. Desta forma, a matriz de admitância 

Y é particionada em quatro submatrizes. Assim, tem-

se o sistema linear definido em: 

[𝑌𝑍𝑍 𝑌𝑍𝑁

𝑌𝑁𝑍 𝑌𝑁𝑁] [𝐸𝑍

𝐸𝑁] = [
0

𝐼𝑁] (4) 

Em que os sobrescritos 𝑍 e 𝑁 estão associados aos 

elementos relacionados às barras de injeção nula e 

não-nula, respectivamente.  

Explicitando-se 𝐸𝑍 na partição superior da 

equação (4), tem-se: 

𝑌𝑍𝑍𝐸𝑍 + 𝑌𝑍𝑁𝐸𝑁 = 0  

𝑌𝑍𝑍𝐸𝑍 = −𝑌𝑍𝑁𝐸𝑁  

𝑌𝑍𝑍𝐸𝑍 = 𝐼𝑍𝑁 (5) 

Em que 𝐼𝑍𝑁 = −𝑌𝑍𝑁𝐸𝑁. 

Para resolver o sistema dado em (5), pode-se aplicar 

a decomposição LU na submatriz 𝑌𝑍𝑍. Desta 

maneira, obtém-se: 

𝐿𝑍𝑍𝑈𝑍𝑍𝐸𝑍 = 𝐼𝑍𝑁 (6) 

Em que 𝐿𝑍𝑍 e 𝑈𝑍𝑍 são os fatores L e U, 

respectivamente da submatriz 𝑌𝑍𝑍. 

Assim, pode-se calcular 𝐸𝑍 para diversos 

valores 𝐼𝑍𝑁 resolvendo-se apenas sistemas 

triangulares. Esta formulação permite usar somente 

as barras de injeção não-nula como variáveis de 

decisão na solução (2) e considerar as barras de 

injeção nula como variáveis dependentes que são 

obtidas a partir de (6). Em outras palavras, 𝐸𝑍 é 

calculado a partir das tensões nodais nas barras de 

injeção não-nula 𝐸𝑁. Desta forma, tem-se uma 

população exploradora que é composta pelas barras 

de injeção não-nula e uma população subordinada 

que é composta pelas barras de injeção nula. Desta 

forma, o vetor de estado completo 𝐸 é obtido pela 

concatenação dos vetores 𝐸𝑁 e 𝐸𝑍. 

3.3 EERD via Otimização por Enxame de Partícula   

O PSO é um método de otimização baseado em 

população desenvolvido por Kennedy e Eberhart. A 

cada iteração é armazenada a melhor posição 

encontrada por cada partícula (lbest) e a melhor 

encontrada pelo enxame (gbest). 

A velocidade é o parâmetro que guia o processo 

de otimização e é definida de acordo com (7). 

𝑣𝑖
𝑡+1 = 𝑤𝑣𝑖

𝑡 + 𝑐1𝑟1[𝑙𝑏𝑒𝑠𝑡 − 𝑥𝑖
𝑡] 

+ 𝑐2𝑟2[𝑔𝑏𝑒𝑠𝑡 − 𝑥𝑖
𝑡] 

(7) 

𝑣𝑖
𝑡  e 𝑥𝑖

𝑡  são, respectivamente, a velocidade e a 

posição da partícula i na iteração 𝑡; c1 e c2 são os 

coeficientes de aceleração; 𝑤 é o peso inercial; e 

𝑟1(𝑡), 𝑟2(𝑡) ~ 𝑈(0,1) são números aleatórios uniformes 

no intervalo [0,1]. A posição das partículas é 

atualizada segundo (8). 

𝑥𝑖
𝑡+1 = 𝑥𝑖

𝑡 + 𝑣𝑖
𝑡+1 (8) 

com 𝑥𝑖
0 ~ 𝑈(𝑥𝑚𝑖𝑛 , 𝑥𝑚𝑎𝑥). Na equação (8), o 

parâmetro 𝑤 é responsável por controlar o impacto 

das velocidades precedentes sobre a velocidade atual, 

enquanto que 𝑐1 e 𝑐2 são usados para ponderar a 

contribuição dos fatores cognitivo e social. 

Apesar do ajuste criterioso dos parâmetros do 

PSO, pode ainda haver convergência prematura do 

algoritmo causado pela falta de diversidade da 

população. Este artigo faz uso da técnica de mutação 

(Raposo et al. (2015)) para evitar a estagnação do 

PSO. O algoritmo de EERD com PSO baseado em 

mutação é denominado EERD-MPSO. O fluxograma 

da Figura 1 ilustra o EERD-MPSO. 

 

 

Figura 1. Pseudocódigo do estimador EERD-MPSO 

Em que 𝑟𝑎𝑛𝑑() gera um número aleatório 

uniformemente distribuído no intervalo [0,1], 𝑝𝑚 é a 

probabilidade de mutação, 𝛥𝑔𝑙𝑜𝑏𝑎𝑙 é a taxa de 

melhoramento da solução entre gerações, 𝑔𝑏𝑒𝑠𝑡 e 

𝑙𝑏𝑒𝑠𝑡 são os ótimos global e local, respectivamente. 
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Nesta formulação, as equações relacionadas aos 

parâmetros 𝑤, 𝑐1 𝑒 𝑐2 são definidas em Raposo et al. 

(2015). O critério de parada utilizado baseia-se no 

desvio padrão dos valores da função objetivo J(x). 

3.4 EERD via Evolução Diferencial 

A evolução diferencial é um algoritmo de otimização 

global proposto por Prince e Storn em 1995. A ideia 

principal do algoritmo é criar novos candidatos à 

solução através de combinações de vetores 

(indivíduos) diferentes entre si. O processo da 

evolução diferencial consiste em três passos: 

mutação, cruzamento e seleção. Os operadores da 

evolução diferencial se baseiam no princípio da 

evolução natural cujos objetivos são manter a 

diversidade da população, evitar convergências 

prematuras e obter a melhor solução.  

A geração de novos indivíduos (vetores 

modificados) é realizada pela adição da diferença 

ponderada entre dois indivíduos aleatórios da 

população a um terceiro indivíduo. Essa operação é 

denominada mutação. As componentes desse 

indivíduo gerado são misturadas com as 

componentes de outro indivíduo escolhido 

aleatoriamente (vetor alvo), para resultar no vetor 

experimental. A este processo dá-se o nome de 

cruzamento. Uma comparação entre as funções 

objetivos do vetor experimental e vetor alvo é 

realizada. O vetor que obtiver menor valor sobrevive 

para a próxima geração. Esse passo denomina-se 

seleção. 

Com o intuito de melhorar o desempenho do 

algoritmo, aprimoramentos tem sido implementados 

para modificar a estrutura e/ou mecanismo do 

algoritmo básico da evolução diferencial. Muitas 

estratégias são apresentadas na literatura 

diferenciando-se pela forma com que os operadores 

de mutação e cruzamento trabalham (Qing 2009; 

Prince 2005). A estratégia de ajuste dos parâmetros 

tem impacto significativo no desempenho do 

algoritmo durante o processo de busca. Brest et al.  

(2006) mostra um estudo comparativo da utilização 

do controle auto adaptativo no ajuste dos parâmetros 

utilizados no DE, verificando melhoria na qualidade 

das soluções obtidas. Desta forma, pode-se aplicar 

técnicas similares para ajuste automático dos 

parâmetros na estimação de estados online via meta-

heurísticas. 

O trabalho de Mohamed (2014) apresenta a 

técnica de mutação local, em que a nova posição de 

cada vetor modificado depende do melhor e pior 

indivíduo da iteração atual, seguindo a mesma 

direção do melhor e se distanciando do pior. A 

metodologia proposta para EERD via DE com 

mutação local é denominada EERD-MDE e seu 

pseudocódigo é apresentado na Figura 2. 

Em que 𝑟𝑎𝑛𝑑[0,1] retorna um número aleatório 

no intervalo [0,1]; 𝐷 é a dimensão do problema; 𝐶𝑅 é 

a constante de cruzamento; 𝒙𝑏𝑒𝑠𝑡
𝑡  (𝒙𝑤𝑜𝑟𝑠𝑡

𝑡 ) é o melhor 

(pior) indivíduo da população na iteração 

𝑡;  𝐹1, 𝐹2, 𝐹3 𝑒 𝐹4 são variáveis aleatórias uniformes. 

O critério de parada assemelha-se ao critério 

utilizado no EERD-MDE. 

 

Figura 2. Pseudocódigo do estimador EERD-MDE 

4 Resultados 

4.1 Descrição do Sistema-Teste 

O sistema teste utilizado neste trabalho é a rede de 

distribuição de baixa tensão de 342 barras do IEEE 

(IEEE PES, 2000). Por simplicidade, a rede foi 

considerada equilibrada e todas as chaves foram 

retiradas. Designado como IEEE342, este sistema é 

adequado para a validação das metodologias 

propostas, pois ele tem 66% das barras (205 barras) 

com injeção nula. 

O plano de medição foi gerado considerando-se 

que: 

i) Há medidores de fluxo de potência ativa/reativa 

nos nós inicial e final da linha de transmissão; 

ii) Todos os transformadores possuem medidores de 

fluxo de potência ativa/reativa nos terminais; 

iii) Há medidores de tensão nos nós inicial e final de 

cada transformador; 

iv) Há disponibilidade de medição de magnitude de 

tensão e das potências ativa/reativa para cada ponto 

de carga do sistema, ou seja, há “smart meters” 

instalados nas cargas para simular uma “smart grid”. 

Ressalta-se que não há pseudomedições e que o 

módulo e a fase da tensão nas barras de referência 

são mantidos fixos no processo de estimação. Para 

cada simulação, os valores das medições são obtidos 

adicionando erros à solução encontrada pelo fluxo de 

carga. Estes erros de medição têm distribuição 

normal com média nula e desvios padrões definidos 

de acordo com (12) (Singh et al., 2008). 

                   𝜎𝑖 =
𝜀𝑖

𝑚𝑎𝑥(%)

300
⋅  𝑧𝑖

𝑡𝑟𝑢𝑒 (9) 

Em que: 

𝑧𝑖
𝑡𝑟𝑢𝑒 é o valor verdadeiro da grandeza medida i 

obtido a partir do fluxo de potência do caso base; 

𝜀𝑖
𝑚𝑎𝑥 é o valor máximo do erro percentual associado 

à medição i (𝜀𝑖
𝑚𝑎𝑥 = 3% para medições reais); 

𝜎𝑖  é o desvio padrão da distribuição normal associado 

à medida i. 
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4.2 Comparação dos algoritmos EERD 

Nesta subseção são apresentados os resultados dos 

testes usados para validar as metodologias para 

solucionar o problema de EERD via PSO e DE. O 

processo de validação consiste em comparar o estado 

da rede obtido através das diferentes metodologias de 

EERD: (i) EERD via MQP com restrição de 

igualdade (EERD-Analítico); (ii) EERD via PSO 

com mutação (EERD-MPSO) e (iii) EERD via DE 

com mutação local (EERD-MDE). 

Nas simulações do estimador via DE gerou-se 

uma população de 100 indivíduos, dos quais os 50 

melhores foram utilizados para inicializar o 

algoritmo. Através do método de erro e tentativa, a 

constante 𝐶𝑅 foi fixada em 0,95. Para o estimador 

via PSO, utilizou-se 20 partículas, escolhidas dentro 

de um conjunto de 100. Para o EERD-MPSO, o 

controle dos parâmetros 𝑤, 𝑐1 𝑒 𝑐2 é baseado na 

iteração atual no processo de busca (Raposo et al. 

(2015)). Os valores dos limites dos parâmetros foram 

fixados em: c1,min = 0,9; c2,max = 1,5; w1 = 0,9 e w2 = 

0,7, a partir de teste preliminares. A probabilidade de 

mutação usada é igual a 0,5. Para cada metodologia 

foram realizadas 500 simulações com número 

máximo de 500 iterações. O domínio de busca foi 

limitado da seguinte forma para as metodologias 

apresentadas: 𝜃𝑚𝑖𝑛 = −0, 08 𝑟𝑎𝑑, 𝜃𝑚𝑎𝑥 = 0 𝑟𝑎𝑑, 

𝑉𝑚𝑖𝑛 = 0,8 𝑝𝑢 e 𝑉𝑚𝑎𝑥 = 1,05 𝑝𝑢.  

A Figura 3 compara as características de 

convergência do EERD-MPSO e EERD-MDE com 

base no valor médio de J(x) obtido das simulações.  

 

  

Figura 3. Curvas de Convergência do EERD-MDE versus EERD-
MPSO 

A partir da Figura 3, pode-se notar que ambos os 

estimadores exibiram boas características de 

convergência. No entanto, observa-se que o EERD-

MDE apresentou uma vantagem na velocidade de 

convergência. Todavia, o EERD-MPSO conseguiu 

alcançar um valor menor de J(x).  

Na Tabela I são apresentados os valores médios 

da função objetivo J(x) para as metodologias de 

solução da EERD. A partir desta tabela, pode-se 

concluir que o PSO pode produzir soluções de 

melhor qualidade do que aquelas geradas pela DE. 

 

Tabela 1. Função Objetivo J(x) 

Estimador Função Objetivo J(x) 

EERD - Analítico 784,485 

EERD - MPSO 1267,443 

EERD - MDE 2044,929 

 

As Figura 4 e 5 mostram as magnitudes e os 

ângulos das tensões, respectivamente, estimados 

pelos algoritmos EERD-MPSO, EERD-MDE e 

EERD-Analítico para o sistema IEEE342. Devido à 

dimensão do sistema, foram plotados apenas os 

resultados obtidos para as barras pertencentes à rede 

com configuração “spot”. A partir das Figuras 4 e 5, 

pode-se concluir que o estado estimado pelas meta-

heurísticas é muito próximo daquele obtido via 

método analítico. Adicionalmente, deve-se 

mencionar que a estratégia adotada para a 

modelagem das barras de injeção nula nas meta-

heurísticas produz resultados quase idênticos ao 

método analítico. Uma avaliação quantitativa da 

precisão dos algoritmos meta-heurísticos para a 

EERD pode ser realizada calculando-se os erros 

médios dos valores estimados em relação ao caso 

base (solução do fluxo de carga). Os erros médios 

foram calculados segundo (10). 

𝑒̅𝑥 =
∑ |𝑥𝑠 − 𝑥𝑠

𝑐𝑎𝑠𝑜_𝑏𝑎𝑠𝑒|𝑛𝑠
𝑠=1

𝑛𝑠
 (10) 

Em que 𝑥𝑠 é a variável de estado na simulação 𝑠; 

𝑥𝑠
𝑐𝑎𝑠𝑜_𝑏𝑎𝑠𝑒 é a variável de estado do caso base; 𝑛𝑠 é o 

número total de simulações (500). 

Na Tabela 2 são mostrados os erros médios das 

variáveis de estado estimadas em relação ao caso 

base. Conforme pode ser observado na Tabela 2, as 

soluções encontradas pelos estimadores EERD-

MPSO e EERD-MDE são muito precisas. Por 

exemplo, o erro máximo encontrado pelas meta-

heurísticas foi de apenas 2,5988%. Levando em 

consideração a qualidade das soluções encontradas, 

pode-se aplicar o teste dos resíduos normalizados 

para a identificação de erros grosseiros no plano de 

medições (Monticelli, 1999). 

Outro aspecto importante na análise do 

desempenho das meta-heurísticas é o custo 

computacional. A Tabela 3 mostra os tempos de 

execução dos algoritmos implementados para a 

EERD. 

 

 

Figura 4. Magnitudes das tensões estimadas pelos algoritmos. 

A partir da Tabela 3, pode-se observar que o 

custo computacional das meta-heurísticas é maior do 

que o do método analítico. Este resultado é esperado, 

pois as meta-heurísticas exigem um número elevado 

de avaliações da função objetivo.  Contudo, o ganho 

no custo computacional obtido pelo método analítico 

não é superior a dois dígitos. 
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Figura 5. Ângulos das tensões estimados pelos algoritmos. 

Tabela 2. Erros médios relativos entre caso base e os estimadores 

EERD-MPSO e EERD-MDE 

 Erro Médio EERD-MPSO EERD-MDE 

θ 
Mínimo (%) 3,1494e-012 3,1494e-012 

Máximo (%) 1,9727 2,5988 

|𝑽| 
Mínimo (%) 0,0000 0,0000 

Máximo (%) 0,0658 0,0488 

Tabela 3. Tempo Médio dos estimadores 

Estimador Tempo Médio(s) 

EERD - Analítico 1,6534 

EERD - MPSO 7,8800 

EERD - MDE   10,0648 

 

Pode-se considerar as meta-heurísticas como 

uma alternativa atrativa para a EERD. Por exemplo, 

quando se inclui as medições de corrente nas linhas 

de transmissão e transformadores do sistema 

IEEE342 (73 medições), o EERD-Analítico não 

converge com a partida “flat-start”. A convergência 

do EERD-analítico só é conseguida neste caso com 

uma partida quente baseada em uma iteração do 

método de Gauss-Zbus de fluxo de potência. As 

meta-heurísticas geraram resultados com medições 

de corrente sem nenhuma estratégia adicional. Na 

verdade, a qualidade e o custo computacional da 

solução da EERD ainda não é muito competitiva com 

relação aos métodos analíticos. É importante 

mencionar que os resultados foram obtidos em uma 

arquitetura computacional escalar (processador 

simples). Todavia, se a EERD for resolvida via meta-

heurísticas em uma arquitetura paralela, então o 

custo computacional das meta-heurísticas será 

consideravelmente menor do que o custo obtido via 

métodos analíticos, pois a maioria das meta-

heurísticas é naturalmente paralelizável.     

5   Conclusão 

Neste artigo foram apresentadas metodologias para 

resolver o problema de estimação de estado em redes 

de distribuição baseadas em duas meta-heurísticas: 

Otimização por Enxame de Partículas e Evolução 

Diferencial.  O problema de estagnação e/ou 

convergência prematura das meta-heurísticas foi 

minimizado com o uso de estratégias de 

diversificação da população. Além disso, foi 

proposto um modelo para barras com injeções nulas 

que é uma característica da maioria das barras em 

redes de distribuição reais de grande porte. Os 

resultados dos testes com o sistema IEEE342 

demonstraram que os métodos propostos obtiveram 

soluções precisas com relação ao método analítico e 

com custos computacionais moderados. 
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