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Abstract Conveyor belts have been used as an efficient way of transporting materials by various industry branches. This 
equipment’s lifespan is influenced by natural wear caused by overuse and flaws, such as tears, cuts and perforations. This work 
proposes a method of identifying flaws in the conveyor belt using digital image processing, combined with 3D laser scanning 
techniques and machine learning (neural networks and SVM). The experimental investigation was carried out in two stages: the 
first stage begins with the acquisition, preprocessing and generation of images bank; the second, with the extraction and classifi-
cation of the samples. The characteristics vector was submitted to two classifiers: Multi-Layer Perceptron neural network (with 
15 candidate topologies) and an SVM classifier, varying its kernel function: linear, quadratic, polynomial, Gaussian, RBF (Radi-
al-Basis Function) and MLP (Multilayer Perceptron). The experimental results show that the proposed methodology obtains a 
good accuracy in the failures estimation, being promising in the task of diagnosing and classifying flaws in conveyor belts. 

Keywords Machine Learning, Computer Vision, Pattern Recognition, Conveyor Belts. 

Resumo Correias transportadoras têm sido utilizadas como um modo eficiente de transporte de materiais por diversos ramos da 
indústria. A vida útil desse equipamento é influenciada pelo desgaste natural ocasionado pelo uso excessivo e falhas, tais como 
rasgos, cortes e perfurações. Neste trabalho, é proposto um método de identificação de falhas em correia transportadora por meio 
de processamento digital de imagens, combinadas com técnicas de escaneamento 3D a laser e aprendizagem de máquinas (redes 
neurais e SVM). A averiguação experimental foi efetuada em duas etapas: a primeira etapa inicia-se com a aquisição, o pré-
processamento e a geração do banco de imagens; a segunda com a extração e a classificação das amostras. O vetor de         carac-
terísticas foi submetido a dois classificadores: rede neural do tipo Perceptron Múltiplas Camadas (com 15 topologias     candida-
tas) e um classificador SVM, variando sua função kernel: linear, quadrática, polinomial, gaussiano, RBF (Radial-Basis Function) 
e MLP (Multilayer Perceptron). Os resultados experimentais mostram que a metodologia proposta obtém uma boa acurácia na 
estimação das falhas, mostrando-se promissora na tarefa de diagnosticar e classificar falhas em correias transportadoras. 

Palavras-chave Aprendizagem de máquinas, Visão Computacional, Reconhecimento de padrões, Correias Transportadoras.

1    Introdução 

Adotada nas mais variadas áreas industriais, as 
correias transportadoras destacam-se no transporte 
eficiente de diversos tipos de materiais. A adoção de 
correias transportadoras está no fato de serem      
altamente eficientes em comparação a outros        
métodos de transporte, de construção simples, po-
dendo ser instaladas em condições ambientais varia-
das, bem como apresentam uma menor exigência em 
relação à operação, manutenção e supervisão (Ma-
zurkiewicz, 2008). 

Essas características fazem com que as correias 
transportadoras tenham um papel fundamental nos 
atuais sistemas de transporte contínuo de grande es-
cala, como minério de ferro e carvão (Qiao et al., 
2013). 

A vida útil das correias transportadoras é         
influenciada pelo desgaste natural de uso e outros 
fatores, por exemplo, danos à superfície da correia, 
causados pela velocidade e a força de impacto de 
materiais, no ponto de alimentação (Tayade et al., 
2015), fragmentos metálicos, que involuntariamente 
se tornam parte do fluxo de materiais (Aldrich and 

Zhang, 2014), detritos alojados entre a polia e a    
correia (Velmurugan et al., 2014) entre outros.   

Desta forma, podem ocorrer falhas de operação 
como rasgos, cortes e perfurações, que se não      
diagnosticadas em um curto espaço de tempo, podem 
causar sérios danos, como o prolongamento do rasgo 
ao longo da correia (Deshmukh et al., 2014). 

Analisando sua eficiência quando ponderada pe-
la vida útil, outro fator importante a ser considerado 
é o custo da correia, que gira em torno de 25% a 
50% do custo total desse meio de transporte (Gupta, 
2014). Assim, diversos esforços têm sido             
empregados em sistemas de monitoramento de cor-
reia transportadora.  

Atualmente, diversas pesquisas têm                 
desenvolvido uma variedade de métodos para o mo-
nitoramento de correia transportadora, tais como: 
sistemas baseados em processamento de imagem 
(Qiao et al., 2013; Yang et al., 2014; Peng, 2013), 
análise de imagens de Raio-X com ou sem o auxílio 
de redes neurais (Li et al., 2011), sensores            
inteligentes incorporados em correias transportadoras 
(Xing and Wa, 2011), sensores de rádio frequência, 
ultrassom e mecânicos (Nicolay et al., 2004) entre 
outros. 
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O objetivo deste trabalho é propor uma          
metodologia para identificação de falhas em correia      
transportadora, tais como rasgos, cortes e             
perfurações, combinando para isso diversas técnicas, 
como escaneamento a laser 3D, visão computacional 
e aprendizagem de máquinas (redes neurais e SVM – 
Support Vector Machine). 

Os resultados mostram a potencialidade da me-
todologia para a classificação de falhas em correias 
transportadoras. 

2    Materiais e métodos 

A proposta está na sua fase de investigação     
laboratorial e para tanto, a averiguação experimental 
foi efetuada em duas etapas: 

1. Pré-processamento e geração de banco de 
imagens foi efetuada por meio de um sistema       
desenvolvido para essa finalidade.  

2. Extração, classificação das amostras com 
rede neural e SVM, por meio do Matlab. 

 
Rasgos, cortes e perfurações foram simulados 

adaptando-se materiais sobre a correia                
transportadora. 

O protótipo, construído para a aquisição de ima-
gem, teve como base o princípio de escaneamento 
3D (Saar and Martens, 2008), sendo composto por 
uma correia, uma webcam e um laser com projeção 
em linha (Figura 1) 

 

 
Figura 1. Protótipo para a aquisição de imagens. 

 
A correia transportadora utilizada nos ensaios 

possui uma correia com largura de 330 mm, motor de 
1HP CC com variação da velocidade. Os ensaios 
foram realizados na faixa de velocidade entre 1,0 
km/h (0,27 m/s) a 7,2 km/h (2 m/s).  

A projeção em linha sobre a correia foi obtida 
por meio de um laser com emissão na cor verde. 

Para a aquisição de imagem é utilizado uma 
webcam, modelo C270 do fabricante Logitech, co-
nectada a uma USB 2.0, gerando imagens com reso-
lução de 1280 x 720 a 30 fps. A webcam foi posicio-
nada de forma a enquadrar a largura da     correia e 
visualizar a projeção do laser num ângulo de 45º. 

2.1 Pré-processamento 

Esta etapa visa à extração da região de interesse 
(ROI - Region Of Interest), considerando dois      
aspectos: linha do laser e janela deslizante. Em cima 
da linha do laser foi posicionada uma janela         
deslizante, definida por 90x9 (Figura 2). 

 

 
Figura 2. Janela de extração do vetor de característica. 

Para cada imagem adquirida (1280x720 pixels), 
ao percorrer tal imagem com a janela deslizante 
(90x9 pixels), é possível gerar, então, 142 amostras 
para classificação, restando ainda 2 pixels que foram 
descartados, ou seja, dos 1280 pixels horizontais 
disponíveis foram utilizados 1278 pixels.  

 A Figura 3a exibe a projeção do laser em condi-
ções normais de operação da correia e a Figura 3b 
exibe a mesma projeção com a presença de falhas. 

 

 
(a) 

 
(b) 

Figura 3. Exemplo da ROI com a projeção do laser: (a) condições 
normais de operação; (b) presença de falhas. 

 
O passo seguinte inclui a conversão do formato 

RGB (Red, Green, Blue), original da imagem       
adquirida, para o formato HSV (Hue-Saturation-
Brightness) (Azevedo et al., 2003). Desta forma, é 
possível minimizar a influência da iluminação sobre 
a definição da cor (Davies, 2012) e efetuar a       
segmentação em apenas uma dimensão (Hue).  

Durante o processo de conversão RGB para 
HSV realizou-se a binarização e detecção de bordas 
utilizando o método de Canny (Figura 4).   

 

 
(a) 

 
(b) 

Figura 4. Imagem com detecção de bordas: (a) sem falha e (b) com 
falha da correia transportadora. 
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2.2 Banco de imagens 

Estando o sistema operando com todos os     
procedimentos descritos anteriormente, foram feitas 
coletas de imagens com intuito de criar um banco de 
imagens a ser utilizado nas etapas seguintes do pro-
cesso. Para tanto, foram coletadas imagens com a 
correia em operação configurada em 7 velocidades 
diferentes: variação entre 1 km/h a 7 km/h, com   
intervalos de 1 km/h.  

A cada configuração de velocidade, as imagens 
foram adquiridas, processadas e armazenadas sepa-
radamente em três grupos: imagem adquirida, ima-
gem binarizada e imagem com detecção de bordas.  

2.3 Extrações de características 

A partir desta etapa, o Matlab é utilizado como 
ferramenta de desenvolvimento, devido à sua       
versatilidade em investigar e simular prototipagens.  

A extração de características teve como base 
imagens selecionadas em ambiente controlado, a 
partir do banco de dados, de forma a minimizar o 
número de imagens semelhantes. A análise de simila-
ridade foi feita de forma manual e visual.   Foram 
selecionadas imagens com detecção de bordas, com e 
sem falhas, das 7 configurações de velocidades. 

Como a finalidade dessas imagens é gerar o ve-
tor descritor, as mesmas passaram por um processo 
de redução de escala, visando reduzir a quantidade 
de dados do vetor descritor, assim como                    
respectivamente diminuir a quantidade de sinais de 
entrada da rede, o que, consequentemente, reduz o 
esforço computacional.  

Para acelerar os cálculos descritos, cada imagem 
selecionada foi convertida para imagem integral (Vi-
ola and Jones, 2004).  

 
  )','(  y)ii(x, yy'x,x'∑ ≤≤= yxi  (1) 

 
Onde ),( yxii é a imagem e )','( yxi é a imagem 

resultante.  
Em seguida, a janela deslizante percorre a ima-

gem da esquerda para a direita, e a cada nova posi-
ção, a redução de escala é efetuada sobre a imagem 
integral, levando em consideração as dimensões da 
janela deslizante de 90x9 pixels. A redução é obtida 
calculando-se o resultado da soma dos valores dentro 
de regiões retangulares de 3x3 pixels. Se o resultado 
for igual ou superior a 255, ou seja, tenha pelo me-
nos um pixel branco, a região recebe o valor 1, caso 
contrário, valor 0.   

O vetor descritor resultante, 30x3, foi convertido 
para uma matriz 90x1 de forma a ficar compatível 
com rede neural e SVM. Ao final do processamento, 
1920 amostras foram selecionadas para compor o 
vetor descritor, sendo 960 com falhas e 960 sem fa-
lhas. A composição ocorreu intercalando uma amos-
tra de cada, com e sem falha. 

2.4 Classificação  

Este trabalho tem como objetivo inicial classifi-
car as amostras em duas classes, sendo elas “falha” e 
“não falha”. Pretende-se, em trabalhos futuros, dife-
renciar esses tipos de falhas em mais classes, com 
exemplo: rasgos, cortes, perfurações, desgastes, de-
salinhamento entre outros.   

Para investigar qual técnica de classificação se 
adequa melhor ao cenário deste projeto, foram testa-
dos e avaliados o uso de RNA e SVM.  
 
Classificação (RNA) 

O classificador adotado foi uma rede neural com 
arquitetura do tipo PMC, algoritmo Levenberg-
Marquardt, taxa de aprendizado de 0.5 e valor de 10-

6 para a precisão requerida.  
A rede neural PMC possui 90 sinais de entradas, 

)90...,2,1( =ixi , advindas do vetor descritor         
anteriormente formatado em 90x1 pixels.  

A topologia adotou inicialmente uma única ca-
mada oculta, com a função de ativação logística para 
cada neurônio. A definição da quantidade de neurô-
nios foi realizada por meio de ensaios utilizando 15 
topologias candidatas, iniciando com 1 neurônio, 
com incremento de 1 neurônio até 15   neurônios. 

A camada de saída possui dois neurônios, 
)2,1( =iyi , com função de ativação linear. A adoção 

de dois neurônios tem como base o método One Of 
C-Classes (Silva and Flauzino, 2010), que consiste 
em associar cada neurônio da camada de saída a uma 
respectiva classe. Assim, apenas um neurônio por 
vez estará ativo, de acordo com a classe associada, 
conforme descrito na Tabela 1. 

Tabela 1. Mapeamento para a classificação one of c-classes. 

y1 y1 Classe 
1 0 Não Falha 
0 1 Falha 

 
Valores aleatórios entre 0 e 1 foram utilizados 

para iniciar, tanto os pesos sinápticos quanto os   
limiares de ativação.  A Figura 6 ilustra a arquitetura 
e as topologias descritas. 

 

 
Figura 5. Arquitetura PMC e topologias. 
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Classificação (SVM) 
No ensaio inicial, adotou-se para o classificador 

SVM, a configuração de função de kernel linear. Em 
seguida, quatro novos ensaios foram efetuados, utili-
zando-se como função kernel: quadrática, polinomi-
al, gaussiano ou rbf (radial-basis function) e mpl 
(multilayer perceptron). 

O classificador recebe como entrada o vetor 
descritor, anteriormente formatado em 90x1 pixels, 
tendo como saída, y, duas classes, conforme exibido 
na Tabela 2. 

 

Tabela 2. Mapeamento para a classificação SVM. 

y Classe 
1 Não Falha 
0 Falha 

3    Resultados 

A etapa de treinamento, tanto para RNA como 
para o SVM, adotou o método de validação cruzada 
usando k-partições. Assim, o processo de             
treinamento é repetido até que todas as k-partições 
tenham sido apresentadas como subconjunto de teste. 
A cada repetição, as 1920 amostras são divididas em 
dois subconjuntos: 1) subconjunto de treinamento, 
composto por 10% das amostras; 2) subconjunto de 
teste com 90% restante. As quantidades de amostras 
disponíveis para cada subconjunto são exibidas na 
Tabela 3. 

 

Tabela 3. Distribuição de amostras. 

Total de Amostras: 1920 
Perc. Qtde Objetivo 
10% 192 Treinamento 
90% 1728 Teste 

 
Pretende-se, com esta forma de distribuição e 

configuração, a máxima generalização dos classifi-
cadores quando submetidos às amostras de teste. 

3.1 Treinamento RNA 

Para selecionar a melhor topologia, foram       
realizadas técnicas de validação cruzada, inspirada 
em (Moraes et al., 2013) e detalhadas logo a seguir. 

Foram selecionadas 15 topologias candidatas, 
iniciando com 1 neurônio, com incrementos unitários 
de até 15 neurônios. Dada uma nova configuração de 
topologia, são efetuados 10 ensaios, visando evitar 
os mínimos locais da função de erro, devido à inicia-
lização dos pesos ser aleatória. Esse processo com-
pleto é repetido por 30 vezes.  

Antes de iniciar o novo treinamento, calcula-se a 
média de cada métrica, considerando os 10 ensaios 
de cada topologia candidata. Dentre todas as métri-
cas disponíveis, a sensibilidade média foi eleita como 
parâmetro que melhor representa o potencial de clas-

sificação da rede. A topologia com melhor média de 
sensibilidade é selecionada para análise final após a 
execução de toda a rotina de treinamento. A Figura 7 
apresenta a recorrência das topologias candidatas 
selecionadas ao final do treinamento. 

 

Figura 6. Recorrência de topologias candidatas. 
 
Os três melhores resultados, obtidos das         

métricas, são apresentados na Tabela 4 por ordem 
decrescente de média de sensibilidade das topologias 
candidatas. 

 

Tabela 4. Resultados dos treinamentos. 

T-QN SENS ESP PREC EXA ERR 

21-12 95,8% 98,9% 98,8% 97,3% 2,6% 

25-09 95,5% 96,4% 96,5% 96,0% 3,9% 

28-01 95,5% 97,1% 97,1% 96,3% 3,6% 

T = número do treinamento; QN = quantidade de neurônios;  
SENS = sensibilidade; ESP = especificidade; PREC = precisão; 

EXA = exatidão; ERR = erro. 

 
Analisando os resultados da Figura 7 e Tabela 4, 

é identificado que, apesar da topologia com 15     
neurônios ser a mais recorrente (5 vezes) ao final do 
treinamento, a melhor média de sensibilidade 0,9582 
(95,82%) foi obtida na topologia candidata com 12 
neurônios, treinamento 21. A Figura 8 exibe as sen-
sibilidades médias das topologias resultantes do trei-
namento 21. 

 

Figura 7. Sensibilidade média do treinamento 21. 
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Uma vez definida a melhor topologia, 12 neurô-
nios, treinamento 21, foi investigado qual dos dez 
ensaios alcançou a maior sensibilidade, que ocorreu 
no nono ensaio com o valor de 0,9873 (98,73%).  

Para esse ensaio, podemos avaliar a sua         
classificação com o auxílio da tabela de contingência 
(matriz confusão), exibida pela Tabela 5 para as 
1728 amostras de teste. Esta topologia será utilizada 
na fase de comparação com SVM. 

 

Tabela 5. Tabela de contingência resultante. 

SAÍDA 
DESEJADA 

ENTRADAS 

 Falha Não Falha 

Falha 853 0 

Não Falha 11 864 

3.2 Treinamento SVM 

No processo de treinamento do classificador 
SVM, adotou-se proposta detalhada a seguir.  

Foram executados 5 conjuntos de treinamento, 
no Matlab, um para cada função kernel: linear, qua-
drática, polinomial, gaussiano ou rbf (radial-basis 
function) e mpl (multilayer perceptron).  Cada trei-
namento foi composto por 10 ensaios, de forma a 
contemplar todas as k partições de teste.  

Para cada ensaio, foram calculadas todas as mé-
tricas utilizadas na RNA. Para selecionar o melhor 
modelo de kernel, foi calculada a média de cada mé-
trica, considerando os 10 ensaios ao final dos trei-
namentos. Dentre todas as métricas disponíveis, a 
sensibilidade média foi eleita novamente como pa-
râmetro que melhor representa o potencial de classi-
ficador.  A Tabela 6 exibe a sensibilidade média por 
ordem decrescente de média de sensibilidade para 
cada modelo de kernel. 

 

Tabela 6. Média de sensibilidade por configuração. 

KNL SENS ESP PREC EXA ERRO 

LN 97,2% 95,9% 96,2% 96,6% 3,4% 

QD 96,4% 97,0% 97,2% 96,7% 3,2% 

PL 95,7% 99,1% 99,0% 97,4% 2,5% 

PMC 91,8% 82,0% 83,9% 86,9% 13,0% 

RBF 82,2% 66,0% 78,5% 74,1% 25,8% 

KNL = Kernel; LN = linear; QD = quadrática; PL = polinomial; 
RBF = radial-basis function; PMC = perceptron multicamada; 
ENS = ensaio; SENS = sensibilidade; ESP = especificidade;  

PREC = precisão; EXA = exatidão. 

 
Analisando a Tabela 6, é identificado que os en-

saios com kernel linear obtiveram a maior sensibili-
dade média, 0,9728 (97,28%).  A Figura 9 ilustra as 
sensibilidades do ensaio kernel linear, e a Tabela 7 

apresenta os três melhores resultados em ordem de-
crescente de sensibilidade. 

Figura 8. Sensibilidades do ensaio kernel linear. 
 

Tabela 7. Sensibilidades do ensaio kernel linear. 

ENS SENS ESP PREC EXA ERRO 

10 99,4% 82,4% 84,9% 90,9% 9,0% 

2 99,1% 100% 100% 99,5% 0,4% 

3 99,0% 97,4% 97,4% 98,2% 1,7% 

ENS = ensaio; SENS = sensibilidade; ESP = especificidade;  
PREC = precisão; EXA = exatidão. 

 
Uma vez definido o melhor modelo de kernel, 

foi investigado qual dos dez ensaios alcançou a mai-
or sensibilidade. Analisando os resultados obtidos 
(Figura 9 e Tabela 7), encontra-se a melhor sensibili-
dade no décimo ensaio com o valor de 0,9942 
(99,42%).  

Para esse ensaio, podemos avaliar a sua        
classificação com auxílio da tabela de contingência 
(matriz confusão), exibida pela Tabela 8. 

 

Tabela 8. Tabela de contingência resultante. 

SAÍDA 
DESEJADA 

ENTRADAS 

 Falha Não Falha 

Falha 859 152 

Não Falha 5 712 

 
Comparando-se as duas técnicas, levando em 

consideração a sensibilidade média obtida nos     
treinamentos, observa-se uma ligeira vantagem de 
desempenho na SVM, 0,9728 (97,28%), em relação 
à RNA, 0,9582 (95,82%). 

O cenário se mantém no caso do treinamento na 
melhor sensibilidade: 0,9942 (99,42%) para o SVM 
e 0,9873 (98,73%) para a RNA. 

4    Conclusões 

Este artigo apresentou uma nova proposta para a 
identificação de falhas em correia transportadora, 
combinando diversas técnicas, como escaneamento a 
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laser 3D, visão computacional e aprendizagem de 
máquinas (redes neurais e SVM). 

De acordo com os resultados discutidos na     
sessão acima, conforme tabelas de contingência, a 
proposta mostrou-se promissora na tarefa de         
diagnosticar e classificar falhas em correias        
transportadoras. Isso prova também, que o vetor des-
critor criado possui informações de forte relevância, 
diferindo-se facilmente entre os tipos de classe, falha 
e não falha. 

Conclui-se que o método, aqui desenvolvido, 
mostra-se promissor para garantir a máxima disponi-
bilidade e confiabilidade, a um custo otimizado, do 
sistema de transporte, por meio do diagnóstico de 
falhas de operação da correia transportadora, que 
possam gerar um longo período de tempo de inativi-
dade, ameaçar a segurança, e gerar perdas financeiras 
significativas. 

Para trabalhos futuros, além da unificação da 
etapa do Matlab com o sistema desenvolvido, serão 
realizados testes em condições reais de operação para 
avaliar a robustez da metodologia, e efetuar ajustes, 
caso necessário. Adicionalmente, a metodologia será 
estendida para o reconhecimento de novas classes de 
falhas, tais como: rasgos, cortes, perfurações, desgas-
tes entre outros. 
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