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Abstract— In this paper, we propose a methodology to support Brazilian Sign Language (BSL) recognition
based on facial expression. We selected 10 signs of BSL - to calm down, to accuse, to annihilate, to love, to gain
weight, happiness, slim, lucky, surprise, and angry - whose facial expression changes along its execution. These
signals compose an experimental database recorded for our purpose and each signal was recorded 10 times. In
this methodology, we execute four steps: (i) detection and clipping of the face, which is the region of interest
of this work; (ii) summarizing videos with face images to eliminate redundant information; (iii) creation of the
feature vector from the texture descriptor application Local Binary Pattern in each of the significant frames;
and (iv) classification of the signals by applying the Support Vector Machine. The automatic recognition system
achieved an average accuracy of 94.67%, showing the potential of the proposed methodology for scenarios where
facial expression is the tool of discrimination.

Keywords— Libras, LBP, SVM, Pattern Recognition.

Resumo— Nesse artigo uma metodologia foi proposta para extração de caracteŕısticas e reconhecimento da
expressão facial para auxiliar no reconhecimento de sinais de Libras. Foram selecionados 10 sinais de Libras
- Acalmar, Acusar, Aniquilar, Apaixonado, Engordar, Felicidade, Magro, Sortudo, Surpresa e Zangado - cuja
expressão facial se altera ao longo de sua execução. Tais sinais compõem uma base de dados experimental gravada
para tal fim. Cada sinal foi gravado 10 vezes e passou por quatro etapas: (i) detecção e recorte da face, que é a
região de interesse desse trabalho; (ii) sumarização dos v́ıdeos com as imagens do rosto para eliminar informações
redundantes; (iii) criação do vetor de caracteŕısticas a partir da aplicação do descritor de textura Padrões Locais
Binários em cada um dos quadros significativos; e (iv) classificação dos sinais aplicando a Máquina de Vetores
de Suporte. O sistema de reconhecimento automático alcançou uma acurácia média de 94,67%, mostrando a
potencialidade da metodologia proposta para cenários em que a expressão facial é a ferramenta de discriminação.

Palavras-chave— Libras, LBP, SVM, Reconhecimento de Padrõs.

1 Introdução

A Ĺıngua Brasileira de Sinais (do inglês, Brazilian
Sign Language), conhecida por Libras, é definida
como um sistema lingúıstico de natureza visual-
motora, com estrutura gramatical própria pela Lei
no 10.436 de 24 de abril de 2002. A oficialização
da Libras como a segunda ĺıngua brasileira foi um
grande avanço social, tendo em vista que cerca
de 9,7 milhões de pessoas possuem alguma defi-
ciência auditiva, de acordo com o censo 2010 do
IBGE - Instituto Brasileiro de Geografia e Esta-
t́ıstica (Almeida et al., 2014). Desde então, estão
em vigência leis que obrigam o ensino de Libras em
cursos de licenciatura, além do usuário da ĺıngua
ter direito a um intérprete/tradutor em ambientes
e eventos públicos (Rezende, 2016).

A menor unidade da Libras é o sinal e para de-
terminar seu significado, torna-se importante a lo-
calização das mãos em relação ao corpo, a postura
corporal, a orientação da palma da mão, as ex-
pressões não-manuais, entre outros. Dessa forma,

nesse trabalho propôs-se estudar a importância da
expressão facial (expressão não-manual) na discri-
minação de sinais da ĺıngua. A expressão facial é
uma forma de comunicação não verbal resultante
de determinadas configurações ou contrações dos
músculos faciais que provocam modificações e de-
formações na face (Fasel e Luettin, 2003).

Trabalhos na linha de reconhecimento de si-
nais de Libras estão cada vez mais presentes na
literatura, no entanto, poucos exploram a contri-
buição da face para a classificação de um sinal. O
trabalho mais recente encontrado foi o de Freitas
et al. (2014) que classificaram expressões faciais
gramaticais na ĺıngua de sinais. Eles criaram sua
própria base de dados, capturando as expressões
com Kinect e utilizaram em seu sistema as coor-
denadas (x,y,z) de 17 pontos da face. O foco deste
trabalho foi reconhecer a estrutura gramatical da
frase, ou seja, se a frase era uma pergunta ou uma
negação, entre outros. Geralmente, os estudos en-
volvendo a classificação automática de Libras são,
em sua maioria, referentes a trajetória das mãos e
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o reconhecimento de gestos, como em Santos et al.
(2015) e Koroishi e Silva (2015).

O reconhecimento automático de Libras é
uma área de pesquisa em ascensão e ainda não se
tem conhecimento de um sistema robusto para a
classificação dos sinais a partir do ponto de vista
da Visão Computacional (Rezende, 2016). Com
isso, esse trabalho tem como base e busca com-
plementar os estudo realizados por Almeida et al.
(2014), que fez o reconhecimento dos sinais de Li-
bras pelos parâmetros fonológicos relacionados à
trajetória das mãos. Dessa forma, o ponto ini-
cial desse estudo é a criação de uma base de da-
dos experimental que permitisse a validação da
metodologia de classificação dos sinais. Esta me-
todologia para o reconhecimento automático con-
sistiu na avaliação da expressão facial de 10 sinais
(Acalmar, Acusar, Aniquilar, Apaixonado, Engor-
dar, Felicidade, Magro, Sortudo, Surpresa e Zan-
gado) que compõem uma base gravada para tal
fim. Cada sinal foi capturado 10 vezes por um
sensor RGB-D (Vermelho, Verde, Azul e Profun-
didade, do inglês, Red, Green, Blue plus Depth
- Kinect). Em seguida, foram realizadas as se-
guintes etapas: (i) detecção e recorte da região de
interesse (rosto), (ii) sumarização do v́ıdeo utili-
zando o conceito da maximização da diversidade,
(iii) criação do vetor de caracteŕısticas e (iv) clas-
sificação do sinal com SVM (Máquinas de Vetores
de Suporte, do inglês, Support Vector Machine).

As principais contribuições desse artigo são:
(i) criação de uma base de dados experimental
com expressões faciais; (ii) criação de um extrator
de caracteŕısticas representativo; e (iii) implemen-
tação de um sistema generalizado para a análise
da expressão facial.

O artigo está estruturado da seguinte forma:
a seção 2 apresenta a metodologia do trabalho. Na
seção 3 são expostos os resultados encontrados, e
a conclusão do trabalho encontra-se na seção 4.

2 Metodologia

A metodologia proposta baseia-se nas etapas bási-
cas de um sistema de reconhecimento automático
de padrões, sejam elas: (i) aquisição de dados,
(ii) segmentação da região de interesse, (iii) extra-
ção de caracteŕısticas; e (iv) classificação. Para a
validação da metodologia descrita nesse artigo fo-
ram utilizados os sinais gravados na base de v́ıdeos
dispońıvel em Rezende (2016). De posse do con-
junto de dados, fez-se a segmentação da face, que
é a região de interesse desse estudo. Em seguida,
foi realizada a etapa de extração de caracteŕısti-
cas em duas fases: sumarização, que elimina as
informações redundantes dos v́ıdeos dos sinais, e
criação do vetor de caracteŕısticas, que descreve
de maneira apropriada cada gravação. Por fim,
cada amostra foi classificada utilizando a técnica
SVM. Com isso, tem-se um modelo adequado a

estrutura de dados dispońıvel e uma metodologia
generalizada para validação de qualquer sistema
de classificação envolvendo a expressão facial.

2.1 Base de dados da Ĺıngua Brasileira de Sinais

A criação de bases de dados contendo sinais de
Libras é um passo presente em estudos que lidam
com a classificação deste tipo de padrão como,
por exemplo, em Freitas et al. (2014), Almeida
et al. (2014), Koroishi e Silva (2015), Kadir et al.
(2004), Santos et al. (2015) e Chao et al. (2013).
Cada um dos trabalhos citados criou o seu próprio
conjunto de dados para aplicar a metodologia por
eles proposta. Isto mostra que não há na literatura
uma base de dados padronizada com sinais de Li-
bras em um formato que permita sua classificação
computacional e justifica, também, a utilização da
base de v́ıdeos disponibilizada pela autora1.

Com a ajuda de um intérprete da ĺıngua, 10
sinais foram selecionados na criação da base uti-
lizada. Nesta base há os sinais Acalmar, Acu-
sar, Aniquilar, Apaixonado, Engordar, Felicidade,
Magro, Sortudo, Surpreza e Zangado, cuja expres-
são facial se altera ao longo de sua execução. Cada
sinal foi capturado 10 vezes, em um ambiente con-
trolado, construindo uma base de dados balance-
ada e composta por 100 amostras. O conjunto de
dados disponibilizado contém, dentre várias infor-
mações, o v́ıdeo de intensidade RGB dos quadros
que compõem os v́ıdeos dos sinais. Vale ressaltar
que não houve participação de deficientes auditi-
vos na criação deste conjunto de dados e os sinais
foram executados pelo mesmo sinalizador2.

2.2 Detecção da região de interesse

A segmentação ou detecção da região de interesse
consiste em isolar o objeto desejado em uma ima-
gem. Esta etapa é parte integrante de vários tra-
balhos na literatura, tais como: Koroishi e Silva
(2015), Bastos (2015), Santos et al. (2015) e Al-
meida et al. (2014).

Como o intuito desse trabalho é classificar os
sinais de Libras por meio da mudança na expres-
são facial, o rosto é a região de interesse. O recorte
da face foi realizado tendo como referência o pixel
central do quadro, pois a distância entre o sinali-
zador e o sensor é fixa. Dessa forma, do quadro
original de tamanho 680×480 pixels foi recortado
a face, resultando em um quadro de 141×161 pi-
xels. Este valor permitiu que a face segmentada
fosse viśıvel, como apresentado na figura 1.

1http://arquivos.ouropreto.ifmg.edu.br/~vca/

SinaisLibras-Tamires/
2Quem executa o sinal.
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Figura 1: Recorte da região de interesse. Quadro
do sinal Surpresa.

Fonte: Rezende et al. (2016)

2.3 Sumarização

Os v́ıdeos de cada sinal são compostos por qua-
dros/imagens a uma taxa de 30fps3. Dependendo
da velocidade de gravação de cada amostra, o nú-
mero de quadros que a compõem pode variar até
mesmo entre gravações de um mesmo sinal. Com
isso, foi aplicada uma ferramenta de sumarização
para eliminar os quadros com informações redun-
dantes, tornando o processamento e a extração de
caracteŕısticas mais eficientes. Além disso, como
este processo uniformizará as gravações, os veto-
res de caracteŕısticas terão o mesmo tamanho para
todas as amostras.

Dentre as várias técnicas de sumarização en-
contradas na literatura, optou-se por uma abor-
dagem do problema clássico de otimização co-
nhecido como Problema da Diversidade Máxima
(PDM) (Kuo et al., 1993), utilizado para extrair
os quadros mais relevantes em um v́ıdeo. O PDM
é um problema que consiste em encontrar elemen-
tos tais que a diversidade entre eles seja maximi-
zada. Neste caso, calcula-se a diversidade entre o
quadro m e o quadro n do v́ıdeo de cada grava-
ção baseado na distância temporal e na diferença
de cores RGB entre eles. Para resolver este pro-
blema de otimização, utilizou-se o algoritmo de-
senvolvido em Almeida et al. (2015) que imple-
mentaram uma solução empregando a estratégia
evolutiva denominada MSES (Estratégia Evolu-
tiva Memética Auto-Adaptativa, do inglês, Me-
metic Self-Adaptive Evolution Strategies).

Optou-se por selecionar 5 quadros para repre-
sentar cada gravação de cada sinal. Verificou-se,
através de testes visuais e pelos experimentos rea-
lizados em Almeida et al. (2014) e Rezende (2016)
que 5 quadros eram suficientes para representar os
sinais gravados, além de ser um bom limiar entre
a representação e o tamanho do vetor de caracte-
ŕısticas. A figura 2 apresenta os quadros significa-
tivos de uma gravação.

2.4 Vetor de Caracteŕısticas

O intuito dessa etapa é obter uma representação
robusta de cada sinal. Vários trabalhos realizam

3Quadros por segundo.

Figura 2: 5 quadros mais significativos da 4a gra-
vação do sinal Felicidade.

Fonte: Rezende (2016)

a extração de caracteŕısticas e ela é parte essencial
em classificação de padrões. Assim, o objetivo é
extrair caracteŕısticas que representem as infor-
mações as quais deseja-se classificar, tais como
em, Almeida et al. (2014), Bastos (2015) e San-
tos et al. (2015).

Dentre os vários extratores de imagens pre-
sentes na literatura, optou-se pelo descritor de
textura LBP (Padrões Locais Binários, do inglês,
Local Binary Pattern) (Ojala et al., 1996) por
obter uma representação eficiente para imagens
da face (Ahonen et al., 2004), por ser robusto e
estável quando aplicado a imagens de baixa re-
solução (Shan et al., 2005), além de ser invari-
ante à rotação (Ojala et al., 2002) e à transfor-
mações monotônicas da escala de cinza (Musci
et al., 2011). O LBP é aplicado a cada pixel re-
lacionado a um conjunto de vizinhos igualmente
espaçados e equidistantes do pixel de referência
(Musci et al., 2011). Dentre as várias configu-
rações do LBP, optou-se por utilizar o LBPu2

12,2:
LBP com padrões uniformes (u2 ), vizinhança de
12 pixels e raio 2, pois de acordo com Rezende
(2016) esta configuração foi a que gerou a melhor
representação para as imagens da face. Este ope-
rador foi aplicado nas imagens originais recorta-
das, como exemplifica a figura 3, buscando eli-
minar ainda mais as informações que não faziam
parte da expressão facial. Vale ressaltar que esta
configuração gerou um vetor de caracteŕısticas de
675 posições:

V etor =
[
D1 D2 D3 D4 D5

]
1x675

sendo D1 o descritor do primeiro quadro signifi-
cativo, D2 o descritor do segundo quadro signifi-
cativo, até D5 que é o descritor do quinto quadro
significativo.

Para recortar as imagens, utilizou-se o algo-
ritmo de Viola-Jones (Viola e Jones, 2004) que
tenta encontrar na imagem caracteŕısticas que co-
dificam a face (Diniz et al., 2016). Dos 500 qua-
dros pertencentes ao conjunto de dados (10 sinais
× 10 gravações × 5 quadros), o algoritmo teve di-
ficuldade em detectar a face em 3 (quadro 3 da
9a gravação do sinal Aniquilar; quadro 3 da 9a

gravação do sinal Magro; e quadro 1 da 1a gra-
vação do sinal Surpresa), pois nestes o sinalizador
não estava com o rosto diretamente voltado para
o v́ıdeo. Dessa forma, para cada quadro que o
Viola-Jones não encontrou a face, o seu operador
LBP foi calculado como a média dos LBP’s dos
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Figura 3: 5o quadro da 1a gravação do sinal Feli-
cidade. Imagem reduzida de 141x161 pixels para
100x100 pixels.

Fonte: Rezende (2016)

demais quadros da sua gravação, como ilustra a
figura 4.

Figura 4: LBP médio.
Fonte: Rezende (2016)

2.5 Classificação

A classificação dos sinais é a etapa final desse tra-
balho. Como entrada desta etapa, tem-se os veto-
res de caracteŕısticas dispostos da seguinte forma:

X100×675 =



V etorAcalmar/Gravacao1

:
V etorAcalmar/Gravacao10

:
:

V etorZangado/Gravacao1

:
V etorZangado/Gravacao10


Y d100×1 =

[
1 ... 1 ... ... 10 ... 10

]′
sendo X100×675 a matriz de entrada do classifica-
dor; e Y d100×1 o vetor de sáıdas desejadas.

O classificador utilizado nesse estudo foi o
SVM apresentado por Cortes e Vapnik (1995).
Este método é muito utilizado em problemas de
classificação e regressão. Ele aprende na etapa de
treino e seleciona, dentre os dados de treinamento,
pontos próximos à região de separação das classes
(vetores de suporte), os quais serão usados para
classificação do conjunto de teste. Os vetores de
suporte combinados produzem um hiperplano que

otimiza a distância entre as classes, sendo usado
como fronteira de decisão.

O algoritmo de classificação inicialmente ale-
atoriza as 10 gravações de cada um dos sinais.
80% dos dados aleatorizados foram separados para
treino e 20% para teste. Dessa forma, o grupo de
treinamento possui 8 gravações de cada sinal to-
talizando 80 amostras. Já o grupo de teste possui
2 gravações, totalizando 20 amostras. A divisão
80%-20% foi emṕırica e teve como objetivo gerar
um modelo com um conjunto de treinamento que
representasse de fato toda a amostra e tivesse uma
performance satisfatória com os dados de teste. A
necessidade de usar uma porcentagem maior para
treinamento se deve ao fato de que se tem um
número pequeno de observações. Além da alea-
torização, realizou-se uma validação cruzada para
garantir que todas as amostras fossem ora do con-
junto de treinamento, ora do conjunto de teste.

Como esse problema é multiclasse e natural-
mente o SVM resolve problemas de classificação
binária, utilizou-se o pacote e1071 do software R
que resolve problemas com SVM Multiclasse utili-
zando a técnica one-against-one (um-contra-um),
gerando subclassificadores binários e identificando
a classe correta por um mecanismo de votação
(Meyer, 2007). Além disso, este pacote realiza a
busca automática via validação cruzada dos parâ-
metros de custo C e gama (γ), relativos à super-
f́ıcie de separação das classes. Hsu et al. (2016)
aconselha que o parâmetro C varie de 2−5 a 215

e o γ de 2−15 a 23. Em relação ao kernel, optou-
se pelo RBF (Função de Base Radial, do inglês,
Radial Basis Function), pois segundo Hsu et al.
(2016) esta é a melhor escolha quando o número
de caracteŕısticas é muito maior que o número de
amostras.

Após a validação cruzada e escolha dos me-
lhores parâmetros C e γ, um modelo foi obtido e
este foi usado para classificar os dados de teste.
No algoritmo, o processo descrito foi realizado 30
vezes, resultando em 30 valores de acurácia.

3 Resultados e Discussões

A tabela 1 apresenta a matriz de confusão ob-
tida após a execução do algoritmo de classificação.
Foram realizadas 30 iterações garantindo que to-
das as amostras pertencessem ora ao conjunto de
treino, ora ao de teste. A taxa de acerto média
do algoritmo foi 94,67% com um desvio-padrão
de 4,72. Esta média indica que das 600 amostras
classificadas em toda execução do algoritmo, 32
foram rotuladas erroneamente.

Os sinais que tiveram o maior erro de clas-
sificação foram Aniquilar e Zangado. Isto pode
ser justificado pelo fato de suas expressões faci-
ais serem muito similares, pois são expressões de
raiva. Houve um engano também entre os sinais
de Apaixonado, Felicidade e Surpresa, que pos-

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

468



Tabela 1: Matriz de confusão. Sinais: Acalmar (Aca), Acusar (Acu), Aniquilar (Ani), Apaixonado (Apa),
Engordar (Eng), Felicidade (Fel), Magro (Mag), Sortudo (Sor), Surpresa (Sur) e Zangado (Zan).

Predição
Aca Acu Ani Apa Eng Fel Mag Sor Sur Zan

Aca 1 0 0 0 0 0 0 0 0 0
Acu 0 0.83 0.02 0 0 0 0 0 0 0.18
Ani 0 0 0.98 0 0 0 0 0 0 0
Apa 0 0 0 0.98 0 0 0 0 0 0
Eng 0 0 0 0 1 0 0.1 0 0 0

Sáıda Fel 0 0 0 0.02 0 0.95 0 0 0 0
Real Mag 0 0 0 0 0 0 0.9 0 0 0

Sor 0 0 0 0 0 0 0 1 0 0
Sur 0 0 0 0 0 0.05 0 0 1 0
Zang 0 0.17 0 0 0 0 0 0 0 0.82

suem expressões similares de alegria. Dentre es-
tes sinais confundidos, vale ressaltar que os gestos
manuais são bem diferentes e portanto esta infor-
mação adicional ajudaria a discriminar estes sinais
e eliminar a confusão.

O sinal Magro foi confundido com o sinal En-
gordar por 6 vezes, sendo que estes tem expressões
distintas. Este erro pode ser justificado pelo fato
de que a gravação que não foi classificada corre-
tamente teve um movimento global da face muito
similar com as do sinal Engordar. Além disso, isto
mostra uma deficiência do extrator que é senśıvel
ao rosto do sinalizador e as caracteŕısticas da face.
Vale ressaltar, também, que o LBP gera um histo-
grama que computa a ocorrência das texturas nas
imagens e este ponto pode não discriminar uma
expressão da outra se seus ńıveis de tons de cinza
forem similares. A tabela 2 apresenta quais gra-
vações foram classificadas erroneamente para cada
sinal, quantas vezes elas erraram e qual rótulo que
elas receberam.

Tabela 2: Número de vezes que as gravações foram
classificadas erroneamente.

Gravação
(número de vezes)

Classificado
como

Acalmar - -
Acusar 4 (3 vezes), 5 (6 vezes) e 10 (1 vez) Zangado
Aniquilar 6 (1 vez) Acusar
Apaixonado 9 (1 vez) Felicidade
Engordar - -
Felicidade 5 (2 vezes) e 9 (1 vez) Surpresa
Magro 1 (6 vezes) Engordar
Sortudo - -
Surpresa - -
Zangado 4 (6 vezes) e 10 (5 vezes) Acusar

4 Conclusões

Esse trabalho propôs reconhecer alguns sinais de
Libras por meio de um parâmetro fonológico da
ĺıngua. Boas taxas de acerto foram alcançadas,
mas quando se pensa em uma ĺıngua oficial que
possui mais de 10 mil sinais, a amostra utilizada
para seleção aqui é, de fato, muito pequena. Ape-
sar disto, os resultados obtidos no estudo realizado

mostraram que o modelo proposto teve um desem-
penho considerável. Este é um problema muito
complexo e com muitas variáveis a serem controla-
das e uma metodologia foi idealizada inicialmente
a partir de decisões tomadas para auxiliar na clas-
sificação dos sinais.

A base de dados utilizada possui poucas amos-
tras. Este é um ponto a ser melhorado no reconhe-
cimento de Libras, pois é necessário um conjunto
de dados robusto para corroborar com os resul-
tados aqui encontrados e poder compará-lo com
outras metodologias. Além disto, houve um erro
de classificação entre sinais cuja expressão é dife-
rente. Isto mostra que é necessário testar outros
tipos de extratores que sejam mais espećıficos para
extrair caracteŕısticas da expressão facial.

Esse é um estudo exploratório sobre a análise
da face no reconhecimento dos sinais de Libras.
Vale ressaltar a expressão facial é complementar
ao reconhecimento do sinal e para um sistema au-
tomático de reconhecimento é necessário conside-
rar todos os parâmetros da ĺıngua tais como: o
movimento das mãos e do corpo.

Há muito a se fazer para que um sistema de
reconhecimento automático de Libras atenda o seu
principal público: a comunidade surda. O ponto
central abordado nessa pesquisa foi estabelecer
uma metodologia para que possa ser aplicada em
sistemas de classificação envolvendo expressões fa-
ciais.
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