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Abstract This paper proposes a new visual descriptor, the LBP Incoherent, which models the distribution of local structures by 

Local Binary Pattern (LBP) and discards the homogeneous regions obtained, which we call coherent regions. Utilizing experiments 
with traditional datasets in literature, this algorithm shows better results than original LBP, even with four times smaller dimension. 

For scenes with much detail and information, the results were more satisfactory, overcoming techniques known in literature and 

with eight times bigger dimension, like gist.         
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Resumo Este artigo propõe um novo descritor visual, o LBP Incoerente, que modela a distribuição das estruturas locais através 

do Local Binary Pattern (LBP) e descarta as regiões homogêneas obtidas, nas quais chamamos de regiões coerentes. Utilizando 
experimentos com tradicionais bancos de dados na literatura, este algoritmo apresentou resultados melhores que o LBP original, 

mesmo possuindo um vetor com dimensão quatro vezes menor. Para cenas com muitos detalhes e informações os resultados foram 

ainda mais satisfatórios, superando técnicas conhecidas na literatura e com dimensão oito vezes maior, como o gist. 

Palavras-chave Visão Computacional, Classificação de Cenas, Local Binary Pattern, Vetor Coerente de Cor  

1    Introdução  

Classificação de cenas tem sido uma importante tarefa 

no campo da robótica e da visão computacional, com 

grande crescimento nas últimas décadas. As 

aplicações são inúmeras e variam desde a recuperação 

de imagens baseadas em seu conteúdo até navegação 

autônoma por robôs.  

Na literatura, há diversos algoritmos de diferentes 

níveis de complexidade e abordagens. Entretanto, 

apesar dos avanços, este campo existe muito a ser 

explorado até conseguir resultados satisfatórios. O 

principal motivo se dá pela grande variabilidade que 

as cenas possuem podendo uma mesma classe sofrer 

variações de iluminação, escala, oclusões e pontos de 

vista (Shi et al., 2015).  

Embora estes fatores não atrapalhem no 

reconhecimento automático de uma cena entre 

humanos, pois pode-se identificar uma grande 

quantidade de informação com apenas um olhar, para 

a máquina esta tarefa se torna árdua.  

Por isso, estudos baseados em como é a 

percepção humana ao classificar uma cena e quais as 

principais características extraídas da imagem para 

essa classificação, são realizados desde as últimas 

décadas a fim de inspirar novos algoritmos 

computacionais (Jiang et al., 2010). 

Por intermédio desses estudos, Oliva e Torralba 

(2001) propuseram um algoritmo baseado em algumas 

dimensões perceptuais da cena. Através destas 

dimensões é gerado um espaço multidimensional e as 

cenas com a mesma classe são então agrupadas. Estas 

dimensões são conhecidas como o gist da cena, ou 

seja, é a informação significativa que uma pessoa 

extrai através de uma rápida visualização (Oliva e 

Torralba, 2001).  

As abordagens holísticas, como o gist, tratam a 

cena como um único objeto e extraem delas suas 

principais características. Ditas abordagens são ideais 

quando se tem pouco conteúdo e informação, contudo 

o resultado não é tão bom para imagens mais 

complexas, com grande quantidade de objetos por 

exemplo (Chen et al, 2014). 

 Para estas cenas é mais interessante dividir a 

imagem em partes ou realizar um processo de 

segmentação para extrair as principais características 

locais de cada repartição. Nesse caso, um exemplo 

conhecido na literatura é o bag-of-words. Todavia, 

técnicas desse tipo demandam um custo 

computacional mais elevado (Shariari e Bergevin, 

2017).  

Atualmente, muitas pesquisas estão combinando 

estas duas abordagens de modo a construir um vetor 

que represente melhor qualquer tipo de cena e tenha 

maior generabilidade e robustez em relação às 

pesquisas que utilizam apenas uma destas abordagens. 

(Chu e Zhao, 2014). 

O Local Binary Pattern (LBP), proposto em 

(Ojala et al., 1996), é uma técnica simples, bastante 

utilizada para descrever uma imagem e considerada 

apropriada para o reconhecimento de cenas (Sinha et 

al., 2014). Devido à sua invariância à iluminação e 

contraste, o LBP tem sido utilizado em várias 

aplicações. Por conseguinte, tem se buscado cada vez 

mais aperfeiçoá-lo, criando variações e extensões a 

fim de aliar ainda mais a sua simplicidade com seu 

poder descritivo (Marcel et al., 2007). 

Este artigo está estruturado da seguinte forma: na 

seção 2 se encontram os objetivos do artigo, na seção 

3 discute-se a fundamentação teórica das técnicas 

empregadas, na seção 4 são apresentados os resultados 

obtidos e a seção 5 encerra o artigo com as principais 

conclusões e caminhos futuros da investigação. 
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2   Propósitos 

Este artigo tem o objetivo de mostrar que a técnica, 

aqui denominada LBP Incoerente, inspirada no 

algoritmo Color Coherent Vector (Pass et al., 1996), 

possui um resultado competitivo, se comparado tanto 

com o LBP Coerente – Incoerente como com o LBP 

original (Ojala et al., 1996), quando aplicado ao 

problema de classificação de cenas internas – 

externas.   

Essa abordagem traz como vantagem não fazer 

uso de técnicas de segmentação de imagens, possuir 

poucos parâmetros a serem estimados pelo usuário e 

apresentar baixa dimensionalidade na caracterização 

dos dados, uma vez que a técnica apresenta 

dimensionalidade reduzida em até 4 vezes, se 

comparado com o LBP original. 

3   Métodos 

A Figura 1 ilustra a proposta deste trabalho. 

Inicialmente todas as imagens são convertidas em 256 

níveis de cinza e, em seguida, utiliza-se o LBP sobre 

essas imagens. Com a imagem gerada pelo LBP, 

aplica-se uma redução de 256 para 64 níveis de cinza. 

Após esse procedimento, cada pixel é separado nessa 

nova imagem em coerente ou incoerente, conceitos 

esses que serão tratados na seção 3.2. Ao final, o 

histograma dos pixels incoerentes será o vetor 

descritivo da imagem, no qual passará pelo 

classificador k-nearest neighbor (k-NN).  

 

3.1 LBP 

O LBP se trata de um algoritmo com alto poder 

discriminativo para classificação de texturas. É um 

operador não-paramétrico, ou seja, não se baseia no 

valor absoluto da intensidade do pixel mas sim no seu 

valor em relação a outro pixel, isto o torna invariante 

à iluminação (Chen et al., 2015). 

 

 

Figura 1. Diagrama de blocos do sistema desenvolvido 

Neste algoritmo há uma janela de 3×3 pixels, 

conforme ilustra a Figura 2. O valor do pixel central é 

comparado com os seus vizinhos, se o valor do pixel 

vizinho for maior ou igual, naquela posição será 

atribuído o valor 1, caso contrário, será atribuído o 

valor 0. Quando esta operação é realizada para todos 

os 8 vizinhos do pixel central em sentido horário, gera 

um vetor de 8 bits, cujo número em decimal será 

atribuído a uma nova imagem na mesma posição do 

pixel central na imagem original. 

 

Figura 2. Operação do LBP  

O valor decimal, resultante da operação do LBP 

pode ser adquirido através da seguinte equação: 
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onde x e y representam as coordenadas do pixel central 

na imagem original, ic representa o valor em nível de 

cinza do pixel central e in representa os seus 8 pixels 

vizinhos. A função s(z) é definida como: 

 𝑠(𝑧) = {
0, 𝑧 < 0
1, 𝑧 ≥ 0

   . (2) 

  

Na Figura 3 é ilustrado um exemplo de uma 

imagem gerada pelo LBP, quando essa operação é 

aplicada em todos os pixels. Após a obtenção desta 

imagem, calcula-se seu histograma, isto é, a 

distribuição da frequência de cada nível de cinza na 

imagem. 

O histograma de uma imagem gerada pelo LBP 

pode proporcionar informações preciosas, pois 

captura propriedades estruturais como formas 

retangulares e superfícies planas, modelando a 

distribuição das estruturas locais (Gazolli e Salles, 

2012).  Além disso, como o LBP é um operador não-

paramétrico, certas variações na intensidade dos 

pixels não irão alterar o seu valor final, tornando o 

histograma robusto à iluminação. 

 

 

Figura 3. Imagem original (esq.) e imagem gerada pelo LBP (dir.) 

3.2 Vetor Coerente e Incoerente 

Baseado nas vantagens e eficiência que o histograma 

de cor pode oferecer para representar uma imagem em 

várias aplicações, Pass et al., (1996) visando 

aperfeiçoar ainda mais esta técnica, criou o Vetor de 

Cores Coerentes (CCV). Este vetor foi inspirado no 

fato de que os histogramas não possuem informação 

espacial, podendo duas imagens completamente 

distintas possuírem o mesmo número de pixels de uma 

determinada cor, independentemente destes pixels 

estarem agrupados em uma só região ou espalhados 

pela imagem (Pass et al., 1996).  

Inicialmente é feita uma discretização dos valores 

dos pixels em intervalos denominados buckets, assim 

o bucket 0 contém os valores de 0 a 9, o bucket 1 os 

valores de 10 a 19 e assim sucessivamente. Em 
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seguida, o CCV separa os pixels de uma imagem em 

dois grupos, os coerentes e não-coerentes, gerando 

dois histogramas de mesmo tamanho.  

Os pixels coerentes são aqueles que possuem uma 

mesma intensidade e estão conectados entre si 

formando uma região, essa região deve ter o tamanho 

acima de um determinado limiar. Caso contrário, estes 

pixels pertencerão ao grupo dos não-coerentes 

(incoerentes), pixels cuja vizinhança não possuem 

pixels com a mesma intensidade, ou possuem mas 

formam uma região abaixo do limiar estabelecido. 

Neste trabalho, tanto o tamanho dos buckets como do 

limiar foram mudados a fim de obter um melhor 

desempenho.   

Inspirado neste algoritmo Valaya et al., (1998), 

utilizou esta técnica não só para cores como também 

para as bordas, criando o “Edge Direction Coherence 

Vector” (EDCV). O objetivo era separar as cenas em 

cidade, montanha, floresta e pôr do sol. Tanto o 

EDCV como o CCV tiveram desempenho melhor que 

as técnicas originais de histogramas de borda e de cor.  

 

3.3 LBP Incoerente 

Da mesma forma que em Pass et al., (1996) e Valaya 

et al., (1998), o histograma do LBP é separado em 

duas partes: LBP Coerente e LBP Incoerente. 

Inicialmente são discretizados os valores gerados pelo 

LBP em vários intervalos de 1, 2, 4 e 8 níveis, gerando 

imagens com 256, 128, 64 e 32 níveis de cinza 

respectivamente. A seguir, os pixels são separados em 

coerentes e incoerentes, e por fim, calcula-se os 

histogramas de cada um.  

A Figura 4 mostra um exemplo de uma imagem e 

os seus dois histogramas gerados, os pixels coloridos 

(no caso, em vermelho) destacam as posições dos LBP 

coerentes e os restantes pertencem ao grupo dos LBP 

incoerentes. Perceba que os coerentes pertencem às 

regiões mais homogêneas. 

Outro fator importante é que a parte inferior da 

imagem possui um borramento, proporcionando mais 

pixels coerentes na imagem. Note que há presença de 

pixels incoerentes nas regiões homogêneas. Isto 

acontece porque, como o LBP é uma transformada 

não-paramétrica e não-linear, qualquer alteração 

mínima em um bit, pode proporcionar uma grande 

diferença no valor final, impedindo que aquele pixel 

pertença à uma região coerente. 

Observe na imagem que a frequência dos pixels 

coerentes é maior que a dos incoerentes. Por outro 

lado, os incoerentes apresentam um histograma mais 

próximo de uma distribuição uniforme. Isto já era 

esperado, em virtude do fato de que as regiões dos 

pixels coerentes possuem o mesmo valor e estão em 

grande número agrupadas. 

 

3.4 Método do vizinho mais próximo (k-NN) 

No k-NN tem-se uma amostra a ser classificada e 

sua classe será determinada em função da maioria das 

classes das k amostras mais próximas dela, através de 

uma função de distância. Uma característica do k-NN 

além da simplicidade e facilidade na sua 

implementação, é que sua probabilidade de erro é 

menor ou igual a duas vezes a probabilidade de erro 

de Bayes, para k=1 (Raja et al., 2013). 

 

 

Figura 4. Histogramas gerados pelo LBP Incoerente 

Como desvantagens pode-se citar que, com um 

grande banco de dados, o custo computacional do k-

NN poderá ser elevado, uma vez que são calculadas as 

distâncias entre todas as amostras. Outra desvantagem 

deste algoritmo é a sua intolerância a ruídos, além de 

prover pouca informação sobre a estrutura de dados 

(Kuncheva, 2004). 

A escolha da função de distância do k-NN é 

fundamental. Na literatura, encontra-se algumas 

funções como Mahalanobis, Euclidiana, Chi-

quadrado e Interseção de Histograma (Kuncheva, 

2004). Neste trabalho utiliza-se como função de 

distância a norma Euclidiana. Como há dois 

histogramas, ou seja, dois vetores para cada amostra, 

a equação da distância euclidiana se torna: 

 

,)()(),( 2
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onde i, j são as amostras que foram utilizadas, N é o 

tamanho do histograma, α é o histograma dos pixels 

coerentes e β o histograma dos pixels incoerentes. 

Perceba que quanto maior a diferença entre cada 

histograma, maior será a distância final. 

 

3.5 Máquinas de Vetores de Suporte (SVM) 

SVM é um classificador supervisionado, cujo objetivo 

consiste em achar um hiperplano ótimo capaz de 

separar duas ou mais classes com a menor taxa de erro 

esperada possível (Burges, 1998). Assim, caso exista 

um conjunto de dados não linearmente separáveis, 

através de uma transformação não linear, e usando 

uma função kernel, mapeia-se o espaço de entradas em 

um espaço de alta ordem, mas agora linearmente 

separável. O método define, também, uma região de 

segurança, conhecida como margem, em torno do 

hiperplano de separação. A definição da margem 

garante uma distância mínima entre o hiperplano de 

separação e as amostras conhecidas como vetores 

suportes, proporcionando uma melhor discriminação 

de classes. 

Na literatura, o SVM é constantemente utilizado 

como classificador de cenas, independente da 

complexidade do algoritmo ou das ferramentas 

utilizadas para a descrição da imagem, se tornando um 

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

479



 

 

dos principais métodos nesta área (Mandhala et 

al.,2014).  

Em (Raja et al., 2013) foi proposto um 

classificador para cenas externas utilizando 

características de baixo nível. Nesse caso, o SVM 

apresentou resultados melhores que o k-NN em todos 

os experimentos.  

4   Resultados e Discussão 

O LBP Incoerente foi testado em três banco de dados 

públicos, compostos por cenas denominadas internas 

e externas: 

 8 cenas – Publicado por Oliva e Torralba (2001), 

este banco de dados dispõe de 2688 imagens 

coloridas com dimensão de 256 × 256 pixels, 

contendo cenas de ambientes abertos, no qual 

chamaremos de “cenas externas”, separadas em 8 

classes: costa (360 imagens), floresta (328 imagens), 

montanha (274 imagens), rural (410 imagens), 

rodovia (260 imagens), cidade (308 imagens), 

prédio (356 imagens) e rua (292 imagens). 

 13 cenas – Publicado por Fei-Fei e Perona (2005), 

este banco de dados contém além das cenas 

disponibilizadas por Oliva e Torralba (2001), cenas 

nas quais chamaremos de “cenas internas”, divididas 

em 5 classes: quarto (216 imagens), cozinha (210 

imagens), sala (289 imagens), subúrbio (215 

imagens) e escritório (215 imagens). As imagens 

estão em nível de cinza e possuem dimensão média 

de 250 × 300 pixels. 

 15 cenas – Proposto por Lazebnick et al., (2006). É 

uma extensão dos dois bancos de dados acima, 

contendo além das imagens de Fei-Fei e Perona 

(2005), mais duas classes: industrial (311 imagens) 

e loja (315 imagens). As imagens estão em nível de 

cinza e possuem dimensão média de 250 × 300 

pixels. 

Os resultados apresentados a seguir e todo o 

processamento das imagens foram realizados no 

ambiente de desenvolvimento do Matlab®. Para a 

utilização do classificador SVM foi utilizado o pacote 

LIBSVM (Chang e Lin. 2011). Para o parâmetro C, 

que controla os conflitos entre os erros do SVM 

durante o treinamento e maximização da margem, 

empregou-se, após testes, C=13.  Utilizou-se como 

operador kernel, a função gaussiana. A estratégia 

adotada neste trabalho, por se tratar de um 

classificador multi-classes, foi a técnica um-contra-

todos. 

Inicialmente, as imagens coloridas foram 

convertidas em níveis de cinza, após isso aplicou-se o 

10-fold-cross-validation, um dos melhores métodos 

de validação na literatura que separa o banco de dados 

em 10 pastas aleatoriamente e utiliza uma pasta para 

teste e as outras como treino (Mandhala et al., 2014). 

Este procedimento é feito para cada pasta separada e, 

ao final, a acurácia média e o seu desvio padrão médio 

são calculados.  

Em (Pass et al., 1996) o limiar utilizado para que 

uma região fosse considerada coerente foi de 1% do 

tamanho da imagem, já em (Valaya et al., 1998) esse 

limiar para a construção do EDCV foi de 0,1%. 

Assim, esse parâmetro pode ser mudado dependendo 

da aplicação e das ferramentas a serem utilizadas. 

A Figura 5 apresenta os resultados obtidos com 

alguns valores deste limiar para a classificação das 

cenas externas e internas de Fei-Fei e Perona (2005). 

Nesta figura tem-se os resultados tanto para o caso em 

com os dois histogramas concatenados, quanto para o 

caso em que só é utilizado apenas um deles. Para 

melhor entendimento, o histograma composto pela 

concatenação dos histogramas coerente e incoerente é 

chamado de histograma duplo. 

Perceba que inicialmente o reconhecimento do 

histograma duplo tem aproximadamente o mesmo 

valor do incoerente. Isto pode ser explicado pelo fato 

de que quando utiliza-se o limiar de 1% poucas 

regiões coerentes do LBP conseguem atingir esse 

valor. Assim, o histograma coerente possui poucos 

pixels, contribuindo pouco para o reconhecimento e 

fazendo com que o histograma duplo e o histograma 

incoerente tenham praticamente o mesmo conteúdo. 

Isso explica também o baixo reconhecimento 

proporcionado pelo histograma coerente. 

Quando diminui-se esse limiar, as regiões 

coerentes começam a se tornar mais frequentes, como 

pode ser observado na Figura 6 pelos pixels 

vermelhos. Isto faz com que o histograma coerente 

tenha um maior poder discriminativo, aumentando o 

seu reconhecimento. 

No primeiro momento, a parte coerente 

proporciona uma maior contribuição ao histograma 

duplo, contudo possui pouco poder discriminativo, 

afetando negativamente o reconhecimento do 

histograma duplo (Figura 5). Essa pouca 

discriminação pode ser explicada visualmente pelas 

imagens da Figura 6. Observe que quando o limiar é 

0,1% há poucas regiões de pixels coerentes. Além 

disso, estas regiões estão isoladas umas das outras, 

fazendo com que a descrição da imagem por estes 

pixels seja fraca.  

Entretanto, quando o limiar é reduzido para 

0,01%, mais distribuído e mais frequente se 

apresentam estas regiões. Tal fato aumenta o poder 

discriminativo do histograma coerente e assim, o 

reconhecimento do histograma duplo aumenta 

novamente.  

Esse aumento pode ser observado na Figura 5 

quando com o limiar igual a 0,003%, seu valor 

mínimo aceitável, pois se o reduzir ainda mais, 

algumas imagens podem ter todos os seus pixels 

classificados como coerentes. Porém, observe que 

mesmo com uma grande quantidade de pixels 

vermelhos na imagem e com o seu reconhecimento 

maior, o histograma incoerente tem melhor 

aproveitamento que o coerente, ou seja, tem maior 

poder discriminativo.
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Figura 5. Reconhecimento com os histogramas gerados pelo LBP Coerente e Incoerente para as cenas internas e externas. 

 

Figura 6. Pixels coerentes na imagem para diferentes valores do limiar de região.

Outro fator importante a ser observado é que a 

disparidade entre esses dois histogramas é maior para 

as classes internas. Isto pode ser explicado pela Figura 

6, onde se nota que nas classes externas há mais 

regiões homogêneas, aumentando assim a quantidade 

de pixels coerentes na imagem, tornando-os mais 

denso. Tal fato contribui na capacidade discriminativa 

do histograma coerente. 

Em relação ao histograma duplo, o histograma 

incoerente apresentou resultados iguais ou melhores, 

porém é necessário lembrar que o histograma 

incoerente possui dimensão duas vezes menor, 

tornando sua escolha ainda mais vantajosa. 

A Tabela 1 mostra os resultados adquiridos para 

as 5 cenas internas e 8 cenas externas de acordo com 

a discretização dos níveis de cinza do LBP, os buckets 

já mencionados na seção 3.2. Observe que, mesmo 

reduzindo os níveis de cinza, e consequentemente o 

tamanho do histograma, os resultados não sofrem uma 

redução considerável, principalmente para cenas 

internas onde há mais quantidade de objetos e 

detalhes. Isto ocorre porque, quanto maior o número 

de detalhes em uma imagem, menor é a quantidade de 

níveis de cinza necessária para representá-la 

(Gonzalez e Woods, 2010). 

Outro aspecto importante é a alta correlação entre 

os bits que os operadores não-paramétricos como o 

LBP possuem. Isto proporciona uma menor 

quantidade de bits para representar uma imagem sem 

que seu poder discriminativo seja prejudicado (Wu e 

Rehg, 2011). 

É interessante ressaltar que, por se tratar de um 

operador não-linear, o LBP produz 256 categorias 

diferentes, podendo uma variação pequena em uma 

posição de um bit de comparação proporcionar uma 

grande diferença no valor decimal gerado. O trabalho 

de (Ojala et al., 2002) por exemplo, reduz as 256 

categorias do LBP para 36 diferentes valores, de 

acordo com o número de variações bit a bit do número 

binário gerado. 

Assim sendo, visando uma melhor relação entre 

aproveitamento e dimensionalidade, será utilizado o 

LBP Incoerente com 64 níveis de cinza para os 

próximos experimentos nesse artigo. 

Tabela 1. Resultados adquiridos utilizando o K-NN entre 

diferentes discretizações para o LBP Incoerente 

LBP-Incoerente 5 cenas internas 8 cenas externas 

256 70,0% ± 4,2 69,4% ± 1,5 

128 69,2% ± 4,4  68,0% ± 1,9 

64 70,3% ± 4,1 68,3% ± 2,8 

32 68,9% ± 5,1  66,6% ± 2,6 

 

A Tabela 2 compara os resultados adquiridos 

utilizando o SVM e o k-NN. Os testes foram feitos 

com o kernel gaussiano, pois esta função apresenta 

resultados melhores em relação a outros kernels, como 

o polinomial e linear, para a classificação de cenas 

(Mandhala et al.,2014). Perceba que o SVM 

apresentou resultados melhores para os diferentes 

bancos de dados, como já era esperado. 

Tabela 2. Resultados adquiridos utilizando o K-NN e o SVM para 

o LBP-Incoerente 64 

Banco de dados K-NN SVM 

5 cenas 70,3% ± 4,1 78,2% ± 4,4 

8 cenas 68,3% ± 2,8 78,8% ± 1,4 

13 cenas 63,6% ± 2,0  75,6% ± 2,4 

15 cenas 58,3% ± 2,2 72,1% ± 2,2 

 

A Tabela 3 apresenta o LBP-Incoerente com 

outros algoritmos conhecidos na literatura. Note que 

para as cenas internas o LBP Incoerente teve um 

aproveitamento melhor, mas nos outros bancos de 

dados o gist se sobressaiu. O resultado já era esperado 

visto que o gist está voltado para cenas com poucos 

detalhes e com regiões homogêneas, como as cenas 
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externas.  Um outro ponto interessante a ser observado 

é que na maioria dos casos, mesmo com um vetor 4 

vezes menor, o LBP Incoerente, se saiu competitivo 

em relação ao LBP. Além disso, nosso algoritmo tem 

seu vetor descritivo 8 vezes menor que o gist.  

Os resultados sugerem que LBP Incoerente e gist 

são algoritmos com abordagens distintas para 

aplicações diferentes, um direcionado para cenas com 

muitos detalhes e outro para cenas com regiões mais 

homogêneas.  

Tabela 3. Resultados adquiridos utilizando o SVM 

Descritor 5 cenas 8 cenas 13 cenas 15 cenas 

LBP-

Incoerente 

64 

78,2% ± 

4,4 

78,8% ± 

2,7 

75,6% ± 

2,4 

72,1% ± 

2,2 

LBP  
73,5% ± 

3,2 

78,3% ± 

2,7 

74,5% ± 

1,8 

73,6% ± 

2,6 

gist 
72,4% ± 

3,0 
86,6% ± 

2,3 

82,0% ± 

1,7 

76,7% ± 

1,6 

5   Conclusão 

Neste trabalho foi proposto um novo descritor de 

cenas, o LBP Incoerente, que modela a distribuição 

das estruturas locais da imagem através do LBP, mas 

descarta regiões que apresentem os mesmos valores de 

intensidade próximos. Assim como o LBP original, a 

técnica proposta é de fácil implementação, possui 

poucos parâmetros a serem estimados e tem robustez 

à iluminação. Observando a Tabela 2, conclui-se que 

o LBP Incoerente obteve resultados melhores que o 

LBP na maioria dos casos, mesmo sendo um vetor de 

dimensão quatro vezes menor, o que o torna ainda 

mais interessante. Quando os histogramas gerados 

pelo LBP Coerente e LBP Incoerente são 

concatenados, formando o histograma duplo, o LBP 

Incoerente ainda assim obtém resultados melhores em 

todos os casos. Para trabalhos futuros espera-se 

estender este algoritmo utilizando informação de cor 

e contexto para aumentar o reconhecimento. Também, 

pretende-se concatenar o vetor de características gist 

com o histograma do LBP incoerente. 
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