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Abstract— This work shows a study about the implementation of a multilayer perceptron Time Delay Neural
Network applied to the estimation of the speed of a three-phase induction motor driven by an inverter with
direct torque control. The runtime of the algorithms and the implementation method of artificial neural network
activation functions influence the performance of control systems as well as the accuracy of the output in the
artificial neurons. Thus, an evaluation of the characteristics of the strategies of execution of the neural networks
becomes necessary. The neural estimator as well as a control strategy is embedded in a hardware using a Digital
Signal Processor, and the simulation and experimental results are presented.

Keywords— Induction motors, artificial neural networks, speed estimation, embedded systems.

Resumo— Este trabalho apresenta um estudo sobre a implementação de uma rede perceptron multicamadas do
tipo Time Delay Neural Network aplicada na estimativa de velocidade de um motor de indução trifásico acionado
por um inversor com controle direto de torque. O tempo de execução dos algoritmos e o método de implementação
das funções de ativação das redes neural artificiais influenciam o desempenho do sistemas de controle, bem como
a precisão da sáıda nos neurônios artificiais. Dessa forma, uma avaliação das estratégias de execução das redes
neurais se faz necessária. O estimador neural, bem como a estratégia de controle é embarcada em hardware
usando um Processador Digital de Sinais, e os resultados de simulação e experimentais são apresentados.

Palavras-chave— Motores de indução, redes neurais artificiais, estimação de velocidade, sistemas embarca-
dos.

1 Introdução

O Motor de Indução Trifásico (MIT) é usado em
muitos setores industriais, sendo o principal ele-
mento de conversão de energia elétrica em mecâ-
nica motriz. Suas principais caracteŕısticas são
baixo custo e robustez (Suetake et al., 2011; dos
Santos et al., 2014).

As aplicações que incluem o MIT podem ser
divididas em dois grupos: o primeiro é aquele em
que o motor é diretamente acoplado à rede elé-
trica, sem elemento de controle de velocidade. No
segundo, as metodologias de controle escalar ou
vetorial são aplicadas. Para ambos os grupos, nas
diversas aplicações dos setores produtivos, há a
necessidade de conhecer a velocidade no eixo da
máquina, seja na forma de medida direta ou esti-
mada (Krishnan, 2001).

A velocidade no eixo do motor de indução é
comumente medida com encoders ópticos, resol-
vers eletromagnéticos ou tacogeradores. Entre-
tanto, o uso destes dispositivos apresentam cer-
tas limitações em suas aplicações, tais como o au-

mento do custo do dispositivo de acionamento,
redução da robustez mecânica, baixa imunidade
ao rúıdo, alteração da inércia da máquina, além
de exigir cuidados especiais em ambientes hostis
(Aydogmus and Aydogmus, 2015).

O uso de técnicas sensorless é encontrado
principalmente em acionamentos de alto desem-
penho como em Controle Vetorial (CV) e Con-
trole Direto de Torque (CDT). As principais es-
tratégias de controle sensorless têm como base os
estimadores de malha aberta com monitoramento
de corrente e tensão do estator, observadores de
estado, sistemas de referência com modelos adap-
tativos e estimadores baseados em sistemas inteli-
gentes, os quais advêm principalmente das Redes
Neurais Artificiais (RNA) e lógica fuzzy (Krause
et al., 2002; Lima et al., 2012).

As redes neurais possuem facilidade em sua
prototipagem em hardware ou software, após o
processo de treinamento, devido a serem ne-
cessárias apenas algumas operações matemáticas
elementares (Nunes et al., 2010). Entretanto,
quando as RNAs são aplicadas em sistemas de
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controle, onde o tempo e a precisão da resposta
são relevantes, a estratégia de implementação deve
ser avaliada.

Neste trabalho uma rede perceptron de múlti-
plas camadas Time Delay Neural Network TDNN
é usada como aproximador universal de funções
para a estimativa de velocidade de um MIT,
quando este é acionado por inversor com controle
direto de torque. A tangente hiperbólica, função
de ativação dos neurônios das camadas escondi-
das, é implementada com o uso da biblioteca math
em linguagem C e através da técnica lookup table.
A influência do método de execução da função de
ativação dos neurônios frente ao tempo de execu-
ção do algoritmo é avaliada em bancada experi-
mental. Simulações computacionais são executa-
das a fim de demonstrar a influência dos métodos
de execução das funções de ativação em relação a
precisão do estimador.

A organização deste trabalho é descrita como
segue: Na Seção 2 serão apresentados os aspec-
tos do motor de indução e do controle direto de
torque. Na Seção 3 será apresentada o estimador
neural de velocidade e as estratégias de implemen-
tação das funções de ativação dos neurônios. Na
Seção 4 serão apresentados os resultados experi-
mentais e de simulação que demonstram o desem-
penho do estimador e do sistema embarcado. Na
Seção 5 serão apresentadas as conclusões deste tra-
balho.

2 Aspectos do motor de indução e do
acionamento

O primeiro passo no treinamento supervisionado
de uma rede neural artificial consiste em compilar
o conjunto de dados de entrada e sáıda, cujo ob-
jetivo consiste em ajustar os parâmetros internos
da rede. Neste procedimento, denominado pro-
cesso de treinamento, a rede é exposta a sequên-
cias de dados que descrevam de forma satisfatória
o comportamento do sistema analisado (dos San-
tos et al., 2014).

Com o objetivo de gerar os dados de treina-
mento do estimador neural de velocidade do mo-
tor de indução em diversos pontos de operação de
velocidade, são realizadas várias simulações uti-
lizando a ferramenta MATLAB/Simulink. A Fi-
gura 1 apresenta o diagrama em blocos que des-
creve as entradas e sáıdas do sistema. O MIT é
acionado por um driver com Controle Direto de
Torque (CDT).

2.1 Aspectos do modelo do MIT

O modelo do motor de indução usado nas simu-
lações foi desenvolvido em Ong (1998) e os parâ-
metros da máquina utilizada são de um motor de
4 pólos, 220/380V, IP55, de fabricação WEG. A
Tabela 1 apresenta os parâmetros do MIT.

Figura 1: Diagrama em blocos do modelo do sistema.

Tabela 1: Parâmetros do MIT

Standard Line, IV Pole, 60 Hz, 220/380 V

Potência 1 CV

Resistência do estator 7,32 Ω

Resistência do rotor 2,78 Ω

Indutância de dispersão
do estator 8,95 ·10−3H

Indutância de dispersão
do rotor 5,44 ·10−3H

Indutância mútua 1,41 ·10−1H

Corrente nominal 3,02 A

Momento de inércia 2,71 ·10−3kg.m2

Velocidade śıncrona 188,49 rad/s

Escorregamento 3,8 %

Torque nominal 4,1 Nm

O torque eletromagnético, a velocidade śın-
crona e a velocidade do rotor são as variáveis usa-
das no processo de treinamento da rede neural.

Para o desenvolvimento deste estudo será con-
siderada uma carga linear acoplada ao eixo do ro-
tor. Esta carga é frequentemente encontrada em
aplicações como ventiladores, moinhos de rolos,
bombas de pistão e serras para madeira, onde a
mesma apresenta um aumento linear do conjugado
de carga conforme o incremento da velocidade da
máquina (Dias and Lobosco, 1998).

2.2 Controle direto de torque

O CDT oferece alta performance em relação a sua
simplicidade de implementação e rápida resposta
de torque eletromagnético. O baixo custo compu-
tacional e o bom desempenho dinâmico em médias
e altas velocidades motivaram o seu uso (Costa
et al., 2015). Essa técnica tem a caracteŕıstica
de controlar diretamente o fluxo e o torque, para
máquinas acionadas por inversor de tensão com a
devida tabela de chaveamento ou técnica de mo-
dulação apropriada.

A utilização da modulação por vetores espa-
ciais tem por objetivo atenuar os problemas en-
contrados do CDT controlado por comparadores
de histerese. O uso da modulação Space Vec-
tor Modulation (SVM) proporciona ao CDT uma
frequência constante de chaveamento, reduzindo
a ondulação do torque eletromagnético e melho-
rando o desempenho na região de baixas veloci-
dades (Zhang et al., 2012). Além da modulação
SVM, outra alteração na estratégia de controle
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é a substituição dos comparadores de histerese
por controladores PI (Proporcional Integral). As-
sim, o conjunto de alterações implica no aumento
no custo computacional para sua implementação,
sendo que a modulação SVM representa o acrés-
cimo de 25% à 30% do tempo computacional re-
querido em relação ao CDT clássico (Casadei et
al., 2002).

Desta forma o CDT-SVM é comumente inter-
pretado de forma similar ao CV (Controle Veto-
rial) orientado pelo fluxo do estator, sem a utiliza-
ção dos controladores de corrente (Kazmierkowski
et al., 2011). Para Abu-Rub et al. (2013), a téc-
nica CDT-SVM pode ser visto como a combinação
do CDT clássico e o CV, atenuando as desvanta-
gens básicas e mantendo as vantagens de ambos
os métodos. O diagrama em blocos da Figura 2
mostra o controle CDT-SVM em malha fechada.

O CDT mostrado na Figura 2 apresenta três
malhas de controle, sendo um controlador para o
fluxo eletromagnético do estator, um para o tor-
que eletromagnético e outro para a velocidade me-
cânica, resultando na tensão a ser sintetizada pelo
inversor (vds e vqs), no referencial śıncrono. Um
termo de desacoplamento é utilizado na sáıda da
malha do controle de torque, representado pela
adição do termo Ψds × ωe.

Figura 2: Diagrama do CDT-SVM orientado pelo
fuxo do estator.

Na Figura 2, Iabc e Vab,bc,ca são as correntes
e tensões trifásicas do MIT, Ψds é o fluxo do es-
tator e o Ψds

∗ é a referência do controlador de
fluxo, ωe é a velocidade śıncrona e θe a posição
angular de Ψds, ωr é a velocidade mecânica e o
ωr
∗ é a referência do controlador de velocidade,

Te é o torque eletromagnético e Te
∗ é a referência

do controlador de torque.

3 Estimador Neural de Velocidade

Diversas técnicas de estimação de velocidade vêm
sendo apresentadas a fim de ser posśıvel estimar
essa variável com robustez em ampla faixa de ope-
ração do MIT (dos Santos et al., 2014). Na lite-
ratura são encontrados trabalhos publicados que
utilizam do modelo matemático do MIT para a

implementação do estimador de velocidade (Zhao
et al., 2016). Entretanto, a performance do es-
timador é dependente da fidelidade dos parâme-
tros utilizados com relação ao valores f́ısicos reais
da máquina (Amezquita-Brooks et al., 2014; Kan
et al., 2015).

Os referidos parâmetros são variáveis com o
tempo de operação da máquina e os mesmos de-
vem ser constantemente atualizados. Dentre as
técnicas de atualização dos parâmetros do MIT
destacam-se as de Modelo de Referência Adapta-
tiva, como apresentado em Alonge et al. (2016).

Outros autores apresentam a aplicação de téc-
nicas baseadas em sistemas inteligentes para a es-
timação da velocidade do MIT. Tais técnicas vêm
se apresentando promissoras, como apresentador
no trabalho de Gadoue et al. (2013), onde as re-
des neurais artificiais são usadas em complemento
ao sistema de modelo adaptativo.

Uma das caracteŕısticas da RNA consiste na
capacidade de aprendizado, ou seja, aplica-se um
processo de treinamento no qual a rede aprende a
relação entre as entradas e as sáıdas de um deter-
minado sistema por meio do ajuste dos seus pesos
sinápticos.

Neste trabalho uma rede Perceptron Multi-
camada é utilizada, a qual possui como uma de
suas propriedades a capacidade de generalização
de soluções quando operando como aproximador
universal de funções.

Redes PMC de entradas atrasadas no tempo
Time Delay Neural Network (TDNN) também são
de arquitetura feedforward. Essa rede foi primei-
ramente apresentada por Lang and Hinton (1988)
e Waibel et al. (1989). A rede calcula sua sáıda
em função de valores de entradas anteriores, ou
seja:

x(t) = f(x(t− 1), x(t− 2), ..., x(t− np)) (1)

onde np é a ordem dos atrasos do preditor.
Neste trabalho a TDNN é usada a fim de es-

timar a velocidade do motor de indução trifásico
quando este é acionado por um driver com o CDT.

3.1 Aspectos metodológicos da simulação do
MIT

O modelo do MIT utilizado nas simulações deste
trabalho, tanto na geração dos dados de treina-
mento bem como para a validação computacional,
é apresentado em Ong (1998).

Para compor o conjunto de dados de trei-
namento foram realizadas diversas simulações do
modelo matemático do MIT implementado no am-
biente Matlab/Simulink. As simulações realiza-
das compreendem o MIT operando numa faixa de
0 rad/s à 180 rad/s, variando com o passo de 5
rad/s na faixa de 0 à 20 rad/s e 10 rad/s na faixa
entre 20 à 180 rad/s, totalizando 21 referências
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de velocidades de referência para cada sentido de
rotação, da partida ao regime permanente.

Observa-se que na região de baixas frequên-
cias tem-se um menor intervalo entre as referên-
cias de velocidade de forma a obter uma maior
concentração de dados de treinamento, isso ocorre
devido a dificuldade encontrada no mapeamento
da resposta dinâmica de velocidade nessa região
de operação. Ainda, para cada ponto de operação
de frequência, foram utilizados 5 valores de con-
jugado resistente de carga, variando de 0,1 N.m
a 4,1 N.m com incremento de 1 N.m. Por fim,
foram executadas 210 simulações para compor o
conjunto de dados de treinamento. A Tabela 2
apresenta de forma sintetizada as condições de si-
mulação para a composição do banco de dados.

Tabela 2: Condições gerais de aquisição de dados das
simulações

Região de operação 0-180 rad/s

Intervalo de frequências
de operação

5 rad/s operando
de 0-20 rad/s

Intervalo de frequências
de operação

10 rad/s operando
de 20-180 rad/s

Total de frequências
de operação

21

Intervalos de conjugado
de carga

1 N.m variando
de 0,1-4,1 N.m

Região de operação
do estimador

0 rad/s a 180 rad/s

Total de frequências
de operação

105

Para que a RNA mapeie todo o comporta-
mento dinâmico do sistema de dados durante a
aceleração e desaceleração do MIT utiliza-se um
maior número de dados frente ao regime perma-
nente. Neste caso há dados nas 5 faixas de conju-
gado de carga para cada referência de velocidade,
e para todas elas é aplicado o mesmo tempo de
simulação. A proporção de amostras durante a
aceleração/desaceleração varia de 70% à 75% em
relação ao total de amostras.

Essa variação de taxa de amostras entre a
dinâmica do MIT e o regime permanente se
deve ao maior tempo necessário para acelera-
ção/desaceleração conforme o aumento do con-
jugado mecânico. Fazendo-se uso desse procedi-
mento tem-se o reforço do treinamento da RNA
durante os transitórios. Os dados não utilizados
durante o treinamento são destinados ao processo
de validação da RNA.

A estrutura do conjunto inversor fonte de ten-
são com os controles, processamento de dados e
estimador neural de velocidade é apresentada na
Figura 3.

Para que o estimador proposto seja genera-
lista com relação à potência do motor de indução
acionado, foi adotada a normalização com os va-
lores máximos de todas as variáveis de entrada e
sáıda. Dessa forma, objetiva-se que o estimador

Figura 3: Estrutura para o treinamento e teste do
estimador.

tenha performance satisfatória mesmo para uma
máquina cujos parâmetros são diferentes daqueles
usados nas simulações. A Tabela 3 apresenta os
parâmetros estruturais da RNA utilizado no acio-
namento com do MIT com o CDT.

Tabela 3: Parâmetros da rede proposta para o CDT

Arquitetura da rede
Perceptron

multicamadas TDNN

Tipo de treinamento
Supervisionado

offline

Número de camadas 3

No de neurônios da
1a camada escondida

5

No de neurônios da
2a camada escondida

9

Algoritmo de
treinamento

Levenberg-Marquardt
backpropagation

Taxa de aprendizagem 1.10−2

Épocas de treinamento 385

Erro quadrático
requerido

5.10−6

Função de ativação
da camada escondida

Tangente hiperbólica

Função de ativação
da camada sáıda

Linear

4 Resultados de Simulação e
Experimentais

Os testes experimentais são conduzidos com o al-
goritmo de controle do MIT e do estimador neural
implementado no kit de experimentos de Processa-
dor Digital de Sinais (DSP) TMS320F28335 com
a CPU de 150 MIPS em ponto flutuante, 512 kB
de memória flash e com o conversor analógico con-
figurado a realizar aquisições de sinais com resolu-
ção de 12 bits. O algoritmo de controle é śıncrono
à interrupção do conversor A/D, onde cada ciclo
dura 50us (20 ks/s).

Já a RNA é executada em duas etapas, onde
na primeira etapa são processados os dados até a
sáıda da primeira camada escondida, enquanto no
ciclo seguinte do loop os dados são processados a
partir da segunda camada escondida até a sáıda
da RNA. Dessa forma, a velocidade estimada é
atualizada a cada dois ciclos do loop principal, ou
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seja, a uma taxa de 10 ks/s. A Figura 4 mostra a
bancada de ensaio usada nos testes experimentais.

Figura 4: Ilustração da bancada de ensaios experi-
mentais.

Para observar o tempo gasto na execução de
um determinado intervalo do algoritmo é usada
uma sáıda digital do DSP como indicador. O ńı-
vel lógico alto indica o ińıcio de processamento do
código avaliado, enquanto o ńıvel lógico baixo in-
dica o término. A medição do tempo de execução
é feita com o uso de um osciloscópio, medindo-se
largura desse pulso. A Figura 5 mostra a sequên-
cia de execução do loop principal no DSP.

Figura 5: Loop principal do algoritmo embarcado no
DSP.

A função de ativação das camadas escondidas
da RNA é a tangente hiperbólica, que nesse tra-
balho é implementada de duas formas, chamando
a função tanh com o uso da biblioteca math e o

uso da técnica lookup table (LUT), cujo os valo-
res do vetor são armazenados na memória flash
do DSP. A biblioteca math tem como vantagem a
precisão dos resultados das funções trigonométri-
cas com relativo pouco uso de memória. Entre-
tanto, a quantidade de instruções que a máquina
executa pode ser significativamente elevada. Na
técnica LUT o domı́nio da sáıda de uma função,
ou uma parcela dele em caso de funções simétri-
cas, é armazenado em um vetor e a entrada da
função é usada apenas para o cálculo da posição
do vetor que contém o valor de retorno da função.
Embora o uso de uma tabela com valores defini-
dos são rapidamente acesśıveis, a memória alocada
para o armazenamento do vetor é atrelado a pre-
cisão pretendida da resposta da função, conforme
será mostrado pelos dados de simulação.

Devido a simetria da função tangente hiperbó-
lica, conforme mostra a Figura 6, apenas o inter-
valo positivo (ou negativo) precisa ser usado para
representar o domı́nio da função. Assim, se o valor
de entrada v é positivo, a sáıda da função é po-
sitiva, caso contrário atribui-se sinal negativo ao
vetor com os valores de sáıda da função. Com esse
artif́ıcio é posśıvel dobrar a resolução da sáıda da
função para uma mesma quantidade de memória
do DSP.

Figura 6: Função de ativação tangente hiperbólica.

Os testes experimentais que mostram os tem-
pos de execução do algoritmo embarcado no DSP
são executados conforme mostrado na Tabela 4.

Tabela 4: Testes dos tempos de execução da tangente
hiperbólica.

Teste Tempo de execução

1 Um ciclo do loop principal

2 Função de ativação

3 Primeira camada escondida

O tempo usado pelo DSP para executar um ci-
clo do loop principal para o Teste 1, considerando
o uso da biblioteca math para o cálculo da fun-
ção de ativação, é mostrado na Figura 7. O DSP
levou 54 µs para executar todo o algoritmo de aci-
onamento e a RNA até a primeira camada escon-
dida. No segundo ciclo, O DSP levou 77 µs para
executar o algoritmo de acionamento e a RNA é
processada à partir da segunda camada escondida
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até a sáıda do estimador neural. Em ambos os
ciclos o tempo de execução foi superior ao limite
estabelecido pelo para o correto funcionamento do
acionamento do MIT (50 µs).

(a)

(b)

Figura 7: Tempo de execução de um ciclo usando a
biblioteca math: a) até a primeira camada escondida,
b) após a segunda camada escondida.

Quando o método de obtenção do resultado
da função tangente hiperbólica é o LUT o tempo
usado para executar um ciclo do loop principal
é significativamente reduzido, conforme mostra a
Figura 8. O tempo de execução é 59,259 % (32
µs) menor considerando a primeira camada escon-
dida da RNA, enquanto o ciclo que calcula da se-
gunda camada escondida até a sáıda tem redução
de 49,87 % (38,4 µs).

O tempo de execução dos cinco neurônios da
primeira camada escondida é de 35,0 µs e 13,6 µs
usando a biblioteca math e a técnica LUT, respec-
tivamente, como mostra a Figura 9.

Como mostram os resultados experimentais, a
estratégia usada no cálculo da função de ativação
tangente hiperbólica deve ser levada em conta em
sistemas embarcados, influenciando diretamente
no tempo de execução do algoritmo.

Uma vez mostrado que o uso da técnica LUT
para a função de ativação apresenta vantagem em
relação ao tempo de processamento da RNA, a
precisão da sáıda do estimador é também avaliada.
Com objetivo de avaliar o desempenho do estima-
dor neural entre tais estratégicas de implementa-
ção da função de ativação, realizou-se um teste

(a)

(b)

Figura 8: Tempo de execução de um ciclo usando a
técnica LUT: a) até a primeira camada escondida, b)
após a segunda camada escondida.

(a)

(b)

Figura 9: Tempo de execução da primeira camada
escondida: a) usando a biblioteca math, b) usando a
técnica LUT.
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computacional considerando o MIT a 5 rad/s em
regime permanente com conjugado nominal.

O desempenho do estimador neural, frente a
velocidade medida no eixo da máquina, é avali-
ado usando a biblioteca math e a técnica LUT
com quatro mil e cinco mil pontos de resoluções
na discretização da função de ativação dos neurô-
nios das camadas escondidas, conforme mostra a
Figura 10. O Erro Relativo Médio (ERM) em re-
gime permanente da RNA é de 1,562% e 0,029
rad/s de desvio padrão, quando usada a biblio-
teca math. Quando é usado a técnica LUT com
discretização da função tangente hiperbólica com
quatro mil pontos o ERM de 5,964% e 0,231 rad/s
de desvio padrão. Elevando a quantidade de pon-
tos que representam a sáıda da função de ativação
o ERM obtido é de 5,421% e 0,196 rad/s de desvio
padrão.

Figura 10: Resposta do estimador neural de veloci-
dade.

Os resultados de simulação mostram que
quanto maior é a resolução da função de ativa-
ção maior é a precisão da RNA. Entretanto, deve-
se considerar o espaço na memória dispońıvel no
hardware para alocar a tabela de resultados.

5 Conclusões

Este trabalho apresenta uma avaliação em relação
as metodologias de implementação da função de
ativação tangente hiperbólica em uma rede per-
ceptron multicamadas do tipo Time Delay Neural
Network aplicada na estimativa de velocidade de
um motor de indução trifásico acionado por um
inversor com controle direto de torque.

Os testes experimentais mostram que o uso da

biblioteca math usa maior número de instruções
para executar o cálculo da tangente hiperbólica,
quando comparado à técnica LUT. Deve-se sali-
entar que o tempo de execução é cŕıtico em sis-
temas de controle que possuem resposta dinâmica
rápida. Assim, o uso da técnica LUT reduz con-
sideravelmente o tempo uso de processamento do
algoritmo nesta aplicação entre 49,87 % e 59,259
%. Pode-se concluir também que há redução da
permormance do estimador neural quando é usado
a técnica LUT, caracteŕıstica essa relacianada à
resolução da sáıda da função de ativação. Entre-
tanto, elevar o número de amostras do vetor da
técnica LUT acarreta em maior quantidade me-
mória alocada no DSP.
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