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Abstract— Analyzing data with latent spatial and/or temporal structure is a challenge for machine learning.
In this work, we propose a novel nonlinear model for studying data with latent dependency structure. It success-
fully combines the concepts of Markov random fields, transductive learning and regression, making heavy use of
the notion of joint feature maps. The proposed Transductive Conditional Random Field Regression (TCRFR)
model is able to infer the latent states by combining limited labeled data of high precision with unlabeled data
containing measurement uncertainty. In this manner we can propagate accurate information and greatly reduce
uncertainty. We demonstrate the usefulness of our novel framework on synthetic as well as real-world off-shore
data with spatial structure from the oil industry to predict rock porosities from acoustic impedance data.

Keywords— Semi-supervised/Transductive Learning, Ridge Regression, Conditional Random Fields.

Resumo— Análise de dados contendo estruturas espaciais e/ou temporais latentes é um desafio para técnicas
de aprendizado de máquina. Neste trabalho é proposto um novo modelo não-linear para estudo de dados com
estrutura de dependência latente. O modelo proposto, denominado Transductive Conditional Random Field
Regression (TCRFR), combina com sucesso os conceitos de Markov random fields, aprendizado transdutivo e
regressão, fazendo uso intensivo de joint feature maps. Este modelo é capaz de inferir os estados latentes através
da combinação de um reduzido número de dados rotulados de alta acurácia com dados não-rotulados contendo
incertezas de medição. Assim, essa informação de maior acurácia é propagada de forma a reduzir substancialmente
a incerteza. A utilidade do método é demonstrada tanto em um reservatório de petróleo sintético quanto em um
reservatório real na indústria de petróleo com o objetivo de estimar a porosidade de rochas a partir de dados de
impedância śısmica.

Palavras-chave— Sistemas Inteligentes, Aprendizado Semi-Supervisionado, Ridge Regression, Conditional
Random Fields, Geologia de Reservatórios.

1 Introdução

Análise de dados dependentes de estrutura espaço-
temporal representa um esforço desafiador em
aprendizado de máquina e processamento de sinais
que possui aplicação em diversas áreas como, por
exemplo, comunicação móvel (Gao et al., 2012),
análise de dados em geociências (Deutsch, 2002),
modelagem de fluxo de tráfego (Cetin and Co-
mert, 2006) e neurociência (Görnitz et al., 2014).

Neste artigo, consideramos o caso em que ins-
tâncias de entrada imprecisas com um alto ńıvel
de rúıdo são dependentes de variáveis latentes com
estrutura de dependência conhecida. Adicional-
mente, para uma pequena parcela de variáveis de
entrada, um rótulo de regressão de alta qualidade
e baixo rúıdo encontra-se dispońıvel. Classifica-
mos esse tipo de problema como uma tarefa de
regressão semi-supervisionada e transdutiva.

A Figura 1 ilustra um exemplo de aplicação
em análise de séries temporais. O painel da es-
querda apresenta uma variável de entrada (obser-
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Figura 1: Exemplo sintético de um problema de
regressão linear com estrutura temporal contendo
alguns dados rotulados (vermelho) e diversos da-
dos não-rotulados (cinza).

vação) durante um determinado peŕıodo de tempo
e essa variável depende probabilisticamante de um
estado latente; as amostras são obtidas de uma
distribuição gaussiana na qual a média (mostrada
através de uma função degrau) depende do estado
latente. Neste exemplo, o rúıdo gaussiano medido
é maior do que a dependência das médias em rela-
ção ao estado latente correspondente, o que torna
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dif́ıcil a segmentação. Entretanto, o que acontece
se medições adicionais encontram-se dispońıveis
como parte das amostras?

Essas medições precisas podem fazer com que
as amostras sejam separáveis (vide painel da di-
reita da Figura 1). Um desafio adicional, entre-
tanto, surge quando essas medições precisas não
se encontram dispońıveis para todas as amostras
(por exemplo, os pontos vermelhos na Figura 1).
A ideia principal neste artigo é considerar a es-
trutura de variáveis latentes e propagar de forma
apropriada essa informação acurada dos rótulos
correspondentes para as amostras não-rotuladas.

Caso seja posśıvel capturar de forma correta
a estrutura latente, a qual possui correlações for-
tes e densas dentro de cada cluster e correlações
escassas e fracas entre clusters, como no painel da
direita da Figura 1, poderemos inferir de forma
correta as variáveis latentes e dáı realizar facil-
mente a predição dos rótulos de regressão.

Para atingir esse objetivo, propomos um novo
método, Transductive Conditional Random Field
Regression (TCRFR), capaz de inferir estados la-
tentes através da combinação de um reduzido nú-
mero de dados rotulados de alta acurácia com da-
dos não-rotulados contendo incertezas de medi-
ção. TCRFR pode ser visto como um processo no
qual todo o dado dispońıvel é iterativamente clus-
terizado em classes ocultas estruturadas e inferi-
das através de conditional random fields (Lafferty
et al., 2001) e, em seguida, aplica-se ridge regres-
sion em cada cluster.

A organização do artigo é apresentada a se-
guir. Na Seção 2 é descrita a predição de porosi-
dade em um reservatório de petróleo, que exem-
plifica o tipo de problema tratado neste artigo. A
Seção 3 apresenta trabalhos relacionados. A Se-
ção 4 detalha o modelo proposto. Na Seção 5 são
conduzidos experimentos relativos ao problema de
predição de porosidade em dados sintéticos e re-
ais. A Seção 6 apresenta as conclusões do artigo e
trabalhos futuros.

2 Predição de Porosidade

A predição de porosidade é uma tarefa crucial na
indústria de petróleo para recuperação de hidro-
carbonetos como óleo e gás natural (Figura 2) du-
rante as fases de interpretação exploratória e de
caracterização de reservatórios. Porosidade, de-
finida como a fração de espaço vazio em relação
ao volume total de uma rocha, é um indicador
fundamental para a existência de um reservatório
de petróleo—esse espaço vazio pode armazenar hi-
drocarbonetos. A porosidade pode ser medida di-
retamente nos poços perfurados, porém a perfura-
ção de um poço é um processo extremamente caro
e tipicamente realizado somente em locações nas
quais existe uma grande probabilidade de existên-
cia de um reservatório. Dessa forma, é prefeŕıvel

realizar essa predição a partir de fontes de infor-
mação mais baratas.

Impedância śısmica, estimada a partir da aná-
lise de reflexões de ondas sonoras, é a principal
fonte de informação dispońıvel em todo o volume
da área em análise. A relação entre porosidade
e impedância é dependente de uma propriedade
latente conhecida como fácies (Deutsch, 2002).
Cada categoria de fácies representa um grupo dis-
tinto de rochas com caracteŕısticas similares como
mineralogia, tamanho dos grãos e estruturas sedi-
mentares. É razoável assumir uma estrutura es-
pacial forte nas fácies. Em geral, empresas de pe-
tróleo estimam a porosidade em todo o volume
de uma área de interesse a partir de porosidades
observadas de forma esparsa nos poços e impedân-
cias observadas densamente em todo o volume, le-
vando em consideração a estrutura espacial das
fácies.

Considerando a impedância como entrada,
porosidade como sáıda e fácies como variável la-
tente, este problema corresponde a uma aplicação
exata para a qual o método TCRFR foi desenvol-
vido. A Figura 2 ilustra o problema de predição de
porosidade para uma fatia horizontal em um vo-
lume de reservatório sintético (Castro et al., 2005).
A Figura 2 (a) mostra a impedância de entrada;
a Figura 2 (b) revela as fácies latentes/ocultas es-
truturadas espacialmente; a Figura 2 (c) apresenta
a sáıda de porosidade. Como se pode observar na
Figura 2 (d), clusterizar os dados em duas fácies
é um problema complexo se apenas as impedân-
cias estão dispońıveis e bem mais simples se a po-
rosidade (eixo vertical) também é conhecida. A
porosidade, entretanto, é observada apenas em al-
gumas localidades. TCRFR possibilita uma clus-
terização acurada através da captura da estrutura
espacial de fácies e da propagação dessa informa-
ção para os dados não-rotulados.

3 Trabalhos Relacionados

Para a revisão dos trabalhos relacionados, é ne-
cessário primeiramente resumir os requisitos ne-
cessários para o tipo de problema abordado neste
artigo:

• aprendizado semi-supervisionado e transdu-
tivo;

• regressão com rótulos cont́ınuos;

• dados não-i.i.d. com estrutura de dependên-
cia;

• inferência de estados latentes;

• modelo de misturas.

Estruturas foram modeladas por conditional ran-
dom fields (CRFs) (Lafferty et al., 2001) e ex-
tensões compreendem diversos métodos cont́ı-
nuos (Peng et al., 2009; Robinson and Morency,
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(a) Impedância (b) Fácies (c) Porosidade (d) Entrada vs. Sáıda

Figura 2: O problema de predição de porosidade: (a) entrada; (b) variável latente; (c) sáıda; (d) crossplot
entrada x sáıda.

2014). Em relação a máquinas kernel, as clás-
sicas structured output support vector machines
(SSVM) (Tsochantaridis et al., 2005) possibi-
litam o aprendizado com o uso de joint fea-
ture maps (para extensões utilizando regressão
vide (Blaschko and Lampert, 2008)). Algumas
extensões a métodos semi-supervisionados foram
desenvolvidas (Kim, 2013).

Transductive Regression (Cortes and Mohri,
2005; Chapelle et al., 1999) lida com aprendi-
zado semi-supervisionado, inferindo rótulos virtu-
ais para exemplos não-rotulados através da so-
breposição da informação dos exemplos rotula-
dos (Cortes and Mohri, 2005). Aqui, interações
entre exemplos são impostas implicitamente atra-
vés da escolha de uma métrica apropriada. Entre-
tanto, esses métodos não levam em consideração
a estrutura de dependência latente.

Uma outra linha de pesquisa consiste no mo-
delo de mistura de experts (Jacobs et al., 2012;
Grün and Leisch, 2008), onde múltiplos modelos
de regressão são treinados e um deles (ou uma
soma ponderada) é utilizado para estimar o rótulo
de sáıda de novas amostras.

Apesar de cada um dos métodos mencionados
lidar com um problema que possui parte dos re-
quisitos anteriormente mencionados, nenhum de-
les trata simultaneamente todos os requisitos do
problema objeto deste artigo.

4 Método Proposto

O método TCRFR é detalhado nesta seção.

4.1 Ideia Básica

Dado um conjunto de dados rotulados S =
{(xi, yi) ∈ RD × R}ni=1 e um conjunto de dados
não-rotulados U = {xi ∈ RD}n+m

i=n+1, considera-
mos um modelo de regressão com rúıdo gaussiano:

y = f(x;w) + ε, ε = y − f(x;w) ∼ N (0, σ2),

p(y|x,w) ∝ exp

(
− 1

2σ2
|y − f(x;w)|2

)
,

onde x ∈ RD e y ∈ R são variáveis de entrada
e sáıda, respectivamente e f(x;w) = 〈w,x〉 é
uma função de regressão linear com um parâme-
tro desconhecido w ∈ RD. σ2 denota a variância
do rúıdo. Assume-se uma função priori gaussiana

para w: p(w) ∝ exp
(
−λ

′

2 ‖w‖
2
)

. O estimador

maximum a posteriori (MAP) é obtido através da
maximização da distribuição conjunta de {yi}ni=1

e w (assumindo dados i.i.d.):

max
w∈RD

p({yi}ni=1|{xi}ni=1,w)p(w) =

n∏
i=1

p(yi|xi,w)p(w) ,

ou, de forma equivalente, minimizando o
logaritmo negativo da distribuição conjunta
minw∈RD L0(w), onde

L0(w) = λ′‖w‖22 +
∑
i

|yi − 〈w,xi〉|2

σ2
.

Essa é a formulação padrão da regressão de ridge,
que é agora estendida da seguinte forma:

• com base em kernel ridge regression, são in-
troduzidas feature functions φ para os dados
de entrada φ : R→ X ,

• é explicitamente modelada a dependência da
função de regressão f(x) em relação a uma
variável latente π ∈ Z usando joint feature
maps locais Φ : X ×Z → H1 sobre o conjunto
de dados rotulados S,

• focamos na predição dos rótulos somente dos
dados não-rotulados U , e

• exploramos a relação de dependência das en-
tradas dos conjuntos de dados rotulados e
não-rotulados S e U através de uma mode-
lagem baseada em conditional random fields
(CRF), utilizando um joint feature map global
Ψ :

⊗n+m
i=1 X ×

⊗n+m
i=1 Z → H2.

A partir dessas extensões, abordamos o pro-
blema de inferência de variáveis latentes sujeitas a
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Figura 3: O modelo TCRFR.

uma estrutura espaço-temporal utilizando alguns
poucos dados rotulados bastante precisos e uma
grande quantidade de dados de entrada ruidosos.

Propomos Transductive Conditional Random
Field Regression (cf. Figura 3), que consiste em
dois componentes principais: (a) um componente
de regressão de mı́nimos quadrados u, condicio-
nado aos estados latentes e instâncias de entrada,
e (b) um componente baseado em conditional ran-
dom field com parâmetro v que modela de forma
expĺıcita as dependências das variáveis latentes e
é condicionado somente nas variáveis de entrada.
Ambos os componentes possuem uma função pri-
ori gaussiana para estabilização e estamos inte-
ressados apenas nas estimativas maximum a pos-
teriori (iniciando pela verossimilhança da função
ridge regression, cf. 4.1):

max
u

p({yi}ni=1|{xi}n+m
i=1 ,u)p(u)

≥ max
u,v,{πi}n+m

i=1

p({yi}ni=1, {πi}n+m
i=1 ,v|{xi}n+m

i=1 ,u)

p(u)

= max
u,v,{πi}n+m

i=1

p({yi}ni=1, {πi}n+m
i=1 |{xi}

n+m
i=1 ,u,v)

p(u)p(v)

= max
u,v,{πi}n+m

i=1

p({yi}ni=1|{πi}ni=1, {xi}ni=1,u)p(u)

p({πi}n+m
i=1 |{xi}

n+m
i=1 ,v)p(v)

= max
u,v,{πi}n+m

i=1

n∏
i=1

p(yi|πi,xi,u)p(u)

p({πi}n+m
i=1 |{xi}

n+m
i=1 ,v)p(v).

As probabilidades são definidas de acordo
com:

p(y|π,x,u) ∝ exp
(
− |y−〈u,Φ(x,π)〉|2

2σ2

)
,

p(u) ∝ exp
(
−λ

′

2 ‖u‖
2
)
,

p({π}n+m
i=1 |{xi}

n+m
i=1 ,v) =

exp(〈v,Ψ({xi}n+m
i=1 ,{πi}n+m

i=1 )〉)
Z({xi}n+m

i=1 ,v)
,

p(v) ∝ exp
(
− 1

2v
>Γv

)
,

onde λ′ e Γ ∈ SdimH2
+ (matriz

positiva semi-definida) são constantes
de regularização e Z({xi}n+m

i=1 ,v) =

∑
Π̂∈

⊗n+m
i=1 Z

exp
(
〈v,Ψ({xi}n+m

i=1 , Π̂)〉
)

é a

função de partição. Portanto, o estimador MAP
para todas as variáveis desconhecidas, incluindo
os parâmetros do modelo u ∈ H1 e v ∈ H2 e as
variáveis latentes {πi}n+m

i=1 , podem ser obtidos
através da solução do seguinte problema:

min
u∈H1,v∈H2,{πi∈Z}n+m

i=1

L(u,v, {πi}n+m
i=1 ), (1)

onde L(u,v, {πi}n+m
i=1 ) é uma combinação convexa

entre os objetivos do modelo ridge regression e
conditional random field :

L(u,v, {πi}n+m
i=1 ) = θLrr(u, {πi}ni=1)

+ (1− θ)Lcrf(v, {πi}n+m
i=1 ),

(2)

onde

Lrr(u, {πi}ni=1) =

λ

2
‖u‖22 +

1

2

n∑
i=1

|yi − 〈u,Φ(xi, πi)〉|2,

Lcrf(v, {πi}n+m
i=1 ) =

1

2
‖vΓ

1
2 ‖22 − 〈v,Ψ({xi}n+m

i=1 , {πi}n+m
i=1 )〉

+ logZ({xi}n+m
i=1 ,v).

Na Eq. (2), pode-se observar que 0 ≤ θ ≤ 1 é o
parâmetro de uma combinação convexa que balan-
ceia o peso das funções-objetivo ridge regression e
CRF.

4.2 Esquema de Otimização

Para solucionar o problema (1), adotamos um
algoritmo no estilo Concave-Convex Procedure
- CCCP (Yuille and Rangarajan, 2003), um
esquema de maximização-minimização que vem
sendo aplicado de forma bem sucedida em proble-
mas relacionados a aprendizado estruturado com
variáveis latentes (Yu and Joachims, 2009). Em
cada iteração (t-th), inferimos a configuração mais
provável {πi}, dados u e v para todos os exemplos
de treinamento,

{π̂i}n+m
i=1 = argmin

{πi∈Z}n+m
i=1

L(u,v, {πi}n+m
i=1 )

= argmin
{πi∈Z}n+m

i=1

θ

2

n∑
i=1

|yi − 〈u,Φ(xi, πi)〉|2

− (1− θ)〈v,Ψ({xi}n+m
i=1 , {πi}n+m

i=1 )〉,
(3)

e então atualizamos o parâmetro de ridge regres-
sion u e o parâmetro de CRF v, respectivamente
(vide Algoritmo 1 para o pseudocódigo),

û = argmin
u∈H1

Lrr(u, {πi}ni=1), (4)

v̂ = argmin
v∈H2

Lcrf(v, {πi}n+m
i=1 ). (5)

A seguir, detalhamos como executar cada um dos
passos referentes a (3)–(5).
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Algorithm 1 Transductive Conditional Random Field Re-
gression (TCRFR)

input data S and U
put t = 0 and initialize ut and vt (e.g., ran-
domly)
repeat

t:=t+1
Update {πti}

n+m
i=1 by Eq. (3) using the inter-

mediate solutions ut−1 and vt−1

Update ut by Eq.(4) and {πti}
n+m
i=1

Update vt by Eq.(5) and {πti}
n+m
i=1

until ∀ i = 1, . . . , n+m : πti = πt−1
i

Predict unlabeled examples U using the infer-
red states {πti}

n+m
i=n+1 and regression parameter

ut: yi = 〈ut,Φ(xi, π
t
i)〉

4.3 Escolha de Joint Feature Maps

Neste artigo, são utilizados os joint feature maps
a seguir. Dado um grafo não-dirigido G = (V,E)
com arestas binárias E e vértices V , onde cada
vértice corresponde a uma amostra e o espaço la-
tente é dado por S = Z,

Ψ({xi}n+m
i=1 , {πi}n+m

i=1 ) =(
(
∑

(e1,e2)∈E 1[πe1 = s1 ∧ πe2 = s2])(s1,s2)∈S ,

(
∑
v∈V 1[πv = s]φ(xv))s∈S

)
.

O modelo de grafo consiste basicamente em duas
partes: transição e emissão. Por sua vez, o joint
feature map da regressão é definido como

Φ(x, π) = φ(x)⊗ Λ(π),

onde Λ(π) ∈ {0, 1}K com as entradas (Λ(π))k = 1
se π = k e 0, caso contrário. K ∈ N+ corresponde
ao número de estados latentes e φ é a feature func-
tion φ : RD → X .

4.4 Inferência dos Estados Latentes (Eq.(3))

Em geral, a inferência dos estados latentes pos-
sui um alto custo computacional. Enquanto no
caso de estruturas em formato de árvores existem
esquemas de inferência eficientes, o mesmo não
ocorre no nosso caso, onde as estruturas possuem
loops. Dois métodos de aproximação são normal-
mente utilizados nesses casos: Quadratic Program
Approximation (QPA) e Loopy Belief Propagation
Approximation (LBPA). Neste artigo optamos por
utilizar LBPA em função de sua maior escalabili-
dade quando comparado ao QPA.

4.5 Estimativa do Parâmetro de Regressão
(Eq.(4))

A estimativa (4) de u é um simples problema de
ridge regression, cuja solução é obtida de forma
anaĺıtica (cf. Section 4.1):

∂Lrr(u, {πi}ni=1)

∂u
= 0⇒ u = (λI + ΦΦT)−1Φy ,

com I ∈ {0, 1}dimH1×dimH1 representando a ma-
triz identidade, Φ ∈ RdimH1×n a matriz de projeto
contendo somente as amostras rotuladas e ΦΦT a
matriz de covariância correspondente.

4.6 Estimativa do Parâmetro de CRF (Eq.(5))

Este problema é convexo e, portanto, pode-
se aplicar um solver baseado em gradi-
ente descendente com Limited-Memory
Broyden–Fletcher–Goldfarb–Shanno (L-
BFGS)(Fletcher, 1987), o método comumente
utilizado para estimativa de parâmetros em
CRFs. Para executar o gradiente descendente, é
necessário calcular a função objetivo Lcrf e seu
gradiente com respeito a v, definida por

∇vLcrf(v, {πi}n+m
i=1 ) = Γv −Ψ({xi}n+m

i=1 , {πi}n+m
i=1 )

+Eπ̂∼p({π̂i}n+m
i=1 |{xi}n+m

i=1 ,v)[Ψ({xi}n+m
i=1 , {π̂i}n+m

i=1 )].

(6)

A função objetivo (2) contém a função de par-
tição logZ({x}n+m

i=1 ,v) e o gradiente (6) envolve
a expectância

Eπ̂∼p({π̂i}n+m
i=1 |{xi}n+m

i=1 ,v)[Ψ({xi}n+m
i=1 , {π̂i}n+m

i=1 )].

A computação da função de partição com in-
terações entre pares é conhecidamente intratável,
portanto foi utilizada neste caso a aproximação
pseudo-likelihood (Besag, 1974).

5 Resultados em Predição de Porosidade

Nesta seção, conduzimos experimentos em dados
sintéticos e reais em uma aplicação de geociências
para a indústria de petróleo.

Como mencionado na Seção 2, predição de po-
rosidade é uma tarefa crucial durante a análise de
reservatórios de petróleo. Apesar da estimativa de
porosidade a partir de impedâncias śısmicas ser
menos acurada do que a partir de poços perfura-
dos, uma grande quantidade de dados são disponi-
bilizados, tipicamente em um grid 3D cobrindo de
dezenas a centenas de quilômetros quadrados. O
painel da esquerda na Figura 2 mostra um exem-
plo de uma fatia horizontal de um volume de im-
pedância śısmica (Castro et al., 2005).

Como mencionado anteriormente, a correla-
ção entre impedância śısmica e porosidade de-
pende de segmentos compreendendo unidades de
rocha conhecidas como fácies (Deutsch, 2002). O
painel central na Figura 2 mostra o padrão de
fácies para o mesmo dado, adaptado de (Castro
et al., 2005). Em muitos casos, a classificação de
fácies é obtida manualmente, baseada nos dados
dispońıveis de aquisição śısmica, perfis de poços
e amostras de rocha. Métodos computacionais
utilizando modelagem geoestat́ıstica, modelagem
estocástica baseada em objetos (Deutsch, 2002),
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k-means(MacQueen, 1967) ou Mistura de Gaussi-
anas (Ratsaby and Venkatesht, 1995) são frequen-
temente aplicados. A predição de porosidade é en-
tão executada dentro de cada fácies, usualmente
através de kriging (Matheron, 1962), um método
de interpolação para dados espaciais utilizado em
geoestat́ıstica (Deutsch and Journel, 1998). Esse
processo como um todo é manual e demorado, exi-
gindo o conhecimento especializado de um geó-
logo.

O desempenho nos experimentos a seguir é
avaliado com os seguintes critérios: erro absoluto
médio (MAE), erro quadrático médio (MSE), raiz
do erro quadrático médio (RMSE), desvio medi-
ano absoluto (MDAE) e coeficiente de determina-
ção R2.

Os seguintes métodos foram escolhidos para
comparação: ridge regression (RR); support vec-
tor regression (SVR) com kernel linear; uma abor-
dagem de clusterização + regressão aplicando k-
means e utilizando ridge regression dentro de cada
cluster (k-meansRR); mistura de experts (MoE)
(Grün and Leisch, 2008);1 e transductive regres-
sion (TR) (Cortes and Mohri, 2005). Como dis-
cutido na Seção 2, não existe nenhum método es-
pećıfico para atendimento a esse tipo de problema
e os métodos de base escolhidos representam o es-
tado da arte anterior ao trabalho corrente. Tam-
bém foram obtidos os valores de lower bound dos
erros assumindo que a variável latente é conhecida
para todas as amostras de teste.

Em todos os experimentos, foi aplicada vali-
dação cruzada e sintonia de hiperparâmetros nas
amostras de treinamento para todos os métodos
com 20 repetições.

Nas sub-seções seguintes, são apresentados os
resultados de desempenho do método TCRFR e
de seus competidores, tanto em dados sintéticos
quanto reais. Em todos os experimentos é apli-
cado 3-fold cross validation nas amostras de trei-
namento a fim de ajustar os hiperparâmetros para
todos os métodos.

5.1 Experimento com Dados Sintéticos

Utilizamos o conjunto de dados de benchmark
do reservátorio sintético 3D (Castro et al., 2005)
(150×200×40 voxels), criado através de uma mo-
delagem geológica realista. A Figura 2 apresenta
uma fatia horizontal desse dado, com 150×200 vo-
xels. Existem duas fácies, os canais de areia (ama-
relo na Figura2(b)) e as laterais de folhelho (azul).
A partir dos dados, pode-se observar a seguinte
tendência: os canais de areia possuem uma poro-
sidade maior (Figura2(c)) do que o folhelho nas la-
terais e a impedância possui uma correlação nega-
tiva com a porosidade (vide Figura2(d)). Devido
à baixa resolução vertical durante o processo de
aquisição śısmica (Deutsch, 2002), simplificamos

1Foi utilizado o software FlexMix.

nossa solução considerando apenas conexões nas
fatias horizontais. Portanto, para cada um desses
volumes, extráımos 150 × 200 fatias horizontais
e assumimos que todo o dado de impedância śıs-
mica e parte dos dados de porosidade encontram-
se dispońıveis como entrada e rótulo de regressão
(sáıda), respectivamente. Nosso objetivo é infe-
rir a estrutura latente (fácies) e estimar as po-
rosidades nas amostras não-rotuladas. Dentre os
150 × 200 = 30, 000 pixels, escolhemos aleatoria-
mente 5% como dados rotulados, enquanto os de-
mais são utilizados como amostras não-rotuladas.
Iteramos esse processo 10 vezes e reportamos o
desempenho médio.

A Tabela 1 resume o desempenho do método
TCRFR e dos métodos competidores, mostrando
uma vantagem clara do método proposto.

Método MAE MSE RMSE MDAE R2
MoE 2.38477 8.44310 2.90562 1.57930 0.47237

k-meansRR 2.08030 6.27532 2.50489 1.93901 0.61407
SVR 1.84235 11.37484 3.37256 0.24478 0.28910
RR 2.05989 6.19819 2.48950 1.89004 0.61271
TR 2.05993 6.19791 2.48944 1.89106 0.61273

TCRFR 0.69878 3.55215 1.88422 0.14865 0.77804
L. bound 0.15237 0.03567 0.18885 0.13740 0.99777

Tabela 1: Desempenho em impedância śısmica
sintética para 5% de dados rotulados.

Para discutir as razões para o sucesso do mé-
todo TCRFR, apresentamos as fácies estimadas
e a porosidade predita para uma única execução
na Figura 4 e Figura 5, respectivamente. A Fi-
gura 4 mostra que o método TCRFR recupera de
forma bem sucedida a estrutura das fácies, en-
quanto MoE e k-means+RR não conseguem fazê-
lo. Essa excelente estimativa de fácies pelo mé-
todo TCRFR, a despeito da pequena fração de
dados rotulados, é devida ao fato do método ad-
quirir a estrutura das fácies utilizando a correlação
entre a vizinhança no grafo, através do processo
de aprendizagem do conditional random field. Isso
permite uma propagação apropriada da informa-
ção dos rótulos, que é necessária para uma cor-
reta estimativa de fácies a partir de somente 5%
de amostras rotuladas. Por outro lado, MoE e
k-means+RR não levam em consideração a estru-
tura das fácies. Dessa forma, apesar de equipados
com múltiplos modelos de regressão, um para cada
fácies, esses métodos não são capazes de identificar
as fácies das amostras não-rotuladas, porque ne-
nhuma informação é propagada a partir das amos-
tras rotuladas.

Em função da alta qualidade de classifica-
ção de fácies, o método TCRFR proporciona uma
ótima estimativa de porosidade, como apresentado
na Figura 5. SVR, RR e TR não são capazes de
trabalhar com múltiplos modelos de regressão e,
portanto, possuem um desempenho inferior ao mé-
todo TCRFR proposto. Estes métodos também
não são capazes de gerar resultados para estima-
tiva de fácies.
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(a) Verdade (b) MoE (c) kmeansRR (d) TCRFR

Figura 4: Resultados de estimativa de fácies para
5% de exemplos rotulados.

5.2 Experimento com Dados Reais

Nesta seção, aplicamos o método TCRFR em
um reservatório de petróleo real, com localização
offshore na costa brasileira. O reservatório pos-
sui uma área de aproximadamente 100 quilôme-
tros quadrados e 460 metros de espessura. Os
dados śısmicos nessa região compreendem um vo-
lume 3D com 313×549×74 voxels contendo amos-
tras de impedância acústica. Os dados dispońıveis
contêm amostras rotuladas em apenas três poços,
com que nenhum método genérico de aprendizado
de máquina pode lidar. De forma a contornar esse
problema para avaliação do método em si, utili-
zamos amostras rotuladas adicionais geradas por
geocientistas através de grande esforço manual via
métodos de interpretação interativa e técnicas de
geoestat́ıstica.

A Tabela 2 mostra o desempenho do método
TCRFR comparado aos métodos de base nesse re-
servatório real para 5% de amostras rotuladas (in-
cluindo as amostras adicionais da geoestat́ıstica).

Método MAE MSE RMSE MDAE R2
MoE 0.42502 0.55195 0.74268 0.22591 0.88991

k-meansRR 0.45002 0.44259 0.66513 0.28474 0.90910
SVR 0.48028 0.46350 0.68055 0.35463 0.90757
RR 0.45716 0.45581 0.67490 0.28999 0.90909
TR 0.45717 0.45581 0.67490 0.29000 0.90909

TCRFR 0.24225 0.13712 0.37001 0.14571 0.97264

Tabela 2: Desempenho da predição de porosidade
em dados reais com 5% de amostras rotuladas.

A exemplo do experimento considerando da-
dos sintéticos, o método proposto apresenta resul-
tados substancialmente favoráveis quando compa-
rado aos demais.

A Figura 6 apresenta a porosidade estimada
pelo método TCRFR e pelos outros métodos. É
importante observar que a os dados considerados
“reais” não são os dados verdadeiros dispońıveis
apenas nos poços, mas sim os rótulos obtidos da
geoestat́ıstica. Mais uma vez o método TCRFR
apresenta excelente resultados e possibilita uma
primeira e útil avaliação de regiões geologicamente
atrativas para exploração de óleo e gás (regiões
vermelhas e amarelas).

6 Conclusão

Análise de dados dependentes de estruturas
espaço-temporais com limitada quantidade de ró-
tulos e vasta quantidade de dados não-rotulados
requer a utilização de novas e robustas estratégias
de modelagem. Neste artigo exemplificamos esse
tipo de problema através de predição de porosi-
dade, um problema t́ıpico na área de petróleo. O
método proposto faz uso de múltiplos modelos de
regressão dependentes de variáveis latentes em um
ambiente transdutivo que integra os rótulos espar-
sos e utiliza CRFs com o objetivo de modelar es-
truturas espaço-temporais. As variáveis latentes e
os rótulos das amostras não-rotuladas são simulta-
neamente estimados, respeitando a estrutura. Ex-
perimentos realizados no problema de predição de
porosidade utilizando dados sintéticos claramente
apresentaram um excelente desempenho. Por fim,
avaliamos o método em um reservatório real de pe-
tróleo e mostramos que o mesmo apresentou um
ótimo resultado quando comparado a outros mé-
todos que compõem o estado da arte.

Como trabalho futuro, pretende-se incorporar
conhecimento de domı́nio em aplicações espećıfi-
cas com o intuito de reduzir substancialmente a
quantidade necessária de dados rotulados. Em
uma outra linha, serão aplicadas técnicas de pro-
cessamento paralelo de forma a tornar o método
escalável para grandes volumes de dados.
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