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Abstract— Support systems for the classification of passive sonar signals require high classification accuracy, as well as a
computational cost enabling its operation in real time. In this work, a hierarchical principal curves classification approach is
proposed, associated with optimized strategies for defining the level of curve segmentation as well as the appropriate depth
employed in the hierarchical classification structure. The proposed system was evaluated using real irradiated signals from 28 ships
belonging to 8 classes. By the proposed technique, an average classification efficiency of 96.2% was achieved, as well as the
computational cost was reduced by up to 39.5% when compared to the original principal curves technique.

Keywords— Principal curves, contact classification, feature extraction, pattern recognition, passive sonar

Resumo — Sistemas de apoio a classificagdo de sinais de sonar passivo devem possuir uma alta acurécia de classificagdo, bem
como custo computacional compativel a sua operagdo em tempo real. Neste trabalho, uma abordagem de classificagdo por curvas
principais hierarquicas é proposta, associada a estratégias otimizadas para a defini¢do do nivel de segmentacéo das curvas bem
como da profundidade adequada a ser empregada a estrutura de classificagdo hierarquica. O sistema proposto foi avaliado utili-
zando sinais reais irradiados de 28 navios pertencentes a 8 classes. Através da técnica proposta, uma eficiéncia média de classifi-
cagdo da ordem de 96,2% foi alcancada, bem como o custo computacional foi reduzido em até 39,5%, quando comparado com a
técnica original de curvas principais.

Palavras-chave— Curvas principais, classificacdo de contatos, extracéo de caracteristicas, reconhecimento de padrdes, sonar pas-

sivo.

1 Introducéo

A classificacdo de possiveis ameagas em subma-
rinos em operagdo no ambito militar é conhecida
como classificacdo de contatos. Esta atividade € reali-
zada por meio da aquisi¢do de sinais de sonar passivo,
que sdo processados visando a avaliagdo pelo opera-
dor de sonar. Trata-se de uma tarefa de alta-complexi-
dade e responsabilidade, que envolve véarios cenarios
operativos e risco de vida, sendo realizada, tradicio-
nalmente, por individuos treinados e especializados.

Sistemas de apoio a decisdo (SAD) sdo muito
Uteis no suporte ao processo de tomada de deciséo.
Neste contexto, a técnica de curvas principais (Hastie
& Stuetzle, 1989) ¢ indicada, por possuir uma boa ca-
pacidade de generalizacdo em conjuntos de dados in-
trinsecamente ndo lineares, bem como um custo com-
putacional compativel a operacéo de tais sistemas em
tempo real.

Em (Oliveira & Souza Filho, 2016), foi proposta
a adogdo de curvas principais hierarquicas visando a
constituicdo de SADs para a classificacdo de sinais de
sonar passivo. Nesta proposta, cada classe foi repre-
sentada por um banco de curvas, diferentemente das
solugdes anteriores que consideravam uma Unica
curva, e os eventos foram rotulados de acordo com a
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sua similaridade (no caso, a distancia & curva) aos con-
juntos de curvas protétipo de cada classe. Para a ob-
tencdo deste conjunto, foi adotada uma estratégia de
particionamento hierarquico dos dados de cada classe,
também baseada em curvas principais.

Dois desafios inerentes a esta proposta sdo o di-
mensionamento das curvas utilizadas para a particdo e
a classificacdo dos dados, bem como a determinacédo
do nimero de niveis hierarquicos adotados. Tais as-
pectos impactam, diretamente, na eficicia e no custo
computacional do classificador, e envolvem um pro-
blema combinatorio complexo, visto que a sintonia
dos pardmetros do classificador de uma classe afeta as
demais, sendo a busca exaustiva de uma solugdo 6tima
ndo factivel.

O presente trabalho tem por objetivo discutir al-
guns critérios de custo computacional reduzido para a
escolha de tais parametros, mais especificamente ava-
liar a aplicabilidade da AUC (Area Under the ROC
Curve) (Trees, 2001) como figura de mérito para a sin-
tonia da complexidade das curvas principais adotadas
em cada nivel de particéo e de classificacdo dos dados,
bem como realizar a proposicdo de um critério heuris-
tico para a selecdo das curvas principais integrantes do
conjunto daquelas representantes de cada classe. Os
critérios propostos visam reduzir o total de segmentos
das curvas principais envolvidas, portanto resultar em
sistemas de classificagdo com menor custo computa-
cional em fase de operacdo, no entanto, que possuam
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uma eficiéncia de classificacdo igual ou superior a de
sistemas analogos baseados em uma Unica curva por
classe, tal como (Fernandes, et al., 2015) e (Souza
Filho, et al., 2011), bem aqueles como baseados em
estruturas hierarquicas baseadas em curvas principais
(Oliveira & Souza Filho, 2016).

Este artigo é organizado como se segue: na Se¢ao
2 é apresentada uma breve abordagem das técnicas de
curvas principais e dos algoritmos hierarquicos de par-
ticionamento adotados. Sdo também discutidos alguns
aspectos relativos a construcdo e a avaliagdo do clas-
sificador proposto, bem como referentes a base de da-
dos e como esta € utilizada para o desenvolvimento e
a avaliacdo dos classificadores propostos. Na Secéo 3
sdo apresentados os resultados obtidos. Por fim, tem-
se as conclusdes e trabalhos futuros na Secéo 4.

2 Métodos

2.1 Curvas Principais

As curvas principais (Hastie & Stuetzle, 1989) de-
notam curvas suaves que “passam’ pelo meio de uma
nuvem de dados, provenientes de diferentes realiza-
¢Bes de um dado conjunto de variaveis aleatorias.

Para uma defini¢do formal das curvas principais,
considere um vetor de variaveis aleatorias X € R¢,
onde d é um inteiro arbitrario. A curva principal
f) =1Q), ..., f(1)] é uma fungdo do parametro
A tal que:

f) = E[X]2,(X) = 2)] 1)

Nesta formulagéo, o valor A,(X) é definido de
forma a minimizar o valor esperado (E) da distancia
do vetor X a curva, portanto cada ponto da curva f (1)
é dado pela média dos pontos que nela projetam, pro-
priedade que é conhecida como autoconsisténcia.

Para a obtencdo das curvas principais, um algo-
ritmo de destaque é o “k-segment hard”, desenvolvido
por Verbeek, Vassis e Klose (Verbeek, et al., 2000),
que aproxima a curva principal por um conjunto de
segmentos conectados. Segundo este algoritmo, a
curva principal é iniciada com um Unico segmento,
sendo inseridos novos segmentos de reta, um a um, até
que um namero maximo pré-fixado de segmentos (k)
seja alcancado.

2.2 Classificagéo por curvas principais ordinarias

Segundo a abordagem tradicional de classificagdo
por curvas principais descrita em (Souza Filho, et al.,
2011), a atribuicdo de rétulos aos eventos € realizada
por meio da distancia do dado que se deseja classificar
as curvas principais extraidas para cada uma das clas-
ses, atribuindo-se o rétulo de classe referente & curva
protétipo a qual tenha apresentado a menor distancia,
portanto, a maior similaridade. Deste modo, a curva
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protdtipo de cada classe é composta por tantos seg-
mentos quantos oS necessarios para que a referida
curva possa representar, adequadamente, a classe em
questdo, curva esta que é extraida com base no con-
junto de treinamento.

2.3 Classificador por curvas principais hierarquicas

A principal diferenca desta proposta em relacédo a
classificacdo por curvas principais ordinarias reside
em, ao invés de adotar uma curva de alta-complexi-
dade para a representacdo de cada classe, realiza-se a
extracdo de diversas curvas de baixa complexidade,
cada uma baseada em um subconjunto gerado por uma
parti¢do hierarquica dos dados. Mais especificamente,
iremos considerar aqui as proprias curvas principais
para a definigdo do critério de particionamento. Este
processo é ilustrado na Figura 1.

Subconjunto
“ramo esquerdo”

Dados *

Subconjunto
“ramo direito”

Figura 1: Processo de particionamento hierarquico

Em linhas gerais, os dados, de acordo com o valor
de seu indice de projecédo a curva principal do nivel e
n6 da arvore correspondente, sdo divididos em grupos
intitulados ramo esquerdo e ramo direito, isto é, aque-
les cujo indice de proje¢do é menor do que a metade
do comprimento da curva definem o ‘“ramo es-
querdo”’; enquanto os demais, 0 “ramo direito”. Em
sequéncia, considerando, individualmente, 0os novos
subconjuntos “ramo esquerdo” e “ramo direito”, S840
produzidas duas novas curvas principais, com as quais
é realizado um novo particionamento. Este processo é
repetido até que uma profundidade requerida seja atin-
gida.

2.3.1 Operacao do classificador por curvas principais
hierarquicas

De forma anéloga as curvas ordinérias, os classi-
ficadores baseados em curvas principais hierarquicas
operam pela competicdo das curvas pela pertinéncia
dos eventos. Seu diferencial reside em quais curvas da
hierarquia que serdo efetivamente empregadas para a
classificacdo. Para esta tarefa, foram consideradas as
topologias reportadas por (Silla & Freitas, 2011) como
estrutura hierarquica de classificagdo por niveis e por
nos.

No classificador por nds, as curvas referentes to-
dos os nds da arvore competem pelos eventos, con-
forme ilustrado pela Figura 2(a). Por sua vez, no clas-
sificador por niveis, exibido na Figura 2(b), somente
0s nos referentes a um nivel de hierarquia selecionado



SBAI 2017

b ——

competem pela pertinéncia destes eventos. Clara-
mente, a abordagem por niveis possui um custo com-
putacional significativamente inferior em fase de ope-
racdo do que aquela por nos, face ao menor quantita-
tivo de curvas envolvidas.

Figura 2: Estrutura hierarquicas: (a) por nos, (b) por niveis

2.3 Critérios para a selecdo do nimero de segmen-
tos das curvas.

Foram considerados dois critérios para a
definicdo do nimero de segmentos utilizados para a
construcdo do banco de curvas representantes de cada
classe: a segmentagdo pré-definida e a sintonia pela
AUC. Na primeira, é considerado que todos os niveis
empregam um mesmo ndmero de segmentos em suas
curvas, a serem escolhidas entre uma familia de
candidatos. Neste trabalho, foram considerados 2, 5
ou 7 segmentos para as curvas principais de cada
nivel.

Segundo a sintonia AUC, a cada nivel, é
escolhido o melhor quantitativo de segmentos entre
uma familia de candidatos, utilizando a AUC como
figura de mérito. Neste caso, sdo considerados a
distincia dos eventos da classe correspondente
relativamente a curva associada a dado nivel e
profundidade, versus as distancias dos eventos
remanscentes a esta curva. Quanto maior for a AUC,
maior é o potencial de discriminagdo desta curva,
considerando a distdncia como uma estatistica
suficiente para a classificacdo.

2.4 Estratégia de Poda

As arvores de classificacdo frequentemente atin-
gem grandes tamanhos e complexidades, podendo tor-
nar-se imprecisas e incompreensiveis (Patil &
Bichkar, 2012). Neste contexto surgem as estratégias
de poda, que sdo usualmente definidas divididas em
pré-poda e poés-poda, conforme definido por
(Breiman, et al., 1984).

Para o presente trabalho, foi desenvolvida uma
estratégia de poda denominada como pds-poda heuris-
tica (PPH). A PPH “visita” as arvores de classificacdo
previamente geradas para cada classe, podando estas
arvores com base em uma figura de mérito que consi-
dera um compromisso entre eficiéncia e complexi-
dade, e as recombina, visando otimizar a estrutura hi-
erarquica multiclasse do classificador final. A Figura
3 apresenta o diagrama de blocos da PPH.
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;irvores——l Selegio Corte Ordenagdo
“top-down”
Classe A

[ combinato || st |

Classificador
multiclasse

Arvores
“top-down”
Classe N

Figura 3: Diagrama de Blocos da Pés Poda Heuristica

O passo inicial deste processo é a inducédo de ar-
vores de classificacdo para cada classe de forma “top-
down” (Sun & Lim, 2002), construidas com base em
curvas principais extraidas para diferentes valores de
segmentacdo, considerando um dado nivel maximo de
profundidade (aqui restrito a 5 niveis).

O algoritmo da PPH consiste de cinco etapas: se-
lecdo, corte, ordenacdo, combinacdo e avaliacdo de
desempenho. Na etapa de selecdo, é realizada uma
varredura em todas as hierarquias de arvores geradas
para cada classe em busca daquelas associadas a uma
eficiéncia igual ou superior as as curvas principais or-
dinarias, porém empregando um quantitativo igual ou
menor de segmentos totais. Caso ndo sejam encontra-
das hierarquias que atendam a estes requisitos, é con-
siderada uma curva ordinaria para representar a res-
pectiva classe.

Na etapa de corte, as arvores sdo podadas visando
incrementar a relacdo eficiéncia e complexidade. Em
sequéncia na etapa de ordenagdo, primeiramente, as
novas arvores podadas tém sua relagdo de eficiéncia
versus custo computacional quantificada pelo célculo
do indice “S” representado na Equagdo 2, onde "E"
representa a eficiéncia de classificagdo atingida na
classe correspondente e "C" representa a complexi-
dade, isto é, o nimero total de segmentos empregados
nas curvas.

S

E
- 2

As &rvores podadas sdo organizadas segundo seus
indices S em ordem decrescente, sendo selecionadas
as arvores com maior indice S por classe, sendo estas
associadas para a composicao do sistema de classifi-
cacdo final. Por fim, o sistema de classificacdo defi-
nido pela PPH tem o seu desempenho avaliado utili-
zando o conjunto de dados de teste.

2.5 Base de dados

Para o desenvolvimento do presente trabalho, foi
utilizada uma base de dados fornecida pelo Instituto
de Pesquisa da Marinha Brasileira (IPgM), que con-
siste em um conjunto de ruidos irradiados por 28 na-
vios, distribuidos entre 8 classes de embarcagdes.

Tais sinais foram pre-processados segundo uma
cadeia descrita em (Souza Filho, et al., 2011), resul-
tando em janelas de 557 dimens6es, onde cada classe
possui de 2143 a 7075 espectros.

Para o desenvolvimento e avaliagdo da aborda-
gem proposta, este conjunto foi particionado, aleatori-
amente, nos seguintes subconjuntos: treino, validagao
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e teste, segundo as seguintes propor¢des: 70%, 10% e
20%. O primeiro conjunto foi utilizado para a extracéo
das curvas; o segundo, para o ajuste dos parametros
das curvas; enquanto o ultimo, para a avaliacdo do sis-
tema proposto.

3 Resultados

Primeiramente, realizamos uma avaliacdo com-
parativa entre os sistemas de classificacdo baseados
em curvas principais ordinarias, hierarquicas por nos
e hierarquicas por niveis. Em sequéncia, avaliamos a
adogdo do critério AUC para o dimensionamento das
curvas por niveis e o critério de pds-poda heuristica
para a otimizacdo da estrutura de classificacdo ado-
tada. Por fim é realizada uma analise comparativa en-
tre a abordagem hierarquica proposta com o algoritmo
CART (Classification And Regression Trees)
(Breiman, et al., 1984).

Em todas as analises, as figuras de mérito foram
a quantidade total de segmentos envolvidos e a efici-
éncia de classificacdo final de cada sistema.

3.1 Comparacéo dos classificadores por curvas or-
dinarias, hierarquicas por noés e niveis, para
uma atribuicéo dos rétulos por competicao sim-
ples.

A Figura 4 resume 0s resultados obtidos para este
ensaio. No eixo vertical, sdo representados os valores
de eficiéncia média, enquanto no horizontal, 0 nimero
de segmentos da respectiva configuracdo. Em desta-
que azul, ttm-se as configuracdes de classificadores
de menor custo computacional que o baseado em cur-
vas principais ordinarias. De forma similar, em verde,
as configuragdes de maior eficiéncia.

Limiar de e{-lc.\encla . cxm ;
Curvas tradicionais L e

* -

e

Limiar de complexidade_
Curvas tradicionals

60 120 240

Total de segmentos

480 1920

LEGENDA

Nivel de profundidade| ‘ Tipo de classificador | | Segmentos por curva (max)‘

* =1 —_— 2

Hierérquico por niveis
~ .~ .- Hierarquico por nds _—
k=7

A
X
]
°

Figura 4: Comparativo da eficiéncia média dos classificadores por
nos e niveis para diferentes valores de profundidade e de comple-
xidade das curvas.

E possivel observar que em termos da eficiéncia
média de classificacdo, os classificadores hierarquicos
por nds e por niveis apresentaram um desempenho
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muito similar, fato evidenciado ao se comparar as efi-
ciéncias de classificacdo obtidas para os diferentes ni-
veis, considerando-se um mesmo valor de segmenta-
c¢do das curvas. Foi também verificada uma tendéncia
do aumento das eficiéncias de classificacdo com a
adocdo de curvas mais complexas, bem como uma
maior profundidade da estrutura de classificacdo. Ob-
serva-se, também, que para “k=7”, a partir de “L=3",
as abordagens hierarquicas atingem uma eficiéncia
média de classificacdo superior a abordagem ordinaria
em até 1 ponto percentual.

E notorio que do ponto de vista do custo compu-
tacional, a abordagem hierarquica por nés ndo é uma
opcao atrativa, visto que o quantitativo de segmentos
envolvido é muito superior ao das abordagens hierar-
quica por niveis e ordinaria, o qual ndo se refletiu num
ganho de eficiéncia de classifica¢éo significativo.

3.2 Sintonia das curvas por nivel x uso de curvas
com complexidade fixa

Esta avaliacdo objetiva verificar se a sintonia das
complexidades das curvas a cada nivel, utilizando a
AUC como figura de mérito, é mais efetiva que a ado-
cdo de um quantitativo de segmentos fixo para todos
os niveis, pré-definido em 2, 5 ou 7 segmentos, con-
forme realizado em (Oliveira & Souza Filho, 2016).
Esta avaliagdo se restringiu ao classificador por niveis,
visto os resultados da analise anterior. Os resultados
sdo resumidos na Figura 5.

Através da Figura 5, é possivel verificar que o
emprego do indicador AUC resultou em valores de efi-
ciéncia superiores as curvas principais ordinarias a
partir do nivel de profundidade “L=3".

Com relagdo ao total de segmentos empregados
para a construgdo das curvas, observamos que o nivel
L=2 de profundidade continua a representar uma pro-
fundidade hierdrquica atrativa com respeito a relacdo
entre o custo computacional e a eficiéncia de classifi-
cacéo do sistema.

97,0%
96,5%
96,0%
95,5%
95,0%
94,5%
94,0%
93,5%
93,0%
92,5%

96.20%  oeh0%  96,30%

95,80% "3

94,50%

313

270

Eficiéncia média de classificagdo
Total de segmentos empregados

70

L=2

L=3 L=4 L=5

Nivel de profundidade na hierarquia

'Total de segmentos - Curvas Hierarquicas critério AUC'

'Total de segmentos - Curvas Hierarquicas - k=7 - pré-definido'
——@— 'Eficiéncia - Curvas Hierdrquicas - critério AUC'
== e= == 'Eficiéncia - Curvas ordinarias’

Figura 5: Eficiéncias e total de segmentos empregados pelo uso do
critério da AUC.

Relativamente a selecdo pré-definida das comple-
xidades das curvas, o critério AUC empregou um
quantitativo menor de segmentos para todas as profun-
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didades avaliadas. Quanto a eficiéncia de classifica-
cdo, embora ambas abordagens tenham apresentado
um desempenho similar, o critério AUC alcancou
maiores valores de eficiéncia média para a profundi-
dade “L=3", superando, inclusive, os classificadores
baseados em curvas principais tradicionais. No en-
tanto, ha um maior custo computacional envolvido,
que pode ser atrativo em sistemas que admitam uma
maior complexidade.

3.3 Pos-poda heuristica

Nesta avaliacdo foi considerada a aplicacdo do
critério PPH & estrutura de classificagdo por niveis,
considerando os dois critérios anteriormente descritos
para o dimensionamento das curvas: fixo e por nivel.
O quantitativo total de segmentos empregados em
cada uma das abordagens, juntamente com as eficién-
cias médias de classificagéo associadas, sdo resumidos
na Tabela 1.

Modo de extragdo de curvas principais
hierarquicas associado a PPH
Quantitativo de
segmentos pré-
definido

Curvas
principais
tradicionais

Figura de mérito . .
8 Sintonia das curvas

pela AUC

Total de segmentos

107
empregados

114 158

Efluenm.a.me(jla de 93,4% 93,8% 95,8%
classificagdo

Tabela 1: Resultados do classificador hierarquico por niveis apés a
aplicagdo do critério de PPH, comparados ao classificador por cur-
vas principais tradicionais.

Note que a PPH associada a sintonia das curvas
pelas AUC apresentou resultados intermediarios de
complexidade e eficiéncia quando comparados a PPH
baseada em segmentacdo pré-definida e a abordagem
usual de curvas principais.

3.4 Abordagem hierarquica versus a abordagem or-
dinaria

Para possibilitar uma melhor analise do compor-
tamento das abordagens propostas frente a técnica de
classificacdo por curvas principais ordinarias, foram
selecionadas algumas configuracdes de classificado-
res hierdrquicos reportadas na Tabela 2.

As configuragdes 1, 2, 3 e 4 retratam classifica-
dores hierdrquicos por niveis com complexidades pré-
definidas e diferentes niveis de profundidade “L”. As
configuracbes 5, 6 e 7 consistem em classificadores
hierarquicos por niveis, com sintonia da complexidade
de suas curvas pela AUC, para diferentes niveis de
profundidade. As configuracfes 8 e 9 foram concebi-
das de forma a combinar as duas diferentes estratégias
de segmentacdo propostas com a PPH.

" = Defini¢do do nimero de Profundidade ”Sigmentos
Configuragdo 'k” por curva
segmentos por curva (L) .
(max.)
1 Pré-definido 1 7
2 Pré-definido 2 5
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Pré-definido
Pré-definido
Sintonia pela AUC

Sintonia pela AUC

RN RN RN RN N

Sintonia pela AUC
Pré-definido + PPH
Sintonia pela AUC + PPH

S5ou7

o lo|vN|lo[u|s|w
NN |w N[k |w]N

Tabela 2: Configurages de classificadores utilizados na compara-
¢do final.

Na Figura 6 é apresentada uma comparagdo da
perda ou ganho percentual entre todas as configura-
¢Oes de classificadores hierarquicos apresentados na
Tabela 2, relativamente a eficiéncia média de classifi-
cacdo atingida e ao total de segmentos adotado, em
comparacdo com a solucdo baseada em curvas ordina-
rias.

E possivel verificar que o emprego de estruturas
hierarquicas até o nivel dois de profundidade, de ma-
neira geral, impactou em uma redugdo expressiva do
quantitativo de segmentos empregados nas curvas. E
interessante pontuar que foram observados significa-
tivos ganhos relativos a reducéo do total de segmentos
empregados, da ordem de quase 40 pontos percentuais
(configuracédo 5), enquanto que relativamente a efici-
éncia média de classificacdo, as maiores perdas (con-
figuracdes 1 e 5) sdo da ordem de 3 pontos percentu-
ais.

As configuracBes 4 e 7 apresentaram ganhos de
eficiéncia de classificacdo de 0,2 e 0,4 pontos percen-
tuais, aproximadamente, ao custo de um forte incre-
mento no total de segmentos empregados (43,31% e
35,03%, respectivamente).
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Figura 6: Valores de ganho e perda quanto a eficiéncia média e
custo computacional para as diferentes implementacdes avaliadas
(vide texto).

Quanto ao melhor compromisso entre a eficiéncia
média de classificacdo e o custo computacional envol-
vido, destacamos a configuracdo 5, que considerou a
sintonia da complexidade das curvas pelo critério
AUC.

3.5 Comparacéo com o algoritmo CART

Neste experimento, avaliou-se a técnica CART
como uma alternativa a técnica proposta em termos da
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eficiéncia de classificagdo média e por classe. Para
isto, foi realizada uma inducéo das arvores de classi-
ficacdo de maneira top-down, isto é, até que seja atin-
gido o critério de parada do algoritmo. A Figura 7
apresenta 0s resultados obtidos para o conjunto de

teste.

Classe AClasse B Classe CClasse DClasse E Classe F Classe GClasse H Média

100%
90%
80%
70%
60%
50%
40%
30%
20%
10%

0%

CART - Gini index CART - Twoing index M Curvas Hierdrquicas

Figura 7: Comparativo de desempenho entre o algoritmo CART e
as curvas principais hierarquicas.

Para esta comparagéo, foi empregado um classi-
ficador hierarquico com curvas principais sintoniza-
das pela AUC, com nivel de profundidade L=1 (con-
figuracdo 5 da secdo anterior). Os classificadores
CART adotaram os indices Gini e Twoing para o par-
ticionamento, assumindo uma profundidade limite
igual a 36.

Pelos resultados apresentados na Figura 10, des-
taca-se a superioridade do classificador por curvas hi-
erarquicas proposto em termos de eficiéncia de classi-
ficacdo, que superou 0 CART em todas as classes, em
até 24 pontos percentuais (classe B), ou ainda em 15
pontos na média geral.

5 Conclusao

Neste trabalho foi avaliado o potencial da cons-
trucdo de sistemas de classificacdo baseados em cur-
vas principais geradas sobre parti¢des hierarquicas
dos dados para a classificacdo de contatos em sinais
de sonar passivo.

Como resultado, verificou-se que a estrutura hie-
rarquica por niveis é mais atrativa do que a por nds,
visto 0 custo computacional excessivo da Ultima, o
qual ndo é acompanhado de um ganho expressivo
quanto a eficiéncia média de classificagdo. Adicional-
mente, por meio do critério proposto de dimensiona-
mento das curvas pela AUC, ou ainda, através da poda
das arvores pela PPH, foi possivel obter melhores
compromissos entre a complexidade das curvas ado-
tadas e a eficiéncia do classificador resultante, ob-
tendo-se uma estrutura para a constituicdo do classifi-
cador com uma reducédo do quantitativo de segmentos
da ordem de 40 pontos percentuais, associada a uma
perda da eficiéncia média de aproximadamente, 3
pontos, superando-se ainda a abordagem tradicional
de classificadores por curvas principais para 3 ou mais
niveis de segmentacdo. A melhor configuracao hierar-
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quica proposta apresentou ainda expressivos resulta-
dos quando comparada ao algoritmo CART para todas
as classes e, na média, alcancando patamares de efici-
éncia de classificacdo para cada classe superiores em
até 24 pontos percentuais.

Como trabalhos futuros, visamos explorar algo-
ritmos meta-heuristicos de busca para uma definicdo
conjunta dos niveis de profundidade e segmentacédo
das curvas para as diferentes classes, de forma a, nao
somente, reduzir o custo computacional envolvido,
mas também atingir maiores valores de eficiéncia mé-
dia de classificagéo.
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