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Abstract Oscillation in industrial processes is a problem of high incidence, being stiction the most frequent cause. Stiction is 

the resistance to valve movement caused by static friction, that combined with the use of controllers with integral action causes 

the limit cycle. All valves have a certain degree of stiction, that can vary between acceptable levels, which do not decrease loop 

performance, and high levels, which require immediate maintenance. Thus, stiction quantification methods are essential for 

evaluating valve conditions and scheduling maintenance priority. Despite the large number, existing quantification techniques 

are inefficient, mainly due to the high computation time required, which makes it impossible to be applied online and impossible 

to evaluate all the valves in an industrial plant. This work presents a new quantification method based on Artificial Neural Net-

works (ANN), where the input parameters are statistical information extracted from data acquired through thousands of simula-

tions at different operating conditions, stiction and noise levels. Tests are lead using simulated and industrial data, which 

demonstrates the good performance and low computation time of the proposed technique. 

Keywords Stiction Quantification, Control Valves, Process Control, Artificial Neural Networks. 

Resumo Oscilação em processos industriais é um problema de grande incidência, sendo o agarramento a causa mais frequen-

te. O agarramento é a resistência ao movimento da válvula causada pelo atrito estático, que combinado com a utilização de con-

troladores de ação integral, causa o ciclo limite. Todas as válvulas apresentam certo grau de agarramento, esse pode variar entre 

níveis aceitáveis, que não prejudicam o desempenho da malha, e altos, que exigem manutenção imediata. Dessa forma, métodos 

de quantificação do agarramento são essenciais para avaliar as condições da válvula e programar a prioridade de manutenção. 

Apesar do grande número, técnicas de quantificação já existentes são ineficientes, principalmente devido ao alto tempo compu-

tacional requerido, o que impossibilita a quantificação online e a quantificação a todas as válvulas de uma planta. Este trabalho 

apresenta um novo método de quantificação baseado em Redes Neurais Artificiais (ANN), onde os parâmetros de entrada são in-

formações estatísticas extraídas de dados adquiridos através de milhares de simulações em diferentes condições operacionais, 

níveis de agarramento e ruído. Testes são conduzidos a partir da utilização de dados simulados e industriais, demonstrando o 

bom desempenho e o baixo tempo computacional da técnica proposta. 

Palavras-chave Quantificação do Agarramento, Válvulas de Controle, Controle de Processos, Redes Neurais Artificiais.

1   Introdução 

A exigência por altos desempenhos em processos 

industriais é crescente. Normas ambientais e de segu-

rança rigorosas, ampla concorrência, processos de 

alta complexidade e com grande integração de massa 

e energia restringem cada vez mais as condições de 

operação de uma planta. Dessa forma, além do con-

trole adequado do processo, falhas e problemas de-

vem ser identificados e corrigidos o mais breve pos-

sível. 

Entre os problemas encontrados em processos 

industriais, a oscilação possui grande incidência 

(Bialkowski, 1994). A oscilação é causada, princi-

palmente, pelo ajuste inadequado do controlador, 

distúrbios externos, falhas nos sensores e pelo atrito 

em válvulas de controle (Choudhury et al., 2006), 

sendo a última, conhecida como agarramento, a causa 

de maior frequência (Paulonis e Cox, 2003). 

Válvulas de controle com agarramento, quando 

param, prendem-se à posição. Para retomar o movi-

mento, uma força adicional é necessária de modo a 

vencer a força de atrito estático. Preliminarmente, 

essa força é armazenada na forma de energia poten-

cial, após, liberada abruptamente na forma de energia 

cinética, causando o salto da posição da válvula. Se o 

salto é maior que o necessário para pôr a válvula na 

posição desejada, o sentido de deslocamento é inver-

tido, a válvula para e agarra novamente. A combina-

ção desse fenômeno com o uso de controladores com 

ação integral causa o ciclo limite, onde a oscilação só 

será cessada após alguma ação de correção. 

Independente das condições, a resistência ao 

movimento entre duas superfícies sempre existe, des-

sa forma, todas as válvulas apresentam certo grau de 

agarramento. Algumas podem se encontrar em um 

grau aceitável, outras devem ser submetidas imedia-

tamente à manutenção. Assim, a quantificação do 

agarramento é essencial para avaliar as condições da 

válvula e programar a prioridade de manutenção. 

Além disso, quando a manutenção não pode ser reali-

zada imediatamente, métodos de compensação do 

agarramento são utilizados, esses métodos dependem 

de parâmetros que definem a intensidade do agarra-

mento, que são obtidos pelos métodos de quantifica-

ção. 
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Idealmente, a detecção e quantificação de falhas 

em uma planta deve ser conduzida de forma automá-

tica, não-intrusiva e a partir de dados operacionais 

rotineiros (Shardt et al., 2012), viabilizando, assim, a 

aplicação em unidades com centenas ou mesmo mi-

lhares de malhas. Seguindo esse princípio, dezenas 

de técnicas para a quantificação do agarramento fo-

ram propostas.  

Grande parte desses métodos são baseados na 

identificação de parâmetros do modelo de Hammers-

tein. Apesar de conceitualmente promissora, essa 

abordagem apresenta duas grandes desvantagens: a 

identificação dos parâmetros pode convergir para 

mínimos locais, dependendo das condições iniciais 

adotadas e a exigência computacional é elevada, o 

que restringe a técnica a aplicações off-line e a um 

pequeno número de válvulas. Já Redes Neurais Arti-

ficiais (ANN), assim como outros métodos de reco-

nhecimento de padrões e aprendizado de máquina, 

são pouco explorados. As técnicas existentes falham 

em dois aspectos: utilização da série temporal como 

entrada da rede e treinamento da rede utilizando ape-

nas uma condição de processo, o que torna as técni-

cas lentas, pouco flexíveis e sensíveis ao ruído. 

Dessa forma o, objetivo deste trabalho é propor 

uma metodologia para a quantificação do agarramen-

to baseada em redes neurais buscando corrigir os 

problemas apresentados por técnicas anteriormente 

propostas. Para isso, como entrada para a rede neural 

serão utilizadas informações extraídas das séries 

temporais, assim como, os dados utilizados para o 

treinamento, validação e teste são gerados para dife-

rentes condições de planta, níveis de agarramento e 

ruído. 

O restante do trabalho é dividido como segue. A 

seção 2 é uma breve revisão sobre o agarramento em 

válvulas de controle. A seção 3 apresenta a metodo-

logia proposta, que é testada a dados simulados e 

industriais na seção 4, ainda nessa seção é apresenta-

do e discutido o tempo decorrente para a análise. Por 

fim, a seção 5 apresenta as conclusões e considera-

ções finais do trabalho. 

2   Agarramento em Válvulas de Controle - Breve 

Revisão 

Devido à grande incidência e aos danos que causa no 

processo, a literatura a respeito do agarramento em 

válvulas de controle é extensa e conta, atualmente, 

com centenas de trabalhos, esses são basicamente 

divididos em quatro grupos: modelagem, detecção, 

quantificação e compensação. Nessa seção, alguns 

conceitos fundamentais e métodos de quantificação 

serão discutidos de forma sucinta, para abordagem 

mais completa, as revisões por Jelali e Huang (2010) 

e Brásio et al. (2014) podem ser consultadas. 

 

2.1 Conceitos Fundamentais 

O ciclo limite causado pelo agarramento possui ca-

racterísticas diferentes daqueles causados por outras 

fontes (Brásio et al., 2014). Normalmente, os sinais 

da posição da haste da válvula (MV), saída do pro-

cesso (PV) e saída do controlador (OP) possuem 

formas bem definidas. Uma representação comum 

para uma válvula com agarramento é a assinatura da 

válvula (Figura 1), que é dividida em três seções: 

• Estagnação – Sempre que a haste para (Pon-

to D) ou muda de direção (Pontos A e G), a 

válvula agarra. A posição da haste permane-

ce constante até que a energia armazenada 

no atuador supere a força de atrito estática 

(Pontos B, E e H); 

• Salto – Após vencer a força de atrito estáti-

co, a energia potencial armazenada é con-

vertida em energia cinética, causando uma 

mudança abrupta na posição da válvula 

(Segmentos BC, EF e HI); 

• Movimento – Após, a válvula movimenta-se 

suavemente (Segmentos CD, FG e IA) até 

que, novamente, pare ou mude de direção. 

 

Existem duas abordagens para a modelagem de 

uma válvula com agarramento: modelos físicos e 

baseados em dados (data-driven). Modelos físicos 

requerem a resolução de sistema de equações dife-

renciais e conhecimento de vários parâmetros, o que 

os torna pouco utilizados. Modelos baseados em da-

dos, na sua maioria, utilizam dois parâmetros para 

descrever o comportamento da Figura 1 (S e J ou fs e 

fd). Os pares são relacionados de acordo com a Equa-

ções 1 e 2. 

ds
ffS   (1) 

ds
ffJ   (2) 

Grande parte dos métodos de detecção do agar-

ramento são baseados na identificação da forma dos 

sinais, para malhas onde o agarramento é a causa de 

oscilação, o sinal PV apresenta forma do tipo triangu-

lar ou quadrada; para outras causas, a forma do sinal 

é senoidal. Alguns métodos utilizam a detecção do 

 

Figura 1. Padrão de assinatura da válvula com agarramento 
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padrão MV(OP) da Figura 1, esses possuem aplica-

ção restrita, já que nem sempre o sinal MV é dispo-

nibilizado (limitados a válvulas com posicionador). 

Métodos de compensação do agarramento são 

estratégias utilizadas para minimizar a oscilação no 

processo e o desgaste da válvula, quando essa não 

pode ser submetida imediatamente à manutenção. 

2.2 Métodos de Quantificação do Agarramento 

A grande maioria dos métodos de quantificação do 

agarramento é baseado na identificação de sistemas 

utilizando o modelo de Hammerstein (Stenman et al. 

(2003), Bacci di Capaci et al. (2016)). Esse modelo 

considera a presença de um elemento não-linear (vál-

vula com agarramento) seguido do elemento linear 

(processo), como mostrado na Figura 2. 

 

 

Figura 2. Diagrama para o modelo de Hammerstein 

Basicamente, os métodos se diferem pela escolha 

do modelo linear (ARM, ARMAX, por exemplo), 

modelo não-linear (algum modelo data-driven) e 

pelas técnicas de otimização utilizadas para a estima-

ção dos parâmetros. Essas técnicas possuem como 

principal desvantagem o alto tempo computacional. 

No trabalho de Jelali (2008), por exemplo, o tempo 

para quantificação do agarramento em uma única 

válvula é maior que 20 minutos, o que impossibilita a 

quantificação em uma unidade industrial completa e a 

aplicação online. Além disso, a função objetivo para 

esses métodos apresentam mínimos locais, o que po-

de levar a resultados incorretos. 

Apenas duas abordagens relacionadas a quantifi-

cação do agarramento pela utilização de redes neu-

rais foram propostas. Zabiri et al. (2009) utilizam o 

sinal OP e a estimação do sinal MV (MVprev) para um 

determinado par S e J como entradas da rede neural, 

obtendo como saída a estimação do sinal PV (PVprev), 

então novos valores de S e J são utilizados para no-

vas estimações de PVprev. Finalmente, os sinais PVprev 

obtidos são comparados com o sinal PV original, o 

par S e J que gerou a melhor estimação são os parâ-

metros de quantificação do agarramento. Já 

Venceslau et al. (2012) utilizam com entrada para a 

rede neural o centroide entre os sinais OP e PV para 

cada instante de tempo, as saídas são os parâmetros S 

e J. 

Essas abordagens apresentam dois problemas. O 

sinal utilizado para o treinamento da rede neural é 

gerado a partir de apenas uma função de transferên-

cia do processo, dessa forma, a rede criada não será 

eficiente para a quantificação em diferentes modelos. 

O segundo problema é a utilização da series tempo-

rais como entrada para a rede neural, o que torna o 

método lento, sensível a presença de ruído e à largura 

do sinal (Nanopoulos et al., 2001) 

3   Técnica Proposta 

A técnica proposta visa corrigir os dois problemas 

relacionados à utilização da rede neural em trabalhos 

anteriores. Os dados para o treinamento são gerados 

a partir de diferentes dinâmicas do processo, níveis 

de agarramento e ruído branco de distribuição nor-

mal, já as entradas da rede neural são propriedades 

extraídas das series temporais. O fluxograma da téc-

nica proposta é apresentado na Figura 3. 

3.1 Geração de Dados Simulados 

Os dados para o treinamento, validação e teste são 

gerados a partir da malha SISO (Single-Input Single-

Output) representada pela Figura 4, 

 

Figura 4. Malhas SISO utilizada para a geração de dados para o 

treinamento, validação e teste da ANN 

onde C é o controlador do tipo PI (Proporcional-

Integral), S é o modelo do agarramento e G é o mo-

delo de uma planta de primeira ordem com tempo 

morto (FOPTD). O modelo baseado em dados de 

Kano (Kano & Maruta, 2004) foi escolhido para o 

bloco do agarramento, considerando o bom desem-

penho relatado por Garcia (2008). 

Os parâmetros do modelo da planta, nível de 

agarramento e a variância do ruído utilizados para a 

simulação são escolhidos aleatoriamente e estão den-

 

Figura 3. Fluxograma da técnica proposta para a quantificação 

do agarramento 
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tro do intervalo apresentados na Tabela 1. Já os pa-

râmetros do controlador são obtidos através de ajuste 

automático pela função pidtune do Matlab. Ao todo, 

5000 simulações foram conduzidas por 4000 segun-

dos, sendo que apenas os últimos 2000 segundos dos 

sinais OP e PV são salvos com período de amostra-

gem de 1 segundo. 

 

3.2 Extração de Propriedades das Séries Temporais 

Propriedades estatísticas básicas como média, desvio 

padrão, assimetria e curtose (Equações 3, 4, 5 e 6, 

respectivamente) foram utilizadas para a classifica-

ção da forma do sinal de series temporais por 

Nanopoulos et al. (2001) e são considerados neste 

trabalho. 

n

ty
n

t  1
)(

  (3) 

  

n

ty
n

t 


 1

2))(( 
  (4) 

  

3

1

3 )))((





n

ty
asm

n

t 


  (5) 

  

4

1

4)))((





n

ty
curt

n

t 


  (6) 

  

onde y é o sinal ao qual as propriedades são extraídas 

e n é o número de dados do sinal. Além desses, a 

amplitude do sinal (Equação 7) e os parâmetros do 

ajuste a um modelo autoregressivo (AR) de quarta 

ordem (gerando quatro parâmetros adicionais) foram 

utilizados. Propriedades como período de oscilação, 

localização dos picos na função de correlação cruza-

da, número de cruzamento da média, entre outros, 

foram testados, mas não resultaram em aumento no 

desempenho. 

)min()max( yyAmp   (7) 

As propriedades foram extraídas individualmente 

de cada sinal OP e PV, dessa forma, totalizando 18 

propriedades utilizadas como entrada da rede neural. 

A extração das propriedades do sinal MV não foram 

consideradas, pois esse sinal nem sempre é disponibi-

lizado em casos industriais. 

 

3.4 Treinamento da Rede Neural 

Neste trabalho, redes neurais do tipo feedforward 

backpropagation com duas camadas são utilizadas. A 

camada oculta possui 10 neurônios e função de ativa-

ção do tipo sigmóide, enquanto a camada de saída, 

possui 2 neurônios, um para cada parâmetro de quan-

tificação do agarramento, e função de ativação do 

tipo lineares. Para o treinamento, o algoritmo de Le-

venberg-Marquardt é utilizado. Dos 5000 pares de 

sinais OP e PV gerados, 70% são utilizados para o 

treinamento, 15% para a validação e outros 15% re-

servados para teste. Outras arquiteturas e configura-

ções da rede neural foram testadas, mas as pequenas 

melhoras obtidas em alguns testes não justificam o 

aumento no tempo computacional. 

A rede foi gerada utilizando a toolbox Neural 

Network do Matlab R2015. O algoritmo atribui valo-

res inicias randômicos para os pesos e bias. Como a 

função objetivo apresenta mínimos locais, duas redes 

podem convergir para diferentes mínimos. Para con-

tornar esse problema, a rede neural é treinada 100 

vezes e a rede de melhor desempenho para os dados 

de validação é escolhida. 

4   Estudo de Caso 

Essa seção avalia o desempenho da rede neural a 

dados simulados e industriais, após, é apresentado e 

discutido o tempo decorrido para a análise. 

 

4.1 Dados Simulados 

Ao todo, 750 pares de sinais OP e PV foram reserva-

dos para o teste da rede, alguns desses são apresenta-

dos na Figura 5. Como observado, os sinais possuem 

características bem distintas na forma, frequência e 

amplitude de oscilação, que é consequência dos dife-

rentes parâmetros utilizados durante a simulação. 

A Figura 6 apresente a comparação entre os va-

lores obtidos através da rede neural e os valores reais 

Tabela 1. Parâmetros para geração de dados simulados 

Simb. Descrição 
Variação 

[min, max] 

K Ganho do processo [1, 10] 

τ Constante de tempo do processo [4, 12] 

θ Tempo morto  [0, 10] 

σ Variância do ruído [0, 0.1] 

S Banda morte + agarramento [1, 10] 

J Salto [0.2, 1] * S 
 

 

Figura 5. Sinais obtidos a partir de diferentes parâmetros utiliza-

dos durante a simulação 
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para os dados de teste. Como observado, o ajuste 

linear por mínimos quadrados é praticamente uma 

reta com inclinação igual a 45 graus que passa pela 

origem, ainda, o coeficiente de determinação é pró-

ximo de 1, o que indica que os resultados obtidos são 

próximos aos reais. 

Finalmente, a Tabela 2 apresenta os resultados 

obtidos para os mesmos dados selecionados para a 

Figura 5. O erro absoluto médio da predição em rela-

ção aos valores reais é de aproximadamente 0,02, que 

é um valor aceitável e que não prejudica as etapas 

posteriores à quantificação. 

 

Tabela 2. Comparação de resultado para os dados simulados sele-

cionados 

  Malha 1 Malha 2 Malha 3 

  S J S J S J 

Real  9,91 7,32 2,43 1,74 11,47 0,66 

Estimado 9,71 7,14 2,46 1,75 12,68 0,55 

 

4.2 Dados Industriais 

Para o teste da rede a dados industrias, três malhas 

provenientes do trabalha de Jelali (2008) são avalia-

das, fragmentos dessas são apresentadas na Figura 7. 

Na Tabela 3 é apresentada a comparação entre os 

valores obtidos pela técnica proposta e pelo trabalho 

original de Jelali. Como observado, os resultados são 

próximos, mas relativamente mais afastados quando 

comparados com os obtidos para dados simulados, 

sendo o erro absoluto médio aproximadamente igual 

a 0,21. Como os resultados obtidos pelo trabalho 

original também são estimações, não é possível defi-

nir qual método obteve melhor desempenho na quan-

tificação do agarramento. 

Tabela 3. Comparação dos resultados para dados industriais 

  Malha 1 Malha 2 Malha 3 

  S J S J S J 

Trab. Orig. 1,80 0,59 22,90 0,81 11,47 1,10 

Estimado 1,99 0,84 22,84 1,59 12,68 1,64 

 

4.3 Tempo Decorrente para Análise 

A análise foi conduzida em um computador com pro-

cessador de oito núcleos de 2,20 GHz. O tempo de-

corrido para a geração de dados, extração de proprie-

dades, treinamento da rede e testes a dados simulados 

são apresentados na Tabela 4. Mais que 98% do tem-

po gasto para a análise é devido aos três primeiros 

processos, esses necessitam ser executados apenas 

uma vez, após, a rede é salva é pode ser utilizada 

para qualquer conjunto de dados.  

A estimação para cada par de dados OP e PV 

utilizados para o teste da rede leva, em média, apro-

ximadamente 1 segundo, tempo muito inferior quan-

do comparados com métodos de baseados no modelo 

de Hammerstein. 

Tabela 4. Tempo decorrente para a análise 

Processo 
Geração  
de dados 

Extração  
das Prop. 

Treinamento  
da rede 

Teste a  
dados Sim. 

Tempo (s) 3536,89 493,04 709,03 74,34 

 

4.4 Aumento do desempenho e robustez da técnica 

Apesar dos bons resultados da técnica aqui apresen-

tada, medidas podem ser tomadas para o aumento no 

desempenho e robustez, como: 

 Utilizar faixa maior de variação dos parâme-

tros; 

 Gerar maior quantidade de sinais para o 

treinamento da rede; 

 Treinar a rede para processo de segunda or-

dem e integradores; 

 

Figura 6. Comparação entre os valores obtidos e reais para os 750 

pares de dados pré-selecionados para teste 

 

Figura 7. Dados industriais utilizados para  teste (dados empresta-

dos de Jelali & Huang (2010) 
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 Extrair outras propriedades do sinal e avali-

ar todas as propriedades já analisadas quan-

to a robustez; 

 Testar outras configurações e arquiteturas de 

redes neurais; 

 Testar outros métodos de aprendizado de 

máquina, como, por exemplo, support vec-

tor machine, árvore de decisão e máxima 

verossimilhança. 

5   Conclusão e Considerações Finais 

O trabalho apresenta uma nova técnica de quantifica-

ção do agarramento baseada em redes neurais artifi-

ciais, onde os dados de entrada são propriedades ex-

traídas das series temporais, nesse caso, dos sinais 

OP e PV. 

A rede neural foi treinada, validade e testada uti-

lizando-se 5000 pares de sinais OP e PV obtidos 

através da simulação de malha do tipo SISO e mode-

lo de planta do tipo FOPTD com diferentes parâme-

tros para a planta, níveis de agarramento e variância 

do ruído. 

Testes a dados simulados demonstram o bom de-

sempenho da técnica para diferentes condições de 

malha, para dados industriais, os resultados foram 

próximos aos obtidos em outro trabalho. 

O tempo para a quantificação do agarramento 

pela técnica proposta é muito inferior quando compa-

rado ao tempo requerido pelos métodos tipicamente 

utilizados baseados nos modelos de Hammerstein, 

assim, viabilizando a quantificação online do agar-

ramento para uma planta industrial completa, o que 

garante mais rápida ação de correção e menor tempo 

de operação da planta em condições precárias. 
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