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Alcemy Gabriel Vitor Severino∗, Fábio Meneghetti Ugulino de Araújo∗
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Abstract— A study of the application of metaheuristics to the problem of structures selection in NARX models
for systems identification was carried out. The main objective is to facilitate the obtaining of models to represents
physical systems. The meta-heuristics investigated are the genetic algorithm, particle swarm optimization and
bat algorithm. In order to demonstrate the performance of metaheuristics, they were used to identify a non-
linear electric heater. The obtained models were compared to each other. The models selected by metaheuristics
presented similar results, however, the particle swarm optimization obtained the best model analyzed.
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Resumo— Para facilitar a obtenção de modelos para representação de sistemas f́ısicos, foi realizado um estudo
da aplicação de meta-heuŕısticas ao problema de seleção de estruturas de modelos NARX para a identificação
de sistemas. As meta-heuŕısticas investigadas são o algoritmo genético, otimização por enxame de part́ıculas
e algoritmo do morcego. Para demonstrar o desempenho das meta-heuŕısticas, as mesma foram utilizadas na
identificação de um aquecedor elétrico não linear. Posteriormente, os modelos obtidos foram comparados entre si.
Os modelos selecionados pelas meta-heuŕısticas apresentaram resultados semelhantes, entretanto, a otimização
por exame de part́ıculas obteve o melhor modelo analisado.

Palavras-chave— Meta-heuŕıstica, Identificação de sistemas, Seleção de estruturas, Modelos NARX.

1 Introdução

Um modelo para um sistema pode ser fornecido
por uma equação matemática, a partir da qual é
posśıvel responder a questões sobre o sistema sem
a realização de experimentos (através de um mo-
delo pode-se calcular ou decidir como o sistema
comporta-se sob determinadas condições operaci-
onais) (Coelho e Coelho, 2015).

Segundo Aguirre (2015), identificação de sis-
temas é uma área que estuda maneiras de modelar
e analisar sistemas a partir de observações, ou seja,
de dados.

Em geral, os sistemas são classificados em li-
neares e não lineares, o principal motivo para a
utilização de sistemas lineares estar na simplici-
dade de obtenção do modelo. Rigorosamente fa-
lando, os sistemas lineares não existem na prática,
uma vez que todos os sistemas f́ısicos são não line-
ares de alguma forma (Golnaraghi e Kuo, 2012).

Há uma grande variedade de representações
não lineares que, pelo menos em prinćıpio, po-
dem ser utilizadas na identificação de sistemas,
por exemplo a série de Volterra e os modelos de
Hammerstein e de Wiener. Uma dificuldade prá-
tica da aplicação dessas representações na identi-
ficação de sistemas é que, mesmo para sistemas
pouco não lineares, o número de parâmetros a de-
terminar é muito grande (Aguirre, 2015).

Em geral, modelos mais concisos são desejá-
veis. Além disso, os modelos concisos tornam-se
imperativos para fins de controle devido ao seus ri-

gorosos propósitos em tempo real. Por esta razão,
foi desenvolvido o modelo NARX (do termo em
inglês Nonlinear AutoRegressive with eXogenous
inputs), que pode representar uma ampla classe
de sistemas não lineares com um pequeno número
de parâmetros (Chen e Billings, 1989; Leontaritis
e Billings, 1985; Li e Jeon, 1993).

Modelos NARX são lineares nos parâmetros e
são funções das entradas e sáıdas passadas.

y(k) = F l[y(k − 1), y(k − 2), . . . , y(k − ny),
. . . , u(t− d), . . . , u(k − d− nu)] + e(k)

(1)
l é o grau de não linearidade, u é a entrada, y é
a sáıda, d é o atraso de transporte, ny e nu são
as ordens da sáıda e entrada, respectivamente, e
e(k) é o erro de predição. O número de termos
pode ser determinado através da seguinte expres-
são (Korenberg et al., 1988):

nθ = M + 1

M =
∑l
i=1 ni

ni =
ni−1(ny + nu + i− 1)

i
, n0 = 1

(2)

no qual nθ é o número de termos do modelo. De
fato, nθ cresce bastante com o aumento do grau de
não-linearidade l e das ordens ny e nu, tornando-
se impraticável em alguns casos.

Fu e Li (2013) explicam que existem vários
métodos para seleção de estruturas de modelos
e que são divididos em métodos clássicos, base-
ados principalmente nos algoritmos do método de
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mı́nimos quadrados, função de correlação e taxa
de redução do erro, e os métodos modernos, que
utilizam técnicas de redes neurais artificiais, ló-
gica fuzzy, algoritmos genéticos, entre outros. Por
exemplo, Li e Jeon (1993) aplicaram algoritmo ge-
nético na seleção da estrutura de modelos NARX
para identificação de sistemas.

Para a obtenção de modelos na identificação
de sistemas, foi investigada a utilização de diferen-
tes meta-heuŕısticas na seleção de estruturas de
modelos NARX. Entre as meta-heuŕısticas esco-
lhidas estão o algoritmo genético (GA) (Holland,
1975), a otimização por enxame de part́ıculas
(PSO) (Eberhart et al., 1995) e o algoritmo do
morcego (BA) (Yang, 2010). As meta-heuŕısticas
foram usadas na identificação de um aquecedor
elétrico não linear (Cassini, 1999). Ao final, os
modelos estimados foram comparados entre si.

2 Meta-heuŕısticas aplicadas à
identificação de sistemas

Meta-heuŕısticas utilizam uma combinação de es-
colhas aleatórias e o histórico de resultados passa-
dos, encontrados pelo método, para realizar bus-
cas na vizinhança de tais resultados dentro do es-
paço de pesquisa, o que reduz a possibilidade de
paradas em ótimos locais (Severino et al., 2016).

Pode-se entender a aplicação de meta-
heuŕısticas na seleção de estruturas de modelos
NARX como um problema de representação. Em
geral, meta-heuŕısticas utilizam números decimais
e binários, entretanto é posśıvel aplicar diferentes
representações, como cadeia de caracteres, conjun-
tos de regras, entre outros. No caso estudado, as
bases binária e decimal são mais adequadas.

De acordo com os valores dos atrasos ny e nu
e do grau de não linearidade l é gerado o con-
junto de regressores posśıveis. Por exemplo, para
ny = nu = 4 e l = 2, obtêm-se um total de 44
termos candidatos. Logo, para esse caso, cada so-
lução candidata será representada por um vetor
binário com 44 elementos. A inclusão, ou não, de
um termo será definido através da presença do nú-
mero 0 e 1 em cada posição de uma dada solução
candidata da mete-heuŕıstica. Caso o termo não
pertença a estrutura do modelo será associado o
número 0 à posição correspondente a tal termo na
solução encontrada pela meta-heuŕıstica, e caso
ele pertença será associado o número 1. Assim,
um vetor binário com comprimento igual ao nú-
mero de termos candidatos informará quais regres-
sores comporão a estrutura do modelo.

A meta-heuŕıstica é responsável por gerar e re-
calcular um conjunto de vetores binários, ou seja,
posśıveis estruturas do modelo a se identificar. Ao
final, o método selecionará o modelo mais ade-
quado para o sistema aplicado.

A base decimal também pode ser utilizada,
para isto se faz necessário a conversão decimal-

binário e binário-decimal. Ao invés de vetores bi-
nários são usados números inteiros pertencentes
ao intervalo [1, 2nθ − 1].

Por exemplo, para ny = nu = 2 e l = 2,
obtem-se o conjunto de regressores com 14
termos. Caso a meta-heuŕıstica indique como
solução i = 8329, isto significa que os termos
{u2(k − 2), y(k − 1)u(k − 2), u(k − 2), y(k − 1)}
comporiam a estrutura do modelo, pois
832910 → 100000100010012 como demonstrado
no figura abaixo.

Figura 1: Conjunto de termos candidatos.
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Durante a seleção da estrutura pela meta-
heuŕıstica cada integrante do conjunto de posśıveis
soluções, ou melhor, posśıveis estruturas, tem seus
parâmetros estimados pelo o método de mı́nimos
quadrados, ver Aguirre (2015). Os parâmetros são
então validados e cada integrante é avaliado pela
função de avaliação. Neste trabalho, como pode
ser visto na Equação 3, a função de avaliação uti-
lizada nas meta-heuŕısticas foi o critério de infor-
mação de Akaike (Equação 3) (Akaike, 1974):

fa = AIC(nθ) = N ln[σ2
erro(nθ)] + 2nθ (3)

No qual, N é o valor do comprimento dos da-
dos coletados, σ2

erro é a variância dos reśıduos e nθ
é o número de parâmetros no modelo.

Assim, utilizando o sistema de codificação bi-
nária para representar a estrutura de modelos
NARX, pode-se generalizar a aplicação de meta-
heuŕısticas pelas etapas abaixo:

1. Definir ny, nu e l, gerar os termos candidatos
e ler dados coletados do sistema.

2. Informar o número de vetores binários, quan-
tidade de execuções, e parâmetros espećıficos
da meta-heuŕıstica.

3. Gerar o conjunto de soluções iniciais.

4. Avaliar o conjunto de soluções.

5. Se o número máximo de execuções for atin-
gido, finalizar o algoritmo e informar o melhor
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modelo encontrado. Caso o contrário, ir para
o passo seguinte.

6. Recalcular o conjunto de soluções utilizando
as estratégias de busca da meta-heuŕısticas,
voltar ao passo 4.

As meta-heuŕısticas GA, PSO e BA imple-
mentadas neste trabalho seguem os algoritmos
clássicos (Holland (1975), Eberhart et al. (1995)
e Yang (2010)) conforme descrito em Severino
et al. (2016).

3 Aquecedor elétrico

Os dados utilizados foram coletados de uma planta
piloto que consiste em um sistema termo-elétrico,
no qual a entrada é a tensão elétrica aplicada
(p.u.) e a sáıda é a tensão elétrica medida nos
terminais de um termopar (p.u.). O sinal de en-
trada é do tipo PRS com média igual a 0,5 p.u.,
no qual 1 p.u. correspondente a 136V na ten-
são de entrada e a 998,51◦C na temperatura de
sáıda (Cassini, 1999).

Os dados foram divididos em dois conjuntos
distintos (Figura 1), o primeiro será utilizado para
a estimação dos parâmetros, enquanto o segundo
será usado para a validação do modelo. (Fonte:
Cassini (1999) - massa de dados <din3>).
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Figura 1: Dados utilizados na identificação.

Cassini (1999) obteve o seguinte modelo
NARX (Equação 4) para ny = 2, nu = 2 e l = 3.

y(k) = 1, 3307y(k − 1)− 0, 3975y(k − 2)
−0, 1771y2(k − 1)
+0, 0896y(k − 1)u(k − 1)
−0, 600y(k − 1)u(k − 2)
−0, 0250y(k − 2)u(k − 1)
+0, 0315u2(k − 1)
+0, 0120u(k − 1)u(k − 2)
−0, 3481y3(k − 1)
−1, 043y2(k − 1)u(k − 1)
+0, 5037y2(k − 1)u(k − 2)
+0, 8896y(k − 1)y(k − 2)u(−1)
+0, 4793y3(k − 2)
−0, 2768y2(k − 2)u(k − 2)
+0, 0046u3(k − 1)

(4)

Os termos lineares de rúıdos propostos
por Cassini (1999) foram usados para minimizar
a polarização dos parâmetros estimados, de modo
que para critérios de simulação os mesmo podem
ser desprezados. Logo, não foram usados no pre-
sente trabalho. Segundo Cassini (1999), o em-
prego de l > 3, ny > 2 e nu > 2 pode ser conside-
rado desnecessário para o sistema aqui identificado
devido ao seu baixo grau de não linearidade.

4 Resultados

Cada execução das meta-heuŕısticas continha um
conjunto de 30 posśıveis soluções, calculadas no
decorrer de 100 iterações. Foram aplicadas as
meta-heuŕısticas o mesmo conjunto de posśıveis
soluções iniciais, no qual cada integrante possúıa
apenas um dos termos candidatos, de modo que
o primeiro integrante recebia o primeiro termo, o
segundo integrante recebia o segundo termo e as-
sim por diante. Caso o número de termos fosse
maior que o número de posśıveis soluções, então
repetia-se o processo a partir do termo inicial.

Os valores dos parâmetros das meta-
heuŕısticas (Tabela 2) foram definidos através
de uma sucessão de testes e observações até que
seus valores fossem julgados adequados, isto é, os
parâmetros foram configurados empiricamente.

Tabela 2: Parâmetros para cada meta-heuŕıstica

Meta-heuŕıstica Parâmetros

GA tmut 0,10%

PSO

ω 0,10

φ1 1,40

φ2 1,40

BA

fmin 0,00

fmax 0,04

α 0,20

γ 0,20
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As velocidades inciais do PSO e BA foram
definidas com valor em 0, ou seja, as part́ıculas e
morcegos inicialmente estão parados; além disto, a
taxa de emissão de pulsos r0 e a amplitude inicial
A0 do BA tiveram seus valores estabelecidos em
0,1 e 2, respectivamente.

Os modelos NARX, para ny = 2, nu = 2 e
l = 3, obtidos pelo GA, PSO e BA são dados
pelas Equações 5, 6 e 7, respectivamente.

y(k) = 1, 4349y(k − 1)− 0, 4744y(k − 2)
+0, 0034u(k − 2)
+0, 0115u2(k − 1)
+0, 006u2(k − 1)u(k − 2)

(5)

y(k) = 1, 4132y(k − 1)− 0, 4530y(k − 2)
+0, 0012u(k − 2)
+0, 0295y(k − 2)u(k − 1)
−0, 0305y(k − 2)u(k − 2)
+0, 0104u2(k − 1)
+0, 0093u2(k − 2)

(6)

y(k) = 1, 4260y(k − 1)− 0, 4621y(k − 2)
−0, 0039u(k − 1)
+0, 0047u(k − 2)
+0, 0036y(k − 1)u(k − 2)
−0, 0186y2(k − 2)
+0, 0189u2(k − 1)

(7)

A resposta da simulação dos modelos podem
ser observadas na Figura 2.
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ŷ

(b) GA.
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(c) PSO.
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(d) BA.

Figura 2: Simulação dos modelos.

O erro, e(k) = y(k) − ŷ(k), obtido por cada
um dos modelos é mostrada nas figuras abaixo.
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Figura 3: Diferença entre a sáıda real e estimada.

Para possibilitar uma melhor distinção entre
os erros obtidos pelos modelos do GA, PSO e BA a
Figura 4 apresenta um ampliação das curvas con-
tidas na Figura 3, como o erro apresentado pelo
modelo de Cassini (1999) possui uma maior am-
plitude a mesma não foi inclúıda.
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Figura 4: Ampliação das curvas de erros dos mo-
delos obtidos pelas as meta-heuŕısticas.

Como critério de comparação foi calculado a
soma dos quadrados da diferença entre os valo-
res observados e os estimados, dado pela equação
abaixo.

Jerro =

N∑
k=1

[y(k)− ŷ(k)]
2

(8)

no qual N é igual ao número de amostras.

A Tabela 3 contém os valores de AIC e Jerro
para cada modelo avaliado.

Tabela 3: Índices de avaliação

Modelo AIC Jerro

Cassini −1, 396336× 104 2, 050185× 10−2

GA −1, 755875× 104 1, 108476× 10−3

PSO −1, 756599× 104 1, 097959× 10−3

BA −1, 753968× 104 1, 121234× 10−3

De acordo com as Figuras 3 e 4, e a Tabela 3
pode-se afirmar que dentre os modelos avaliados,
os que foram encontrados pelas meta-heuŕısticas
apresentam um menor ńıvel de erro. Sendo o mo-
delo estimado pelo PSO o que possui o melhor de-
sempenho, porém as outras duas meta-heuŕısticas
obtiveram valores de AIC e Jerro muito próximos
ao do PSO.

Observando a quantidade de regressores dos
modelos selecionados, o estimado pelo GA foi o
modelo com menor números de termos, 5 regres-
sores no total, um número 3 vezes menor que o mo-
delo proposto por Cassini (1999). Tanto o PSO e
quanto o BA encontraram modelos com 7 regres-
sores. Com respeito a linearidade dos termos o
GA encontrou um modelo com 3 termos lineares
e 2 não lineares (um quadrático e o outro cúbico).
O PSO definiu um modelo com 3 termos lineares
e 4 não lineares (todos quadráticos). O BA sele-
cionou um modelo com 4 termos lineares e 3 não
lineares (todos quadráticos).

Com relação a evolução do valor do critério
de informação AIC no decorrer das iterações (Fi-
gura 5), o PSO e o BA apresentam uma queda
abrupta comparado ao GA. Nas primeiras 10 ite-
rações o PSO e o BA já encontraram modelos com
valores AIC muito próximos dos modelos finais
apresentados, comportamento que ocorreu mais
lentamente no GA, aproximadamente na quadra-
gésima iteração. Porém, isto não significa que os
modelos anteriores possúıssem a mesma estrutura
dos modelos finais.
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Figura 5: A evolução do valor de AIC para a
melhor solução encontrada pela meta-heuŕıstica a
cada iteração.
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5 Conclusões

Neste trabalho as meta-heuŕısticas conhecidas
como algoritmo genético, otimização por en-
xame de part́ıculas e algoritmo do morcego fo-
ram aplicadas no problema da seleção de estru-
turas para modelo NARX na identificação de sis-
temas não lineares. O desempenho dessas meta-
heuŕısticas foram comparados com o modelo pro-
posto por Cassini (1999) para a modelagem de um
aquecedor elétrico. O erro apresentado pelos mo-
delos encontrados por essas técnicas são menores
do que o modelo obtido por Cassini (1999). O me-
lhor modelo analisado foi o encontrado pelo PSO,
entretanto, os modelos selecionados pelo GA e o
BA apresentaram resultados muitos próximos ao
do PSO. Em relação ao número de termos, o me-
lhor resultado foi o do GA, que obteve um modelo
com apenas 5 regressores, porém dentre os mode-
los analisados foi o que apresentou o maior grau
de não linearidade (l = 3). Sendo assim, os re-
sultados demonstram que as meta-heuŕısticas são
estratégias eficientes na solução do problema da
seleção de estruturas para modelos NARX. Em
trabalhos futuros, outras meta-heuŕısticas podem
ser consideradas com o objetivo de se realizar me-
lhores comparações entre as técnicas tradicionais
aplicadas na seleção de estruturas de modelos. As-
sim como analisar o uso de diferentes funções de
avaliação para o problema estudado.
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L. S. e Araújo, F. M. U. (2016). Metaheuŕısti-
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