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Abstract— In this paper, a software was developed to identify nonlinear dynamical systems with time delay
using the modified Fuzzy Wavelet Neural Network technique. To evaluate both the technique and the software
developed a Quanser coupled tanks system was identified. In the identification process was seen that the software
is simple and easy to use. The result show the validation the software and the technique.
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Resumo— Neste trabalho é apresentado um software que utiliza a técnica Fuzzy Wavelet Neural Network
modificada para realizar a identificação de sistemas dinâmicos não-lineares com atraso de transporte. Para avaliar
tanto a técnica estudada quanto o software desenvolvido, foi identificado um sistema de tanques acoplados da
Quanser. Os resultados obtidos atestam o correto funcionamento do software e a eficiência da técnica.

Palavras-chave— Identificação de Sistemas, Redes Neurais Artificiais, Fuzzy Wavelet Neural Networks mo-
dificada.

1 Introdução

O Fuzzy Wavelet Neural Network (FWNN) modi-
ficada é uma técnica de inteligência artificial que
vem sendo recentemente estudada e utilizada, mas
a sua implementação não é trivial. O desenvolvi-
mento de um software que implementa a FWNN
modificada pode contribuir para a difusão e apli-
cação da técnica. Um área de aplicação da inte-
ligência artificial, assim como da FWNN modifi-
cada, é a identificação de sistemas dinâmicos.

A identificação de sistemas, ou modelagem
emṕırica, dedica-se a encontrar uma relação ma-
temática entre as entradas e as sáıdas de um sis-
tema, sem necessariamente conter as relações f́ısi-
cas que o regem (Dallagnol Filho, 2005).

Os sistemas dinâmicos encontrados na prá-
tica são, em última análise, não-lineares. Em al-
guns casos, as aproximações lineares são suficien-
tes. Entretanto, os modelos lineares nem sempre
são satisfatórios e representações não-lineares de-
vem ser utilizadas. Na medida em que as represen-
tações lineares são substitúıdas em algumas iden-
tificações por representações não-lineares, torna-
se posśıvel analisar e reproduzir certos fenôme-
nos e comportamentos dinâmicos mais complexos
(Aguirre, 2004). Dessa forma, os modelos não-
lineares apesar de apresentarem uma complexi-
dade maior possibilitam um “retrato” mais fiel do
processo quando este se faz necessário.

Nas últimas décadas, as redes neurais têm se
estabelecido como uma das principais ferramentas
para a identificação de sistemas dinâmicos não-
lineares.

Entre os diversos tipos de redes neurais uti-

lizadas na identificação de sistemas, uma que se
destaca é a Wavelet Neural Network (WNN). Pelo
fato de combinar as caracteŕısticas de multirre-
solução da teoria wavelet com a capacidade de
aprendizado e generalização das redes neurais,
esta rede pode fornecer modelos mais precisos do
que os obtidos pelas redes neurais tradicionais.

Uma evolução dessas redes neurais é a Fuzzy
Wavelet Neural Network que é uma combinação
da estrutura neuro-fuzzy ANFIS (Adaptive Neuro
Fuzzy Inference System), baseada no sistema fuzzy
Takagi-Sugeno, com a WNN. Neste caso, as fun-
ções Sugeno são substitúıdas por redes WNN.

Um problema da FWNN é o grande número
de parâmetros ajustáveis. Visando contornar este
problema e obter uma estrutura menos complexa,
Araújo Júnior (2014) propôs uma FWNN modifi-
cada, na qual somente funções wavelets são utili-
zadas nos consequentes.

Este trabalho apresenta um software que uti-
liza uma Fuzzy Wavelet Neural Network modifi-
cada para realizar a identificação de sistemas di-
nâmicos não-lineares com atraso de transporte.

2 Fundamentação Teórica

A rede FWNN modificada, proposta por Araújo
Júnior (2014), se diferencia das outras existentes
na literatura, como as apresentadas por Abiyev
e Kaynak (2008), Yilmaz e Oysal (2010) e Lu
(2011), pois os consequentes são constitúıdos ape-
nas por funções wavelets, ponderadas pelos pesos
de ativação das regras fuzzy, não existindo uma
segunda ponderação, que é ocasionada pela mul-
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tiplicação das wavelets por pesos sinápticos. Em
outras estruturas FWNN presentes na literatura,
as wavelets existentes em cada nó da camada con-
sequente são multiplicados por pesos sinápticos,
fazendo com que cada modelo local seja ponde-
rado duas vezes, pelas regras fuzzy e pelos pesos,
tornando a quantidade de parâmetros ajustáveis
maior que a estrutura apresentada por Araújo Jú-
nior (2014) em sua tese. A ausência desta segunda
ponderação, realizada pelos pesos sinápticos da
quinta camada, é possibilitada pelo ajuste ade-
quado das funções de pertinência da segunda ca-
mada durante o treinamento da rede.

A rede FWNN modificada apresenta uma es-
trutura menos complexa matematicamente. O
fato de contar com menos parâmetros ajustáveis,
torna sua implementação menos custosa compu-
tacionalmente, principalmente durante o processo
de treinamento. A Figura 1 ilustra a arquitetura
da rede FWNN modificada.

Figura 1: Estrutura da rede Fuzzy Wavelet Neural
Network modificada, adaptado de (Araújo Júnior,
2014)

2.1 Camada 1
A primeira camada da rede apenas propaga os da-
dos de entrada x = [x1, x2, ..., xn] para os neurô-
nios da segunda camada.

2.2 Camada 2
A segunda camada é a de fuzzificação. A sáıda dos
neurônios desta camada é o grau de pertinência de
suas respectivas entradas. A função de pertinência
utilizada na FWNN modificada é a bell shaped, que
é definida conforme a Equação 1:

Aqr (xq) =
1

1 +
∣∣∣xq−cqr

aqr

∣∣∣2bqr (1)

onde q = 1, 2, ..., n e r = 1, 2, ..., kq correspondem
à r-ésima função de pertinência relativa ao q-ésimo
sinal de entrada da camada 1. As variáveis aqr,
bqr e cqr são, respectivamente, a abertura, a incli-
nação e o centro da função de pertinência. Cada
um dos sinais de entrada possuem kq funções de
pertinência.

2.3 Camada 3
A terceira camada é responsável pela geração das
regras. Os nós dessa camada são fixos e a sáıda de
cada um deles é uma operação do tipo T-norma,
de todos os sinais de entrada dessa camada. As
sáıdas µi dos nós desta camada Ri, i = 1, 2, ...,m,
são calculados de acordo com as Equações 2.

µ1 = A11 (x1)A12 (x2) . . . An1 (xn)
µ2 = A11 (x1)A21 (x2) . . . An2 (xn)

...
µm = A1k1 (x1)A2k2 (x2) . . . Ankn (xn)

(2)

2.4 Camada 4
A quarta camada realiza a normalização das re-
gras. O fator de normalização µi da i-ésima regra
é calculado por:

µi = µi
m∑

i=1
µi

i = 1, 2, ...,m
(3)

2.5 Camada 5
A quinta camada contém os consequentes, que,
no caso da FWNN modificada, são funções wave-
lets. A partir das entradas, das regras normali-
zadas e dos parâmetros ajustáveis dessas funções,
cada nó desta camada terá sua sáıda gj calculada
de acordo com as Equações 4 à 6.

gj = µjψj j = 1, 2, ...,m (4)

gj = µj
n∑
i=1

(1− hij) exp (−0.5hij)
1√
dij

j = 1, 2, ...,m
(5)

hij =

(
xi − tij
dij

)2

(6)

Neste caso, ψ é uma função wavelet da famı́-
lia Mexican Hat e a variável n corresponde ao nú-
mero de funções wavelets em um nó wavelet desta
camada e m é o número de nós desta camada. A
Figura 2 apresenta com maiores detalhes a estru-
tura de um nó wavelet, ilustrando suas entradas,
as wavelets e a ponderação proveniente das regras
fuzzy.

Figura 2: Estrutura de um neurônio presente na
camada consequente, adaptado de (Araújo Júnior,
2014)
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2.6 Camada 6
Nessa camada, todas as sáıdas dos neurônios da
camada 5 são somadas, resultando na sáıda da
FWNN modificada.

Z =

m∑
j=1

gj (7)

A partir da rede apresentada na Figura 1 e re-
presentada pelas equações 1 a 7, pode-se identifi-
car claramente que os neurônios que necessitam de
aprendizado estão presentes na segunda e quinta
camadas, pois na camada 2 estão localizadas as
funções de pertinência de entrada e na camada 5,
as wavelets, que definem as implicações das regras
(Araújo Júnior, 2014).

3 Metodologia

Para avaliar tanto a eficiência da técnica utili-
zada quanto o software desenvolvido foi realizada
a identificação de um sistema de tanques acopla-
dos da Quanser, (Apkarian, 1999), que apresenta
dinâmica não-linear e atraso de transporte. A
planta é composta por dois tanques acoplados,
uma bomba e um reservatório. Cada tanque con-
tém um orif́ıcio em sua base que permite o fluxo da
água. Quando em funcionamento, a água é bom-
beada para o tanque superior. A água que escoa
pelo seu orif́ıcio entra no tanque inferior. Por fim,
a água que escoa do tanque inferior volta para o
reservatório, do qual é bombeada novamente. Os
tanques têm altura de 30 cm, logo, a faixa de ńıvel
posśıvel para a água é de 0 a 30 cm. O Módulo de
potência utilizado possui um ganho de 3.

Podem ser aplicadas na bomba tensões que
variam entre -4 e 4 V (antes de passar pelo mó-
dulo de potência), de forma que, quando a tensão
é negativa a bomba suga água do tanque superior
e quando a tensão é positiva a água é bombeada
para o mesmo. A Figura 3 apresenta um diagrama
da comunicação entre o sistema e o software de-
senvolvido.

Figura 3: Esquemático da comunicação entre o
software e o sistema de tanques.

A comunicação do software com a planta é
feita através de um servidor TCP/IP, que está co-
nectado a uma placa de aquisição de dados, tor-
nando posśıvel a leitura dos sensores e a escrita de

um sinal elétrico na bomba através de um módulo
de potência.

Como pode ser visto em Apkarian (1999), este
sistema de tanques pode ser utilizado em diferen-
tes configurações. Neste trabalho, o sistema foi
utilizado de tal forma que a entrada foi a tensão
enviada ao módulo de potência e a sáıda foi o ńıvel
de água no tanque inferior. O peŕıodo de amos-
tragem utilizado foi de 0, 1 s.

Um dos objetivos deste trabalho é o desen-
volvimento de um software, este foi desenvolvido
na linguagem de programação C++, utilizando o
Ambiente de Desenvolvimento Integrado (do in-
glês Integrated Development Environment - IDE)
Qt Creator. Tal software pode ser executado em
sistemas Linux e terá todo seu funcionamento de-
talhado a seguir.

O software desenvolvido excita o sistema com
um sinal de excitação do tipo PRS. Este procedi-
mento é realizado na interface de coleta de dados,
que pode ser observada na Figura 4. Nesta in-
terface, o usuário pode escolher a quantidade de
amostras que deseja coletar, assim como as ampli-
tudes máxima e mı́nima e os peŕıodos máximo e
mı́nimo do sinal PRS.

Figura 4: Interface de coleta de dados.

A elaboração do conjunto de treinamento
também é realizada na interface ilustrada na Fi-
gura 4. De posse das amostras de entrada e sáıda
do sistema, é formulado um conjunto de treina-
mento seguindo uma estrutura para o modelo de-
sejado.

O modelo de identificação adotado segue a
estrutura Neural Network AutoRegressive, eXter-
nal input (NNARX), esta estrutura é descrita em
Nørg̊ard et al. (2000). Utilizando este modelo a
FWNN modificada estima a sáıda do sistema a
partir de sinais atrasados de entrada e sáıda do
sistema. Esta estrutura é ilustrada na Figura 5.

Figura 5: Estrutura do modelo NNARX uti-
lizando uma FWNN, adaptado de (Araújo Jú-
nior, 2014)
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A expressão matemática dessa estrutura de
modelo é apresentada na Equação 8.

ŷ(k) = f(y(k − 1), . . . , y(k − n),
u(k − d), . . . , u(k − d−m))

(8)

onde ŷ é a sáıda estimada da planta, k é o k-ésimo
instante de tempo, d é o atraso da planta, n é a
ordem da sáıda da planta, m é a ordem da entrada
da planta, f é uma função que pode ser não-linear,
mapeada pela rede neural, y é a sáıda da planta e
u é a entrada da planta.

A quantidade de amostras atrasadas de en-
tradas e sáıdas no modelo NNARX depende das
ordens de entrada e sáıda escolhidas. Por simplifi-
cação, neste trabalho, as ordens de entrada e sáıda
são iguais.

Após coletar os dados, o usuário deve treinar
a rede FWNN modificada para obter um modelo.
No software desenvolvido, esta etapa da identifi-
cação é realizada na interface de treinamento da
rede, Figura 6, aplicando o algoritmo backpropa-
gation.

Figura 6: Interface de treinamento da rede.

A última etapa do processo de identificação é
a validação do modelo obtido. No software desen-
volvido, esta etapa é realizada na interface de va-
lidação da rede, Figura 7. Ao final do treinamento
da FWNN modificada é obtido um modelo para
representar o sistema. Todavia, é necessário ava-
liar a capacidade de generalização da FWNN mo-
dificada, pois nem mesmo um baixo valor de erro
durante o treinamento assegura que o modelo é
apropriado, pois a rede neural pode ter aprendido
a reproduzir os dados do conjunto de treinamento,
mas não ter aprendido o real comportamento di-
nâmico do sistema.

Figura 7: Interface de validação da rede.

O software permite que, em tempo real, o
usuário excite o sistema de tanques e a rede
FWNN modificada e compare suas sáıdas. Este
procedimento pode ser feito de duas formas no
programa. A primeira é excitando o sistema e
a rede neural com um sinal do tipo PRS, nesta
forma de excitação do sistema o usuário tem a li-
berdade de escolher as faixas de valores para am-
plitude e peŕıodo do sinal PRS. A segunda forma
de validar o modelo obtido é controlando o sistema
com um controlador PID, onde o usuário escolhe
os parâmetros kp, ki e kd do controlador, e compa-
rando o comportamento do sistema e do modelo
obtido.

4 Resultados

4.1 Coleta de dados

O conjunto de dados é formado por pares entrada-
sáıda coletados através da excitação do sistema
por um sinal do tipo PRS. As Figuras 8(a) e 8(b)
apresentam, respectivamente, o sinal PRS utili-
zado e a resposta do sistema para a coleta de 12000
amostras. Este sinal de excitação foi projetado
para sortear valores de tensão entre −4 e 4 V com
duração entre 0 e 100 s.
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Figura 8: Sinal de excitação e resposta do sistema,
respectivamente, durante a coleta de dados.

4.2 Treinamento da rede FWNN modificada

Os parâmetros ajustáveis da FWNN modificada
são os parâmetros da funções bell shaped da se-
gunda camada, que são inicializadas com um grid
partition, e os parâmetros das funções Mexican
Hat da quinta camada, que são inicializados alea-
toriamente com valores entre 0, 1 e 0, 9.

Os dados coletados foram utilizados para ge-
rar vários conjuntos de treinamento, dentre os
quais o que tinha valores de ordem e atraso de
transporte 1 e 3, respectivamente, obteve os me-
lhores resultados, gerando, assim, o melhor mo-
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delo. A FWNN modificada foi treinada pelo al-
goritmo backpropagation e o critério de parada foi
o número de épocas, a curva de aprendizagem do
treinamento do melhor modelo pode se observada
na Figura 9, onde é apresentada a Energia Média
do Erro (EME).

Época
0 100 200 300 400 500 600 700 800

E
M

E

10-6

10-4

10-2

Figura 9: Curva de treinamento da FWNN modi-
ficada.

4.3 Validação do modelo

Durante o treinamento da FWNN modificada,
10% dos dados do cunjunto de treinamento era
utilizado para teste. Todavia, para analisar me-
lhor a eficiência deste modelo foi realizada a vali-
dação em malha fechada.

A validação em malha fechada consistiu em
selecionar setpoints para a sáıda do sistema (ńıvel
de água no tanque inferior) e utilizar um contro-
lador PID para controlar a planta e a rede FWNN
modificada simultaneamente. É importante lem-
brar que as entradas da rede neural são compostas
por entradas e sáıdas do sistema, Figura 5. A rede
FWNN modificada foi realimentada com as sáıdas
reais do sistema.

Nas Figuras 10 e 11 pode-se observar o de-
sempenho do modelo. Este modelo mostrou-se
eficiente, apresentando um comportamento seme-
lhante ao comportamento do sistema real. Ao
decorrer de praticamente todo o experimento as
curvas se sobrepõem, com maior valor de erro de
aproximadamente 1% da dimensão do tanque.
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Figura 10: Validação do modelo.
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Figura 11: Erro de estimação do modelo.

4.4 Validação com realimentação estimada

Os experimentos seguintes foram realizados com
a realimentação das sáıdas estimadas da própria
rede neural. O efeito desta mudança pode ser ob-
servado na Figura 12.
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Figura 12: Experimento com realimentação das
sáıdas estimadas.

Neste experimento, a realimentação é reali-
zada com as sáıdas reais pelos primeiros 15 s, a
partir deste momento até 30 s a rede foi realimen-
tada com as sáıdas estimadas pela própria FWNN
modificada. É posśıvel observar que a realimen-
tação com sáıdas estimadas reintroduz seguida-
mente erros de estimação, com isso, a sáıda da
FWNN modificada diverge da sáıda real do sis-
tema.

Todavia, nos procedimentos encontrados na
indústria é comum a necessidade de analisar va-
riáveis às quais pode-se mensurar, porém, essa me-
dição é muito custosa. Dessa forma, torna-se inte-
ressante a utilização de modelos como os neurais
para estimar os valores dessas variáveis, chamadas
de variáveis de dif́ıcil acesso, durante alguns peŕıo-
dos de amostragem, de forma que o erro cometido
na estimação não gere grandes perdas na análise
do processo.

Na Figura 13 é apresentada a validação do
modelo com realimentação da sáıda real a cada 10
peŕıodos de amostragem. Para avaliar o desem-
penho do modelo foi calculada, para cada experi-
mento, a média da energia do erro, Equação 9.

Eav =
1

N

N∑
i=1

Ei =
1

2N

N∑
i=1

(
Zdi − Zi

)2
(9)

em que Zdi e Zi são, respectivamente, a sáıda de-
sejada e a sáıda da rede FWNN modificada para
o i-ésimo exemplo e N é o número total de pares
entrada-sáıda.

A média da energia do erro neste experimento
foi de 0, 05.
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Figura 13: Validação com realimentação da sáıda
real a cada 10 peŕıodos de amostragem.
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Neste experimento, as sáıdas reais são rea-
limentadas a cada 20 peŕıodos de amostragem.
Como pode ser visto na Figura 14, o aumento do
intervalo entre as realimentações das sáıdas reais
da planta faz o erro aumentar. A média da energia
do erro foi de 0, 24.
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Figura 14: Validação com realimentação da sáıda
real a cada 20 peŕıodos de amostragem.

A validação com realimentação real da planta
a cada 30 peŕıodos de amostragem, Figura 15,
apresentou uma média da energia do erro de 0, 45.

Tempo (s)
0 50 100 150 200 250 300

N
ív

el
 (

cm
)

0

10

20

30
Saída real
Saída estimada

Figura 15: Validação com realimentação da sáıda
real a cada 30 peŕıodos de amostragem.

Como pode ser observado nas Figuras 13 à 15,
as sáıdas estimadas da rede FWNN divergem da
sáıda real do sistema à medida que o erro de es-
timação é reintroduzido na rede. Quanto maior
o intervalo entre as realimentações das sáıdas re-
ais pior será o desempenho do modelo. Todavia,
quando a sáıda real da planta é realimentada na
rede neural, a sáıda estimada volta a ter um va-
lor muito próximo da sáıda real. De acordo com
a necessidade de similaridade entre o modelo e a
sáıda real da planta, estes modelos neurais podem
ser bastante satisfatórios.

5 Conclusões

O presente trabalho apresentou um software de-
senvolvido para a identificação de sistemas dinâ-
micos não-lineares com atraso de transporte utili-
zando uma Fuzzy Wavelet Neural Network modi-
ficada.

Com o intuito de avaliar a técnica utilizada
e o software desenvolvido, um sistema de tanques
acoplados foi identificado e um modelo para re-
presentar sua dinâmica foi obtido.

Com os bons resultados alcançados na valida-
ção do modelo obtido, verificou-se a eficiência da
técnica FWNN modificada aplicada à identifica-
ção de sistemas dinâmicos e o correto funciona-
mento do software desenvolvido. O software tem

o potencial de auxiliar os pesquisadores na área
de identificação de sistemas dinâmicos a utilizar,
na prática, a técnica estudada.
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