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Abstract Video surveillance systems have been responsible for crime reduction over the years, which is increasing the market 

appreciation for CCTV (Closed Circuit of Television) systems. The growing demand for those systems and the need to improve 

the work quality in surveillance have been pushing the scientific community towards intelligent surveillance systems develop-

ment. To achieve an intelligent surveillance system one step is crucial: the object tracking. This paper proposes a multiple object 

tracking algorithm focused on surveillance applications that uses well-known techniques by the computer vision community, 

such as background subtraction (by ViBe) and Kalman Filter to detect and assign objects. This algorithm presents reasonable 

and competitive results in comparison with some trackers in the state-of-the-art.   

Keywords Computer vision, Multiple object tracking, Video surveillance, Kalman Filter 

Resumo Os sistemas de videovigilância têm exercido um papel importante na redução da criminalidade, tornando esses sis-

temas atrativos para o mercado. O aumento da demanda por sistemas de circuitos fechados de televisão (CFTV) e a necessidade 

de melhorar a qualidade do trabalho na vigilância têm impulsionado pesquisadores do setor a desenvolver sistemas de videovigi-

lância inteligentes. Uma etapa essencial para se criar um sistema desses é o rastreamento de objetos. Este trabalho propõe um al-

goritmo de rastreamento de múltiplos objetos voltado para aplicações de videovigilância que utiliza técnicas bem conhecidas pe-

la comunidade da visão computacional, como a extração de plano de fundo (usando ViBe) e filtro de Kalman para detectar e as-

sociar objetos. Este algoritmo apresentou resultados satisfatórios e competitivos para com alguns rastreadores da literatura. 

Palavras-chave Visão computacional, Rastreamento de múltiplos objetos, Videovigilância, Filtro de Kalman

1    Introdução  

Os sistemas de videovigilância têm exercido um im-

portante papel na redução da criminalidade, inibindo 

ou prevenindo ações antissociais como infrações de 

trânsito, vandalismo, roubos e furtos (Welsh & 

Farrington, 2003). O potencial de mercado dos cir-

cuitos fechados de televisão (CFTV) e a necessidade 

de melhorar o trabalho dos profissionais de vigilância 

vêm impulsionando a pesquisa e o desenvolvimento 

de ferramentas de software capazes de: identificar, 

classificar, rastrear e analisar as trajetórias de objetos 

de interesse, para então fazer inferências sobre seu 

comportamento e apontar eventos suspeitos (Yilmaz 

et al., 2006; Casagrande, 2015).  

O rastreamento de objetos vem sendo estudado 

por pesquisadores e engenheiros há mais de 60 anos 

(Challa et al., 2011) e muitos algoritmos foram pro-

postos desde então. Entretanto, até os dias atuais, não 

se pode dizer que as pesquisas na área apresentam 

uma solução ideal para o problema, pois este é um 

problema que envolve muitos desafios e as soluções 

propostas geralmente visam aplicações específicas 

(Maggio & Cavallaro, 2011; Casagrande,  2015).  

Este artigo propõe um algoritmo capaz de rastre-

ar simultaneamente múltiplos objetos em imagens de 

videovigilância, oriundas de câmeras fixas instaladas 

em ambientes internos e externos, que é uma configu-

ração ordinária de um CFTV. 

 O restante do artigo está organizado como se 

segue: o item 2 destaca alguns trabalhos do estado da 

arte relacionados com este artigo; o terceiro item 

aborda aspectos do algoritmo proposto; o item 4 trata 

das métricas de desempenho e pormenores do expe-

rimento realizado; análises e discussões dos resulta-

dos se encontram no item 5; por fim, as considera-

ções finais são feitas no item 6. 

2   Trabalhos relacionados 

Por ser um problema intrigante e uma ferramenta 

essencial para diversas aplicações, o rastreamento de 

objetos é um tema popular na comunidade de visão 

computacional, com diversas técnicas propostas no 

estado da arte. Segundo Maggio e Cavallaro (2011), 

os algoritmos podem ser organizados quanto ao grau 

de interação com o operador do sistema: 

1. Manuais: Esse método é trabalhoso e requisi-

tado quando é preciso obter alta acurácia, co-

mo em pós-produção de filmes. 

2. Interativos (semiautomáticos): Essas técnicas 

são usadas quando se necessita de alguma in-

teração com usuário durante o processo de 

rastreamento. Por exemplo, um algoritmo que 
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pede para o usuário demarcar uma área na 

imagem contendo o objeto que se deseja ras-

trear, como nos trabalhos de Zhong et al. 

(2012),  Khan et al. (2011) .  

3. Automáticos: Usam um detector de objetos, 

como detector de rostos ou extração de plano 

e fundo, para realizar o rastreamento. Os tra-

balhos de Choi et al. (2015), Roshan Zamir et 

al. (2012) e Berclaz et al. (2011) encaixam-se 

nessa categoria, bem como o algoritmo pro-

posto neste trabalho. 

 

2.1 Desafios do Rastreamento de Objetos 

No estado da arte, é comum encontrar trabalhos que 

citam ou discorrem sobre os desafios inerentes ao 

rastreamento de objetos. Os desafios listados pelos 

autores nem sempre são os mesmos, pois depende do 

grau de detalhamento que o tipo de trabalho exige ou 

que o autor deseja atingir. Entretanto, Maggio e 

Cavallaro (2011) apresentam uma figura em seu livro 

que resume bem os desafios que um rastreador de 

objetos deve ser capaz de superar. A figura 1 é uma 

adaptação da figura apresentada por Maggio e 

Cavallaro (2011); foi acrescentado o desafio “fundo 

dinâmico”. Um fundo dinâmico possui objetos que 

não são de interesse, mas podem ser confundidos 

como tal por estarem se movendo; por exemplo, ga-

lhos de árvores que se movem com o vento.  

 

Figura 1. Desafios do rastreamento de objetos (adaptada de Mag-

gio e Cavallaro, 2011) 

Para mais informações sobre cada desafio, é re-

comendada a leitura sobre o assunto no livro de 

Maggio e Cavallaro (2011) ou nos trabalhos de 

Shaikh et al. (2014) e Dubuisson & Gonzales (2016).  

2.2 Rastreamento de objetos na videovigilância 

Nas imagens de um CFTV, geralmente existem mais 

de um objeto de interesse presentes no campo de 

visão. Logo, é desejável que um algoritmo desenvol-

vido para esse tipo de aplicação seja automático, 

detectando e rastreando mais de um objeto simulta-

neamente sem a necessidade de interação com usuá-

rios. Tendo isso em vista, são destacados alguns al-

goritmos que podem ser aplicados na videovigilância.  

Choi et al. (2015) propuseram um algoritmo de 

rastreamento voltado para aplicações de videovigi-

lância em tempo real. Os autores dividem o algoritmo 

em três partes: detecção, rastreamento e associação 

de objetos. Na detecção dos objetos, o GMM (mode-

lo de mistura de gaussianas) é utilizado para gerar o 

modelo do plano de fundo e as regiões de interesse 

são obtidas através da diferença entre o modelo gera-

do e a imagem atual. Em seguida, essas regiões pas-

sam por classificadores LBP-AdaBoost e HOG-

SVM, que são classificadores baseados em caracte-

rísticas de textura. Depois começa o processo de ras-

treamento, onde os autores utilizam o filtro de partí-

culas para estimar a posição dos objetos e as detec-

ções utilizadas para atualizar o rastreador. Após rea-

lizar a reamostragem, o algoritmo inicia a etapa de 

associação de dados por um método guloso. 

Arroyo et al. (2015) apresentam um algoritmo es-

pecialista na detecção de movimentos suspeitos em 

shopping centers. Primeiramente, ele faz uso de um 

extrator para detectar pixels aglomerados (blobs) que 

não pertencem ao plano de fundo. Em alguns casos, 

os blobs que representam uma mesma pessoa podem 

estar separados, então os autores implementaram uma 

heurística para entender esses blobs como em um só 

objeto. Os autores propõem que o rastreamento seja 

feito em duas etapas: associação das detecções, que 

utiliza o filtro de Kalman com uma função de otimi-

zação linear desenvolvida por eles; e tratamento de 

oclusões utilizando um classificador SVM que com-

bina o descritor de cor global GCH e descritores de 

textura LPB e HOG. 

Choi et al (2015), Arroyo et al. (2015) e muitos 

outros autores utilizam métodos de extração de plano 

de fundo na detecção de objetos. Considerando as 

características da vigilância de ambientes monitora-

dos por câmeras fixas, os métodos de extração de 

plano de fundo parecem razoáveis para se detectar 

objetos de interesse. Foi então empregado o método 

ViBe (Visual Background extractor), implementado 

por Barnich e Van Droogenbroeck (2011), que  cria 

um modelo do plano de fundo e aponta os pixels que 

se diferem desse modelo; processo chamado de seg-

mentação, por alguns autores.  

3 Algoritmo desenvolvido 

Para alcançar bons resultados, os algoritmos de ras-

treamento devem executar uma sequência de etapas 

da melhor forma possível, pois pode haver propaga-

ção de erros entre elas, comprometendo o desempe-

nho geral do algoritmo. A figura 2 ilustra o fluxo-

grama com as etapas do algoritmo proposto. 

Após definir o vídeo que será analisado, inicia-

se a detecção de objetos, que envolve tarefas como 

pré-processamento, modelagem e extração de plano 

de fundo, e pós-processamento. No pré-

processamento, os quadros de vídeo são convertidos 

do espectro de cores RGB para tons de cinza, redu-

zindo a quantidade de dados a serem processados 
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durante o rastreamento. Segundo o trabalho Barnich 

e Van Droogenbroeck (2011), essa perda de informa-

ções não afeta muito o desempenho do extrator ViBe; 

além disso, muitos sistemas de CFTV trabalham com 

câmeras monocromáticas. O pré-processamento tam-

bém aplica um filtro gaussiano para eliminar ruídos 

na imagem (parâmetros do filtro: δ = 2, tamanho ma-

triz para convolução: 10 x 10).  

Depois de pré-processado, caso não exista um 

modelo de plano de fundo definido, o quadro (frame) 

atual é utilizado na modelagem do plano de fundo. 

Embora o ViBe seja capaz de iniciar uma segmenta-

ção a partir do primeiro quadro (frame), ao fornecer 

um modelo inicial ao algoritmo, evita-se fantasmas 

(ghosts) no começo do rastreamento. Foi estipulado 

que o os primeiros 5 segundos de vídeo sejam utili-

zados para se criar esse modelo inicial.  

Após completo o modelo inicial do plano de 

fundo, cada quadro subsequente passa pelo extrator 

de plano de fundo ViBe, que classifica os pixels do 

quadro em duas regiões: plano de fundo (backgo-

rund) ou possíveis objetos de interesse (foreground). 

Os parâmetros do ViBe implementado nesse algorit-

mo são os mesmos usados por Barnich e Van 

Droogenbroeck (2011). O resultado da extração é 

uma matriz (máscara) binária, onde 0 significa que o 

pixel referente àquela localidade pertence ao modelo 

de plano de fundo e 1 significa que o pixel potenci-

almente pertence a um objeto de interesse.  

Essa matriz precisa ser pós-processada a fim de 

se remover pequenos aglomerados de pixels que não 

devem ser considerados como objeto de interesse, 

além disso deve-se juntar aglomerados de pixel pró-

ximos que podem formar um objeto. Esse pós-

processamento é feito através de filtros morfológicos 

que realizam a dilatação e erosão dos pixels. A dila-

tação e erosão foram feitas com elementos estrutura-

dos retangulares de dimensões de 5x3 e 7x5 (pixels), 

respectivamente. Em seguida, a máscara passa por 

um processo de aglomeração de componentes conec-

tados denominada formação de blobs. É possível 

obter diversas informações sobre os blobs como área, 

perímetro, centroide, entre outras. Nessa etapa são 

obtidas informações como altura, largura e posição 

do centroide dos retângulos que demarcam os objetos 

detectados (bounding boxes). Com isso encerra-se o 

processo de detecção de objetos. 

Depois da detecção, começa a etapa de previsão 

de estados futuros dos objetos (posição e velocida-

de). O uso do filtro de Kalman pode ser justificado 

ao se considerar que, de um quadro para outro, em 

uma alta taxa de quadros por segundo, a ação de co-

mando se aproxima de um sistema linear. O filtro de 

Kalman pode ser substituído por um filtro de partícu-

las, que é mais adequado para sistemas de difícil mo-

delagem. A etapa de previsão é utilizada para realizar 

a associação de dados. 

A associação de dados consiste em identificar 

um mesmo objeto quadro-a-quadro em meio aos ou-

tros objetos detectados. Uma maneira de fazer essa 

associação é através das detecções dos objetos e pre-

visões dos estados dos mesmos para o quadro atual. 

Admitindo que a diferença entre as posições prevista 

e detectada seja pequena, pode-se assumir que o blob 

detectado está associado ao objeto cuja previsão for a 

mais próxima. 

Em seguida, ocorre uma atualização das previ-

sões e ganhos do filtro de Kalman, para que a próxi-

ma previsão seja compensada pelo erro obtido na 

previsão atual. 

Outra etapa importante do rastreamento de múl-

tiplos objetos é o gerenciamento das trilhas (ou de 

objetos). Nessa etapa, novas trilhas podem ser cria-

das ou excluídas. Uma trilha é excluída levando em 

consideração um limite de quadros consecutivos sem 

associação entre detecção e previsão (penalidades). 

Após testar diferentes valores, o limite de penalida-

des que obteve melhores resultados foi de 5 quadros, 

ou seja, se um objeto fica sem associação por mais 5 

frames, ele é excluído da lista de objetos ativos.  

Após adicionar e/ou excluir trilhas de objetos 

ativos, as informações dos objetos remanescentes na 

lista são registradas para aquele quadro. O algoritmo 

permite visualizar os resultados qualitativos a medida 

em que os quadros são processados, podendo obser-

var os bounding boxes dos objetos rastreados e os 

rastros deixados pelas posições de seus centroides. 

O laço de repetição do algoritmo se encerra 

quando o último quadro do vídeo é processado. Após 

sair do laço, o algoritmo exporta os registros dos 

objetos no formato: número do quadro, rótulo do 

objeto, posição X do centroide, posição Y do cen-

troide, largura e altura do bounding box. 

 

Figura 2. Fluxograma do algoritmo proposto 

4   Experimento e métricas de desempenho 

Para avaliar e comparar o desempenho entre algorit-

mos de forma justa, é necessário definir as métricas 

usadas na avaliação, bem como o conjunto de vídeos 
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utilizados para testes (datasets) com seus respectivos 

gabaritos (ground truth).  

4.1 Conjunto de vídeos de referência (datasets) 

De forma geral, os sistemas de CFTV são compostos 

por câmeras fixas, instaladas em ambientes internos 

como lojas ou corredores de um shopping center ou 

em ambientes externos tais quais ruas e praças. Os 

objetos de interesse são pessoas e/ou veículos que 

geralmente não aparecem sozinhos no campo de vi-

são. Como o objetivo deste artigo é propor um algo-

ritmo de rastreamento de múltiplos objetos em ima-

gens de videovigilância, buscou-se, no estado da arte, 

datasets com estas características. 

O levantamento feito por Dubuisson e Gonzales 

(2016) sobre datasets para rastreadores de objetos é 

um ótimo ponto de partida para escolher um conjunto 

de vídeos que mais se adequam a determinada aplica-

ção. Após analisar os datasets abordados pelos auto-

res com relação à disponibilidade dos vídeos e anota-

ções (ground truth), à quantidade de objetos anota-

dos e à similaridade com imagens de um CFTV, fo-

ram pré-selecionados os conjuntos de vídeos: CAVI-

AR, PETS-2009 e o VIVID.  

Uma vez que os algoritmos de outros autores 

nem sempre podem ser fielmente reproduzidos, não é 

possível obter resultados de desempenho para vídeos 

em que os mesmos não foram testados. Com isso, a 

escolha de um dataset também está atrelada a quanti-

dade de artigos que testam seus algoritmos nesses 

vídeos. 

 Sendo assim, buscou-se artigos ou levantamen-

tos comparativos (benchmarks) sobre rastreadores de 

múltiplos objetos que utilizaram os datasets pré-

selecionados, com os resultados e informações sobre 

as métricas usadas na avaliação. Nessas condições, 

foram encontrados alguns trabalhos como os de Bae 

e Yoon (2014), Choi et al. (2015) e Roshan Zamir et 

al. (2012), que avaliaram o desempenho de seus algo-

ritmos usando vídeos do PETS-2009 

(http://www.cvg.reading.ac.uk/PETS2009/a.html).   

 Existem três sequências de vídeos do PETS-

2009 destinadas ao rastreamento de objetos: S2L1, 

S2L2 e S2L3.  Geralmente, a sequência S2L1 é usada 

para treinamento de alguns algoritmos e a S2L2 para 

teste. Entretanto, não foi encontrado ground truth 

para as sequências S2L2 e S2L3. Além disso, muitos 

autores cujo algoritmo não precisa de uma sequência 

de treinamento, avaliam seus rastreadores na sequên-

cia S2L1, sendo portanto, este o vídeo escolhido para 

testar o algoritmo proposto. 

4.2 Obtenção e tratamento do gabarito  

Não existe um padrão sobre como o ground truth 

deve ser apresentado ou quais informações devem 

constar nas anotações. Isso varia com o grau de des-

crição necessária ou desejada pelos os autores dos 

gabaritos. As anotações seguem regras estabelecidas 

pelos autores que as geraram, por exemplo, alguns 

gabaritos podem considerar apenas os alvos que esti-

verem totalmente visíveis no campo de visão, ou con-

siderar apenas pessoas em uma determinada região 

da imagem como objetos de interesse (Maggio & 

Cavallaro, 2011). 

Devido a essas questões, o gabarito deve ser 

analisado qualitativamente e adequado para que a 

saída do rastreador de objetos e o gabarito possam 

ser comparados de maneira justa.   

4.3 Métricas para avaliação de desempenho 

No rastreamento de um único objeto, as princi-

pais métricas de desempenho adotadas pelos pesqui-

sadores são: “recall”, precisão e a medida F1. Porém, 

quando se trata de rastreamento de múltiplos objetos, 

essas métricas são insuficientes para determinar a 

precisão, acurácia e a qualidade do rastreamento.  

Segundo Bernardin e Stiefelhagen (2008), até 

aquele ano não existia um consenso dos pesquisado-

res para avaliar o desempenho de rastreadores de 

múltiplos objetos, o que dificultava a comparação 

entre algoritmos. Então eles propuseram um conjunto 

de normas e métricas, chamadas de CLEAR MOT 

metrics que avaliam a performance de rastreadores 

multialvos. Para avaliar a precisão e acurácia foram 

estipuladas as métricas MOTP (Multiple Object 

Tracking Precision) e MOTA (Multiple Object 

Tracking Accurancy). Eles também estabeleceram 

outras medidas como taxa de perda (taxa de falsos 

negativos), taxa de falsos positivos, trocas de rótulos 

(ID switches), MT (Mostly Tracked), PT (Partial 

Tracked) e ML (Mostly Lost).  

Para conseguir mensurar a precisão e acurácia, é 

necessário usar o conceito de mapeamento, no qual 

os alvos presentes no gabarito, chamados de “obje-

tos”, são relacionados com alvos oriundos da saída 

do rastreador, chamados de “hipóteses”. Isso permite 

que, mesmo havendo troca de rótulos (o que é co-

mum no rastreamento de múltiplos objetos), as métri-

cas referentes à precisão e à acurácia não sejam mui-

to afetadas. No CLEAR MOT metrics, uma relação 

entre objeto e hipótese só pode ocorrer se existe so-

breposição entre eles.  

A MOTP se preocupa em dizer o quão preciso o 

algoritmo de rastreamento é com relação a localiza-

ção dos objetos na imagem. Dessa forma, o MOTP 

não avalia se o algoritmo trocou os rótulos das hipó-

teses, se deixou de contemplar um objeto ou se apon-

tou um objeto que não existe. O cálculo do MOTP é 

expresso pela equação 1: 

 




t t

ti ti

c

d
=MOTP

, ,

 (1) 

 

onde i é o número de objetos existentes no quadro t,  

ct  é o número de correspondências encontradas na-
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quele quadro e di,t  é a diferença entre o objeto e sua 

hipótese correspondente. De acordo com Bernardin e 

Stiefelhagen (2008), para rastreadores de pessoas e 

veículos em 2D, essa diferença se refere à sobreposi-

ção entre a área do objeto e a área da hipótese. O 

mesmo conceito adotado pelos autores dos algorit-

mos comparados neste trabalho. 

A MOTA é uma métrica que contempla as fa-

lhas detectadas durante o rastreamento. Portanto, ela 

pode ser decomposta em três taxas de erros:  a taxa 

de falsos positivos (equação 2), taxa de falsos negati-

vos (equação 3) e taxa de erros de correspondência 

(equação 4) que trata das trocas ou atribuições de 

novos rótulos às hipóteses já relacionadas. O cálculo 

da MOTA é computado pela equação 5. 

 




t t

t t

g

fp
=PF  (2) 

 




t t

t t

g

fn
=NF  (3) 

 




t t

t t

g

ec
=CE  (4) 

  

)(1 CENFPF=MOTA   (5) 

 

  Nessas equações, gt é número de objetos do 

ground truth no quadro t; fpt , fnt e ect  são, respecti-

vamente, os número de falsos positivos, falsos nega-

tivos e erros de correspondência no quadro t. 

Essas novas medidas chamaram a atenção da 

comunidade, que passou a adotá-las em suas análises 

de resultados. Posteriormente, surgiram outros parâ-

metros para avaliar a qualidade do rastreamento 

(Leal-Taixé et al., 2015), sendo os principais: Mostly 

Tracked (MT), que representa a porcentagem das 

trilhas que são rastreadas em mais de 80% de sua 

vida útil; Mostly Lost (ML), que representa a porcen-

tagem das trilhas que são rastreadas em até 20% de 

sua vida útil; Partial Tracked (PT), que representa a 

porcentagem das trilhas que são rastreadas entre 20% 

e 80% de sua vida útil; ID Switch (Troca de Rótulo), 

que é o número de vezes em que se troca a hipótese 

de uma relação entre objeto e hipótese. 

5   Resultados e análises 

A tabela 1 compara os resultados obtidos pelo algo-

ritmo proposto com os resultados apresentados nos 

trabalhos de Bae e Yoon (2014), Choi et al. (2015) e 

Roshan Zamir et al. (2012) para a sequência S2L1 do 

PETS-2009. 

Tabela 1. Comparação entre resultados de rastreadores de múlti-

plos objetos com relação a sequência S2L1 do PETS-2009. Os três 

melhores resultados em cada métrica estão em negrito. 

 
 

Ao analisar a tabela 1, pode-se se dizer que o 

algoritmo proposto apresentou bons resultados sobre 

essa sequência, obtendo o melhor resultado para 

MOTA e a menor taxa de falsos positivos. 

Os resultados obtidos podem ser ainda melho-

res, principalmente com relação à métrica de troca de 

rótulos, a qual está relacionada à associação de da-

dos. O uso do filtro de Kalman nem sempre é sufici-

ente para impedir as trocas de rótulos perante às 

oclusões e junções de blobs e isso é refletido pelo 

alto número de erros de correspondência (51 erros).  

No algoritmo proposto, oclusões são tratadas da 

seguinte forma: o filtro de Kalman gera predições 

sobre a posição da detecção, mas quando ela não 

existe ou não é relacionada, computa-se uma penali-

dade; após certo limite, o algoritmo entende que 

aquela trilha não é mais válida e quando o blob é 

detectado novamente, o algoritmo entende-o como 

uma nova detecção, atribuindo a ele um novo rótulo. 

Logo, um baixo limite de penalidades (5 quadros, 

neste caso) exclui objetos ocultos, mesmo que por 

pouco tempo. Porém, o aumento desse limite acarreta 

em um aumento de falsos positivos maior que a redu-

ção de troca de rótulos, reduzindo portanto a MOTA 

e também reduz a precisão do rastro (redução do 

MOTP). Além disso, o algoritmo trata oclusões e 

junções de blobs da mesma forma. Isso implica que 

um objeto passa a incorporar o outro, aumentando 

sua área, e portanto, aumentando a diferença de so-

breposição entre objeto e hipótese que afeta direta-

mente a MOTP. Ademais, o objeto incorporado se 

torna um falso negativo, reduzindo a MOTA. Para 

aumentar a robustez na associação de dados, pode-se 

empregar descritores locais em uma heurística para 

tratar oclusões e junções de blobs de uma maneira 

mais eficiente. 

 As métricas MOTA e MOTP estão fortemente 

ligadas à detecção de objetos. Se um extrator com 

maior precisão que o ViBe, como o ViBe+ ou PBAS  

(Goyette et al., 2012) forem implementados, a detec-

ção de objetos melhora e os resultados para MOTP 

tendem a subir, além de reduzir as taxas de falsos 

positivos e negativos que influenciam na MOTA. 
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6   Conclusão 

Este trabalho apresentou um algoritmo para o rastre-

amento de múltiplos objetos baseados em extração de 

plano de fundo e filtro de Kalman. O objetivo do 

trabalho é propor um algoritmo simples, mas com 

resultados satisfatórios, para aplicação em cenas de 

videovigilância. Apesar de ter sido testado apenas em 

uma sequência de vídeo, foi possível observar o po-

tencial do algoritmo proposto, apresentando resulta-

dos satisfatórios e competitivos para com outros al-

goritmos do estado da arte.  

Para os trabalhos futuros, além de testar o algo-

ritmo em outras sequencias de vídeo, pretende-se 

incorporar, junto ao filtro de Kalman, o uso de des-

critores locais para aumentar a robustez na associa-

ção de dados. Pode-se explorar também os efeitos no 

algoritmo ao se substituir o filtro de Kalman por um 

filtro de partículas. Sugere-se também implementar 

alguma heurística melhor para tratar oclusões e jun-

ções de blobs, bem como um extrator de plano de 

fundo mais preciso que o ViBe e um algoritmo de 

remoção de sombras para melhorar a precisão na 

detecção de objetos.  
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