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Abstract— This paper proposes a new methodology for modelling based on an evolving Neuro-Fuzzy Takagi-
Sugeno Network (NF-TS) for seasonal time series forecasting. The NF-TS considers the unobservable components
extracted from the time series to evolve, i.e., to adapt and adjust its structure, where the number of fuzzy rules
of this network can be increased or reduced according to components behavior. The method used to extract
the components is a recursive version developed in this research based on Singular Spectral Analysis technique.
The consequent propositions of fuzzy rules are linear models in states space, where the states are unobservable
components data. The NF-TS was evaluated and compared with other relevant techniques for seasonal time
series forecasting, obtaining competitive results in relation to other papers.

Keywords— Seasonal Time Series Forecasting, Unobservable Components, Neuro-Fuzzy Takagi-Sugeno,
Evolving Systems.

Resumo— Esse trabalho propõe uma nova metodologia para modelagem baseada em uma Rede Neuro-Fuzzy
Takagi-Sugeno (RNF-TS) evolutiva para a previsão de séries temporais sazonais. A RNF-TS considera as com-
ponentes não-observáveis extráıdas a partir da série para evoluir, ou seja, adaptar e ajustar sua estrutura, sendo
que a quantidade de regras fuzzy dessa rede pode aumentar ou ser reduzida conforme o comportamento das
componentes. O método utilizado para extrair as componentes é uma versão recursiva desenvolvida nesse artigo
baseada na técnica de Análise Espectral Singular. As proposições do consequente das regras fuzzy são modelos
lineares no espaço de estados, sendo que os estados são os próprios dados das componentes não-observáveis. A
RNF-TS foi avaliada e comparada com outras técnicas relevantes para previsão de séries temporais sazonais,
obtendo resultados competitivos em relação a outros trabalhos.

Palavras-chave— Previsão de Séries Temporais Sazonais, Componentes Não-Observáveis, Neuro-Fuzzy
Takagi-Sugeno, Sistemas evolutivos.

1 Introdução

Atualmente, existe a necessidade de extrair co-
nhecimentos úteis a partir de uma quantidade
crescente de dados para a modelagem de siste-
mas complexos. Ademais, os dados apresentam
comportamentos complexos, não-lineares e não-
estacionários. Logo, pesquisadores são desafiados
a desenvolver algoritmos que possam lidar com es-
ses desafios e com requisitos de tempo rigorosos,
sem perder a eficiência computacional. Visando
atender a esses requisitos atuais quando se traba-
lha com dados, inclusive séries temporais, recente-
mente surgiu o paradigma de sistemas evolutivos.
Esses sistemas são capazes de adaptar-se às mu-
danças do ambiente, modificando sua estrutura in-
terna e ajustando seus parâmetros de acordo com
os dados (Angelov, 2013) (Lughofer, 2011).

Diversas pesquisas vêm sendo desenvolvi-
das para superar esses desafios e exigências, fo-
cando em técnicas de inteligência computacional
e, mais recentemente, em métodos evolutivos. Em
(Abdollahzade et al., 2015), um método h́ıbrido
para previsão de séries temporais não-lineares e

caóticas baseado em um modelo neuro-fuzzy linear
local e no método de Análise Espectral Singular
otimizado pelo algoritmo de enxame de part́ıcu-
las é desenvolvido. Esse método opera de forma
offline para efetuar a previsão. Em (S̆tĕpnic̆ka
et al., 2013), os autores discutem sobre diferen-
tes métodos de inteligência computacional e so-
bre o potencial de suas combinações para pre-
ver séries temporais sazonais em múltiplos pas-
sos a frente, como por exemplo, redes neurais
artificiais evolucionárias, máquinas de vetores de
suporte e regras fuzzy. Por sua vez, (Komijani
et al., 2012) apresentam o algoritmo eTS-LS-
SVM (evolving Takagi-Sugeno Least Square Sup-
port Vector Machine) aplicado para previsão de
séries temporais. Uma abordagem evolutiva ba-
seada em regras fuzzy e aprendizagem participa-
tiva, com o nome de ePL (Evolving Participatory
Learning), foi proposta em (Lima et al., 2006)
para previsão de dados em uma hidrelétrica. Em
(Júnior and Serra, 2016), um algoritmo evolutivo
para previsão de séries temporais sazonais e não-
estacionárias, com estrutura neuro-fuzzy é pro-
posto. Para esse algoritmo, as entradas da rede
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Figura 1: Estrutura da Rede Neuro-Fuzzy Takagi-Sugeno Proposta.

neuro-fuzzy são as componentes não-observáveis
estimadas da série temporal pelo método de Holt-
Winters em conjunto com a técnica de Otimização
por Enxame de Part́ıculas.

À vista disso, a principal contribuição desse
artigo é a proposta de uma metodologia evolu-
tiva baseada em uma rede Neuro-Fuzzy Takagi-
Sugeno para previsão de observações múltiplos
passos a frente e para estimação de componen-
tes não-observáveis de séries temporais sazonais.
A originalidade dessa metodologia está presente
nas seguintes caracteŕısticas: os dados das com-
ponentes não-observáveis são considerados para a
previsão; os consequentes das regras fuzzy são mo-
delos no espaço de estados; previsão separada de
cada componente; e a proposta do método Análise
Espectral Singular Recursiva (AESR).

2 Metodologia Proposta

Na Figura 1, está representada a estrutura da
metodologia desenvolvida nesse artigo para previ-
são de séries temporais sazonais, organizada como
uma Rede Neuro-Fuzzy Takagi-Sugeno (RNF-TS).
A metodologia proposta se caracteriza por ser
adaptativa, evolutiva e online. Ela é adaptativa
porque seus parâmetros são atualizados a cada
instante. A sua caracteŕıstica evolutiva advém da
mudança da estrutura do modelo no formato de
regras fuzzy, cuja quantidade pode aumentar ou
diminuir a cada instante, dependendo do compor-
tamento das componentes não-observáveis. Por

fim, a RNF-TS opera de forma online, não sendo
necessário valer-se de toda a informação histórica
da série temporal para evoluir e realizar a previ-
são. As proposições consequentes das regras fuzzy
da RNF-TS são constitúıdas por modelos no es-
paço de estados, sendo que os estados correspon-
dem às próprias componentes não-observáveis ex-
tráıdas. Essa abordagem no espaço de estados é
apropriada para representar o comportamento di-
nâmico das componentes. Diante disso, a RNF-TS
realiza a previsão de cada componente separada-
mente e, posteriormente, reconstrói a série tempo-
ral no espaço original.

2.1 Descrição Estrutural da RNF-TS

2.1.1 Camada 1: Decomposição

O principal propósito dessa camada é extrair as
componentes não-observáveis a partir dos dados
da série temporal. O algoritmo Análise Espectral
Singular Recursivo (AESR) é proposto nesse tra-
balho para extrair os dados das componentes não-
observáveis da série temporal em cada instante k.
Inicialmente, o usuário da RNF-TS proposta pre-
cisa informar valores para três parâmetros, que
são: W , quantidade de amostras da série temporal
para as condições iniciais; L, dimensão dos vetores
mq; e n, número de componentes não-observáveis
extráıdas. Antes de efetivamente iniciar o algo-
ritmo AESR e a evolução da RNF-TS, um proce-
dimento prévio em batelada é necessário. Logo,
seja yk a observação no instante k de uma série
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temporal. Um intervalo denotado por Φ com W
amostras da série temporal é representado por:

Φ = {yk ∈ R|k = 1, 2, · · · ,W} . (1)

Em seguida, é gerada uma quantidade KW de
vetores denominados mq com dimensão L, utili-
zando os dados no intervalo Φ definido acima na
Equação (1):

mq = [yq, · · · , yq+L−1]T , para mq ∈ RL×1,
sendo

KW = W − L+ 1 e q = 1, · · · ,KW .
(2)

onde KW está associado com a última amostra da
série temporal contida no intervalo Φ, ou seja, yW .
Por conseguinte, a matriz trajetória M deve ser
formulada. Neste caso, a matriz M possui dados
apenas das observações contidas no intervalo Φ.
Portanto:

M =


y1 y2 · · · yKW

y2 y3 · · · yKW+1

...
...

...
...

yL yL+1 · · · yW


L×KW

. (3)

A matriz de covariância inicial, considerando
a matriz trajetória M, é calculada por:

SW = MMT, SW ∈ RL×L. (4)

Após obtenção da matriz de covariância ini-
cial, o procedimento recursivo é iniciado. Para
cada observação yk da série que chega para a RNF-
TS nos instantes k = W + 1,W + 2, · · · , o valor
Kk é incrementado em uma unidade. A matriz
trajetória no AESR tem a função apenas de ini-
cializar a matriz de covariância da Equação (4),
sendo que a informação histórica da série passa a
ser armazenada nessa matriz de covariância Sk,
para k = W + 1,W + 2, · · · . A dimensão de Sk é
fixa (L×L) e, além disso, essa matriz é atualizada
recursivamente para cada observação da série que
chega. Com essa finalidade, o seguinte vetor de
atualização é definido:

qk = [yKk
, yKk+1, · · · , yk]T , qk ∈ RL×1. (5)

Logo:

Sk = Sk−1 + Qk, Sk ∈ RL×L,
onde

Qk = qkqT
k , Qk ∈ RL×L,

(6)

onde Qk é conhecida como matriz de atualização.
O próximo passo é a etapa de Decomposição

em Valores Singulares (SVD). O objetivo nessa
etapa do AESR é obter o resultado da decomposi-
ção em valores singulares somente para a amostra

yk dispońıvel da série temporal. Os autovalores
são calculados em cada instante para yk, ou seja:

ρ1k ≥ ρ2k ≥ ρ3k ≥ · · · ≥ ρLk ≥ 0. (7)

Da mesma maneira, o sistema de autoveto-
res ortonormais associados a cada autovalor acima
também são determinados para todo instante
k, sendo representados por p1

k,p
2
k,p

3
k, · · · ,pL

k .
Define-se d como a quantidade de autovalores não-
nulos da Equação (7). Levando-se em considera-
ção essas definições, a SVD da observação yk é
representada por:

yk = θ1k + θ2k + · · ·+ θdk, para

θlk = p̃qkqT
k pq

k, q = 1, · · · , d.
(8)

onde p̃qk é o elemento na posição L do autovetor
pq
k, ou seja, o elemento correspondente a sua úl-

tima posição, pois somente essa informação é ne-
cessária para obter a SVD da observação yk. A
etapa de agrupamento do AESR visa distribuir o
conjunto de ı́ndices {1, · · · , d} em n subconjuntos
disjuntos. O valor de n informado pelo usuário
corresponde a quantidade de componentes não-
observáveis extráıdas da série temporal. Portanto,
os n grupos de ı́ndices I1, I2, · · · , In são formados
considerando os termos θqk (q = 1, · · · , d) na Equa-
ção (8), resultando na seguinte expressão:

yk = θI1k + θI2k + · · ·+ θInk . (9)

Por fim, a última etapa converte cada grupo
gerado na Equação (9) em uma observação no ins-
tante k de uma componente não-observável. Logo,
esse passo pode ser escrito como:

cjk = θ
Ij
k , para j = 1, · · · , n,

yk = c1k + c2k + · · ·+ cnk ,
(10)

onde cjk para j = 1, · · · , n representa a compo-
nente não-observável j extráıda da amostra da sé-
rie temporal yk. Observe que a soma dessas com-
ponentes é igual a série original. Outra caracteŕıs-
tica importante das componentes não-observáveis
é que elas são linearmente independentes entre si
(Golyandina et al., 2001).

2.1.2 Camada 2: Agrupamento Evolutivo

O propósito dessa camada é formular as proposi-
ções antecedentes das regras fuzzy usando o co-
nhecimento extráıdo a partir dos dados das com-
ponentes não-observáveis. Nessa camada, a quan-
tidade de regras fuzzy pode aumentar ou ser re-
duzida, modificando a estrutura da RNF-TS. Essa
camada é responsável por construir um vetor de
dados dk para todo instante k. O vetor dk con-
sidera as n componentes não-observáveis da Ca-
mada de Decomposição: c1k−1, c2k−1, · · · , cnk−1.
Assim, dk é estruturado da seguinte forma:
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dk = [c1k−1, c
2
k−1, · · · , cnk−1, yk], dk ∈ R1×n+1.

(11)
onde c1k−1, c

2
k−1, · · · , cnk−1, além de serem as

componentes, são consideradas também como en-
tradas do sistema de inferência da RNF-TS e yk é
a sáıda desejada usada no estágio de treinamento
da rede. Após o vetor de dados ser formulado em
um instante k espećıfico, é necessário padronizar
dk, porque dados de componentes não-observáveis
distintas podem apresentar valores em escalas sig-
nificativamente diferentes, dificultando a compa-
ração entres eles. O procedimento de padroniza-
ção pode ser encontrado em (Angelov, 2013). O
vetor de dados padronizados passa a ser denotado
por d̂k. Em seguida, a metodologia proposta usa
um método de agrupamento (clustering) evolutivo
baseado no algoritmo eClustering+, apresentado
em (Lughofer, 2011), para extração de conheci-
mento. Mais detalhes sobre essa camada pode ser
visualizada em (Júnior and Serra, 2016).

2.1.3 Camada 3: Agregação

A terceira camada da RNF-TS usa a norma-t do
tipo produto para calcular o grau de ativação de
cada regra fuzzy, considerando as funções de per-
tinência obtidas na camada anterior. Logo:

τ ik = t
{
µj
i (d̂

j
k)
}

=

n∏
j=1

µj
i (d̂

j
k), para i = 1, · · · , R.

(12)
Os valores τ ik devem ser normalizados de tal

forma que seja posśıvel mensurar a contribuição
da resposta local de cada regra na resposta global
do sistema. Dessa forma, a soma de todos os graus
de ativação deve ser igual a 1, ou seja:

λik =
τ ik

R∑
q=1

τ ik

. (13)

para λik o grau de ativação normalizado do cluster
i.

2.1.4 Camada 4: Estimação das Matrizes
de Estado

Nesse trabalho, uma regra fuzzy completa da
RNF-TS é representada por:

Regrai : SE (ĉ1k−1 ∼ f̂1i∗) E · · ·E (ĉnk−1 ∼ f̂ni∗)
ENTÃO x̂k = Ai

kx̂k−1 + Bi
kûk−s,

(14)
para Ai

k ∈ Rn×n, Bi
k ∈ Rn×n, e:

x̂k = [ĉ1k, ĉ
2
k, · · · , ĉnk ]T , x̂k ∈ Rn×1;

x̂k−1 = [ĉ1k−1, ĉ
2
k−1, · · · , ĉnk−1]T , x̂k−1 ∈ Rn×1;

ûk−s = [ĉ1k−s, ĉ
2
k−s, · · · , ĉnk−s]T , ûk−s ∈ Rn×1.

(15)

As componentes não-observáveis podem ser
consideradas como estados, pois são linearmente
independentes entre si quando extráıdas pelo mé-
todo AESR (Golyandina et al., 2001). O vetor
ûk−s considera informações das componentes no
instante k − s, em que s é o peŕıodo sazonal
da série temporal. O valor de s pode ser in-
formado pelos especialistas ou estimado a partir
da função de autocovariância (Brockwell and Da-
vis, 2002). O método dos Mı́nimos Quadrados
Recursivos Ponderados Fuzzy Local, do inglês Lo-
cal Fuzzy Weighted Recursive Least Squares (L-
FWRLS) (Lughofer, 2011), é responsável por es-
timar as matrizes Ai

k e Bi
k das proposições do con-

sequente de cada regra fuzzy existente, usando o
grau de ativação normalizado λik, Equação (13),
como fator de ponderação. Considerando-se as
componentes ou estados obtidos na Camada de
Decomposição, tem-se:

x̂k = Ai
kx̂k−1 + Bi

kûk−s,

x̂k =
[
Ai

k Bi
k

] [x̂k−1
ûk−s

]
−→ x̂k = ∆iT

k vT.

(16)

para ∆iT

k a matriz que contém os elementos de
Ai

k e Bi
k a serem estimados. Logo, a estimação

recursiva para cada regra fuzzy i = 1, 2, · · · , R é
dada por (Lughofer, 2011):

Gi
k =

Pi
k−1vT

vλikPi
k−1vT + 1

, Gi
k ∈ R2n×1,

∆i
k = ∆i

k−1 + λikGi
k(x̂T

k − v∆i
k−1),

para ∆i
k ∈ R2n×n,

Pi
k = Pi

k−1 − λikGi
kvTPiT

k−1, Pi
k ∈ R2n×2n,

(17)
onde Gi

k é a matriz de ganho de cada regra e Pi
k

é a matriz de covariância da i-ésima regra fuzzy.

2.1.5 Camada 5: Inferência da RNF-TS

A Camada de Inferência tem a função de ge-
rar como sáıda os estados globais da RNF-TS.
O vetor x̂′k corresponde aos valores gerados para
as componentes não-observáveis pela RNF-TS,
diferenciando-se de x̂k, sendo que neste último
os valores das componentes são conhecidos e usa-
dos no treinamento. A contribuição de cada regra
fuzzy i da RNF-TS é denotada por x̂i′

k . Sendo
assim, os estados globais são calculados por:

x̂′k =

R∑
i=1

λikx̂i′

k . (18)

Percebe-se então que a metodologia proposta
realiza a previsão de cada componente separada-
mente, já que a sáıda global é composta pelo vetor
de estado global x̂′k.
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2.1.6 Camada 6: Reconstrução

A última camada usa os estados globais obtidos
a partir da camada anterior e reconstrói a série
temporal no instante k ao somar os valores das
componentes. No entanto, os dados de x̂′k estão
padronizados. Sendo assim, essa camada precisa
retornar os dados para escala original, conforme
(Angelov, 2013). O vetor x̃k corresponde ao vetor
x̂′k na escala original, revertendo a padronização.
A previsão da série temporal ỹk no estágio de trei-
namento da RNF-TS é computada pelas expres-
sões:

ỹk = [1, 1, · · · , 1]x̃k ↔ ỹk =

n∑
j=1

x̃jk,

ỹk = c̃1k + c̃2k + · · ·+ c̃nk .

(19)

2.2 Remoção de Clusters com Baixa Qualidade

Durante a execução das camadas da RNF-TS, os
clusters são monitorados pela Condição C, que
remove aqueles que apresentam baixa qualidade,
representada por (Angelov, 2013):

SE (Ωi
k < Ω̄k − Ω̃k) E (Si

k < 3) E (k ≥ Ti∗ + 10)

ENTÃO λik ← 0,
(20)

onde Si
k é o suporte do cluster i e Ti∗ representa o

instante k em que o cluster i foi gerado. O termo
Ωi

k corresponde a utilidade do i-ésimo cluster no
instante k, que é calculada por:

Ωi
k =

k∑
q=1

λiq

k − Ti∗
, para i = 1, 2, · · · , R, (21)

sendo que os termos Ω̄k e Ω̃k denotam respectiva-
mente o valor médio e o desvio padrão da utilidade
depois que k amostras da série temporal são lidas
(Angelov, 2013). Após a camada de inferência, os
clusters que satisfazem a condição C são removi-
dos.

2.3 Estágio de Previsão

Para obter as componentes não-observáveis de
forma online e construir os vetores de dados dk, o
estado global na escala original x̃′k−1 que a RNF-
TS obtém como sáıda e que contém os dados das
componentes no instante anterior é realimentado
para a Camada de Agrupamento Evolutivo da
RNF-TS. Dessa forma, o vetor de dados no es-
tágio de previsão é:

dk = [x̃T
k−1, 0],

dk = [c̃1k−1, c̃
2
k−1, · · · , c̃nk−1, 0].

(22)

3 Resultados Experimentais

As séries temporais consideradas nesse experi-
mento são sazonais e mensais, ou seja, com pe-
ŕıodo sazonal s = 12. Seus dados podem ser obti-
dos a partir da Biblioteca de Dados de Séries Tem-
porais de Hyndman (Hyndman, 2017). Essas sé-
ries são utilizadas para comparar a previsão múl-
tiplos passos a frente da RNF-TS proposta com
outras metodologias recentes na literatura, apre-
sentadas no trabalho de (S̆tĕpnic̆ka et al., 2013).
O mesmo critério de avaliação utilizado no tra-
balho de (S̆tĕpnic̆ka et al., 2013) é adotado nesse
experimento, visando efetuar a comparação entre
as técnicas supracitadas e a RNF-TS proposta. O
critério é o Erro Médio Absoluto, denotado por:

MASE =
1

h

N+h∑
k=N+1

|yk − ỹk|

1

N − 1

N∑
q=2

|yq − yq−1|

. (23)

onde h é o horizonte de previsão, N é a quanti-
dade de amostras da série para o treinamento do
método, yk é a observação da série temporal e ỹk
é a previsão ou resposta dos métodos analisados.
Além disso, dois diferentes horizontes de previsão
são adotados: h1 = 12 e h2 = 24. Os resultados
comparativos entre as técnicas de acordo com o
critério de erro MASE são exibidos na Tabela 1,
sendo que os melhores estão em negrito. A meto-
dologia proposta apresentou resultados superiores
para todas as séries temporais em ambos os hori-
zontes de previsão (h1 e h2), com exceção da série
de gasolina, em que a técnica ADANN foi me-
lhor para o horizonte de previsão h2. Em relação
a série temporal de papel, houve uma equivalên-
cia entre a RNF-TS e a ADANN para h2. Para
se ter uma medida de comparação genérica con-
siderando todas as séries, a média aritmética e a
mediana são calculadas para cada coluna das ta-
belas. Portanto, de acordo com essas medidas,
a RNF-TS apresentou o melhor desempenho em
geral para todas as séries temporais e ambos os
horizontes de previsão nesse experimento.

4 Conclusões

A metodologia proposta apresentou resultados
competitivos em comparação com outras técni-
cas importantes encontradas na literatura, tendo
como vantagem a evolução da estrutura da rede
neuro-fuzzy e a estimação recursiva das compo-
nentes não-observáveis. Em comparação com o
artigo de Júnior e Serra (2016), que apresenta uma
estrutura evolutiva semelhante, porém, usa o mé-
todo de Holt-Winters para extração das compo-
nentes e um Algotimo Genético para determinação
de parâmetros, a RNF-TS apresentada nessa pes-
quisa obteve resultados superiores em geral. Além

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

672



Tabela 1: Comparação das Metodologias de Acordo com o Critério MASE (Melhores Resultados em
Negrito).

Série
SARIMA ADANN SVM FANN FSVM RNF-TS
h1 h2 h1 h2 h1 h2 h1 h2 h1 h2 h1 h2

passageiros 1,24 1,60 0,42 0,51 1,02 1,52 0,39 0,49 0,56 0,80 0,37 0,48
súınos 0,64 0,76 0,74 1,17 0,61 0,76 0,70 0,87 0,80 0,81 0,50 0,66

automóveis 0,54 0,66 0,70 0,68 0,72 0,69 0,79 0,75 0,75 0,74 0,39 0,53
gasolina 1,12 1,27 0,83 0,77 1,24 1,41 0,80 1,15 0,96 1,22 0,45 0,80

leite 0,19 0,21 0,31 0,53 0,25 0,29 0,24 0,24 0,22 0,22 0,12 0,20
papel 0,47 0,69 0,42 0,50 0,42 0,60 0,61 0,62 0,52 0,69 0,38 0,50
ônibus 3,06 4,77 1,15 1,95 1,84 2,42 5,66 6,52 4,91 6,18 0,76 1,00
Média 1,04 1,42 0,65 0,87 0,87 1,10 1,31 1,52 1,25 1,52 0,42 0,60

Mediana 0,64 0,76 0,70 0,68 0,72 0,76 0,70 0,75 0,75 0,80 0,39 0,53

de apresentar menor custo computacional e execu-
tar em menos tempo, a extração das componentes
pela RNF-TS é bem mais eficiente. Como des-
vantagem, a rede neuro-fuzzy em Júnior e Serra
(2016) é mais qualificada na determinação dos pa-
râmetros, já que encontra valores ótimo usando
um algoritmo genético. Como trabalhos futuros,
deseja-se trabalhar com extração evolutiva de co-
nhecimentos úteis a partir de Big Data, explo-
rando o conceito de deep learning. Outra direção
para essa pesquisa é a exploração do algoritmo
evolutivo ePL.
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