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São Lúıs, Maranhão, Brasil

Emails: luismigueltorres71@yahoo.com.br, ginalber@ifma.edu.br

Abstract— In this paper, a novel online evolving fuzzy Takagi-Sugeno state-space model identification ap-
proach for nonlinear multivariable systems is proposed. An evolving fuzzy clustering algorithm is used for
antecedent parameters estimation. An Eigensystem Realization Fuzzy Algorithm is proposed for state-space
models estimation in the consequent fuzzy proposition based on system fuzzy Markov paramaters. The proposed
methodology is applied for the identification of a two degree of freedom Helicopter.
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Resumo— Neste trabalho, uma nova metodologia para a obtenção online de modelos fuzzy Takagi-Sugeno
evolutivos no espaço de estados para sistemas dinâmicos multivariáveis não-lineares é proposta. É utilizado um
algoritmo de agrupamento fuzzy evolutivo para a obtenção das regras. Um Algoritmo Fuzzy para Realização de
Auto-Sistemas é proposto para a estimação do modelos em espaço de estados do consequente das regras fuzzy
com a utilização dos parâmetros de Markov fuzzy do sistema. A metodologia proposto é aplicado na identificação
de um helicóptero com 2 graus de liberdade.

Palavras-chave— Identificação de Sistemas, Sistemas Fuzzy Evolutivo, Modelagem Fuzzy Multivariável, Pa-
râmetros de Markov

1 Introdução

A proposta de metodologias para identificação on-
line de sistemas dinâmicos possui grande impor-
tância prática nas mais diversas áreas da enge-
nharia, tais como sensores inferenciais (Angelov
and Kordon, 2010), sistemas de detecção de fa-
lhas (Shang et al., 2016) e malhas de controle
adaptativo (Costa and Serra, 2017). Em tais apli-
cações, essas metodologias são capazes de repre-
sentar as diversas complexidades (não linearida-
des, incertezas, parâmetros variantes no tempo,
atraso puro de tempo, etc) existentes.

Estudos recentes têm mostrado a eficiência de
modelos fuzzy Takagi-Sugeno (TS) em represen-
tar tais complexidades supracitadas. Em (Tsai
and Chen, 2016), é proposto um algoritmo para
a obtenção de modelos fuzzy TS baseado no algo-
ritmo de otimização colônia de formigas. Em (Liu
and Tong, 2015), um modelo fuzzy TS é utilizado
para o projeto de um controlador aplicado em sis-
temas multivariáveis com não linearidades do tipo
zona morta. Em (Baruah and Angelov, 2014), é
proposto um algoritmo online para a obtenção de
modelos fuzzy evolutivos.

Neste artigo, é proposta uma nova metodolo-
gia para identificação de sistemas dinâmicos mul-
tivariáveis não lineares. No contexto da origina-
lidade e principais contribuições da metodologia

proposta, os seguintes aspectos podem ser consi-
derados:

• A obtenção de um modelo fuzzy evolutivo
multivariável de realização mı́nima;

• O modelo fuzzy evolutivo capaz de adaptar
sua estrutura de acordos com os dados de ma-
neira online;

• Um novo algoritmo para a modelagem fuzzy
evolutiva no espaço de estados baseado no
cálculo dos parâmetros de Markov a partir
de dados experimentais.

2 Modelagem Online fuzzy TS Evolutiva
no Espaço de Estados: Formulação

O modelo fuzzy TS, adotado neste artigo, pode
ser descrito por um conjunto de regras fuzzy na
seguinte forma:

Ri : SE (z1,k ∼ zi∗1 ) e · · · e (zp,k ∼ zi∗p )

(1)

ENTÃO

{
xik+1 = Aixik + Biuk

yik = Cixik + Diuk

onde i = 1, 2, · · · , R é o número da regra, zk =
[z1,k z2,k · · · zp,k] são as variáveis do antecedente
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no k-ésimo instante de tempo, zi∗ é o ponto focal
que representa a i-ésima regra, com j = 1, 2, . . . , p,
Ai ∈ <n×n, Bi ∈ <n×r, Ci ∈ <q×n e Di ∈ <q×r
são os parâmetros do modelo linear local de cada
regra, xik ∈ <n é o vetor de estados do i-ésimo
modelo linear local, yik ∈ <q é o vetor de sáıda do
i-ésimo modelo linear local e uk ∈ <r é o vetor
de entrada.

O grau de pertinência de um determinado
ponto para i-ésima regra pode ser descrita por
uma gaussiana centrada no ponto focal da regra,
dada por:

µij(zj,k) = e
−

(zj−z
i∗
j )2

2(σi
j
)2 (2)

onde σij é a variância da gaussiana da j-ésima va-
riável de entrada da i-ésima regra.

O grau de ativação normalizado da i-ésima re-
gras é dado por:

γi(zk) =

p∏
j=1

µij(zj,k)

R∑
i=1

p∏
j=1

µij(zj,k)

(3)

E a sáıda do modelo fuzzy TS, é dada por:
x̃k+1 =

R∑
i=1

γi(zk)xik+1

ỹk =
R∑
i=1

γi(zk)yik

(4)

2.1 Algoritmo de Agrupamento Fuzzy Evolutivo

O algoritmo evolutivo utilizado para estimar as
regras fuzzy utiliza o conceito de Estimação Re-
cursiva de Densidade (Angelov and Zhou, 2008).
A densidade de uma amostra zk é dada por:

D(zk) =
1

1 + 1
k−1

k∑
i=1

(zk − zi)2
(5)

Para a utilização em um algoritmo online, a
equação (5) pode ser formulada recursivamente,
como segue (Angelov and Zhou, 2008):

Dk(zk) =
k − 1

(k − 1)

(
p+m∑
i=1

z2k,j + 1

)
+ bk − Λk

(6)

onde Λk = 2
p+m∑
i=1

zk,jck,j , D1(z1) = 1, bk =

bk−1 +
p+m∑
j=1

z2(k−1),j , b1 = 0, ck,j = c(k−1),j +

z(k−1),j , c1,j = 0.
O valor da densidade D(zk) indica a capa-

cidade de generalização e a representatividade
de uma amostra. Logo, se uma amostra pos-
sui alta densidade ela se torna uma boa candi-
data para ponto focal. Mas por outro lado, uma

amostra com baixa densidade indica uma área
ainda não abrangida pelos pontos focais já exis-
tentes, assim tornando-se uma boa candidata a
ponto focal pois aumentaria a cobertura do agru-
pamento (Angelov, 2013). Deste modo, a condição
utilizada para selecionar uma amostra como ponto
focal, denominada de Condição A, é dada por:

Dk(zk) >
L

max
i=1

Dkz
i∗ ou Dk(zk) <

L
min
i=1

Dkz
i∗

(7)
Quando zk é escolhido para ser um novo ponto

focal, sua densidade é atualizada de maneira re-
cursiva pela seguinte equação:

Dk(zi∗) =
t− 1

t− 1 + (t− 2)( 1
Dk−1(zi∗)

− 1) + Ψk

(8)

onde Ψk =
p+m∑
j=1

(zk,j − z(k−1),j)2.

Para evitar a redundância e controlar o ńıvel
de sobreposição, é utilizada a condição B (Angelov
and Kordon, 2010):

SE µji (zk,j) > 0.5, i = [1, L], j = [1, p] (9)

ENTÃO R = R− 1

Quando uma nova regra é criada, todas as regras
que existiam anteriormente e que satisfazem a con-
dição B são substitúıdas.

Para assegurar que apenas as regras que pos-
suem alguma utilidade sejam mantidas, e que as-
sim sejam minimizados os efeitos de outliers, é uti-
lizada uma condição para eliminar as regras de
baixa qualidade. Asso, a condição C mostrada a
seguir é utilizada para essa função (Angelov and
Kordon, 2010):

SE U ik < η ENTÃO R = R− 1 (10)

onde η ∈ [0.01, 0.3], U ik é a utilidade da i-ésima
regra no instante k, que é dada por:

U ik =

k∑
j=1

γij

k − Ii∗
(11)

sendo i = [1, R] e I∗ é o instante em que a regra
foi criada.

O valor da variância σij , também denominada
de zona de influência das regras, é atualizado
de maneira recursiva através da seguinte equa-
ção (Angelov, 2013):

σik,j =

√
ζ
(
σi(k−1),j

)2
+ (1− ζ)

1

Sik
(zk − zi∗j )2

(12)
onde ζ é uma constante e Sik é a quantidade de
pontos associados a i-ésima regra até o instante k.
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2.2 Estimação Recursiva dos Parâmetros do
Consequente

O algoritmo evolutivo apresentado anteriormente
é capaz de alterar o número de regras do mo-
delo fuzzy TS de acordo com a chegada dos dados.
Logo, se faz necessária uma estratégia para a iden-
tificação recursiva dos parâmetros do consequente
da regra fuzzy. Paral tal, é proposta a identifi-
cação dos modelos do consequente no espaço de
estados utilizando um algoritmo fuzzy para esti-
mação dos parâmetros de Markov, em conjunto
com o algoritmo fuzzy para realização mı́nima.

2.2.1 Estimação Recursiva dos Parâme-
tros de Markov Fuzzy do Sistema

Para a obtenção dos parâmetros dos modelos line-
ares locais são necessários os parâmetros de Mar-
kov fuzzy para cada regra. Um dos modos de se
obter tais parâmetros atráves de dados de entrada-
sáıda de um sistema é adicionando artificialmente
um observador de estados no sistema a ser esti-
mado (Juang, 1994). Adicionando e subtraindo o
termo Giyik no lado direito da equação dos estados
de (1), obtém-se:

xik+1 = Āixik + B̄ivik (13)

onde,

Āi = Ai + GiCi (14)

B̄i = Bi + GiDi (15)

vik =

[
uk
yik

]
(16)

e Gi ∈ <q×r é o ganho do observador do i-ésimo
modelo linear local.

Resolvendo a equação (13) em termos de uj
e yij e substituindo em (1), com j = 0, 1, . . . , k e

xi0 = 0, obtém-se o seguinte resultado:

yik =

k∑
j=1

Ci
(
Āi
)j−1

B̄ivik−j + Diuk (17)

Devido a presença do observador de esta-
dos, pode-se considerar

(
Āi
)p ≈ 0 (Juang, 1994).

Deste modo, a equação (17) pode ser reescrita
como:

yik =

p∑
j=1

M̄i
jv
i
k−1 + Diuk (18)

onde M̄i
j = Ci

(
Āi
)j−1

B̄i é o j-ésimo parâmetro
de Markov do observador do i-ésimo modelo local.
Esta expressão pode ser expressa matricialmente
como:

yik = θikφ
i
k (19)

onde θik =
[
Di
k M̄i

k1
. . . M̄i

kp

]
, o sub́ındice

k indica que θik é estimada utilizando dados ob-
tidos até o k-ésimo instante de tempo, e φik =[
uTk vTk−1 . . . vTk−p

]T
.

Substituindo (19) em (4), encontra-se a sáıda
do modelo fuzzy :

ỹk =

L∑
i=1

γi(zk)θikφ
i
k (20)

A equação (20) pode ser expressa matricial-
mente como:

ỹk =
[
θ1
k · · · θLk

] γ
1(zk)φ1

k
...

γL(zk)φLk

 (21)

Como γi(zk)ỹk = γi(zk)yik ∀ i = 1, 2, . . . , L,

logo φ1
k = φ2

k = · · · = φLk = φk. Diante disso, a
equação (21) pode ser expressa de maneira recur-
siva para k > p do seguinte modo:

Ỹk = ΘkΦ̃k (22)

onde Ỹk =
[
yp+1 yp+2 · · · yk

]
é o vetor

de sáıda, Θk =
[
θ1
k θ2

k · · · θLk
]

é o vetor
com os parâmetros de Markov fuzzy do observa-
dor de todos os modelos lineares locais, Φ̃k =[
φ̃p+1 φ̃p+2 · · · φ̃k

]
, sendo φ̃k = Γk ⊗ φk

a matriz de regressores fuzzy no instante k, o
operador ⊗ representa o produto de Kronecker,

e Γk =
[
γ1(zk) γ2(zk) · · · γL(zk)

]T
a matriz

de ponderação fuzzy, com os graus de pertinência
normalizados a partir de (3).

A solução por mı́nimos quadrados de (22) é
dada como segue:

Θk = ỸkΦ̃
T

k

[
Φ̃kΦ̃

T

k

]−1
(23)

Adicionando os termos uk+1 e yk+1 em (23),
obtém-se:

Θk+1 = Ỹk+1Φ̃
T

k+1

[
Φ̃k+1Φ̃

T

k+1

]−1
(24)

onde Ỹk+1 =
[
Ỹk yk+1

]
e Φ̃k+1 =

[
Φ̃k φ̃k+1

]
.

O calculo de Θk+1 através da equação (24)
requer a inversão de uma matriz de tamanho ele-
vado, o que pode acarretar em problemas de esta-
bilidade numérica e um alto custo computacional.
De modo a evitar esta operação, inicialmente é
definida a seguinte matriz:

Pk+1 =
[
Φ̃k+1Φ̃

T

k+1

]−1
(25)

Pk+1 =
[
Pk +

(
Γk ⊗ φk+1

) (
Γk ⊗ φk+1

)T ]−1
(26)
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Utilizando o lema da matriz inversa, a equa-
ção (26) pode ser reescrita como:

Pk+1 = Pk

[
I−

φ̃k+1φ̃
T

k+1Pk

1 + φ̃
T

k+1Pkφ̃k+1

]
(27)

Substituindo (27) em (24), obtém-se:

Θk+1 = Θk+
[
yk+1 −Θkφ̃k+1

] φ̃
T

k+1Pk

1 + φ̃
T

k+1Pkφ̃k+1

(28)
Assim, adicionando um fator de esquecimento

λ ao algoritmo (Ljung, 1998), os parâmetros de
Markov do observador são obtidos através da so-
lução recursiva do seguinte conjunto de equações:

Gk+1 =
φ̃
T

k+1Pk

λ+ φ̃
T

k+1Pkφ̃k+1

(29)

Θk+1 = Θk +
[
yk+1 −Θkφ̃k+1

]
Gk+1 (30)

Pk+1 = λ−1Pk

[
I− φ̃k+1Gk+1

]
(31)

Os parâmetros de Markov fuzzy do sistema
de cada modelo linear local são obtidos através da
solução das seguintes equações (Juang, 1994):

Mi
kr = M̄

i1
kr−

r∑
j=1

M̄
i2
kjM

i
kr−i , para r = 1, 2, · · · , p

(32)

Mi
kr = −

p∑
j=1

M̄
i2
kjM

i
k−i, para r > p (33)

onde M̄
i
kr =

[
M̄

i1
kr , −M̄

i2
kr

]
para r = 1, 2, · · · .

2.2.2 Algoritmo Fuzzy para Realização de
Auto-Sistemas

Neste trabalho é apresentado um Algoritmo Fuzzy
para Realização de Auto-Sistemas (AFRAS), onde
se utiliza os parâmetros de Markov fuzzy, para en-
contrar as matrizes Ai, Bi e Ci para cada modelo
linear local. O algoritmo proposto inicia com a
formação da matriz de Hankel generalizada for-
mada pelos parâmetros de Markov fuzzy do sis-
tema

Hi
j−1 =


Mi

j Mi
j+1 · · · Mi

j+β−1
Mi

j+1 Mi
j+2 · · · Mi

j+β
...

...
. . .

...

Mi
j+α−1 Mi

j+α · · · Mi
j+α+β−2


(34)

onde α, e β são inteiro de modo que αq ≤ βr, r
e q são o número de entradas e sáıdas do sistema,
respectivamente.

Os parâmetros de Markov fuzzy do sistema
são definidos a seguir:

Mi
0 = Di

Mi
j = Ci(Ai)j−1Bi

(35)

Substituindo (35) em (34) at j = 1, obtêm-se

Hi
0 =


CiBi · · · Ci(Ai)β−1Bi

CiAiBi · · · Ci(Ai)βBi

...
. . .

...

Ci(Ai)α−1Bi · · · Ci(Ai)α+β−1Bi


(36)

Hi
0 =

 Ci

...

Ci(Ai)α−1

 (Ai)k−1
[
B · · · (Ai)β−1B

]
(37)

Hi
0 = Pi

αQi
β (38)

onde Pi
α é a matriz de controlabilidade e Qi

β é a
matrix de observabilidade do modelo linear local
identificado; então o rank máximo de Hi

0, ou o
número de valores singulares não nulos, é igual ao
rank de Pi

α e Qi
β . Como o sistema realizado é

observavel e controlável, é posśıvel afirmar que a
ordem do modelo linear identificado é o número
de valores singulares não nulos de Hi

0.
O AFRAS inicia com a decomposição em va-

lor singular da matriz de Hankel em k = 1,

Hi
0 = RiΣi(Si)T (39)

onde R e S são matrizes ortogonais e Σ é uma
matriz retangular,

Σi =

[
Σi
n 0

0 0

]
(40)

com

Σi
n =


σi1 0 · · · 0
0 σi2 · · · 0
...

...
. . .

...
0 0 · · · σin

 (41)

onde σi1 > σi2 > · · · > σin > 0 são os n valores
singulares mais significativos de Hi

0, uma vez que
é considerado σin � σn+1. Então, definindo Ri

n

e Sin como matrizes formadas pelas n primeiras
colunas de Ri e Si, respectivamente, a matriz Hi

0

pode ser aproximada por

Hi
0 = Ri

nΣi
n(Sin)T (42)
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Os parâmetros dos modelos locais no espaço
de estados são obtidos do seguindo modo:

Ai = (Σi
n)−

1
2 (Ri

n)TH(1)i(Sin)(Σi
n)−

1
2 (43)

Bi = as r primeiras colunas de (Σi
n)

1
2 (Sin)T

(44)

Ci = as q primeiras linhas de (Ri
n)(Σi

n)
1
2 (45)

3 Resultados Experimentais

Com o intuito de avaliar o desempenho da me-
todologia proposta, é realizada a identificação de
um Helicóptero com dois graus de liberdade, mos-
trado na Fig. 1. Tal sistema é altamente não linear
e complexo, além de possuir alguns parâmetros
inacesśıveis (Vishnupriyan et al., 2014). O Heli-
cóptero tem duas variáveis de entrada, que são a
tensão no rotor principal uϕ e a tensão no rotor
de cauda uϑ; e duas variáveis de sáıda, que são o
ângulo de azimute ϕ e o ângulo de elevação ϑ.

Figura 1: Helicóptero com dois graus de liberdade
utilizado para obter os dados para a identificação.

Para a estimação do modelo evolutivo, um
conjunto de N = 750 amostras foi obtido com pe-
ŕıodo de amostragem de 40ms. O sinal de entrada
utilizado no sistema é mostrado na Fig. 2. Inicial-
mente, um conjunto de k = 200 amostras foi utili-
zado no algoritmo fuzzy evolutivo para se obter o
conjunto inicial de regras. Após essa etapa inicial,
o modelo evolutivo obtido começa a ser atualizado
de maneira online a cada nova amostra que chega.

Uma regra nebulosa generalizada para este
modelo é dada por:

Ri : IF zk = [uϕ,(k−1) uϑ,(k−1) ϕ(k−1) ϑ(k−1)] ∼
zi∗ = [uϕ,(i∗) uϑ,(i∗) ϕ(i∗) ϑ(i∗)]

THEN

{
xik+1 = Aixik +Biuk

yik = Cixik +Diuk
(46)

onde uk = [uϕ,k uϑ,k]T e yk = [ϕk ϑk].

0 100 200 300 400 500 600 700
-15

-10

-5

0

5

10

15

20

Figura 2: Sinal de Entrada aplicado no Hélicop-
tero.

De acordo com a formulação apresentada na
seção 2.2, os parâmetros utilizados no algoritmo
de identificação recursiva proposto são: p = 3,
α = 100, β = 200, λ = 0,98. Analisando-se os
valores singulares da matriz de Hankel mostrados
na Fig. 3, percebe-se que a mesma possui apenas
quatro valores singulares relevantes; e assim a or-
dem escolhida para o modelo é n = 4.

0 5 10 15
0
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10

12

14

Figura 3: Valores singulares da matriz de Han-
kel para cada modelo local no espaço de estados
obtidos utilizando as 200 amostras iniciais.

Na Fig. 4 é apresentada a evolução do número
de regras do modelo proposto. Após as 200 amos-
tras iniciais o modelo possui 6 regras, chegando a
alcançar um total de 9 regras. O modelo finaliza
com 7 regras.

0 100 200 300 400 500 600 700
0

2

4

6

8

10

Figura 4: Variação do número de regras durante
a identificação.

Nas Fig. 5 e 6 é realizada uma comparação
entre a sáıda do modelo evolutivo e a sáıda real
do Helicóptero durante o processo de validação.
Para quantificar a qualidade do modelo obtido é
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utilizado o critério de validação VAF (Variance
Accounted For), dada como segue:

V AF (%) = 100×

[
1− var(Y − Ŷ )

var(Y )

]
(47)

onde Y é um vetor contendo a sáıda real do sis-
tema, Ŷ é um vetor com a sáıda estimada do sis-
tema e var é a variância do sinal. A metodologia
proposta obteve um V AF = 98,86% para o ângulo
de azimute ϕ e de V AF = 96,87% para o ângulo
de elevação ϑ.

0 100 200 300 400 500 600 700
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Figura 5: Validação do modelo obtido - ângulo de
azimute ϕ.
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Figura 6: Validação do modelo obtido - ângulo de
elevação ϑ.

4 Conclusões

A metodologia proposta neste artigo se mostrou
eficiente para garantir uma boa representação de
um Helicóptero com dois graus de liberdade, ob-
tendo uma boa aproximação. A abordagem evo-
lutiva se mostrou eficiente para o problema, pois o
número de regras foi se adaptando conforme a che-
gada dos dados. Ainda, a metodologia para a es-
timação dos parâmetros do consequente se mostra
interessante, pois além de ser capaz de representar
sistemas multivariáveis, a mesma é capaz de de-
terminar a menor ordem posśıvel para uma boa re-
presentação do sistema dinâmico. Como proposta
para trabalhos futuros, a análise da metodologia
proposta no contexto estocástico é considerada.
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