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Abstract— Breast cancer is a disease resulting from the multiplication of abnormal breast cells, forming the
masses. Screening using mammography is the most promising medium for early diagnosis. This work presents a
method of classification of breast tissues in malignant and benign mammography exams. In this method, texture
descriptors were used starting from the external to the internal regions. The extraction of characteristics was
based on phylogenetic indexes. Then a classification was made using multiple classifiers. The results reached an
accuracy of 99.2%, a sensitivity of 99.1%, a specificity of 99.4% and a ROC curve of 0.999. The use of phylogenetic
indexes to describe patterns in regions of mammography images, from the external to the internal areas, proved
to be efficient in the categorization of malignant and benign.

Keywords— Breast Cancer, Pattern Recognition, Phylogenetic Diversity.

Resumo— O céancer de mama é uma doenca resultante da multiplicagdo de células anormais da mama, for-
mando as massas. O rastreamento por meio da mamografia é o meio mais promissor para o diagndstico precoce.
Este trabalho apresenta um método de classificacdo de tecidos da mama em maligno e benigno em exames de
mamografia. Neste método foram usados descritores de textura partindo das regides externas para as internas.
A extragao de caracteristicas foi baseada em indices filogenéticos. Em seguida foi feita uma classificagao usando
multiplos classificadores. Os resultados alcangaram uma acuréicia de 99,2%, sensibilidade de 99,1%, especifici-
dade de 99,4% e uma curva ROC de 0,999. O uso dos indices filogenéticos para descrever padroes em regices de
imagens de mamografias, partindo das areas externas para as internas, mostrou-se eficiente na categorizagao de

maligno e benigno.

Palavras-chave— Cancer de mama, Reconhecimento de padrées, Diversidade filogenética.

1 Introducao

Segundo o Instituto Nacional do Cancer (INCA),
o cancer é um conjunto de mais de 100 doengas,
que tém em comum o crescimento desordenado
de suas células que invadem os tecidos e 6rgaos,

podendo desenvolver para outras regioes do corpo
(INCA, 2016).

O cancer de mama é formado pela multipli-
cacao de forma desordenada de suas células, for-
mando um tumor maligno, que é um agrupamento
de células cancerigenas que podem invadir teci-
dos adjacentes ou disseminar por outras partes do
corpo, tendo como um dos principais fatores de
risco o envelhecimento, apresentando uma taxa de
12,5% em mulheres com menos de 45 anos. O can-
cer de mama é o mais comum entre as mulheres no
mundo e no Brasil, depois do cancer de pele nao
melanoma, respondendo por cerca de 28% dos ca-
sos novos por ano (INCA, 2016).

A deteccao precoce do cancer de mama, em
grande parte dos casos aumenta as chances de tra-
tamento e cura, podendo ser realizado através da
mamografia em mulheres que nao possuem sinais
e/ou sintomas da doenca. No Brasil é recomen-
dado que as mulheres entre 50 e 69 anos facam
a mamografia a cada periodo de 2 anos, em ca-
sos que ha um histérico de familiares com cancer
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de mama, deve haver um acompanhamento mais
especifico.

Com o uso da mamografia para deteccao do
cancer de mama, foi observada uma redugao nas
taxas de mortalidades em decorréncia do mesmo.
Virios fatores podem influenciar na sensibilidade
do exame, afetando a qualidade do mesmo. Esses
fatores resultam em possiveis erros de diagndsti-
cos pelos radiologistas que podem variar de 10%
a 30% dos casos (Braz Junior, 2014). Na medi-
cina o uso de imagens é um recurso muito impor-
tante para o diagnéstico de anomalias, o proces-
samento digital de imagens estuda os requisitos
para extrair informacgoes técnicas a fim de melho-
rar os parametros para um diagndstico mais pre-
ciso, aumentando a interpretacao da mamografia
(Silva, 2016).

No processamento digital de imagens, a ana-
lise de imagens de mamografias pode ser realizada
pela analise de textura (Eltoukhy et al., 2010)
quanto pela geometria ou forma (Tralic et al.,
2011) e morfologia (Liu et al., 2010) das massas.
Neste trabalho utilizamos apenas andlise de tex-
tura. A andlise de textura é caracterizada por
variagoes locais em valores de pizels que se re-
petem de maneira regular ou aleatéria ao longo
da imagem (Braz Junior et al., 2006). A andlise
feita através de texturas é util em aplicagoes, por
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se aproximar da avaliacdo feita pelo sistema vi-
sual humano. Cada textura possui um padrao de
caracteristicas. Em imagens mamograficas, atri-
butos de texturas fornecem uma descricao das re-
gioes do tecido mamario.

O trabalho proposto tem como objetivo apre-
sentar o desenvolvimento de uma nova abordagem
para classificacao de tecidos da mama em maligno
e benigno, usando os indices de diversidade filo-
genética para caracterizacao da textura. Em se-
guida, foi feita uma classificacao através de mul-
tiplos classificadores.

Este trabalho estd dividido como se segue: na
Secao 2, sao apresentados os trabalhos relaciona-
dos; na Segao 3 descreve-se a metodologia empre-
gada; na Sec¢do 4, sdo descritos os resultados da
execucao do projeto; e por fim, sdo apresentadas
as conclusoes na Secao 5.

2 Trabalhos Relacionados

Na literatura especializada, existem trabalhos re-
lacionados a classificacao de tecidos da mama em
maligno e benigno em exames de mamografia.
Para este propdsito, utilizam-se caracteristicas ex-
traidas de imagens médicas, as quais servem como
vetores de entrada para os classificadores.

Silva (2016) apresenta uma metodologia para
classificagao de massas em maligno e benigno, a
qual utiliza a base DDSM (Digital Database for
Screening Mammography). As caracteristicas sdo
extraidas utilizando as técnicas de Local Binary
Pattern (LBP), Funcao K de Ripley e os indi-
ces de Shannon, Mcintosh, Simpson, Gleason e
de Menhinick, para extracao das caracteristicas
de forma das imagens de mamografias. Para clas-
sificacao utilizou a Maquina de Vetor de Suporte
(SVM), onde as imagens foram divididas em qua-
tro grupos de acordo com a sua densidade, e um
quinto grupo contendo todas as imagens. Apés
0s testes obteve como resultado, uma acuricia
de 93,70%, sensibilidade 96,29% e especificidade
91,05% para o grupo de densidade 2. Como me-
lhor resultado entre os quatro grupos de densi-
dade, e uma acuricia de 90,18%, sensibilidade de
91,01% e especificidade de 89,94% para o quinto
grupo, com todas as imagens.

Em Muramatsu et al. (2016) apresentam uma
metodologia para diferenciacao de massas malig-
nas de benignas em imagens de mamografias. A
abordagem utiliza descritores de textura, extrai-
das de 376 ROIs, sendo 181 massas malignas e
195 massas benignas. As caracteristicas foram ex-
traidas utilizando padroes ternarios locais radiais
(RLTP), que leva em conta a direcao dos padroes
de aresta em relagao ao centro de massas e a va-
riancia local, dividindo em sub-regioes com alto
contraste e uma regiao central. A classificagao foi
feita utilizando uma rede neural artificial (RNA),
M4équina de suporte vetorial (SVM) e classificado-
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res de floresta aleatdria (RF). As habilidades de
classificagao de RLTP foram comparadas com as
dos padrdes terndrios locais regulares (LTP), uni-
forme de rotagao invariante (RIU2), caracteristi-
cas de textura baseadas na matriz de co-ocorréncia
de nivel de cinza (GLCM) e caracteristicas de wa-
velet . Apds os testes, obteve uma curva ROC
para RLTP de 0,90, LTP de 0,77, RIU2-LTP de
0,78, GLCM de 0,83 e caracteristicas de wavelet
de 0,83.

Fahssi et al. (2015) apresentam uma aborda-
gem para classificagdo das massas mamarias em
maligno e benigno, usando 111 imagens da base
mini-MIAS (Mini Mamographic Image Analysis
Society), sendo 60 benignas e 51 malignas. A
abordagem utilizada consiste na Teoria da Trans-
formagao Ortogonal Adaptativa que calcula as ca-
racteristicas informativas das regides de interesse.
A classificacdo foi realizada por meio da compa-
racao da similaridade entre os vetores das carac-
teristicas das regioes de interesse pelo uso do coe-
ficiente da matriz de correlagdo. Para avaliar a
efetividade da metodologia, foram utilizadas as
informagoes fornecidas pela Mamographic Image
Analysis Society (MIAS), incluindo a classe de
imagens e coordenadas de seus centros de regioes
de interesse. A metodologia apresentou como re-
sultado um percentual de 93,78% de sensibilidade
e 94,54% de especificidade.

Melo et al. (2014) apresentam uma aborda-
gem para classificacao de massas em maligno e
benigno em imagens de mamografias, utilizando a
base de imagens DDSM. Foi realizada a segmenta-
¢ao das imagens utilizando um algoritmo baseado
na técnica de crescimento de regiao e arvore de
decisao. Os atributos foram extraidos a partir da
forma das massas, utilizando a ferramenta Ma-
tlab. Para classificagdo, utilizou-se os algoritmos
de aprendizagem de Maquina Multilayer Percep-
tron, o Radial Basis Function Network (RBFN),
Nuaive Bayes, K-Nearest Neighbor (KNN), o Ran-
domForest e o Functional Trees (FT). Apés os tes-
tes, obteve como melhor resultado, o classificador
Multilayer Perceptron, apresentando uma acura-
cia de 85,09%. sensibilidade de 77,59% e especifi-
cidade de 89,32%.

Rocha (2014) usa LBP, Geoestatistica e In-
dice de Diversidade para extragao das caracteris-
ticas de textura das imagens de mamografias, uti-
lizando a base DDSM. Para classificagao das mas-
sas em maligno e benigno utilizou-se a Maquina
de Vetor de Suporte (SVM). O melhor resultado
obtido com os testes foram os valores de 92,20%
para acurdcia, 92,26% para sensibilidade, 91,26%
para especificidade, 10,63 de razao de probabili-
dade positiva, 0,07% de razao de probabilidade
negativa e uma area sob a curva ROC de 0,92.

Diante do que foi exposto nos trabalhos re-
lacionados, verificou-se que houve a utilizacao de
varios métodos para extragao dos atributos, con-



tando com a intervengao humana e, observou-se a
necessidade de melhorar os resultados. Este tra-
balho tem como objetivo a classificacao de massas
em maligno e benigno, baseado em caracteristicas
do comportamento dentro de uma comunidade,
como o parentesco entre espécies e sua riqueza.

3 Materiais e métodos

Para que fosse possivel classificar massas em ma-
lignas e benignas em imagens de mamografias,
foi empregada a seguinte metodologia: Primeira-
mente, foi feita a aquisicao das imagens oriundas
da base Digital Database for Screeming Mammo-
graphy (DDSM). Seguindo, foi realizada a etapa
de extracao de caracteristicas utilizando descrito-
res baseados na textura, através dos indices de
diversidade filogenéticas e para a classificagao uti-
lizados multiplos classificadores. Na Figura 1 é
apresentado um resumo de cada etapa.

Base de Imagens = ‘

DDSM ‘

‘ Baseado nos indices de

Extragdo de Caracteristicas == diversidade filogenéticos
M PD, SPD, MNND, PSV e PSR

Classificagdo = ‘ Maligno e Benigno |
‘ e Acuracia
: Sensibilidade
Validagio dos Resultad ¢
i i i S
e CurvaROC

Figura 1: Metodologia proposta

3.1 Base de Imagens

A base de imagens DDSM ¢ uma base piblica con-
tendo imagens de mamografias, que tem como ob-
jetivo facilitar a pesquisa e desenvolvimento de al-
goritmos para ajudar no diagnéstico de anomalias
da mama. Este trabalho utiliza Region of Interest
(ROI) extraidas de imagens da base DDSM, onde
cada ROI possui apenas uma regiao de massa.
Para a concretizacao deste trabalho, foram utiliza-
das 1155 ROIs de imagens de mamografias; sendo
625 ROIs com a presenga de massa maligna e 530
ROIs com presenga de massa benigna.

3.2 Mascara externa

Esta abordagem é determinada pela reducao da
ROI de forma sucessiva, partindo das regioes ex-
ternas para a regido interna. As novas ROIs foram
obtidas com a aplicagdo de uma escala para dimi-
nuicao da ROI, em seguida feita a subtragdo da
ROI original pela ROI obtida apds aplicagao da
escala. As escalas aplicadas neste trabalho foram:
20%, 40%, 60% e 80%. A Figura 2 mostra um
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exemplo com massa benigna e na Figura 3 com
massa maligna.

& H
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Figura 2: ROI quantificada com massa benigna
em mascaras externas

Figura 3: ROI quantificada com massa maligna
em maéscaras externas

Na Figura 2 e 3 temos: (a) e (f) a ROI normal,
em (b) e (g) a ROI com 20%, em (c) e (h) a ROI
com 40%, em (d) e (i) a ROI com 60% e em (e) e
(j) a ROI com 80%.

O objetivo de dividir a regiao de interesse em
camadas é realizar uma analise local, o que é ntil
porque essas areas da camada podem fornecer in-
formacgoes que podem distinguir massas malignas
e benignas. Por exemplo, os pixels centrais po-
dem indicar a origem da massa e os pixels na
borda, chamados pixels parciais, podem indicar
como uma massa cresceu. Assim, procuramos ca-
racteristicas de textura por meio de uma &arvore
filogenética em cada camada.

3.3 Indices de Diversidade Filogenética

A filogenia é um ramo da biologia responsével pelo
estudo das relagoes evolutivas entre as espécies,
pela verificagao dos relacionamentos entre elas,
a fim de determinar possiveis ancestrais comuns
(Webb, 2000). Diversidade filogenética é uma me-
dida de uma comunidade que incorpora as rela-
goes filogenéticas das espécies (Magurran, 2004).
A forma mais simples da aplicagdo do indice de
diversidade em imagens é quando a comunidade
representa uma imagem ou regiao da mesma,
as espécies sendo os niveis de cinza, os indivi-
duos sendo os pixels e as distancias filogenética
sendo os nimero de arestas entre duas espécies
(Oliveira, 2013).

Uma das formas de representar a arvore fi-
logenética é através do cladograma (Moura e Vi-
ana, 2011), que é um diagrama representativo das
relagoes ancestrais entre organismos. Na Figura 4
temos uma representagao de uma arvore enraizada
na forma de cladograma inclinado, onde os valores
dentro dos circulos sao as espécies, os valores den-
tro dos quadrados sao a quantidade de individuos
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de cada espécie, os nds internos sao os ancestrais
comuns e as bordas entre cada né as distancias.

Figura 4: Exemplo de uma &arvore enraizada na
forma de cladograma inclinado

Neste trabalho, sao utilizados cinco indices de
diversidade filogenética para caracterizar a tex-
tura das massas em imagens de mamografias:
Phylogenetic Diversity (PD), Sum of Phylogenetic
Distances (SPD), Mean Nearest Neighbour Dis-
tance (MNND), Phylogenetic Species Variability
(PSV) e Phylogenetic Species Richness (PSR).

O indice de diversidade filogenética PD é o so-
matério dos comprimentos dos ramos da filogenia
de cada espécie, mostrada na Equagao 1, onde B
é o numero de ramificacao da arvore, L; é o com-
primento do ramo e A; é a abundancia média de
espécies que compartilham ramo 7.

B
PD =B x M (1)
Zi A

O indice de diversidade filogenética SPD ¢ a
soma das distancias filogenéticas entre cada par
de espécies, que pode ser observado na Equagao
2, onde d,,, ¢ a distdncia entre as espécies m e
n; a.,, abundancia de espécies m; S, nimero de

espécies no conjunto focal.

)~

O indice de diversidade filogenética MNND é
a distancia média do tdxon mais préximo, definido
na Equacao 3. Onde d,,, é a distancia entre as
espécies m e n; a.,, abundancia de espécies m.

Y¥m < n?mn®mn
Y¥m < nmon

S(S—1)
2

SPD = ( (2)

s
MNND = "min (dmn) am (3)
m
O indice de diversidade filogenética PSV ¢ a
variabilidade de espécies filogenéticas, que resume
0 grau em que as espécies em uma comunidade sao
filogeneticamente relacionadas, definido na Equa-
¢ao 4, onde, o trC representa a soma dos valores
da diagonal de uma matriz C, Yc é o somatério
de todos os valores da matriz, n é o nimero de
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espécies e 'c é a média dos elementos da diagonal
de C.

O indice de diversidade filogenética PSR é a
riqueza de espécies e quantifica o numero de es-
pécies em uma comunidade. O valor do PSR é
encontrado multiplicando-se o niimero de espécies
n pela variabilidade da comunidade, pode-se veri-
ficar os parametros na Equagao 5.

PSR =nPSV (5)

Foram utilizados os indices de diversidade filo-
genética para descrever a textura das regides das
imagens de mamografias. A andlise de textura
dessas regides tem como intuito encontrar padroes
que serao utilizados para categorizar as massas em
maligna e benigna.

3.4 Classificag¢ao

A classificagao foi realizada pela suite de algorit-
mos de mineracao de dados e Aprendizado de Ma-
quina WEKA | que contém ferramentas para pré-
processamento de dados, classificacao, regressao,
agrupamento, regras de associagao e visualizagao
(WEKA, 2017).

A classificacao foi feita utilizando os parame-
tros com os valores padrdes em conjunto com a va-
lidagao cruzada de k-folds, sendo k = 10; esse mé-
todo que tem como finalidade dividir as caracte-
risticas em 10 grupos, de forma a realizar o treino
em 9 grupos e utilizando um grupo para testes,
sao realizados 10 cruzamentos sempre trocando o
grupo de teste, ao final é gerada uma média, onde
se configura o resultado.

Para a classificacao foram utilizados os clas-
sificadores: J48, J48Consolidated (J48C), Ran-
domCommittee (RC), RandomPForest (RF), LMT,
Bagging e BayesNet. Esses algoritmos foram es-
colhidos dentre um conjunto inicial de algoritmos
candidatos por sua popularidade, cada qual den-
tro de sua familia, a facilidade de adaptagao nos
experimentos e sua integragao com a ferramenta
utilizada para desenvolvimento, além de estarem
disponiveis no ambiente WEKA. Esses classifica-
dores sao robustos em relacao a presenca de rui-
dos, apresentando bons resultados na categoriza-
¢ao de padroes de malignidade e benignidade em
imagens de mamografias.

3.5 Validag¢ao dos Resultados

A fim de se considerar a presenga ou auséncia de
massas malignas e benignas em imagens de mamo-
grafia, para validacdo dos resultados, utilizou-se
de métricas de avaliacdo baseadas em estatisticas
como, Sensibilidade (S) Especificidade (E) e Acu-
racia (A).



A matriz de confusao oferece uma hipétese das
medidas efetivas do modelo de classificagao, mos-
trando o numero de classificagdes corretas versus
as classificacoes preditas para cada classe, sobre
um determinado conjunto de exemplo, como mos-
tra a Figura 5.

Resultado Doenga
do Teste Presente Ausente
Verdadeiro Falso
Positivo Positivo Positivo
(VP) (EP)
Falso Verdadeiro
Negativo Negativo Negativo
(FN) (VN)

Figura 5: Matriz de Confusao

A sensibilidade (S), Equagao 6, é a capacidade
de um teste diagnostico identificar os verdadeiros
positivos nos individuos verdadeiramente doentes.
Quando um teste é sensivel raramente deixa de
encontrar pessoas com a doenca.

VP
"~ VP+FN (6)

Especificidade (E), Equagao 7, é a capacidade
de um teste diagnostico identificar os verdadeiros
negativos nos individuos verdadeiramente sadios.
Quando um teste é especifico raramente cometera
o erro de dizer que pessoas sadias sao doentes.

S

VN
E= VN + FP (7)

Acurécia (A), Equagdo 8, é a proporgao de
acertos, ou seja, o total de verdadeiramente po-
sitivos e verdadeiramente negativos, em relagao a
amostra estudada.

B VP+VN ®)
T VP+VN+FP+FN

A curva Receiver Operating Characteristic
(ROC) é uma métrica de avaliagdo que compara
o desempenho de duas ou mais modalidades de
imagens. A &drea sob a curva ROC representa a
probabilidade de que, dado um caso positivo e um
negativo, a regra do classificador vai ser mais ele-
vada para o caso positivo. Quanto maior é a drea
sob a curva ROC, maior é a probabilidade do sis-
tema fazer uma decisao correta (Silva, 2016).

A curva ROC representa a dependéncia entre
a sensibilidade e a especificidade de um classifi-
cador (Eberhart e Dobbins, 1990). Cada ponto é
representado por um par de valor, sensibilidade e
especificidade, e a linha diagonal um classificador
que nao consegue discriminar, devido ao percen-
tual de VP ser igual ao percentual de FP. A curva
ROC ideal é aquela cuja area sob a curva ROC é
igual a 1 (Brown e Davis, 2006).
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4 Resultados e Discussoes

Para os testes realizados neste trabalho, utilizou-
se a base DDSM, descrita na Subsegao 3.1. A ex-
tracao de caracteristicas de textura foi realizada
a partir dos indices de diversidade filogenéticas
como especificado na Subsecao 3.3 e para classifi-
cagao das massas em maligno e benigno, utilizou
os classificadores e parametros definidos na Sub-
secao 3.4.

Tabela 1: Resultados com escala de 20%

Classificador ~ A(%) S(%) E(%) ROC
748 92,3 89,3 95,1 0,951
J48C 924 897 948 0,959
RC 93,1 908 952 0,978
RF 93,5 91,7 957 0,984

Na Tabela 1 pode-se observar que o Random-
Forest obteve o melhor resultado, com uma acu-
racia de 93,5%, sensibilidade de 91,7%, especifi-
cidade de 95,1% e uma curva ROC de 0,984. O
pior resultado foi obtido com o J48, que teve uma
acuracia de 92,3%, sensibilidade de 89,3%, especi-
ficidade de 95,1% e uma curva ROC de 0,951. A
metodologia proposta com escala de 20% apresen-
tou resultados promissores, com uma taxa alta de
acerto de casos positivos.

Tabela 2: Resultados com escala de 40%

Classificador A(%) S(%) E(%) ROC
LMT 954 94,4 96,3 0,982
RC 954 947 960 0,987
Bagging 956 939 97,0 0,990
RF 96,1 95,2 96,9 0,995

Na Tabela 2 o melhor resultado foi obtido
com o RandomForest, apresentando uma acuracia
de 96,1%, sensibilidade de 95,2%, especificidade
de 96,9% e uma curva ROC de 0,995. O LMT
apresentou o pior resultado, com uma acuracia de
95,4%, sensibilidade de 94,4%, especificidade de
96,3% e uma curva ROC de 0,982. Os resultados
obtidos com a drea de 40% da ROI foram bem sa-
tisfatérios. A variacdo apresentada entre o melhor
e o pior resultado é muito pequeno, mostrando a
eficiéncia na categorizagao.

Tabela 3: Resultados com escala de 60%

Classificador ~ A(%) S(%) E(%) ROC
BayesNet 98,7 98,9 98,6 0,993
Bagging 939 99,2 98,6 0,996
RC 99.2 99,1 994 0,996
RF 99,2 99,1 99.4 0,999

Na Tabela 3 o melhor resultado foi obtido
com o RandomForest, com uma acurdcia de 99,2%,
sensibilidade de 99,1%, especificidade de 99,4% e
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uma curva ROC de 0,999. O pior resultado apre-
sentou o BayesNet, com uma acurdcia de 98,7%,
sensibilidade de 98,9%, especificidade de 98,6% e
uma curva ROC de 0,993. Utilizando a aborda-
gem com regido de 60% da ROI, podemos obser-
var que apresentou resultados satisfatérios, conse-
guindo uma taxa de acerto préximo a 100%. Os
resultados foram muito préximos, com uma va-
riagao entre o melhor e o pior resultado muito
pequena, mostrando sua eficiéncia em categorizar
massas em maligno e benigno.

Tabela 4: Resultados com escala de 80%

Classificador ~ A(%) S(%) E(%) ROC
J48 91,3 88,0 94,6 0,953
LMT 914 884 943 0,962
RC 923 892 953 0,974
RF 92,3 88,6 959 0,980

Na Tabela 4 o melhor resultado foi obtido com
RandomPForest, com uma acurécia de 92,3%, sen-
sibilidade de 88,6%, especificidade de 95,9% e uma
curva ROC de 0,980. O pior resultado foi obtido
com o J48, com uma acuracia de 91,3%, sensibi-
lidade de 88,0%, especificidade de 94,6% e uma
curva ROC de 0,953.

A partir dos resultados obtidos nas Tabelas 1,
2, 3 e 4 podemos observar que, com o uso de uma
escala de 60% os classificadores conseguiram cate-
gorizar de forma eficiente as regioes em maligno e
benigno. Quando testado com uma escala de 20%
e 80%, os resultados foram promissores, apresen-
tando um nimero maior de erros na classificagao.
Com uma escala de 40% os resultados foram pro-
missores, apresentando resultados bem préximos
ao melhor caso.

Na Tabela 5 fornecemos uma visao geral dos
resultados encontrados nos trabalhos relacionados
e no método proposto. Assim, pretende-se mos-
trar que a nossa metodologia é promissora em re-
lacao a outras obras, apresentando uma catego-
rizagao de padroes de malignidade e benignidade
acima dos 99%, com uma alta taxa de casos posi-
tivos classificados corretamente.

A anilise local de regides com uma escala
de 60% apresentou bons resultados na categori-
zagdo de massas em imagens de mamografias. O
uso dessa metodologia se destaca pela analise das
areas mais externas da imagem, onde se localiza as
regioes finais das massas. Essa escala apresentou
resultado eficiente devido as massas malignas pos-
suirem em suas regioes finais formas espiculadas
e mal definidas, e as massas benignas possuirem
massas circulares e bem definidas. As caracteris-
ticas dessas regioes se distingue melhor que nas
regioes centrais das massas, apresentando bons re-
sultados na categorizacao de maligno e benigno.

A metodologia proposta com uma escala de
60% comparada com o trabalho de (Muramatsu
et al., 2016) consegue detectar um ntimero maior
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Tabela 5: Comparacao da metodologia com os tra-
balhos relacionados

Metodologia A(%) S(%) E(%) ROC
Silva (2016) 90,18 91,01 89,94 0,960
Muramatsu et al.
(2016) ) ) - 0,900
Fahssi et al.
(2015) 93,78 94,54 -
Melo et al. (2014) 85,09 77,59 89,32 -
Rocha (2014) 92,2 92,26 91,26 0,920
Com escala de
20% 93,5 91,7 95,1 0,984
Com escala de
40% 96,1 95,2 96,9 0,995
Com escala de
60 99,2 99,1 99,4 0,999
Com escala de
80% 92,3 88,6 95,9 0,980

de casos positivos, como mostra a curva ROC
de 0,999. Comparando com o trabalho de (Melo
et al., 2014) a metodologia obteve um avango
muito alto na categorizagao de padroes de maligni-
dade e benignidade. Em relagao aos trabalhos de
(Fahssi et al., 2015), (Silva, 2016) e (Rocha, 2014)
a metodologia obteve melhores resultados nas ta-
xas de acerto com a aplicacao dessa escala.

Aplicando a abordagem de regides externas,
podemos observar que os resultados obtidos apre-
sentaram altas taxas de acertos na categorizagao
de massas em maligno e benigno, ressaltando que
essa metodologia é muito eficiente na diferencia-
¢ao de massas em imagens de mamografias.

5 Conclusoes

Este trabalho introduziu um método que utiliza
ROIs para extracao de caracteristicas, partindo
das regioes externas para internas, utilizando des-
critores baseados nos indices de diversidade filoge-
nética e multiplos classificadores para discrimina-
¢ao e classificagao de regioes em imagens de ma-
mografias em maligno e benigno.

A anilise de imagens de mamografias por
meio de niveis de escala, apresentou resultados
eficientes, na categorizacao de padroes de malig-
nidade e benignidade, com uma taxa de acerto de
99,2%, especificidade de 99,1%, sensibilidade de
99,4% e uma curva ROC de 0,999.

O uso de escala de 60% na categorizacdo de
massas em malignas e benignas em imagens de
mamografias, mostrou-se eficiente, podendo ser
utilizado por especialistas para auxiliar na tomada
de decisao, obtendo um melhor diagnéstico do
cancer de mama.

A partir dos resultados obtidos, pode-se in-
ferir que a utilizagdo de descritores baseados na
textura das regices, partindo das dreas externas
para as internas, apresentam resultados eficazes



na classificacao de tecidos da mama em maligno e
benigno. O uso de indices filogenéticos para des-
crever padroes em regioes de imagens mostrou-se
eficiente para a metodologia proposta.
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