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Abstract— This work presents a study on identification of nonlinear stochastic models for flow prediction of
an important part of the Tocantins-Araguaia basin. The study is justified by the importance this type of forecast
has for power generation management. Using well established estimation and structure selection techniques,
polynomial models are derived from public flow data. The results allowed a comparison between linear and
nonlinear models and to verify the importance of including soft nonlinearities to the dynamical structure. The
study also measured the degradation of the prediction over a 3 year horizon, allowing to measure the possible
velocity with which non-modeled time-varying phenomena may be interfering in the prediction equations.
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Resumo— Este trabalho apresenta um estudo sobre identificagdo de modelos estocdsticos nédo lineares para
previsao de afluentes em um importante trecho da bacia Tocantins-Araguaia. O estudo ¢ justificado pela impor-
tancia que esse tipo de previsdo tem sobre o planejamento da geragdo de energia. Utilizando ténicas consolidadas
de estimagao e selegao de estrutura, modelos polinomiais sdo derivados a partir de dados publicos de vazao. Os
resultados permitiram comparar modelos lineares e nao lineares e verificar a importancia de incluir nao lineari-
dades suaves na estrutura do modelo. O estudo ainda mediu a degradacao da predi¢do em um horizonte 3 anos,
permitindo medir a possivel velocidade com que fenémenos variantes no tempo nao modelados possam estar

interferindo nas equagoes de previsao.
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1 Introducao

No Brasil, mais de 90% da energia elétrica gerada
é proveniente de usinas hidroelétricas (Agéncia
Nacional de Energia Elétrica, 2002). Desta forma,
a previsao de vazoes afluentes é de suma importan-
cia para o planejamento da geragdo. Além disso,
o conhecimento antecipado desta medida ¢é de
relevancia para a segurancga da barragem/usina,
das populagoes ribeirinhas, redugao de impactos
ambientais e maior eficiéncia na geracao (Wood
et al., 2002). O objetivo deste trabalho é propor
modelos de previsao de afluentes para um impor-
tante trecho da bacia Tocantins-Araguaia.

A bacia do Tocantins-Araguaia é a segunda
maior regiao brasileira em termos de disponibi-
lidade hidrica apresentando 13624 m3/s de va-
zdo média, equivalente a 9,6% do total do pafs
(Agéncia Nacional de Aguas, 2005). Sobre ela
encontra-se uma das maiores usinas brasileiras, a
UHE (Usina Hidroelétrica) de Tucuruf, com capa-
cidade de geragao de 8370 MW.

A capacidade de geragdo de uma UHE de-
pende da vazao afluente disponivel em seu curso
que representa, em m3/s, o fluxo de 4gua que
chega a usina, podendo ser medida em um local
préximo ou estimada a partir da variagao do nivel
no reservatorio. Em contrapartida, a vazao deflu-
ente é caracterizada como a vazao que flui pela
usina, sendo composta por duas parcelas: turbi-
nada, que gera energia elétrica, e vertida, que é o
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excedente descartado em épocas de cheia (Salles
et al., 2008).

Por ser um problema de expressiva relevan-
cia técnica e econdmica, diversas estratégias tém
sido empregadas para compreender e melhorar a
previsao de afluentes. Um dos métodos mais bem
sucedidos, neste contexto, é o do sistema PRE-
VIVAZ, que utiliza um complexo banco de mo-
delos lineares que trabalham em diferentes es-
calas de predicao utilizando informagoes média
movel (Maceira et al., 2002). Nao obstante, ha
estudos comprovando a eficicia do PREVIVAZ
em diversas bacias (da Serra Costa et al., 2007),
embora suas aplicagoes sobre a bacia Tocantins-
Araguaia ainda requeiram consolidac¢do. Por este
motivo, estudos especificos de modelagem da ba-
cia tem sido conduzidos. Por exemplo, (Protazio
et al., 2016) desenvolveram um modelo ARIMA
(Auto Regressive Integrated Moving Average) para
revisao do regime fluviométrico do rio Tocan-
tins, & altura da cidade de Marabd-PA, enquanto
(Ferreira et al., 2012) propuseram um modelo ba-
seado em redes neurais NSRBN (Non-Linear Sig-
moidal Regression Blocks Networks) para as va-
zoes naturais do reservatorio da UHE Tucurui.

Neste contexto, o presente trabalho busca
propor um estudo sobre a bacia do Tocantins-
Araguaia baseado em modelos autorregressivos
com entradas exdgenas. Os diferenciais da pro-
posta sao o uso de entradas externas ao modelo,
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o que permite simulagao em longo prazo, além do
uso estruturas dinamicas, cuja leitura e proprieda-
des (e.g. estabilidade) sdo relativamente simples
de extrair. Além do uso de um algoritmo bem
consolidado de estimacao de parametros e selegao
de estrutura, o trabalho ainda propoe uma meto-
dologia de composi¢ao das equagoes de regressao
que demonstraram ser uteis na busca por bons
modelos.

O texto é apresentado da seguinte forma: a
secao 2 descreve a metodologia de construcao de
modelos, da identificacdo a validagao; a secao 3
apresenta os resultados obtidos com os dados dis-
poniveis e a se¢ao 4 apresenta as conclusoes e tra-
balhos futuros.

2 Metodologia

Esta segao descreve a metodologia de construgao
de modelos, de selecao de dados e de validacao dos
modelos.

2.1 Identificacao de Sistemas

Identificagao de sistemas é uma ciéncia que com-
preende técnicas de construcao de modelos ma-
tematicos a partir de dados experimentais de en-
trada e saida de um sistema. Tais técnicas sao
lteis quando a modelagem fenomenolégica, base-
ada nas leis que regem o processo, é inviavel de ser
aplicada. Esse é usualmente o caso de sistemas de
larga escala ou grande complexidade.

Modelos construidos a partir destas técnicas,
geralmente sao de tempo discreto e descrevem
como o sinal de saida y(¢) evolui a partir do ins-
tante t € Z*, em funcao de valores passados da
prépria saida e de sinais externos u;(t), 1 <i < n.
A equagao geral do modelo é:

y(t) = Flo(®)] +e(t) (1)

onde F' é uma funcgdo cuja forma é comumente
estabelecida a priori. O argumento v(t) estd rela-
cionado a atrasos dos sinais de saida e de entrada.

v(t) = [ vo(t) vi(?) vn(t) | (2)
vo(t) = [ y(t—1) y(t — Lo) | 3)
v; (t) [ (t — 1) U; (f — Li) ] (4)

para 1 <7 < n. A forma de F estd diretamente
associada a complexidade dinamica do sistema.
Neste contexto, diversas estruturas para a fungao
tém sido testadas, e.g.: combinagcao linear, polino-
mios, fungbes de base radial e wavelets.

As varidveis y(t — 1), ..., y(t — Lo) denotam os
valores passados de y(t), até um mdximo de Lg
atrasos. O mesmo vale para os sinais de entrada,
onde L; denota o atraso maximo para os regres-
sores construfdos a partir de w;(¢). O sinal e(?)
denota o erro cometido pelo modelo em relagao
aos dados reais. A inclusio de termos atrasados do
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erro introduzem corre¢oes nas previsoes em tempo
real, gerando modelos média mével, que nao serao
explorados neste trabalho.

A opgao por um formato especifico da fungao
F' costuma determinar o algoritmo de identifica-
¢ao. Neste trabalho, F' sera considerada uma fun-
¢ao polinomial multivaridvel, cuja forma geral é:

M

Y(t) = D O ol (1) @l () (5)
'rr;jl

i (t) =] Ju(t —0remD (6)

onde p(m,1) e ¢;(m,l) sdo inteiros ndo negativos,
para quaisquer i, m e [.

O modelo (5)-(7) é comumente conhecido
como NARX (Nonlinear AutoRegressive with eXo-
genous inputs) polinomial e é capaz de representar
diversos tipos de comportamentos dinamicos, in-
clusive bifurcagéo e caos (Billings, 2013).

O modelo NARX polinomial pode ser particu-
larizado em duas estruturas mais simples que se-
rao exploradas neste trabalho. A primeira é o mo-
delo ARX tradicional, que é linear e ocorre quando
todos os termos da equagao sao de grau 1.Nestas
condigoes, o modelo (5)-(7) torna-se:

n

ANy = Bilz i) (8)
i=1
onde A(z71Y), B1(271), ..., Bn(271) sdo polindmios
e 271 é o operador de atraso unitario.

Outro caso particular de (5)-(7) surge quando
todos os termos de realimentagao (i.e., aqueles que
contém y) sdo lineares. Neste caso, o modelo é
considerado do tipo filtro Volterra (Mathews and
Sicuranza, 2000) multientrada, e pode ser escrito
na seguinte forma geral:

A(z

Z O o (¢

E importante mencionar que modelos Vol-
terra de uma entrada sao geralmente expressos na
forma:

) =D hi(na, ..

k=1 7k

(9)

k
, M) H u(t—n;) (10)

e o somatério em (10) é de dimensdo k e sobre
todos os inteiros. A equivaléncia entre (9) e (10)
pode ser entendida se (10) for visto como um po-
linémio de infinitos termos nas varidveis u(t —n;).
Esta é precisamente a forma de (9), uma vez que
o lado direito representa um polinomio com um
nimero finito de termos, filtrado por 1/A(z71).
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Todos os modelos descritos sao lineares em re-
lacao aos seus coeficientes, de maneira que podem
ser calibrados pela regressao linear:

Y="90+e (11)
onde:

0= 6 1"

Ot (12)

e ¥ é a matriz de regressao, estruturada de acordo
com o modelo escolhido e os dados de entrada e
saida disponiveis. Este problema é geralmente re-
solvido minimizando a soma dos quadrados dos
erros, cuja solugao classica é:
6=eTw) e’y (13)
Entretanto, a excecao do caso ARX, a na-
tureza polinomial do modelo implica em um nu-
mero elevado de colunas na matriz de regressao
W o que normalmente introduz problemas numé-
ricos na solugao classica. Uma forma de contornar
essa dificuldade é utilizar uma solugao conhecida
como minimos quadrados ortogonais (Korenberg
et al., 1988), que consiste em converter o modelo
original para a forma,

Y=Wg+e (14)

onde
T =W (15)
g=T7'6 (16)

T uma matriz de transformacao invertivel e W
é ortonormal. A transformag@o pode ser encon-
trada utilizando-se algoritmos de fatoracao matri-
cial, e.g.: QR, SVD, etc.

A principal motivagao para a ortogonalizacao
é que, no novo formato, é possivel quantificar a
relevancia de cada regressor através da taxa de
reducéo de erro (Error Ratio Reduction), dada por
(Korenberg et al., 1988):

2, T
g w; w

0< ERR; = 21—
= YTY

<1 (17)
onde g; o i-ésimo coeficiente do modelo ortogonali-
zado, w; é a i-ésima coluna de W e ERR; é a taxa
de redugao de erro associada ao i-ésimo regressor.
FERR,; expressa em quanto o erro de predicao sera
reduzido caso o regressor em questao seja incluido.
Isto pode ser utilizado como critério de inclusao de
termos, fornecendo ao algoritmo um meio de sele-
¢ao de estrutura do modelo. O limiar de corte de
termos depende de cada problema, mas, valores
tipicos podem variar entre 1072 e 1074,

2.2 Selecao de dados

Os dados utilizados representam uma série de me-
digoes referentes a vazoes afluentes e defluentes de
usinas ao longo da Bacia do Tocantins. As vazoes
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afluentes sdo disponibilizadas pelo ONS (Opera-
dor Nacional do Sistema), em amostragens didria
e mensal para diversas usinas brasileiras. As va-
zoes defluentes nao estao disponiveis da mesma
forma, e precisaram ser extraidas diretamente a
partir de boletins didrios.

O periodo das séries histéricas compre-
ende dados didrios coletados entre 12/05/2011 e
28/02/2017, totalizando 2120 amostras. E im-
portante mencionar que a data de inicio corres-
ponde ao inicio da operagao da usina de Estreito.
Isto é relevante porque, embora seja uma usina de
fio d’dgua (afluente é praticamente a defluente),
espera-se que a sua presenca seja um fator impor-
tante de distor¢ao do escoamento, de modo que as
conclusoes aqui apresentadas nao podem ser es-
tendidas diretamente para séries anteriores a exis-
téncia da usina.

Os modelos foram construidos considerando-
se como sinal de saida a vazao afluente do reserva-
tério da UHE Tucurui e como sinais de entrada as
vazoes defluentes das usinas de Lajeado e Estreito.
Estas duas tltimas correspondem aos dois pontos
geograficamente mais préximos do reservatoério de
Tucurui pela linha do rio Tocantins. Medidas pro-
venientes do rio Araguaia podem ser obtidas pelo
HidroWEB, plataforma gerenciada pela Agéncia
Nacional de Aguas, porém, foram verificados pro-
blemas de consisténcia e cronologia, de modo que
neste estudo considerou-se apenas as medidas ao
longo da linha do Tocantins.

Os dados foram divididos em dois subconjun-
tos, um para identificacdo e outro para validacao.
Ambos possuem 1060 amostras, correspondendo
a primeira e segunda metade do série, respectiva-
mente. Para proceder com a identificacao foram
utilizadas duas abordagens distintas para compor
as equagoes de regressao.

Amostragem sequencial

Esta é a abordagem classica, onde as amostras
sao usadas em sua ordem cronoldgica natural para
compor as equagoes de regressao. Uma vez defi-
nida a estrutura inicial do modelo, o algoritmo
é executado apenas uma vez com todas as 1060
amostras do conjunto de identificagao para com-
por as equagoes de regressao.

Amostragem aleatéria

Neste procedimento, 742 pontos (70% do total) do
conjunto de identificagdo sao aleatoriamente esco-
lhidos para compor as equagoes de regressao, com
probabilidade uniforme de escolha. O método foi
adotado com o intuito de testar uma forma de
evitar o uso de um grande niimero de amostras na
regressao, minimizando a possibilidade de overfit-
ting. Entretanto, esse mecanismo atua como uma
fonte de ruido, de modo que o algoritmo resulta em
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modelos diferentes cada vez que é executado. Para
determinar uma tnica representagao do sistema,
100 modelos diferentes foram levantados usando
esta abordagem e, ao final, aquele com o menor
RMSE foi escolhido como modelo final.

2.8 Validacao dos modelos

Para avaliar os modelos obtidos, indices de desem-
penho foram calculados sobre o conjunto de vali-
dacao, considerando apenas os sinais de entrada
(predigao de infinitos passos a frente). A raiz do
erro médio quadrético (RMSE) foi utilizada como
métrica de avaliacao de desempenho dos modelos:

xS

t=1

R:

‘@>

(18)

O RMSE foi calculado nao apenas para todos
os dados de validagao, mas também considerando
subintervalos de aproximadamente 1 ano dentro
do mesmo universo. Isso permitiu avaliar a de-
gradacao da predigao a medida que o periodo de
estimativa se afasta do periodo para o qual o mo-
delo foi ajustado. Isto deve produzir uma perda
natural de desempenho do modelo uma vez que é
esperada uma mudanga nos fenémenos climaticos
e geoldgicos capturados nas equagoes, entre um
periodo e outro. Neste sentido, o objetivo da va-
lidacdo por ano é verificar a velocidade com que
essas mudangas podem ocorrer, assim como seu
perfil de variagao.

3 Resultados e Discussoes

Todos os modelos foram  identificados
considerando-se um nivel de corte de 1072
nas taxas de redugao de erro. Diversos testes
precisaram ser feitos para verificar quais espe-
cificacbes de grau e atraso forneciam o melhor
resultado para cada tipo de modelo. A seguir,
sao discutidos os resultados de acordo com a
abordagem de selegao de dados.

3.1 Resultados com amostragem aleatdria

Na identificagao com selecao aleatéria de amos-
tras, as melhores especificagoes encontradas foram
de grau 2 e maximo atraso de 4 amostras para
modelos NARX e Volterra. Para modelos ARX, a
melhor especificagao encontrada foi a de méximo
atraso de 4 amostras. Os melhores modelos (me-
nores RMSE), Volterra, NARX e ARX sdo apre-
sentados nas equagoes (19), (20) e (21), respecti-
vamente.

y(t) = 0,4282y(t — 1) +0,2765 y(t — 2)
40,7245 u; (t — 1) — 0,5345 ug (t — 1)
+0,1900y(t — 3) — 0,0860 u (t — 2)?
+1,2861 uy (t — 2) us(t — 2)
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— 10,3948 up(t — 4) + 0,0624 uy (¢ — 4)
+0,7468 ua(t — 1) uz(t — 2)
—1,4302u1 (t — 1) ua(t — 2)

ua(

40,0221 up (t — 4) ug(t — 4)

y(t) = 0,8634y(t — 1) +0,0761 y(t — 2)
40,2660 y(t — 2)* — 0,0163 u1 (t — 1)
— 10,0217 ug(t — 1) — 0,2696 us(t — 3)
40,0298 y(t — 3) — 0, 1875 uy (t — 4)
+0,1984 y(t — 2) uy (t — 4)
— 10,5940 uy (t — 2) uy (t — 4)
40,7378 uy (t — 1) uy (t — 2)
40,4453 u; (t — 3)
—0,3168 ua(t — 1) ua(t — 2)
—0,3030y(t — 1) y(t — 2)
—0,0095y(t — 3) uy(t — 1)
—0,0897 y(t — 3) uy (t — 2)

y(t) = 0,4920 y(t — 1) +0,4212y(t — 2)
40,4881 up (t — 1) — 0,2704 uy(t — 1)
—0,1763 uz(t — 3) +0,0204 uy (t — 4) (21)

(19)

(20)

onde u1(t) e ua(t) representam as defluentes das
usinas de Estreito e Lajeado, respectivamente.

A figura 1 mostra a predi¢ao dos melhores mo-
delos (19)-(21) em relagéo aos valores reais de aflu-
ente, e seus respectivos RMSE. Neste realizagao,
em particular, o modelo Volterra se mostrou su-
perior (menor RMSE), seguido do modelo NARX.
Este resultado demonstra que a introducao de nao
linearidades suaves melhora significativamente a
representacao das dindmicas de longo prazo do
trecho considerado.

No geral, as estimativas conseguem acompa-
nhar bem os periodos de decrescimento e de vazao
minima, mas apresentam dificuldades durante os
periodos de vazao méxima - amostras 300 a 400 e
650 a 750. Nenhum dos modelos conseguiu cap-
turar bem o periodo de cheias entre as amostras
citadas, embora tenham conseguido acompanhar
0 stubito aumento de vazao registrado ao redor da
amostra 667.

As dificuldades provavelmente estdo associa-
das a auséncia de informacoes de chuvas e princi-
palmente de dados provenientes da linha do Ara-
guaia, sendo uma parcela significativa da agua que
chega ao reservatorio.

A tabela 1 resume os RMSE de cada mo-
delo, em 3 diferentes periodos (de aproximada-
mente 365 dias cada) do conjunto de validagao.
Em todos os casos, observa-se uma piora no de-
sempenho (RMSE aumenta) entre o primeiro e
segundo periodos. Isto é esperado uma vez que
ha a expectativa de que dinamicas nao modela-
das depreciem a predicao em periodos distantes
daqueles para os quais o modelo foi ajustado.

Um dado interessante, entretanto, é a melhora
de desempenho (RMSE diminui) entre os periodos
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Figura 1: Comparagao entre afluente real e pre-
vista pelos melhores modelos (linha tracejada)

Tabela 1: RMSE por periodo - amostragem alea-
téria,

Periodo
Modelos 12 20 32
Volterra 0,1786 10,2348 0,1649
NARX 0,1944 0,2256 0,1847
ARX 0,1997 0,2317 0,1839

2 e 3 para todos os casos. Isso sugere que as mu-
dangas no sistema podem ocorrer em velocidades
inferiores a um ano. Além disso, a melhoria no
indice de desempenho entre os periodos 2-3 pode
significar alguma semelhanca climatoldgica com o
periodo correspondente aos dados de identificagao,
o que sugere que tais mudangas podem ter carac-
teristicas ciclicas.

A figura 2 ilustra a dispersao de RMSE ob-
servada a partir dos 100 modelos identificados.
Observa-se distribuigoes relativamente diferentes
entre os trés tipos de modelos. A dispersdao Vol-
terra possui forma sinuosa, com RMSE médio em
torno de 0,24, enquanto que os modelos ARX e
NARX possuem distribui¢ées sem uma forma bem
definida, embora a média esteja concentrada em
valores proximos a 0,2. Vale notar que, as disper-
soes dos modelos NARX e ARX estdao mais con-
centradas sobre patamares mais baixos de RMSE,
o que significa que, em geral, modelos deste tipo
tendem a ocorrer com maior frequéncia, embora
os Volterra, mais raros, sejam de desempenho su-
perior.

3.2  Resultados com amostragem sequencial

As mesmas especificagoes de grau e atraso ma-
ximo foram aplicadas aos modelos de abordagem
sequencial. Neste caso, apenas um tipo de estru-
tura é identificada ao final de cada execugao do
algoritmo.
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Figura 2: Dispersao de RMSE

Para o conjunto completo de validagao,
os 1Indices de desempenho foram: NARX,
RMSE= 0,3107; Volterra, RMSE=0,2661; ARX,
RMSE=0,2385, A tabela 2 resume o desempenho
de cada modelo por periodo.

Tabela 2: RMSE por modelo e periodo - amostra-
gem sequencial

Periodo
Modelos 12 20 32
Volterra 0,2500 0,3178 0,2154
NARX 0,3077 0,3312 0,2897
ARX 0,2355 0,2635 0,2109

Observa-se que, pelo critério estabelecido, o
modelo ARX foi superior aos demais neste tipo
de identificacdo. Nota-se, porém, que o desempe-
nho geral de todos os modelos é inferior aqueles
obtidos com a abordagem anterior. Isto sugere
que a abordagem aleatoria, embora mais custosa
computacionalmente, é realmente capaz de produ-
zir modelos que conseguem generalizar melhor as
propriedades do sistema.

4 Conclusao

Os modelos identificados para o trecho final da ba-
cia Tocantins-Araguaia foram considerados satis-
fatorios do ponto de vista de predicdo em longo
prazo. Relevando-se a auséncia de informagoes
importantes provenientes da linha do rio Ara-
guaia, os modelos foram capazes de simular de
maneira estavel o trecho considerado. Ressalta-se
a boa capacidade de predigao em periodos de seca
e a deficiéncia nas épocas de cheia.

A construcao dos modelos foi feita utilizando-
se o algoritmo de minimos quadrados ortogonais
com selecao de estrutura baseada em ERR. As
estruturas multientrada testadas foram: ARX (li-
near), NARX cldssica (realimentac¢io polinomial)
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e Volterra (ndo linear em relagao a entrada, mas
com realimentacao linear).

Os modelos foram construidos considerando-
se dois paradigmas de composicao das equagoes de
regressao: amostragem sequencial e aleatéria. A
segunda mostrou-se mais eficaz em produzir mo-
delos melhores de todas as espécies, isto é, mo-
delos cujo RMSE é menor do que o obtido para
a mesma estrutura identificada com amostragem
sequencial.

O desempenho dos modelos também foi
medido ano a ano no intervalo de validagao.
Observou-se que, conforme esperado, a qualidade
da predicao cai com o passar do tempo, devido a
ocorréncia de efeitos climaticos e geoldgicos nao
modelados, que sao incorporados no processo de
modelagem, mas sao validos apenas nas proximi-
dades do periodo de ajuste do modelo. Esperava-
se que estes fenémenos produzissem uma queda
assintética de desempenho. Porém, embora te-
nha se observado que tais fendmenos ocorrem em
intervalos menores que um ano, a perda de desem-
penho nao é monotoénica, sugerindo que os feno-
menos nao modelados podem ocorrer de maneira
ciclica, podendo afetar positiva ou negativamente
a qualidade da predicao.

Entre todas as estratégias testadas, a estru-
tura que parece ter se adequado melhor aos da-
dos disponiveis foi a do modelo Volterra de se-
gundo grau com atraso de quatro dias, embora
encontra-la possa se mostrar uma tarefa compu-
tacionalmente intensa. Tal esforco é compensado
pela capacidade do modelo em reproduzir algu-
mas dinamicas observadas através de nao lineari-
dades suaves apenas nos termos de entrada. Isto é
vantajoso porque, nesta forma, a estabilidade do
modelo pode ser prontamente verificada. Desta
forma, modelos Volterra oferecem uma estrutura
ligeiramente mais flexivel do que as de modelos
ARX lineares, mas nao a ponto de introduzir com-
plicadores de modelos NARX polinomiais.

Este trabalho revelou diversos aspectos inte-
ressantes sobre a dinamica da bacia Tocantins-
Araguaia e deve auxiliar o desenvolvimento de
diversos outros estudos. Futuramente, o modelo
para o trecho deve ser expandido para incluir ou-
tras usinas, sinais de entrada provenientes do Ara-
guaia e informagoes de chuva.
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