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Abstract— In this paper we propose a new vigilance criterion (hypothesis test) along with an adaptive calcu-
lation of the learning rate parameter for the Fuzzy ARTMAP architecture. In this new vigilance criterion a bias
is included in order to create an attraction region around each neuron (category) created by the Fuzzy ARTMAP;
while the learning rate parameter is computed by using the value of the vigilance parameter, the output of the
layer F1, and the value that describes the hyper-rectangle for the J-th category, which is in accordance with
the vigilance criterion. By doing so, there is no need to set the learning rate parameter in advanced (or even
to optimize it by cross validation), as well as we avoid the category J exceeding the restriction established by
the vigilance parameter. The experiments performed with synthetic and real data sets show that our proposal is
quite promising and, in general, reaches high accuracy with low amount of categories when compared with other
methods presented in the literature.

Keywords— Neural Networks, Fuzzy ARTMAP, Category Proliferation, Hypothesis Test.

Resumo— Neste artigo é proposto um novo critério de vigilância (teste de hipótese) para a arquitetura Fuzzy
ARTMAP juntamente com um cômputo adaptativo da taxa de aprendizado. Neste novo critério de vigilância é
incorporada um viés responsável por criar uma região de atração em volta de cada neurônio (categoria) criado na
rede Fuzzy ARTMAP; enquanto o cômputo da taxa de aprendizado é adaptativamente obtido e dependente do
valor do parâmetro de vigilância, da sáıda da camada F1 e do valor que descreve o hiper-retângulo da categoria
J que atendeu ao novo critério de vigilância. Desta maneira, se evita que o parâmetro para taxa de aprendizado
seja fixada a priori (ou obtida por algum processo de otimização, tal como cross validation) e que a atualização
da categoria J exceda a restrição estabelecida pelo parâmetro de vigilância. Os experimentos realizados com
conjuntos de dados reais e artificiais mostram que a nossa proposta é bastante promissora e que, de uma forma
geral, alcança elevada acurácia e baixa quantidade de categorias quando comparada com outros métodos presentes
na literatura.

Palavras-chave— Redes Neurais, Fuzzy ARTMAP, Proliferação de Categorias, Critério de Vigilância.

1 Introdução

Dentre as muitas vantagens da rede neural Fuzzy
ARTMAP (Carpenter et al., 1991; Carpenter
et al., 1992), pode-se citar como principais, o
aprendizado rápido e estável, a necessidade de
poucas épocas para convergir e atingir estabili-
dade, e a capacidade de aprender de forma estável
e rápida novos padrões de entrada sem esque-
cer padrões já aprendidos anteriormente. Es-
sas vantagens são uma herança da teoria da res-
sonância adaptativa (Adaptive Resonance Theory
- ART) (Grossberg., 2013), que dá suporte e fun-
damenta a arquitetura Fuzzy ARTMAP.

A rede Fuzzy ARTMAP implementa um me-
canismo de correção do erro preditivo interno de-
nominado match tracking, que visa a corrigir a
quantidade mı́nima de generalização para um de-
terminado padrão de entrada quando um erro in-
terno de associação entre a categoria no módulo
ARTa e a categoria no módulo ARTb ocorre. Essa
quantidade mı́nima de generalização é alcançada
através do aumento temporário do valor para o
parâmetro de vigilância ρa do módulo ARTa.

Sabe-se que aumentar o valor do parâmetro de
vigilância ρa restringe a atenção do sistema para
a criação de categorias menores, que muitas vezes
se localizam dentro de categorias maiores. Neste

contexto, em um ambiente ruidoso em problemas
de classificação de padrões (ou seja, quando há
sobreposição entre classes), tal mecanismo pode
induzir a criação de um grande número de cate-
gorias, uma vez que erros preditivos irão ocorrer
frequentemente na região de sobreposição. Este
problema tem sido denominado como problema de
proliferação de categorias.

Modelos baseados na rede Fuzzy ARTMAP
foram propostos para solucionar o problema de
proliferação de categorias enquanto o treinamento
ocorre. Tais modelos implementam novos me-
canismos de treinamento na arquitetura conven-
cional do Fuzzy ARTMAP. Dentre eles, pode-se
citar o Boosted ARTMAP (BARTMAP) (Verzi
et al., 2006), o qual permite algum erro no trei-
namento com o objetivo de melhorar a genera-
lização global dos dados; o µARTMAP (Micro
ARTMAP) (Zhong et al., 2007), que utiliza um
arcabouço probabiĺıstico para otimizar o tamanho
das categorias. Além destes trabalhos, também
pode ser citado o algoŕıtmo MT- (Carpenter and
Markuzon., 1998) que facilita a busca por uma
nova categoria durante o processo de busca no
módulo ARTa utilizando ε ≤ 0. O algoritmo MT-
pode ser implementado em algumas variações do
Fuzzy ARTMAP; por exemplo, podemos conside-
rar o ART-EMAP (Carpenter and Ross., 1995) e
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o ARTMAP-IC (Carpenter and Markuzon., 1998)
com o algoritmo MT- como uma abordagem para
se conseguir uma rede mais compacta com relação
ao número de categorias.

A fim de contornar o problema de proliferação
de categorias e diminuir o número de parâmetros
de treinamento em redes Fuzzy ARTMAP, neste
artigo é proposto um processo automático de
ajuste da taxa de aprendizagem βa do módulo
ARTa, juntamente com a proposição de um novo
critério de vigilância (teste de hipótese). Para
o critério de vigilância foi incorporado um viés
b que é utilizado para criar uma região de in-
teresse ao redor da categoria escolhida que, por
consequência, aumenta a chance dessa categoria
atender ao critério de vigilância. Para a dinâmica
da taxa de aprendizagem βa, foi incorporado um
computo adaptativo que depende do critério de
vigilância do módulo ARTa. Através da adição
do viés b no critério de vigilância, o número de
categorias pode ser consideravelmente diminúıdo,
pois as categorias não precisam mais cobrir todos
os padrões utilizados no treinamento como ocorre
com a versão convencional da rede Fuzzy ART-
MAP. Por sua vez, o computo adaptativo do va-
lor de βa, é utilizado para estabilizar os vetores de
pesos das categorias na hora da atualização.

Este artigo é organizado da seguinte forma.
Na Seção 2, as redes Fuzzy ART e Fuzzy
ARTMAP são apresentadas, enquanto que na
Seção 3 são detalhadas as modificações no teste
de hipótese e no computo da taxa de aprendizado.
Na Seção 4 são apresentados os resultados obtidos
nas simulações e experimentos realizados com a
nossa proposta e com redes neurais presentes na
literatura. Por fim, na Seção 5 são apresentados
as conclusões e trabalhos futuros.

2 Fuzzy ARTMAP

Uma rede neural Fuzzy ARTMAP é composta
por dois módulos Fuzzy ART e um módulo inter-
ART responsável por fazer o mapeamento en-
tre eles. Logo, inicialmente decreve-se o módulo
Fuzzy ART.

2.1 Fuzzy ART

Os módulos Fuzzy ART são compostos por três
campos: F0, F1 e F2. O campo F0 representa o
vetor de entrada atual; o campo F1 recebe ambas
entradas no sentido bottom-up (a sáıda do campo
F0) e top-down, a sáıda do campo F2; e o campo
F2 recebe entrada do campo F1 no sentido bottom-
up e é responsável por manter as categorias até
então codificadas. A ativação (sáıda) de F0 é o
vetor de entrada atual I ∈ RM descrito por I =
a = (a1, . . . , ai, . . . , aM ), de modo que ai ∈ [0, 1]
e a norma |I| = ΣMi=1ai. Uma notação alternativa
para o vetor de entrada é dada pela codificação
do complemento I = (a,ac), em que ac = 1 − a.
Note que a norma |I| = |(a,ac)| = M .

As sáıdas de F1 e F2 são os vetores x =
(x1, . . . , xM ) e y = (y1, . . . , yN ), respectivamente,
em que N é o número de categorias codificadas
em F2. Além disso, o j-ésimo nó de F2 com um
vetor de pesos adaptativos wj = (w1, . . . , wM )
é uma categoria representando um subconjunto
dos padrões de treinamento. Para entradas em
codificação do complemento, os vetores de pesos
wj = (uj ,v

c
j) são 2M -dimensional. No começo

do processo de treinamento, uma categoria é dita
não-comprometida e cada componente wi é igual
à 1, e durante o processo, é monotonicamente de-
crescente, o que faz com o que o treinamento seja
estável. Já com relação ao parâmetros de inicia-
lização, o Fuzzy ART possui o parâmetro de esco-
lha α > 0, o parâmetro de vigilância ρ ∈ [0, 1], e
a taxa de treinamento β ∈ [0, 1].

Para um determinado vetor de entrada I, a
função de escolha é definida por

Tj(I) = Tj =
|I ∧wj |
α+|wj |

, (1)

em que o operador fuzzy AND (∧) é definido por
x∧y = min(xi, yi). Adicionalmente, a escolha da
categoria é dada por

TJ = max{Tj}Nj=1, (2)

em que J é o ı́ndice da categoria escolhida. Se
mais de um Tj é maximal, então a categoria com
o menor ı́ndice j é escolhida. Neste sentido, pode-
se obter a sáida y de F2, de tal maneira que yJ = 1
e yj = 0 quando j 6= J . O vetor y é a atividade
do campo F2, enquanto que a atividade do campo
F1 é dada por

x =

{
I se F2 estiver inativo
I ∧wJ se F2 estiver ativo

(3)

Além disso, sabe-se que a ressonância ocorre
se a função de equivalência, |I ∧wJ|/|I|, da cate-
goria J atender ao critério de vigilância

|I ∧wJ |
|I|

≥ ρ. (4)

Nesse contexto, quando o critério de vigilância
da Eq. (4) for atendido, a atualização do vetor de
pesos wJ da categoria escolhida deve ser realizada
de acordo com

wnew
J = β(I ∧wold

J ) + (1− β)wold
J . (5)

Entretanto, se a Eq. (4) não for satisfeita,
então o sinal de ativação da categoria J é atenu-
ado (TJ = −1) e uma nova categoria é escolhida
para realizar o teste do critério de vigilância. Esse
processo é realizado até que uma categoria atenda
ao critério de vigilãncia ou até que uma nova ca-
tegoria seja criada.

Vale ainda ressaltar que nas redes neurais
Fuzzy ART são comumente utilizadas uma opção
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de criação (com β = 1) e de atualização de
pesos (com β < 1) conhecida por fast-commit
slow-recode para aprendizagem rápida e uma me-
nor taxa de esquecimento. Ao se utilizar esta
opção, quando uma categoria não-comprometida
(ou seja, quando wJi = 1 ∀i) for atualizada devido
ao padrão de entrada I, a Eq. (5) pode ser simpli-
ficada para wnew

J = I ∧wold
J = I. Porém, valores

para taxa de aprendizagem menores do que um
são bastante indicados para ambientes ruidosos,
consideração utilizada em nossa proposta.

2.2 Os módulos do Fuzzy ARTMAP

Os vetores de entrada dos módulos ARTa e ARTb
são: Ia = (a,ac) para atributos e Ib = (b,bc)
para rótulos, respectivamente. Desse modo, o ve-
tor de entrada Ia atua como a ativação da campo
F a0 e o vetor de entrada Ib define a ativação para
o campo F b0 . A ativação dos campos F a1 e F a2 é
dada, respectivamente, por xa = (xa1 , . . . , x

a
2Ma

) e
ya = (ya1 , . . . , y

a
Na

), enquanto que os pesos das
categorias do módulo ARTa são denotados por
wa
j = (waj1, . . . , w

a
j2Ma

). De foram similar, para

o módulo ARTb, xb = (xb1, . . . , x
b
2Mb

) representa

a ativação do campo F b1 , yb = (yb1, . . . , y
b
Nb

) a

ativação do campo F b2 , enquanto os pesos das ca-
tegorias do módulo ARTb são denotados por wb

k =
(wbk1, . . . , w

b
k2Mb

). Além disso, é posśıvel definir os

conjuntos Wa = {wa
j : ∀ j} e Wb = {wb

k : ∀ k}.
O módulo inter-ART possui um campo F ab

cuja ativação e as categorias são denotadas, res-
pectivamente, por xab = (xab1 , . . . , x

ab
Nb

) e wab
j =

(wabj1 , . . . , w
ab
j2Nb

). Os vetores de ativação xa, ya,

xb, yb e xab são iniciados com zeros para cada
nova apresentação de um vetor de entrada.

A ativação do campo de mapeamento é com-
putada como segue.

xab =



yb ∧wab
J se F a2 estiver ativo e

F b2 estiver ativo,
wab
J se F a2 estiver ativo e

F b2 estiver inativo,
yb se F a2 estiver inativo e

F b2 estiver ativo; e
0 se F a2 estiver inativo e

F b2 estiver inativo.

(6)

Ao se analisar a Eq. (6) é posśıvel notar que a
ativação xab do campo F ab é dada pela ativação
de um ou ambos os campos de categorias F a2 e
F b2 . Já para a situação na qual a predição wab

j

é invalidada por ybj (ou seja, quando xab = 0),
o mecanismo de match tracking é disparado e o
subsistema de atenção no módulo ARTa é ori-
entado para categorias que necessitem da quan-
tidade mı́nima de generalização necessária para
incluir o padrão de entrada Ia.

A cada apresentação de um novo padrão de
entrada, atribui-se ao parâmetro de vigilância ρa

o valor do parâmetro de vigilância base denotado
por ρa. O parâmetro de vigilância base ρa é ini-
cializado antes do treinamento começar. Sabendo
que o parâmetro de vigilância do módulo inter-
ART é dado por ρab, um erro de predição de ARTa
para ARTb ocorre se |xab| < ρab|yb|. Quando
tal erro de predição ocorre, o parâmetro de vi-
gilância ρa é temporariamente aumentado para
|Ia ∧wa

J |/|I
a| + ε, onde 0 < ε < 1. Dessa ma-

neira, uma nova categoria J é ativada em F a2
se |Ia ∧ wa

J |≥ ρa|Ia|. Esse processo é realizado
até que um nó de F a2 acerte a predição dada
pela ativação do campo F b2 , ou até que uma nova
categoria seja comprometida no módulo ARTa.
Por sua vez, essa nova categoria será vinculada
à predição dada pela ativação do campo de cate-
gorias F b2 através do campo de mapeamento F ab

no módulo inter-ART.
Com relação ao aprendizado no módulo inter-

ART, Inicialmente, temos que wabjk(0) = 1, ∀j =
1, ..., Na,∀k = 1, ..., Nb. Quando o estado resso-
nante emerge, no qual a J-ésima categoria em
F a2 se tornou ativa, wab

J aproxima a ativação
do campo de mapeamento xab. Considerando o
aprendizado-rápido (i.e., β = 1), wab

J aprende a
predizer a K-ésima categoria em F b2 (i.e. o rótulo
da classe).

3 Modificações no Fuzzy ARTMAP

Nesta seção são apresentadas as modificações fei-
tas no módulo ARTa da arquitetura Fuzzy ART-
MAP com relação ao critério de vigilância e à
atualização dos pesos durante o aprendizado. O
método proposto neste trabalho é denominado
MOD-FAM (Fuzzy ARTMAP Modificado).

3.1 Novo critério de vigilância

O novo critério de vigilância proposto para subs-
tituição daquele apresentado na Eq. (4) é dado
por (

|I ∧wJ |
|I|

)
+ b ≥ ρ, (7)

no qual se incorpora o viés b ∈ [0, ρ] com o obje-
tivo de expandir a atenção do sistema além da res-
trição do ρ e, consequentemente, prevenir a pro-
liferação de categorias. Note que agora, conside-
rando a dinâmica do Fuzzy ARTMAP, o critério
de vigilância no módulo ARTa é mais fácil de ser
atendido, mesmo quando o mecanismo de match
tracking aumentar o valor de ρa.

Entretanto, perceba que em tais cir-
cunstâncias e para aprendizado rápido (i.e.,
β = 1), se uma categoria atender ao critério de
vigilância especificamente por causa do viés b,
a codificação da categoria wJ dado o padrão
de entrada I (Eq. 5) pode utrapassar o limite
estabelecido pelo parâmetro de vigilância ρ (i.e.,
|I∧wold

J |
|I| =

|wnew
J |
M < ρ).

A fim de evitar que tal situação ocorra,
uma nova metodologia para atualização dos pesos
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também é proposta neste artigo. Essa nova meto-
dologia realiza o computo da taxa de aprendizado
β de forma adaptativa para que a atualização da
categoria não exceda o critério de vigilância; isto
é, se uma categoria passou no critério de vigilância
especificamente por causa do viés b, então a atu-
alização dela deve ser restringida de modo que

|I ∧wold
J |

|I|
=
|wnew

J |
M

≥ ρ (8)

3.2 Novo computo de atualização dos pesos

Para compreender como o novo método de
cômputo dos pesos funciona, considere o exemplo
apresentado na Figura 1. Nela, tem-se a catego-
ria w1 = (u1,v

c
1) = (0.5, 0.5, 0.3, 0.3) ilustrada em

sua forma geométrica R1 = (u1, (v
c
1)c) = (u,v) =

(0.5, 0.5, 0.7, 0.7), onde os vetores u1 e v1 são, res-
pectivamente, o ponto inferior e o ponto superior
do hiper-retângulo de w1; o padrão de entrada
I = (a,ac) = (0.3, 0.3, 0.7, 0.7) com sua repre-
sentação geométrica I = (a,a); e a ativação do
campo F1, x = I ∧ w1 (note que x é equivalente
ao vetor I codificado por w1 quando β = 1), com
sua forma geométrica X = (a ∧ u1, (a

c ∧ vc1)c) =
(a∧u1,a∨v1), onde o operador fuzzy OR é deno-
tado por x ∨ y = max(xi, yi). Além disso, tem-se
que ρ = 0.7 e b = 0.1.

Figura 1: Exemplo.

Agora considere que w1 é submetido ao teste
do critério de vigilância para o padrão de entrada
I. Segundo a critério de vigilância convencio-
nal descrito na Eq. (4), a função de equivalência

EI∧w1
= |I∧w1|

|I| = 0.6 e, assim, o critério de vi-

gilância não é antendido, pois EI∧w1
= 0.6 < 0.7.

Entretanto, conside o critério de vigilância
proposto e apresentado na Eq. (7), em que
EI∧w1

+ b = 0.6 + b = 0.6 + 0.1 = 0.7 >= 0.7.
Nesse caso, o critério de vigilância é satisfeito.
Agora w1 só precisa codificar o padrão de entrada
I sem exceder o limite descrito pelo parâmetro de
vigilância ρ.

Neste sentido, vamos considerar a função de
equivalência do próprio w1, dada por Ew1

=
|w1|/M = 0.8. Note que agora possúımos três

valores, EI∧w1
, que descreve o tamanho do hiper-

retângulo de x; Ew1
, que descreve o tamanho do

hiper-retângulo do próprio w1; e o ρ, que delimita
de modo geral o tamanho dos hiper-retângulos que
são criados. A partir desses valores é posśıvel esti-
mar o valor de β que será responsável por aumen-
tar w1 o mı́nimo necessário segundo a Eq. 5 para
um padrão de entrada I, a fim de que Ewnew

1
=

ρ = 0.7. Para este fim, introduz-se o cômputo
adaptativo de β pela seguinte regra

β =


0 se E1 = 0 ou E2 = 0
1 se wJ = 1
min{ E1

E2+λ
, 1} caso contrário,

(9)
em que E1 = abs(ρ − Ew1

), E2 = abs(EI∧w1
−

Ew1
) e λ >= 0. Note que no exemplo da Figura 1,

pela Eq. (9) e considerando λ = 0, obtem-se β =
0.5. Ao utilizar β = 0.5 na Eq. (5), então é obtido
wnew

1 = (0.4, 0.4, 0.3, 0.3) com sua interpretação
geométrica Rnew1 = (0.4, 0.4, 0.7, 0.7) descrita na

Figura 1, de modo que
|wnew

1 |
M = 0.7.

Note que o λ é o parâmetro de iniciação que
define a capacidade de crescimento dos hiper-
retãngulos (i.e., quanto maior o valor de λ, menor
o valor de β).

4 Experimentos

Nesta seção são apresentados os resultados obtidos
para as simulações realizadas neste trabalho. Para
este propósito, um estudo comparativo foi con-
duzido utilizando as redes Fuzzy ARTMAP (uti-
lizando o algoŕıtmo MT+ e MT-), ART-EMAP
com a regra Q-max (utilizando o algoŕıtmo MT+
e o MT-) (Carpenter and Ross., 1995; Carpenter
and Markuzon., 1998), BARTMAP e para a nossa
proposta MOD-FAM.

Para os experimentos foi utilizado o limite
conservativo em que α = 0.00001 para os conjun-
tos de dados artificiais e α = 0.001 para os con-
juntos de dados reais. Foi ainda utilizado aprendi-
zado rápido para o Fuzzy ARTMAP, ART-EMAP
e BARTMAP (β = 1), enquanto o valor de Q da
regra Q-max do ART-EMAP foi estimado a partir
do cômputo rule-of-thumb (Carpenter and Marku-
zon., 1998). Para o algoritmo MT+ foi utilizado
ε = 0.00001, enquanto que para o algoritmo MT-
foi utilizado ε = −0.001. Já, para o MOD-FAM,
foi atribúıdo λa igual ao tamanho do vetor de ca-
racteŕıscas do problema, isto é, λ = Ma. E com
relação a duração do treinamento, ele foi realizado
até que os vetores de pesos atingissem o estado
estável ou até que um máximo de 20 épocas fosse
atingido.

4.1 Conjuntos de dados artificiais

Neste experimentos foram utilizados três conjun-
tos de dados artificiais com base em gaussianas
denominados OG1, OG2 e OG3. Tais conjun-
tos foram projetadas com diferentes graus de so-
breposição entre gaussinas para prover diferentes
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ńıveis de dificuldade para as redes neurais ART-
MAP. Sendo assim, foram gerados três conjun-
tos de dados artificiais compostos por duas distri-
buições Gaussianas 2-dimensional. Cada conjunto
de dados possui duas classes que foram estabele-
cidas com médias µ1 = (0.3, 0.3) e µ2 = (0.7, 0.7),
ambas com probabilidade a priori de 1/2. Para
definir o grau de sobreposição das classes, o va-
lor do desvio padrão, σ, foi aumentado progres-
sivamente, de modo que, para o conjunto de da-
dos OG1, foi utilizado σ = (0.1, 0.1); para o con-
junto de dados OG2, foi utilizado σ = (0.2, 0.2);
e para o conjunto de dados OG3, foi utilizado
σ = (0.3, 0.3). A partir dessa metodologia, foram
gerados 10 conjuntos de treinamento com 1000
padrões e um único conjunto para realização de
testes de predição contendo 10000 padrões.

Uma vez que as distribuições dos dados são
conhecidas, os parâmetros das redes neurais fo-
ram definidos como segue. Para o parâmetro
de vigilância no módulo ARTa das redes Fuzzy
ARTMAP, ART-EMAP e BARTMAP foi definido
ρa = 0, enquanto que para o MOD-FAM foi de-
finido ρa = 0.8. Os demais parâmetros para as
redes BARTMAP e MOD-FAM foram escolhidos
de acordo com o problema; isto é, para o BART-
MAP foi utilizado εd = 0.10, 0.15, e 0.20 para
os problemas OG1, OG2 e OG3, respectivamente,
enquanto que para o MOD-FAM, foi utilizado
b = 0.5 para todos os problemas (OG1, OG2 e
OG3).

Os resultados para os conjuntos artificiais são
apresentados na Tabela 1. Como pode ser visto,
a acurácia (Acurácia (%)) obtida pelo MOD-FAM
foi superior a acurácia obtida para as demais re-
des neurais. O número de categorias (Nós) cria-
das pelo MOD-FAM é estável a medida que o grau
de sobreposição aumenta, enquanto que o número
de categorias criadas pelo Fuzzy ARTMAP, ART-
EMAP e BARTMAP aumenta a medida que o
grau de sobreposição aumenta. A estabilidade do
MOD-FAM com relação ao número de categorias
criadas é devido ao viés adicionado no critério
de vigilância, o que cria uma região de atração
(influência) em volta das categorias criadas pelo
MOD-FAM. Na Figura 2 estão ilustradas as ca-
tegorias criadas pelas redes MOD-FAM e FAM.
Perceba que apenas uma categoria foi utilizada
pelo MOD-FAM para generalizar todos os dados
de uma determinada classe.

4.2 Conjuntos de dados reais

O MOD-FAM foi avaliado utilizando 5 conjun-
tos de dados reais oriundos do repositório UCI
Machine Learning: Vertebral Column Pathology
(VCP), Heart (HEA), Sonar (SON), Breast Can-
cer Winscosin (BCW) e Pima Indian Diabetes
(PID). A Tabela 2 mostra as informações de cada
um dos conjunto de dados. Nela é possivel ver que
o número padrões (N. de padrões), o número de

Tabela 1: Resultados obtidos para os conjuntos
de dados artificiais.

Conj. RNA Alg. Acurácia (%) Nós

OG1

FAM MT+ 99, 4± 0, 2 5, 0
ART-EMAP MT+ 99, 4± 0, 2 5, 0
BARTMAP - 99, 2± 0, 3 2, 0
MOD-FAM - 99, 8± 0, 1 2, 0

OG2

FAM MT+ 86, 7± 1, 1 67, 2
ART-EMAP MT+ 87, 4± 3, 1 67, 2
BARTMAP - 87, 1± 1, 6 21, 1
MOD-FAM - 91, 1± 1, 4 2, 0

OG3

FAM MT+ 73, 7± 0, 8 139, 0
ART-EMAP MT+ 76, 6± 4, 9 139, 0
BARTMAP - 77, 3± 1, 8 47, 5
MOD-FAM - 79, 6± 2, 7 2, 0

atributos (N. de atributos (Ma)) e o número de
classes (N. de classes).

Tabela 2: Conjunto de dados reais.

Dataset
N. de N. de N. de

padrões atributos classes

VCP 310 6 2

HDE 270 13 2

SON 208 60 2

BCW 688 9 2

PID 768 8 2

Os conjuntos de dados utilizados foram sepa-
rados em 80% para treinamento e 20% para teste,
sendo computados os valores para média e desvio
padrão da taxa de acerto no teste para 30 rea-
lizações do processo de treinamento/teste. Como
método de otimização dos parâmetros restantes,
ou seja, ρa para o Fuzzy ARTMAP e para o ART-
EMAP, ρa e εd para o BARTMAP, e ρa e b para o
MOD-FAM utilizou-se uma busca em grade com
validação cruzada com k-fold, em que k = 10.

Tabela 3: Resultados obtidos para os conjuntos
de dados reais: VCP, HEA, SON, BCW e PID.

Dataset RNA Alg. Acurácia (%) Nós

VCP

FAM
MT+ 82, 3± 4, 1 27, 9
MT- 84, 0± 5, 0 36, 4

ART-EMAP
MT+ 82, 2± 4, 1 22, 9
MT- 82, 9± 4, 9 26, 4

BARTMAP - 83, 4± 5, 5 36, 4
MOD-FAM - 84, 6± 4, 3 4, 7

HEA

FAM
MT+ 63, 1± 7, 4 22, 4
MT- 59, 4± 7, 1 15, 9

ART-EMAP
MT+ 64, 2± 6, 3 23, 0
MT- 62, 4± 9, 0 16, 0

BARTMAP - 62, 0± 5, 7 11, 5
MOD-FAM - 72, 3± 6, 4 2, 0

SON

FAM
MT+ 82, 9± 4, 3 89, 6
MT- 83, 0± 4, 7 108, 3

ART-EMAP
MT+ 70, 6± 7, 0 32, 8
MT- 72, 4± 8, 5 36, 1

BARTMAP - 82, 5± 4, 5 99, 1
MOD-FAM - 78, 7± 7, 5 82, 1

BCW

FAM
MT+ 96, 3± 1, 7 141, 5
MT- 96, 2± 1, 6 125, 5

ART-EMAP
MT+ 95, 5± 7, 0 107, 5
MT- 94, 8± 7, 8 121, 5

BARTMAP - 96, 3± 1, 6 110, 5
MOD-FAM - 96, 9± 1, 8 27, 7

PID

FAM
MT+ 67, 2± 3, 2 59, 2
MT- 65, 7± 4, 3 49, 3

ART-EMAP
MT+ 68, 2± 6, 1 59, 4
MT- 68, 2± 4, 5 43, 4

BARTMAP - 67, 4± 4, 9 28, 3
MOD-FAM - 72, 1± 4, 6 2, 9
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(a) (b) (c)

(d) (e) (f)

Figura 2: Categorias criadas pelas redes MOD-FAM (a, b, c) e FAM (d, e, f) para os conjuntos de dados
OG1 (a, d), OG2 (b, e), e OG3 (c, f).

Os resultados obtidos podem ser vistos na Ta-
bela 3, na qual são apresentados a acurácia e o des-
vio padrão obtidos, bem como o número médio de
categorias (Nós) criadas por cada rede. O MOD-
FAM atingiu o melhor desempenho em termos de
acurácia contendo ainda menos categorias em 4
dos 5 conjuntos de dados (VCP, HEA, BCW e
PID). Vale destacar os resultados obtidos para
os conjuntos de dados HEA e PID. Para o con-
junto HEA, a rede neural MOD-FAM criou ape-
nas 2 categorias em média contra valores entre 11
e 23 categorias criadas pelas outras redes, sendo
a acurácia superior entre 8 e 12%; enquanto para
o conjunto de dados PID, a média de categorias
criadas foi de 2.9, enquanto que as outras redes
criaram entre 43 e 60 categorias, sendo a acurácia
superior entre 3 e 7%.

5 Conclusão

Neste artigo foi proposto um novo critério de vi-
gilância que incorpora a adição de um viés, b,
responsável por criar uma região de interesse ao
redor de cada categoria criada dentro do Fuzzy
ARTMAP. Através desse viés as categorias po-
dem cobrir dados vizinhos a ela sem necessaria-
mente codificá-los por completo, desse modo pre-
venindo a proliferação de categorias. Adicional-
mente ao viés, foi proposto o computo adaptativo
do valor da taxa de aprendizado, β, para estabi-
lizar os códigos internos das categorias de modo
que a restrição estabelecida pelo parâmetro de vi-
gilância, ρ, não seja violada durante a atualização
dos pesos. Os resultados obtidos mostraram que
a adição do viés no critério de vigilância pode di-
minuir significativamente o número de categorias
enquanto mantém um bom desempenho de gene-
ralização.
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