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Abstract— The reading of electricity consumption in Brazil is usually performed manually. One way to
validate the reading done by meter readers in the field is by requesting image acquisition of the electricity meter.
This must be useful when there is a divergence in consumption reported by the readers and assumed by the
consumer. However, this validation process in two Brazilian energy companies (CEMAR and CELPA) carries a
daily volume of approximately 30.000 images to be analyzed. In this context, this paper presents a method using
ensemble classifiers, composed by two SVM classifiers in parallel and a CNN cascaded to accomplish the task of
detecting electric consumption numbers displayed in power meters images. The proposed method resulted in an
accuracy of 92.79%, a sensitivity of 87.75% and specificity of 97%.

Keywords— Machine Learning, Energy Meter Recognition, Deep Learning, Support vector machine

Resumo— A leitura do consumo de energia elétrica no Brasil é realizada manualmente em sua grande maioria.
Uma das formas de validar a medição realizada pelos leituristas em campo é através da solicitação de aquisição de
imagens em situações que existem divergência no consumo informado pelo leiturista. Entretanto, esse processo
de validação em duas companhias energéticas brasileira (CEMAR e CELPA) acarreta um volume diário de
aproximadamente 30 mil imagens para serem analisadas. Neste contexto, este artigo apresenta um método de
aprendizado em cascata que utiliza ensemble de classificadores formado por dois classificadores SVM em paralelo
e uma CNN para realizar a tarefa de detectar medidores elétricos em imagens. O método obteve acurácia de
92,79%, sensibilidade de 87,75% e especificidade de 97%.

Palavras-chave— Aprendizado de Máquina, Reconhecimento de Medidor de Energia, Aprendizagem Pro-
funda, Máquina de vetores de suporte

1 Introdução

Um medidor elétrico ou medidor de energia elé-
trica é um dispositivo ou equipamento capaz de
mensurar o consumo de energia elétrica de uma
residência, empresa ou equipamento elétrico. As
companhias distribuidoras de energia elétricas re-
alizam mensalmente a leitura dos caracteres que
representam o consumo da unidade consumidora
em kilowatts-hora (kWh). Na maioria das vezes,
o processo de leitura é realizado manualmente por
leituristas, o que pode resultar em erros de leitura
e gerar inconsistências.

A Companhia Energética do Maranhão (CE-
MAR) e as Centrais Elétricas do Pará S.A
(CELPA) utilizam um dispositivo móvel e uma
impressora portátil para, respectivamente, coletar
o consumo e imprimir a fatura dos clientes. Os lei-
turistas normalmente registram no aplicativo do
dispositivo móvel o consumo visualizado no me-
didor. Caso não haja nenhuma inconsistência, a
fatura é gerada, impressa e entregue ao cliente no

mesmo instante da leitura. Entretanto, em alguns
casos, o consumo informado está fora da média de
consumo do cliente ou o leiturista não consegue re-
alizar a leitura. Nestes casos, o aplicativo solicita
a aquisição de imagem do medidor e captura a lo-
calização geográfica do leiturista como registro da
leitura informada. O procedimento pode conter
falhas, tais como: imagem adquirida sem um me-
didor, ou imagem presente de medidor diferente
do medidor correspondente, etc.

O setor de cŕıtica da distribuidora utiliza a
imagem adquirida como uma das formas de ana-
lisar as inconsistência na leitura. Isto é feito vi-
sando evitar erros no consumo cobrado, furtos ou
fraudes. Ou seja, busca evitar as perdas não-
técnicas que segundo (Vidinich and Nery, 2009)
no Brasil representam um total de 44% da perda
total anual que é da ordem de 52 Terawatts/hora
(TWh). Diariamente, um volume médio de 30 mil
imagens são capturadas e enviadas para análise
antes de gerar uma fatura para o cliente.
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Devido a grande quantidade de imagens a se-
rem avaliadas, a auditoria é feita por amostragem.
Já a rotina de verificação das faturas que não fo-
ram impressas em campo é feita em sua totalidade.
Nos casos em que foram encontradas inconsistên-
cias com as imagens, a distribuidora necessita en-
viar um outro leiturista a campo para refazer a
leitura ou investigar a situação.

Alguns trabalhos tem sido propostos visando
a realização da leitura automática do consumo de
unidades consumidoras de energia elétrica base-
ado em imagens. Em geral esses trabalhos reali-
zam a aquisição da imagem fixando uma câmera
posicionada à frente do medidor, focando a região
dos d́ıgitos do equipamento e em seguida, utilizam
técnicas de processamento de imagens e aprendi-
zado de máquina para realizar o reconhecimento
dos d́ıgitos da região de leitura (Parthiban and
Palanisamy, 2013; Zhang et al., 2016).Uma outra
abordagem para a leitura automática do consumo
é proposta com base na utilização de medidores in-
teligentes. Medidores inteligentes são equipamen-
tos que realizam a leitura e as enviam automatica-
mente via rede de dados (SMS, GSM, PLC ou wi-
reless) (Ali et al., 2012; Prapasawad et al., 2012).

Neste contexto, este artigo descreve um mé-
todo automático para detectar a presença de me-
didores em imagens. O resultado deste traba-
lho está inserido em um projeto de Pesquisa
e Desenvolvimento (P&D), contratado pela CE-
MAR/CELPA (ANEEL PD-00371-0029/2016),
executado pelo Núcleo de Computação Aplicada
(NCA) da Universidade Federal do Maranhão
(UFMA). O objetivo é o desenvolvimento de um
Sistema de Validação (SIVAL) que seja capaz de
ler e processar automaticamente as imagens que
são capturadas em campo, detectar as inconsistên-
cias (ausência do medidor, identificação incorreta
do medidor, impossibilidade de leitura do con-
sumo e consumo incorreto) ao mesmo tempo que
realiza o reconhecimento automático do consumo.

O escopo do Sistema de Validação (SIVAL),
proposto neste trabalho, engloba as necessidades
de revisão cŕıtica de um grande volume de imagens
de medidores coletadas em campo, e está inserido
no fluxo de trabalho de medição de consumo das
equipes das distribuidoras de energia. Portanto, o
SIVAL não substitui as equipes de leituristas em
campo, mas incrementa a capacidade de proces-
samento das equipes de cŕıtica. A revisão cŕıtica
dessas imagens é um processo de validação rea-
lizado continuamente como mecanismo de acom-
panhamento do serviço prestado pelos leituristas.
Esse processo tem como finalidade assegurar que
as medições de consumo correspondam ao valor de
medição apresentado na imagem e acompanhar se
os serviços prestados estão sendo realizados ade-
quadamente.

O SIVAL beneficia os setores de Leitura, Fa-
turamento, Cobrança, Serviço de Rede e Recupe-

ração de Energia. Permitindo que a análise seja
focada apenas nas unidades que tem alta proba-
bilidade de ter alguma inconsistência. Este proce-
dimento reduz o volume de imagem que são anali-
sadas no setor da cŕıtica. E, adicionalmente, pro-
porciona a validação da medição de consumo de
energia, a diminuição de perdas não técnicas, a
diminuição de processos judiciais por faturamento
indevido, a diminuição da quantidade de mão de
obra necessária para validar manualmente a lei-
tura e consequentemente o aumento da eficiência
da cŕıtica de leitura.

O SIVAL tem, por objetivo processar e reco-
nhecer automaticamente o consumo em medidores
elétricos que se encontram em cŕıtica. É dividido
em varias etapas: (1) detectar presença do medi-
dor, (2) segmentar medidor, (3) corrigir orienta-
ção, (4) segmentar área de leitura e (5) reconhecer
d́ıgitos.

Neste trabalho é apresentada a metodologia
desenvolvida para a realização da etapa 1 (Detec-
ção da presença do medidor). Esta etapa mani-
pula um grande e complexo conjunto de imagens,
das mais diversas naturezas e sem padronização no
protocolo de aquisição das imagens (distância de
aquisição, iluminação, enquadramento, etc). Es-
sas caracteŕısticas ainda se somam a diversidade
de tipos de medidores presente nas distribuidoras.
Foram catalogados 341 tipos de medidores dife-
rentes.

2 Materiais e métodos

Apresentamos nessa seção o método proposto para
reconhecimento da presença de medidor elétrico
numa imagem obtida em campo assim como a
descrição dos materiais utilizados para validar o
método proposto.

2.1 Formação da Base de Imagens

A base de imagens foi extráıda das bases de dados
da CEMAR e da CELPA. As imagens são alimen-
tadas durante o processo de cŕıtica e adquiridas
através de dispositivos portáteis com sistema ope-
racional Android, e câmeras com resolução vari-
ando entre 5 e 8 megapixels.

Diariamente, as empresas recebem em torno
de 30 mil imagens para serem analisadas, das quais
aproximadamente 25% não apresentam imagens
de medidores. Foram extráıdas dessa base duas
amostras de imagens distintas. A primeira para
treinamento e a segunda para teste. A primeira
amostra possui 5000 imagens com medidores pre-
sentes e 1000 imagens sem medidores. Essa amos-
tra possui imagens aleatórias, de boa ou má qua-
lidade.

A segunda amostra, usada unicamente para
teste é formada por 2433 imagens, as quais foram

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

871



classificadas previamente quanto a facilidade de
identificar o medidor na imagem em:

1. Boas (464 imagens - 232 com medidores e 232
sem medidores): Imagens com pouca distor-
ção nos eixos X e Y, região de leitura do con-
sumo e identificação do equipamento viśıveis;

2. Regulares (1050 imagens - 531 com medido-
res e 519 sem medidores). Imagens com re-
giões de medidores parcialmente oclusos ou
com problemas de iluminação;

3. Ruins (919 imagens - 400 com medidores e
519 sem medidores). Imagens distantes do
medidor, imposśıvel de reconhecer a identifi-
cação do equipamento ou leitura de consumo,
grande rotação ou distorção.

A classificação foi realizada visualmente de
acordo com o aspecto da imagem. O objetivo da
classificação da amostra de teste nas categorias,
consiste em medir o desempenho da abordagem
proposta em diferences situações e contribuir para
a formação de um protocolo de treinamento dos
leituristas em novas aquisições. Uma vez criada a
amostra, entende-se que o método proposto deve
receber uma imagem como entrada e responder
com a maior precisão posśıvel se existe o objeto
medidor dentro da mesma.

2.2 Método proposto

O método proposto se baseia na ideia do reco-
nhecimento da presença ou ausência de um me-
didor na imagem adquirida. Esse processo deve
ser realizado diariamente em um grande volume
de imagens, no tempo de 2 horas, que é o tempo
máximo disponibilizado pelo setor de infraestru-
tura das empresas para o processamento de todo
o lote de imagens. Portanto, o método deve aten-
der o requisito de precisão e de tempo de execução.
Para tanto, o reconhecimento foi dividido em duas
etapas configurando um modelo em cascata.

A etapa 1 utiliza caracteŕısticas locais da ima-
gem e Support Vector Machine (SVM) para iden-
tificar se existe ou não medidor na imagem. São
usadas duas abordagens diferentes e independen-
tes. Somente se os resultados divergirem, é que
será realizada a etapa 2. A etapa 2 trata das
divergências vindas da primeira etapa. Nesta se-
gunda é usada uma abordagem de Deep Learning,
onde busca-se a substituição de caracteŕısticas fei-
tas manualmente por algoritmos eficientes, e assim
melhorar a acurácia total.

O modelo básico do método de reconheci-
mento é apresentado na Figura 1. A etapa 1 é rea-
lizada através do ensemble de duas estratégias de
Bag Of Features (BoF) e a etapa 2 é atingida atra-
vés da proposição de uma arquitetura de apren-
dizado profundo através do conceito de Convolu-
tional Neural Networks. O motivo da utilização

Figura 1: Diagrama de blocos do método proposto

da estratégia em cascata consiste em minimizar a
quantidade de falso positivos ao mesmo tempo em
que se tenha grande precisão. A configuração es-
colhida obteve melhor resultado comparado com
a utilização individualiza das técnicas propostas.

2.3 Etapa 1: Ensemble de Bag of Features e
SVM

Na etapa 1 é utilizado o conceito de detecção
de caracteŕısticas locais invariantes como bordas,
cantos, pontos de interesse, arestas, entre outros
(Tuytelaars and Mikolajczyk, 2008). Essas ca-
racteŕısticas são detectadas nas imagens através
dos algoritmos Features from Accelerated Seg-
ment Test (FAST) (Rosten and Drummond, 2006)
e Good Features To Track (GFTT) (Shi and To-
masi, 1994). A primeira trabalha obtendo o ponto
que mais se assemelha a um canto na imagem atra-
vés da comparação de seus vizinhos. A segunda
busca pelos pontos mais importantes de uma ima-
gem usando a métrica obtida pelo detector de Har-
ris (Derpanis, 2004), mas preservando um distan-
ciamento espacial para aumentar a área coberta
pelos pontos.

Após identificar os pontos de interesse nas
imagens, é posśıvel extrair medidas das regiões
no entorno do ponto para formar um descritor
local. Este trabalho utiliza o Fast Retina Key-
point (FREAK) (Alahi et al., 2012) que aplica o
padrão de retina para extrair caracteŕısticas atra-
vés da comparação das intensidades com o padrão
geométrico sugerido. Cada ponto é descrito pelo
FREAK gerando um vetor de 512 caracteŕısticas.

Para cada imagem é obtido um vetor de pon-
tos. Como a quantidade é variável e a dimensiona-
lidade proibitiva para um método de aprendizado
de máquina, foi utilizado o modelo de codificação
Bag of Features (BoF) (Nowak et al., 2006) para
redução de dimensionalidade através da extração
de um dicionário representativo de informações.

Para cada combinação (FAST + FREAK e
GFTT + FREAK) foi aplicado o modelo BoF com
dicionário de tamanho 500. A criação do dicio-
nário é realizada apenas sobre a base de treina-
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mento, e facilmente aplicável em novas amostras.
Para fins de representatividade, apenas imagens
da amostra de treinamento que tiveram ao menos
1000 pontos detectados foram manuseadas, sendo
portanto utilizadas para treinamento 523 com me-
didores e 519 sem medidor.

Cada um dos dois conjuntos de vetores co-
dificados pelo BoF foram treinados usando SVM
(Vapnik, 1998). O modelo SVM foi estimado
usando o kernel radial e teve os parâmetros de
custo e γ estimados pelo método de procura em
Grid (C variando entre [2−5, 215] e γ variando
entre [2−15, 23]). Para ambas as configurações,
os parâmetros encontrados foram C = 3, 125−2 e
γ = 2. Uma vez estimados os modelos do SVM a
estratégia do ensemble foi usada quando ambas as
técnicas informam a mesma predição, então esta
predição será considerada correta. Caso divirjam
em sua predição, a imagem será enviada para a
segunda etapa para uma nova análise.

2.4 Etapa 2: Convolutional Neural Networks

Nesta etapa é utilizado um classificador mais ro-
busto representado por uma arquitetura Deep Le-
arning.

Deep Learning é uma técnica de aprendi-
zado de máquina que utiliza-se de processamen-
tos em camadas para tentar representar mode-
los matemáticos complexos. Uma das primeiras
abordagens foi proposta por LeCun com o obje-
tivo de classificar números manuscritos (LeCun
et al., 1998). Atualmente essa nova abordagem é
chamada de Redes Neurais Convolucionais (Con-
volutional Neural Networks - CNN).

As CNNs possuem arquiteturas customizáveis
e normalmente recebem imagens como entrada.
A arquitetura é composta por uma combinação
de camadas de convolução, ativação, subamostra-
gem, dropout e camadas totalmente conectadas
usando uma Multilayer Perceptron (MLP) (Pal
and Mitra, 1992). O processo de alimentação da
rede segue uma poĺıtica FeedFoward e o processo
de aprendizado usa o algoritmo Backpropagation
(LeCun et al., 2010).

A configuração da rede utilizada nesta etapa
é apresentada na Figura 2 e implementada utili-
zando o Keras (Chollet et al., 2015). Para seu
funcionamento, todas as imagens são redimensio-
nadas para 100x100, o tamanho do batch foi con-
figurado para 32, número de épocas igual a 100
(que também consiste no critério de parada), taxa
de aprendizagem igual a 0,01. Para o processo de
aprendizado foi usado o otimizador gradiente des-
cendente estocástico e a função de loss configu-
rada como a entropia cruzada binária. Da base de
treinamento utilizada, foram separadas 412 ima-
gens com medidores e 265 sem medidores para va-
lidação durante o aprendizado do modelo.

Esta etapa gera a resposta final para todos os

Convolução 16 filtros 15x15

Ativação RELu

Subamostragem 2x2

Convoluçao 32 filtros 15x15

Ativação RELu

Subamostragem 2x2

Dropout 0.25 de probabilidade

MLP com 464 neurônios

Ativação RELu

MLP com 128 neurônios

Ativação RELu

Ativação Softmax 2 neurônios

Figura 2: Camadas da arquitetura CNN proposta

casos divergentes pela etapa 1 da classificação.

2.5 Avaliação do método proposto

A avaliação do método proposto é conduzida so-
bre experimentos com a base de teste. Para fins
de quantificação do resultado, são extráıdas as es-
tat́ısticas de sensibilidade, especificidade e acurá-
cia. A sensibilidade indica o quão bom o método é
para reconhecer imagens que possuam medidores
e é definida como V P/(V P + FN). A especifi-
cidade sugere o quão bom é o método para reco-
nhecer imagens que não possuam medidores e é
definida como V N/(V N + FP ). A acurácia é a
porcentagem de casos classificados corretamente
sobre o número total de casos e é definida como
(V P + V N)/(V P + FP + V N + FN).

• VP (verdadeiro positivo): Medidores classifi-
cados corretamente como medidores.

• VN (verdadeiro negativo): Não medidores
classificados corretamente como não medido-
res.

• FP (falso positivo): Não medidores classifica-
dos erroneamente como medidores.

• FN (falso negativo): Medidores classificados
erroneamente como não medidores.

3 Resultados e discussões

O método proposto neste artigo foi avaliado nas
três bases de imagens: boas (464 imagens), regu-
lares (1050 imagens) e ruins (919 imagens). Nas
seções seguintes são apresentados e discutidos os
resultados alcançados nas duas etapas do método
proposto.
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Figura 3: Imagens de acerto na etapa 1.

3.1 Etapa 1

A Tabela 1 apresenta os resultados obtidos após
a 1a verificação durante a etapa 1 do método pro-
posto. Na base de imagens boas obteve-se acurá-
cia (Ac) de 93,96% com sensibilidade (Sen) e es-
pecificidade (Esp) com percentuais equilibrados de
aproximadamente 94%. Neste experimento, ape-
nas 17 imagens (7 medidores e 10 não medidores)
tiveram resultados divergente. A Figura 3 apre-
senta alguns exemplos de sucesso.

Tabela 1: Resultados da etapa 1
Imagens VP FP VN FN Ac Sen. Esp.
Boas 217 13 219 15 93,96 93,53 94,39
Regulares 422 18 501 109 87,90 79,47 96,53
Ruins 258 18 501 142 82,58 64,5 96,53

Nas bases de imagens regulares, a etapa 1 ob-
teve acurácia de 87,90% com resultado divergente
em 64 imagens (50 medidores e 14 não medido-
res). Já na base de imagens ruins, o método ob-
teve 82,58% de acurácia com resultado divergente
em 70 imagens (56 medidores e 14 não medidores).
Tanto nas imagens regulares quanto nas ruins a
sensibilidade e a especificidade não foram equili-
bradas, resultando em mais de 25% de diferença.
Ambos os experimentos obtiveram 96,53% de es-
pecifidade. Este resultado mostra que para esses
dois conjuntos de imagens, o ensemble de BoF com
SVM obteve melhor classificação nas imagens de
não medidores.

As Figuras 4(A, C e D) são exemplos de
falso positivos (classificadas manualmente como
não medidor). Todavia, o modelo de aprendizado
da etapa 1 classificou como medidor por apresen-
tar parcialmente a área de um medidor. Já nas
Figuras 4(B, E e F) são exemplos de falso nega-
tivo (classificador errou na classificação). Estas
imagens apresentam diversos problemas de aqui-
sição como iluminação, reflexo, orientação, foco e
proximidade da foto, que podem ter influenciado
o classificador ao erro.

3.2 Etapa 2

As imagens (17 boas, 64 regulares e 70 ruins) re-
sultantes da etapa anterior com classificação di-
vergente são novamente classificadas pela CNN.
A Tabela 2 apresenta os resultados desta etapa.

Figura 4: Imagens de erro na etapa 1.

Figura 5: Exemplos de imagens de acerto na
Etapa 2.

A CNN obteve maior taxa de sucesso, em todos
os 3 conjuntos de imagens, na classificação correta
de medidores obtendo sensibilidade acima de 96%.
Entretanto, a especifidade ficou abaixo de 40%.

Tabela 2: Resultados da etapa 2
Imagens. VP FP VN FN Ac Sen. Esp.
Boas 7 6 4 0 67,7 100 40
Regulares 49 9 5 1 87,37 98 35,71
Ruins 54 9 5 2 84,28 96,42 35,71

A Figura 5 apresenta exemplos de imagens de
medidor que foram classificadas corretamente. Al-
gumas destas imagens estão desfocadas e com re-
flexo na tampa frontal, ainda assim, a CNN logrou
êxito na classificação.

A Tabela 3 mostra o resultado final da detec-
ção de medidores considerando o resultado con-
junto das etapas 1 e 2. Nela percebe-se que a acu-
rácia, a sensibilidade e a especificidade nas três
classes de imagens comparadas ao resultado apre-
sentado na etapa 1 (Tabela 1) foram melhoradas,
respectivamente, na média em 4,6%, 8,5% e 1,2%.
Portanto, com melhoria média de 8,5% da sensi-
bilidade, pode-se afirmar que a CNN colaborou,
principalmente, para a melhoria da classificação
das imagens de medidor. Desconsiderando a se-
paração das imagens em categorias (boas, regula-
res e ruins) e analisando o resultado de forma glo-
bal, obtêm-se acurácia de 92,79%, sensibilidade de
87,75% e especificidade de 97%.

Tabela 3: Resultados conjunto do método pro-
posto
Img. VP FP VN FN Ac Sen. Esp.
Boas 224 9 223 8 96,33 96,55 96,12
Regulares 471 13 506 60 93,04 88,70 97,49
Ruins 312 13 506 88 89,00 78 97,49
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Os resultados obtidos são relevantes, e reve-
lam reconhecimento da maioria absoluta de ima-
gens sem medidores, fato que pode gerar planos
de ações automáticos de releitura ou mesmo veri-
ficação de motivos gerados. Ainda observamos a
alta taxa de sensibilidade média para as três ba-
ses resultando que poucos medidores são incorre-
tamente reenviados para releitura, em sua grande
maioria devido a problemas de qualidade da ima-
gem que já impossibilitariam a leitura humana dos
dados.

4 Conclusão

Este trabalho apresentou resultados promissores
na primeira fase de desenvolvimento do projeto
do sistema de validação (SIVAL) que consiste na
verificação inicial de grande de volume de imagens
quanto a presença de medidor e também a auto-
matização de tomada de ação, como o envio para
releitura.

Vale frisar que as imagens utilizadas neste es-
tudo não foram adquiridas obedecendo um pro-
tocolo. Desta maneira, pode-se afirmar que para
obtermos melhores resultados no processo e detec-
ção automática dos medidores é necessário que os
leituristas adotem um protocolo de aquisição para
realizar a aquisição de imagens boas.

Este método é útil, ainda, para alertar as com-
panhias energéticas quanto a posśıvel necessidade
de manutenção nos medidores que não forem de-
tectados corretamente pelo método. É importante
que a área da display esteja bem conservada e com
os d́ıgitos viśıveis para que o SIVAL logre êxito nas
demais etapas do projeto.
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