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Abstract This paper aims to investigate the effects of different reorthonormalization methods in the process of generating pro-

jection matrices of matricial algebraic Lyapunov equations onto the Extended Krylov Subspace (EKS), for the model order re-

duction via balanced truncation. A new scheme of reorthonormalization is proposed aiming to save processing time and preserv-

ing the accuracy of final results in the reduction process. Numerical tests are carried out for demonstrating the performance of 

the methods. Some small-signal stability model from electric power systems are used in the tests. 
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Resumo Este artigo propõe uma investigação sobre os efeitos de diferentes métodos de reortonormalização no processo de 

construção de matrizes que projetam equações matriciais algébricas de Lyapunov no subespaço estendido de Krylov (EKS), para 

o processo de redução de ordem de modelos via truncamento balanceado. Um novo esquema de reortonormalização é proposto, 

visando reduzir o tempo de processamento, ao mesmo tempo em que busca preservar a precisão dos resultados. Testes numéri-

cos realizados considerando alguns modelos para estudos de estabilidade a pequenas perturbações em sistemas elétricos de po-

tência demonstram a eficácia das técnicas investigadas. 

Palavras-chave Redução de Ordem de Modelo, Identificação de Sistemas, Sistemas de Potência, Estabilidade a Pequenas 

Perturbações

1    Introdução 

Os sistemas elétricos de potência, quando linea-
rizados em determinado ponto de operação, levam a 
representações lineares que podem incluir centenas, 
milhares, ou mesmo dezenas de milhares de estados, 
conforme Kundur (1994). A análise desses modelos, 
para fins de estabilidade, controle, resposta em fre-
quência e no tempo, etc., pode demandar muito tem-
po de processamento, ou até mesmo se tornar inviá-
vel. Por isso, enfatiza-se a importância da redução de 
ordem de tais modelos, gerando modelos de ordens 
significativamente inferiores aos originais, mas com 
comportamento e respostas em uma faixa de fre-
quência de interesse praticamente iguais aos do sis-
tema original (FOM, Full Order Model). Esses mo-
delos são conhecidos como modelos de ordem redu-
zida (ROM, Reduced Order Model). 

Existem diversas modalidades de técnicas para a 
redução de ordem de sistemas lineares. Entre as mais 
estudadas na literatura científica estão o truncamento 
modal, como em Rommes et al (2006), Varricchio et 
al (2015), e o truncamento balanceado, como em 
Freitas et al (2008), Benner (2006), Simoncini 
(2007). Em comparação com os métodos de trunca-
mento modal, os de truncamento balanceado não 
objetivam o cálculo exato dos modos dominantes do 
sistema original, mas podem gerar ROMs de meno-
res ordens em menos tempo, e com alta fidedignida-
de de respostas e comportamento em relação ao ori-
ginal.  

O truncamento balanceado (TB) se inicia pela re-

solução de um par de equações matriciais algébricas 

de Lyapunov, de controlabilidade e de observabilida-

de, cujas soluções, XB e XC, são chamadas de matrizes 

graminianas de controlabilidade e de observabilidade, 

respectivamente. Em seguida, são computados os va-

lores singulares de Hankel pela decomposição SVD 

(do inglês, Singular Value Decomposition) do produto 
*
B CX X , em que *

BX  denota o transposto conjugado de 

BX . O truncamento balanceado ocorre no sentido de 

preservar no modelo os valores de Hankel de maior 

magnitude, em geral, em quantidades muito menores 

que os de menores magnitudes. Como consequência, 

as matrizes de vetores singulares à direita e à esquerda 

são ajustadas em tamanho de acordo com o trunca-

mento definido e utilizadas para a obtenção do ROM 

por meio do truncamento balanceado de raiz quadrada 

(Freitas et al, 2008; Benner, 2006). 
A resolução do par de equações de Lyapunov 

consiste na etapa que demanda mais esforço compu-
tacional em todo o processo de redução de ordem em 
métodos de TB. Os métodos tradicionais de resolu-
ção direta destas equações se tornam ineficazes para 
sistemas de grandes ordens. Este aspecto tem moti-
vado diversas pesquisas por técnicas que busquem 
soluções mais eficientes. Por isso, são utilizados mé-
todos iterativos que permitem a obtenção de soluções 
aproximadas para as matrizes graminianas, com pre-
cisão e tempo computacional aceitáveis. 

Entre os métodos de TB mais competitivos na li-
teratura são encontrados os métodos que envolvem 
fatores Alternate Direction Implicit (ADI) (Freitas et 
al, (2008; Benner, 2006), e os métodos baseados em 
projeções em subespaços de Krylov (Simoncini, 
2007; Zhu et al, 2016). 

O método de projeções em subespaços de 
Krylov consiste em utilizar matrizes com colunas 
ortonormais entre si para projetar as duas equações 
de Lyapunov em determinado subespaço de Krylov, 
diminuindo assim significativamente as dimensões 
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das matrizes nas equações. O subespaço que será 
considerado neste trabalho é da forma 

1 ( 1), , ,( , ) { , },E w w
w B AA B B A B A B− − −

= …K      (1) 

denominado subespaço estendido de Krylov (EKS, 
Extended Krylov Subspace) (ver (Simoncini, 2007) 
para maiores detalhes). As equações projetadas, por 
serem de ordem bastante reduzidas, são rapidamente 
resolvidas por métodos tradicionais, como Bartels-
Stewart (Bartels et al, 1972). Mediante operação de 
projeção inversa, obtém-se as soluções no domínio 
original. Normalmente, tais soluções constituem boas 
aproximações para as matrizes graminianas.  

No método de projeção via EKS, significativa 
parte do tempo de processamento é consumida no 
processo de reortonormalização necessário para cons-
truir as matrizes de projeção ao EKS. Neste sentido, 
este artigo investiga os efeitos de diferentes esquemas 
de reortonormalização, e avalia alternativas visando 
alcançar resultados mais eficazes do ponto de vista 
computacional, mantida uma precisão de interesse. A 
principal contribuição do trabalho reside na proposi-
ção de uma forma numérica inexata (“econômica”) 
para realização do processo de reotornamalização de 
matrizes geradas a partir do EKS. A aferição dos re-
sultados da metodologia é verificada através de curvas 
de erro no domínio da frequência e da carga computa-
cional para obtenção dos resultados.  

 

2    Representação do Sistema 

Um sistema linear invariante no tempo, com n 
estados, m entradas, q saídas, pode ser representado 
na forma de espaço de estados: 

{
x( ) x( ) u( )

y( ) x( ) u( )

t A t B t

t C t D t

= +

= +

ɺ
                     (2) 

em que x(t) n
∈ℝ  é o vetor de estados, u(t) m

∈ℝ  o 
vetor de entrada (ou de controle) e y(t) q

∈ℝ  o vetor 
de saída; . .nnA ×∈ℝ é a matriz de estado ou de sistema, 

. .mnB ×∈ℝ é a matriz de entrada, . .nqC ×∈ℝ é a matriz 
de saída e . .mqD ×∈ℝ é a matriz de transmissão direta. 
Com auxílio da transformada de Laplace, a função de 
transferência ou resposta em frequência associada ao 
sistema é definida por 1  ( )   ) (H C sI A Ds B−= − + . 

Os estados representados no vetor de estados 
x(t) constituem o conjunto, normalmente mínimo, de 
variáveis necessárias para representar o comporta-
mento dinâmico do sistema. A representação de sis-
tema descritor acrescenta variáveis que não trazem 
informação a respeito da dinâmica do sistema, mas 
apenas explicitam informações de interconexões e 
relações que não armazenam energia ao longo do 
tempo. Estas são constituídas por nz variáveis algé-
bricas do sistema. Uma representação na forma des-
critora é da seguinte forma: 

1 2 1

3 4 2

1 2

x( ) x( ) z( ) u( )

z( )  x( ) z( ) u( )

y( ) x( ) z( ) u(

.

.

)a

t J t J t B t

t J t J t B t

t C t C t D t

= + +


= = + +
 = + +

0

ɺ

ɺ       (3) 

em que z(t) zn
∈ℝ  é um vetor de variáveis algébricas e 

1 2 3 4, , , ,J J J J 1 2 1 2, , ,  e aB B C C D  são matrizes esparsas 
de tamanho adequado. Para sistemas de potência reais, 
em estudos de estabilidade a pequenos sinais, conside-
ra-se que J4 é sempre inversível (Freitas et al, 1999).  

Denotando o vetor de estados generalizado por 
x [x z ]T T T= , pode-se rescrever (3) de forma com-
pacta: 

x( ) u( ) x( )
 

x( ) u( )y( )

a

a

a

a

A t B tE t

C t D tt

= +


= +

ɺ
              (4) 

 

3    Truncamento Balanceado pelo Método de Pro-
jeção no EKS 

Nesta seção, descreve-se o método de redução de or-

dem por truncamento balanceado com projeção no EKS. 

Dado um sistema linear representado conforme 
Seção 2, o procedimento a ser seguido é resolver o 
par de equações de Lyapunov: 

T T
B BAX X A BB+ = −                      (5) 

T T
CCA X X A C C+ = −                      (6) 

O par de equações (5) e (6) pode ser resolvido 
por métodos tradicionais, como Bartels-Stewart. 
Contudo, em razão da elevada ordem dos sistemas 
que são reduzidos, os métodos tradicionais se tornam 
ineficazes por demandarem tempo de processamento 
elevado. Esta é a razão de se utilizar outros métodos, 
como o EKS e o ADI, para a solução rápida e apro-
ximada destas equações. 

O método de projeção no EKS se baseia no uso 
de matrizes V, com colunas ortonormais entre si, que 
projetam as equações de Lyapunov, com matrizes de 
ordem n, em um domínio de menor dimensão para 
que sejam resolvidas com menor custo computacio-
nal. Em seguida, através de uma projeção inversa da 
solução retorna-se ao domínio n-dimensional original 
definido em (2). Neste tipo de problema, o domínio 
alvo da projeção é o EKS, de dimensão 2w, já que é 
gerado tanto pela sequência, de dimensão w, de po-
tências positivas da matriz de estado A como pela 
sequência, de dimensão w, de potências negativas de 
A. 

Para o funcionamento correto deste método, as 
matrizes de projeção devem ter colunas ortonormais 
entre si, no sentido de que 2 . 2

T
w wV V I ×=  e as colunas 

de 2.n wV ×  geram uma base no EKS. Por simplicidade, 
as colunas da matriz de projeção, 2.n wV × , são chama-
das de vetores de Krylov. O desenvolvimento mais à 
frente é destacado apenas com a equação de Lyapunov 
de controlabilidade. No entanto, o mesmo poderia ser 
diretamente estendido para a equação de observabili-
dade. 

A matriz de projeção BV , em que o subíndice B 
se refere à equação de controlabilidade, é construída 
pelo acúmulo de colunas oriundas de sucessivas 
operações do tipo AB  e 1A B− . Estas operações 
podem ser otimizadas aproveitando-se as melhorias 
que as operações implícitas e a fatoração LUPQR 
trouxeram ao método ADI. O processo é baseado no 
de Arnoldi (Saad, 1992), e requer, a cada iteração, 
uma reortogonalização dos vetores de Krylov entre 
si, um dos procedimentos que consome mais tempo 
de processamento. 

Uma vez obtida a matriz BV , de dimensões 

( 2 )n w× , esta é usada para projetar a equação de 

Lyapunov 
T T

B BAX X A BB+ = −  no EKS. Definindo-

se T TTV V A=  e TE V B= , e omitindo-se o subíndi- 
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ce B, é feita a projeção (Simoncini, 2007): 

( ) ( )

( ) ( ) ( )

( ) ( )

T T T T

T T T T T T T

T T T T

V AX XA V V BB V

V A XV V X V A V B V B

T V XV V XV T EE

+ = −

+ = −

+ = −

     (7) 

O termo ( )TV XV  é substituído por Y, e assim, a 
equação de Lyapunov projetada no EKS é da forma: 

T T
TY YT EE+ = −                        (8) 

A equação (8) possui dimensões reduzidas 
(2 2 )w w×  e pode ser resolvida por métodos tradicio-
nais, como Bartels-Stewart. A solução BY =Y é repro-
jetada para o domínio original da seguinte forma: 

ˆ
B B

T
B BX V Y V=                           (9) 

em que ˆ
BX  consiste em uma aproximação de BX . 

Portanto, há um resíduo da forma 
ˆ ˆ T T

B BR AX X A BB= + + , devendo-se impor a seguin-

te condição de Galerkin ao resíduo (Simoncini, 

2007): 

2 2.
T

w wV RV ×= 0                        (10) 

ou seja, a projeção do resíduo R no EKS deve ser nula. 

O Algoritmo 1 descreve sistematicamente os 

procedimentos para o cálculo da graminiana de con-

trolabilidade. Os procedimentos para o cálculo da 

aproximação da matriz graminiana de observabilida-

de são análogos aos apresentados no Algoritmo 1, 

bastando-se utilizar TC  em lugar de B, TA  no lugar 

de A, CV  no lugar de BV , CY  no lugar de BY , deter-

minando-se o resultado ˆ
CX  em lugar de ˆ

BX . 

 

Algoritmo 1 – Cálculo da graminiana BX  

ENTRADA: Sistema na representação de espaço de 

estados (ou sistema descritor), parâmetros da redução 

de ordem (número de vetores de Krylov, etc)  

SAÍDA: Aproximação da matriz graminiana de 

controlabilidade ˆ
BX  

1. Inicialização (fatorações, cálculos iniciais) 

2. Cálculo da matriz de projeção BV  

2.1. Cálculo de 1
2M A B−=  por operações 

explícitas ou implícitas. 

2
(1) [ ]BV B M=                    (11) 

Ortonormalização das colunas de (1)
BV  entre si. 

2.2. Para 2, ,j w= …   

Seleção das duas últimas colunas de ( 1)j
BV −  

(
1 2

)[ ] (:, (2 1) : 2 )j
BV V V w w= −         (12) 

Cálculo de 1 1M AV=  e 1
2 2M A V−=  por 

operações explícitas ou implícitas. 
( ) (

1 2
1)[ ]j j

B BV V M M−
=           (13) 

Ortonormalização das colunas de ( )j
BV  entre si. 

       Fim 
3. Projeção de A e B 

B
T

B

T
B

T V AV

E V B

=

=
                      (14) 

4. 

 

Solução da equação de Lyapunov projetada por 

meios tradicionais (Bartels-Stewart): 
T T

B BTY Y T EE+ = −               (15) 

5. 

 

Projeção inversa para obter a solução 

aproximada ˆ
BX  conforme (9) 

Os procedimentos para o truncamento balancea-
do são descritos no Algoritmo 2. 
 

Algoritmo 2 – Truncamento Balanceado com Método 

de Projeção no EKS 

ENTRADA: Sistema na representação de espaço de 

estados (ou sistema descritor), parâmetros da redução 

de ordem (número de vetores de Krylov, etc.) 

SAÍDA: ROM na representação de espaço de estados 

( , , , )R R R RA B C D  

1. Inicialização (fatorações, cálculos iniciais) 

2. Cálculo de aproximações de BX  e CX  pelo 

Algoritmo 1 

3. Decomposição SVD de 
* *
B C B CUX X UΣ= , em 

que Σ  é uma matriz diagonal com os valores 

singulares de Hankel, em ordem decrescente, e 

BU  e CU  são as matrizes de vetores singulares à 

esquerda e à direita, respectivamente.  

4. 

 

Truncamento após o k-ésimo maior valor 

singular de Hankel, o que definirá a ordem 

k n≪  do ROM: 

(:,1: )
(1: ,1: )

(:,1: )

k

C C

B B

k
k

U U k
k k

U U k=

Σ=Σ

=

                   (16) 

5. 

 

Cálculo das matrizes de transformação de ordem 

esquerda, ( )LT n k× , e direita, ( )RT n k× , tal que 

.
T

L kR kT T I ×= : 

1/2

1/2

. .

( .

( )

).

k
B kL

C C

B
k

kR

T real X U

T real X U

−

−

Σ

Σ

=

=
              (17) 

em que 
1/2

k
−

Σ  corresponde à matriz com o inver-

so da raiz quadrada de elemento a elemento de 

kΣ . 

6. 

 
Montagem do ROM ( , , , )R R R RA B C D , na repre-

sentação de espaço de estados: 
T

L
T

L

R R

R

R R

R

A T AT

T BB
C CT
D D

=

=

=

=

                       (18) 

 

A decomposição SVD no passo 3 do Algoritmo 

2 originalmente é realizada sobre o produto *
B CX X . 

Contudo, esse termo possui dimensões ( )n n× , o que 

pode tornar a decomposição SVD muito lenta e in-

clusive inviável, se sistemas de ordens muito eleva-

das são usados. Observa-se que as matrizes de ordem 

n, quando projetadas no EKS, passam a ter ordem 

2w n≪ . Em lugar de computar os n valores singula-

res de Hankel, para truncar até o k-ésimo maior valor 

singular, há a possibilidade de se computar apenas os 

2w maiores valores singulares de Hankel, e depois 

realizar o truncamento até o k-ésimo maior valor 

singular, sendo suficiente impor 2k w n< ≪ . Neste 

artigo, propõe-se o procedimento a seguir. 

Uma vez que as matrizes de projeção BV  e CV  

tenham sido calculadas durante o Algoritmo 1, pode-

se utilizá-las para projetar *
B CX X  no subespaço de 

Krylov e obter aproximações pelos fatores proj
BZ  e 

proj
CZ  desta projeção. Como ˆ

B B
T

B BX V Y V= , 
ˆ

C C
T

C CX V Y V=  e 2 2
T

w wV V I ×= , segue que: 
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*

*

*

*

*

( )

( ( )

( ( )

( ( )

ˆ ˆ

ˆ ˆ)

(

)

( )

)

)

T
B

T T
B C

proj

B C C

B B C C

proj
B

B B B C C C

B C

C

B C

X X

X X

V V

V V

V Y V V V Y V V

V Y V Y

Z Z

=

=

=

=

=

                  (19) 

Portanto, a decomposição SVD pode ser realiza-
da considerando *( ) ( )proj proj

B CZ Z =  *( (ˆ ˆ ))B B C CX XV V =  
*( ( ))B B C CV Y V Y= . O truncamento é realizado nor-

malmente, conforme Algoritmo 2. Entretanto, altera-
se a forma de construção das matrizes de transforma-
ção para obtenção da redução da ordem de modelo: 

1/2

1/2

. .( )

( ). .

proj k
B B k
proj k

C kR C

LT real Z U

T real Z U

−

−

Σ

Σ

=

=
               (20) 

Os métodos utilizados para realizar a ortonorma-
lização, necessários no passo 2 do Algoritmo 1, são 
descritos na seção seguinte. 

 

4   Métodos de Ortonormalização 

4.1 Processo de Gram-Schmidt 

O processo de ortonormalização de Gram-
Schmidt gera uma base de vetores ortonormais entre 
si baseado na projeção sucessiva de novos vetores da 
base em vetores já pertencentes à base antiga. Inici-
almente, é definido o operador de projeção vetorial: 

,
( )

,
u

v
pr uj

u
v

u
o

u
=                     (21) 

Em seguida, a partir de um conjunto de vetores 

1 2{ , , , }kv v v…  não ortogonais entre si, o processo é 
avaliado da seguinte forma: 

2

2

3

2 3

1

1

1

1

1 1 1

2 2

3

1

2 1

33 3 3

1

,

( ),

( ) ( ),

( ), k

j k

u

u

u

u

u

u

k u

u

u u

k k j u k uk

u v e

u v proj v e

u v proj v proj v e

u v proj v e
−

=

= =

= − =

= − − =

= − =∑
⋮ ⋮

   (22) 

Enquanto que a base atualizada gerada {u1,u2,… , 
uk} é ortogonal, a base {e1, e2,… , ek} é ortonormal. 

Em termos computacionais, normalmente é utilizado 

o processo de Gram-Schmidt modificado em função do 

mesmo apresentar melhor estabilidade numérica. Neste 

processo, o termo da forma 1

1 ( )j

k

jk k u ku v proj v−

== − Σ  é 

calculado de forma iterativa. 

 

4.2 Decomposição QR 

A fatoração QR gera uma matriz . .n mM ×  como 
M QR= . A matriz Q é uma matriz unitária em 

. .nn ×ℝ  e R é uma matriz triangular superior em 

. .mn ×ℝ . Ainda existe a decomposição QR “econômi-
ca”, em que se n m> , apenas as m primeiras colunas 
de Q e as m primeiras linhas de R são computadas. 
Esta fatoração é a utilizada para ortonormalizar entre 
si as colunas das matrizes de projeção neste trabalho. 

 

4.2 Decomposição QR Inexata 

Nos laços de cálculo da matriz de projeção V, no 
Algoritmo 1, as ortonormalizações são realizadas em 
cada uma das w iterações. Propõe-se alternativamen-
te, neste artigo, a opção de realizar a decomposição 

QR não a cada iteração sucessiva, mas a cada 2, 3, 
… , g iterações. Mas, nas demais iterações apenas 
são acumuladas as colunas M1 e M2 em V. Porém, 
caso g seja muito grande, há o risco de deterioração 
do rank de V, dadas as sucessivas operações com 
potências, positivas e negativas, sobre a matriz A. Por 
isto, esta é uma escolha que deve ser feita com crité-
rio. Esta forma de lidar com a ortonormalização será 
denominada decomposição QR Inexata, ou simples-
mente método QRI a cada g iterações (QRI a g). 

 

5    Resultados 

Nesta seção, avalia-se o desempenho da redução 
de ordem de modelo considerando-se o método EKS, 
levando-se em conta diferentes formas de ortonorma-
lização, conforme descrição na Seção 4. Efetuam-se 
testes por meio de decomposição QR, processo de 
Gram-Schmidt, QRI a cada 2 iterações (QRI a 2), 
QRI a cada 3 iterações (QRI a 3), e QRI a cada 4 
iterações (QRI a 4).  

Para aferir o processo visando a redução de mo-
delos e a utilização do método EKS com as modifi-
cações propostas neste trabalho, foram utilizados 4 
modelos para análise de estabilidade a pequenos si-
nais. Os modelos foram obtidos com base em casos 
práticos de ponto de operação do sistema elétrico 
brasileiro, todos com cenários de carga pesada relati-
vos ao ano de 2007 (Freitas et al, 2008). 

A Tabela 1 apresenta, para cada caso-exemplo, a 
ordem n de sua matriz de estados, o número de variá-
veis algébricas nz, e os polos instáveis, quando houver. 

Tabela 1. Informações dos sistemas de teste. 

Caso Ordem n nz Polos Instáveis 

1 606 6529 0.002944659 

2 1693 11582 nenhum 

3 3078 18050 nenhum 

4 5727 34639 
0.250253566 ± i 4.940138949 

0.085618498 ± i 4.901881565 

 
Os testes computacionais foram concebidos conside-

rando-se uma faixa de frequência entre 210ω −=  rad/s e 
210ω =  rad/s, intervalo de interesse para o estudo de 

estabilidade a pequenos sinais destes sistemas elétricos. O 
objetivo foi efetuar a redução de ordem de cada modelo 
pela metodologia proposta e em seguida efetuar a avalia-
ção de um índice de desempenho baseado na diferença 
entre as respostas em frequência do modelo completo e 
reduzido. Nos casos em que os modelos têm polos no 
semi-plano complexo do lado direito, foi utilizada uma 
operação de shift de todos os polos para o semi-plano 
esquerdo a fim de que fosse aplicado o cálculo das gra-
minianas. Entretanto, o processo de shift inverso foi reali-
zado após determinação do modelo reduzido. Estes pro-
cessos de shift são efetuados tanto no modelo completo 
quanto no reduzido. Apenas sistemas do tipo 1 entrada e 
1 saída (Single-input Single-output – SISO) são avalia-
dos. 

Para o Caso 1, a resposta em frequência e o respec-
tivo erro são apresentados nas Figuras 1 e 2. O erro em 
frequência é calculado por ( ) ( )FOM ROMH j H jω ω− , 
em função da frequência ω . Neste teste, o método com 
QRI a 4 apresentou um elevado pico de erro, enquanto 
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as variantes com QRI a 2 e QRI a 3 tiveram os melhores 
desempenhos. 

O Caso 2, com resultados apresentado nas Figu-
ras 3 e 4, também teve o QRI a 4 como pior resulta-
do. Entre os melhores desempenhos estão o QRI a 2 
e a decomposição QR. O elevado pico do FOM na 
Fig. 3 reflete o grande erro existente nas mesmas 
frequências, para todas as ortonormalizações. 

Valem as mesmas observações para o Caso 3, 
apresentado nas Figuras 5 e 6, com a diferença de 
que os melhores resultados foram alcançados com o 
QRI a 2 e o processo de Gram-Schmidt. 

As Figuras 7 e 8 apresentam a resposta em fre-
quência e o respectivo erro para o Caso 4. Todos os 
cinco ROMs apresentaram um elevado pico no erro, 
mas o pior pico foi com QRI a 4. Além disso, há um 
grande erro em baixas frequências, provavelmente 
devido ao considerável shift utilizado para estabilizar 
o sistema durante a redução de ordem. O processo de 
Gram-Schmidt e o QRI a 3 geraram bons resultados 
fora da região do pico ou de baixas frequências. 
 

 
Figura 1. Resposta em frequência para diferentes ortonormaliza-

ções (caso 1). 

 

 
Figura 2. Erro em frequência para diferentes ortonormalizações 

(Caso 1). 

 

 
Figura 3. Resposta em frequência para diferentes ortonormaliza-

ções (Caso 2). 

 
Figura 4. Erro em frequência para diferentes ortonormalizações 

(Caso 2). 

 

 
Figura 5. Resposta em frequência para diferentes ortonormaliza-

ções (Caso 3). 

 

 
Figura 6. Erro em frequência para diferentes ortonormalizações 

(Caso 3). 

 

A razão de o QRI a 4 ser ineficiente provavel-
mente se deve ao grande intervalo de iterações em 
que o método de construção das matrizes VB e VC 
permanece sem reortonormalizar suas colunas. Em 
função dos testes efetuados, 4 iterações sem reorto-
normalização são suficientes para expressiva deterio-
ção da qualidade do ROM. 

O tempo de processamento (TP) ilustrado na Fi-
gura 9 em função da ordem dos sistemas testados, 
refere-se à aferição do tempo requerido na geração do 
ROM, desde a inicialização do método de redução de 
ordem, até a montagem das matrizes de ordem reduzi-
da. Conforme esperado, a decomposição QR é a mais 
lenta e TP(QRI a 2) > TP(QRI a 3) > TP(QRI a 4), 
pois processos de reortonormalizações são evitados. O 
processo de Gram-Schmidt teve desempenho interme-
diária entre o QRI a 2 e o QRI a 3. 

A Figura 10 apresenta o erro relativo em função 
da ordem dos casos, calculado da seguinte forma: 
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( ) ( )
Erro Relativo

( )

FOM ROM

FOM

H j H j

H j

ω ω

ω

−
=      (23) 

em que . .⋅ é a norma-2. Como esperado, o QRI a 

4 apresentou pior erro relativo na Fig. 10, enquanto 

que os melhores desempenhos foram alcançados com 

a decomposição QR, o QRI a 2 e o QRI a 3. 
 

 
Figura 7. Resposta em frequência para diferentes ortonormaliza-

ções (Caso 4). 

 

 
Figura 8. Erro em frequência para diferentes ortonormalizações 

(Caso 4). 

 

 
Figura 9. Tempo de processamento da redução de ordem para 

diferentes ortonormalizações. 

 

 
Figura 10. Erro relativo para diferentes ortonormalizações. 

6   Conclusões 

Foi avaliado o método de redução de ordem de 
modelo baseado em método de balanceamento trun-
cado. Os cálculos das matrizes graminianas necessá-
rias no processo de redução foram efetuados através 
da técnica baseada em projeções via EKS. Grande 
carga computacional no método é dedicada no pro-
cessamento de reortonormalização de matrizes, ne-
cessárias no processo. Neste sentido, investigaram-se 
algumas opções visando obter um compromisso entre 
precisão numérica e desempenho computacional.  

Embora o uso da decomposição QR seja tradicio-
nal, o processo de Gram-Schmidt pode operar como 
alternativa, resultando mais rápido que o QR. Ainda, foi 
proposto um esquema de reortonormalização que inter-
cala iterações, denominado neste trabalho QR Inexato, 
ou QRI. Verificou-se que o QRI a cada 2 iterações é 
bastante eficiente, permite redução no tempo de proces-
samento e gera resultados com qualidade satisfatória. 

Como trabalhos futuros, os autores propõem a 
aplicação do método como ferramenta de apoio para 
simulação de sistemas dinâmicos no tempo que re-
queiram elevadas quantidades de simulações, como 
aquelas que demandem simulações de Monte Carlo 
em modelos com parâmetros incertos.  
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