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Abstract—The characterization of electrical loads provides detailed information on the residential use of electricity and is one of
the main steps of nonintrusive load monitoring (NILM). This work proposes a signature for the electric currents of the appliances,
through the application of the short time Fourier transform (STFT), followed by kernel PCA method. The classification task was
performed by k-NN algorithm. The results show that the proposed algorithm has assertiveness above 90% for certain kernel types.
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Resumo— A caracterizagio das cargas elétricas oferece informagdes detalhadas sobre o uso residencial da energia elétrica e ¢ uma
das principais etapas do monitoramento ndo-intrusivo (NILM). Este trabalho propde uma assinatura para as correntes elétricas dos
equipamentos, através da aplicagdo da transformada de Fourier de curta duragdo (STFT), seguido do método kernel PCA. A tarefa
de classifica¢do foi executada pelo algoritmo k-NN. Os resultados encontrados demonstram que o algoritmo proposto possui as-

sertividade acima de 90% para os kernels mais adequados.

Palavras-chave—Smart Grid, Monitoramento ndo-intrusivo de cargas, kernel PCA.

1 Introducao

O monitoramento ndo intrusivo das cargas elétricas
(do inglés NILM — Non-intrusive Load Monitoring)
consiste na identificacdo das cargas elétricas de um
circuito a partir da medigdo do sinal elétrico em um
unico ponto do circuito, ou seja, sem contato direto
com cada carga (Hart, 1992).

A caracterizagdo de cargas elétricas oferece infor-
magdes mais detalhadas sobre uso de energia em apli-
cacdes tais como a resposta a demanda e o gerencia-
mento de energia (Du et al., 2016). Além disso, por
seu carater ndo intrusivo, o NILM é naturalmente ade-
quado para o gerenciamento da energia consumida por
unidades residenciais, ou seja, o NILM é uma grande
ferramenta para a implementac@o dos conceitos smart
grid (Yu et al., 2016).

Devido a sua importancia no contexto do geren-
ciamento de energia, as estratégias de monitoramento
ndo intrusivo tém se desenvolvido e evoluido nos ulti-
mos 25 anos. Desde os trabalhos iniciados por (Hart,
1992), que desenvolveu os primeiros modelos de
NILM, até os atuais trabalhos nas areas de reconheci-
mento de padrdes e processamento de sinais digitais,
como em (Figueiredo, 2012), (Chang, 2012) e (Gillis
et al, 2016).

Dentre as novas técnicas de monitoramento nao
intrusivo das cargas elétricas que utiliza novas técni-
cas de reconhecimento de padrdes citam-se o trabalho
(Du et al., 2016), que utiliza trajetorias de tensdo-cor-
rente como assinaturas computacionais para a classi-
ficagdo de carga; o trabalho de (Figueiredo, 2012), que
propde uma nova metodologia para identificar cargas
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em regime; e os trabalhos de (Chang, 2012) e (Gillis
et al, 2016), que fazem uso da transformada wavelet
na extracdo das caracteristicas.

Apesar de todas estas técnicas citadas, ainda ndo
¢é possivel afirmar que hd uma técnica robusta e asser-
tiva o suficiente capaz de detectar os eventos de liga-
desliga para todos os tipos de cargas, como verificado
em (Zeifman, 2011). Por sua vez, este trabalho apre-
senta uma técnica de classificacdo de cargas elétricas
capaz de identificar corretamente cargas com caracte-
risticas elétricas semelhantes, sendo elas: uma carga
resistiva e a outra, uma carga que utiliza um filtro Val-
ley-Fill (VF) para correcdo de fator de poténcia. Tal
filtro ¢ utilizado, por exemplo, em reatores eletronicos
para o acionamento de ldmpadas fluorescentes (Costa
et al., 2003).

Para aumentar o cenario de dificuldade foi adici-
onado um retificador monofasico de ponte completa
com capacitor de filtro ao conjunto de cargas passiveis
de identificac@o. A dificuldade gerada ao inserir esta
carga esta nos valores elevados das amplitudes de suas
componentes harmonicas, ou seja, o conteudo harmo-
nico da corrente do conjunto retificador mais carga re-
sistiva € similar ao contetido harmoénico da corrente do
conjunto retificador mais carga com filtro Valley-Fill
(VF).

Para extrair a assinatura de cada conjunto de car-
gas, o método desenvolvido aplica a Transformada
Discreta de Fourier de Curta Duragdo (STFT — Short-
Time Fourier Transfom) no sinal de corrente de en-
trada do circuito e, na sequéncia, aplica-se a técnica
do kernel PCA (do inglés PCA - Principal Component
Analysis) na resposta obtida, reduzindo assim o con-
junto de caracteristicas que define cada assinatura. Por
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fim, para classificar o conjunto de cargas ligadas uti-
lizou-se o método preditivo baseado em distancia dos
k vizinhos mais proximos (k-NN — k-Nearest Neigh-
bors).

A eficiéncia do método ¢ testada em um conjunto
de cargas geradas por simulag@o, em que as correntes
foram propositalmente definidas para serem seme-
lhantes entre si. Os resultados apresentados mostram
que o método proposto cumpre com seus objetivos, a
saber, a identificacdo de quais cargas elétricas que es-
tdo ligadas.

O restante deste artigo ¢ organizado da seguinte
forma: a proxima sec¢do realiza uma breve explanagéo
teorica. A se¢do 3 descreve a metodologia do trabalho
e as principais consideragdes sobre os critérios e para-
metros adotados. Na se¢do 4 sdo discutidos os resulta-
dos encontrados, com as principais observacdes refe-
rentes aos mesmos € a se¢do 5 conclui o estudo com
propostas de melhorias e aperfeigoamentos futuros.

2 Aspectos tedricos

2.1 Transformada discreta de Fourier de curta dura-
¢do (STFT — Short-Time Fourier Transfom)

A transformada de Fourier de curta duragdo (STFT) é
uma transformada relacionada a Fourier usada para
determinar as frequéncias e o conteudo de fase das se-
¢oes locais de um sinal a medida que ela muda ao
longo do tempo (Oppenheim, 1999). Na prética, o pro-
cedimento para calcular STFTs ¢ dividir um sinal de
maior tempo em segmentos mais curtos de mesmo
comprimento e depois calcular a transformada de Fou-
rier separadamente em cada segmento gerado. Isto re-
vela o espectro de Fourier em cada segmento menor e
o resultado final da STFT € o espectrograma do sinal.
A STFT aplica uma janela deslizante sobre uma
fun¢@o unidimensional, mapeando-a em uma fungéo
complexa, definida num espago bidimensional, repre-
sentando o sinal em funcéo do tempo e frequéncia. A
janela escolhida pode exercer um papel fundamental
na qualidade dos resultados e sua principal fungdo é
reduzir os efeitos do fendmeno de Gibbs. Algumas ja-
nelas utilizadas s@o as de Hamming, Chebyshev e Kai-
ser. Outro parametro que deve ser considerado para a
defini¢do da STFT é o tamanho da sobreposi¢do entre
os segmentos adjacentes, de forma que todas as infor-
magdes do sinal sejam adequadamente analisadas.

2.2 Kernel PCA e espago de caracteristicas

O PCA ¢ uma ferramenta poderosa para converter um
conjunto de observagdes de variaveis possivelmente
correlacionadas num conjunto de valores de variaveis
linearmente ndo correlacionadas, que permite selecio-
nar as caracteristicas mais representativas como forma
de reduzir um banco de dados de grande dimensiona-
lidade (Mika et al, 1998).
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O PCA ¢ uma transformacdo de base ortogonal
para diagonalizar uma estimativa da matriz de covari-
ancia dos dados x, k =1,...,L,x, € RN, ¥\  x, =
0, definido como

C=%h xex] (1)

As novas coordenadas na base do Autovetor, isto
¢, as projegdes ortogonais nos Autovetores sdo chama-
das de componentes principais. O tamanho de um Au-
tovalor A corresponde a um Autovetor v de C igual a
quantidade de variancia na dire¢do de v. Além disso,
0s n primeiros autovalores representam a maior vari-
ancia possivel na nova dire¢do ortogonal.

Como ndo podemos afirmar que o PCA linear ira
sempre separar adequadamente todas as estruturas em
um determinado conjunto de dados, pode-se utilizar as
fungdes kernel para realizar um mapeamento nao li-
near dos dados e auxiliar na identifica¢do das caracte-
risticas mais relevantes do objeto de estudo.

A ideia basica do kernel PCA é primeiramente
mapear os dados de entrada x em um espago de carac-
teristicas F através de um mapeamento ndo linear e
entdo aplicar a transformagdo linear PC4 em F. Con-
siderando que os dados mapeados estdo centralizados,
ou seja, 1L, ®(x;) = 0, onde M é o nimero de dados
de entrada (o método de centralizagdo em F pode ser
entendido em (Wang, 2012)), o kernel PCA diagona-
liza a estimativa da matriz de covariancia dos dados
mapeados ®(x;), definido como

€ =52, ®()D(x). )

Para executar tal transformagdo, a equacdo dos
autovalores Av = Cv deve ser resolvida para os auto-
valores A = 0 e autovalores v € F\{0}. Como Cv =
1/MYM . (®(x;) - v)P(x;), todas as solugdes v com
A # 0 recaem dentro do periodo de ®(x;), ..., ©(xy),
ou seja, os coeficientes a;(i = 1, ..., M) existem tal
que

v =X a;®(x). (3)

Entdo, o seguinte conjunto de equagdes pode ser
considerado:

AP (x;) -v) = (P(xy) - Cv) parai =1,..,M.(4)

A substitui¢do de (2) e (3) em (4) e a definigdo de
uma matriz MXM em K por K;; = k(xi,xj) =
(D(xy) - CD(xj)) produz um problema de autovalores
que pode ser expressado em termos de produtos esca-
lares de dois mapeamentos, ou seja,

MAa = Ka; %)
para autovalores diferentes de zero A; e autovetores
al = (a!, ..., a}) sujeito a uma condigdo de normali-
zagdo A;(ata) = 1.

Através da selecdo dos kernels adequados, k, va-
rios mapeamentos, @, podem ser indiretamente indu-
zidos. Um desses mapeamentos pode ser obtido to-
mando-se as correlagdes de ordem d entre as entradas,
x;, do vetor de entrada x. Uma vez que x representa
um padrdo da corrente elétrica, ja aplicado a STFT,
com x; como um valor do sinal do espectrograma, um
PCA em F calcula as correlagdes de d-ésima ordem
dos sinais de entrada e mais precisamente o mais im-
portante dos componentes de d-ésima ordem. Observe
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que esses recursos ndo podem ser extraidos simples-
mente computando todas as correlagdes e realizando
um PCA em tais dados pré-processados, uma vez que
a computacdo requerida € proibitiva quando d ndo €
pequeno (d > 2). Entretanto isso ¢ facilitado pela in-
trodug@o de um kernel polinomial, pois um kernel po-
linomial com grau d, ou seja, (k(x,y) = (x"-y+
©)®), corresponde ao produto escalar de dois mapea-
mentos monomiais, ®;(Schoélkopf et al, 1997).

N
(Pa(NPy(y)) = Z Xi1* " Xig " Vi1 " " Vid
i1, i
=QLix - yi+0)?=E"y+0 (6)

Além do kernel polinomial, neste trabalho foram
testados diversos tipos de fungdes kernel buscando
uma que se ajustasse de forma mais robusta ao pro-
blema de identifica¢do de cargas. Sdo eles:

e Kernel gaussiano,também conhecido como

Radial Basis Function — RBF, cuja equagao

¢
Ix—yll
k(xy) = exp (-22),

em que o ¢ um parametro ajustavel.

(7

e Kernel tangente hiperbolica (ou Sigmdide),

dado por
k(x,y) = tanh(ax” -y + )4, ®)
em que d ¢ a ordem da fungdo.
e  Kernel Cauchy, representado por
1
k(X, y) = W (9)
e  Kernel logaritmico, dado por

k(x,y) = —log (I x —y 1%+ 1).  (10)

Além das fungdes kernel apresentadas, este traba-
lho também comparou com os resultados obtidos pelo
PCA linear.

3 Metodologia

O primeiro passo do processo estd em definir uma as-
sinatura para cada carga, obtendo os valores de x, de
forma que tais valores sejam suficientemente repre-
sentativos para cada uma das classes desejadas. Neste
trabalho as classes foram definidas como as combina-
¢oes das cargas elétricas ligadas.

Conforme exposto pela primeira etapa da Figura
1, sobre o sinal de corrente, aplicou-se a Transformada
Discreta de Fourier de Curta Duracao (STFT — Short-
Time Fourier Transfom), que permite obter as ampli-
tudes das frequéncias harmonicas localizadas no
tempo. Na implementacdo da STFT utilizou-se como
parametros de configuracdo uma janela de Hamming
e 50% de sobreposi¢ado do sinal de corrente, para cada
intervalo analisado. O espectrograma final é composto
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por oito conjuntos de transformadas de Fourier distin-
tas, sendo uma para cada intervalo de tempo, com-
pondo assim o sinal completo.

Na etapa seguinte, o sinal do espectrograma de
cada carga ¢ transformado em um tnico vetor de va-
lores reais por meio do alinhamento dos dados obtidos
pela primeira janela com os dados obtidos pela se-
gunda janela e assim sucessivamente, conforme apre-
sentado na etapa “adaptacdo dos dados” da Figura 1.
Este vetor constitui a entrada x.

Posteriormente, na terceira etapa do algoritmo, ¢
aplicado o mapeamento ndo linear &, transformando
os dados do espago de entrada para o espago de carac-
teristicas F, onde os produtos internos sdo calculados,
através da utilizagdo do kernel k escolhido. As saidas
sdo linearmente combinadas, usando os pesos a; re-
sultando em um [-ésimo componente principal, ndo li-
near, correspondente ao mapeamento ®. Entdo, os ¢
primeiros componentes principais sdo ordenados, as-
sumindo que os autovetores sdo ordenados em ordem
decrescente pelos tamanhos dos seus autovalores, ge-
rando um vetor de caracteristicas g-dimensional, que
sera utilizado para o reconhecimento das cargas.

Com os dados projetados neste novo espago de
caracteristicas obtemos assim uma redugdo de dimen-
sionalidade.

No procedimento “kPCA” apresentado na Figura
1, cada vetor x;, representando uma das classes, possui
1032 caracteristicas. Apods a transformagéo realizada
pela aplicagdo do kPCA, o novo conjunto de dados
passa a apresentar apenas 7 caracteristicas.

Os dados transformados, projetados no espago,

apresentam uma distribui¢do muito bem localizada no
espaco de caracteristicas para cada uma das catego-
rias, ou seja, classes similares apresentam dados muito
proximos uns dos outros. Devido a esta particulari-
dade das informagdes, utilizou-se um método predi-
tivo baseado em distancia, k-NN (Bijalwan, 2014)
como classificador, conforme apresentado na ultima
etapa do algoritmo, mostrado na Figura 1 — Estrutura
do algoritmo proposto. O k-NN, realiza uma pondera-
¢do dos vizinhos proximos como forma de definir a
qual classe determinado objeto faz parte. Apesar de
ser considerado um algoritmo simples no ambiente do
aprendizado de maquinas, o mesmo obteve resultados
satisfatorios no contexto do problema apresentado,
configurando uma vantagem em termos de desempe-
nho computacional.
A utilizagdo de multiplos algoritmos de classificagdo,
aplicados de maneira agregada mostraram-se eficien-
tes, conforme apresentado em (Liang et al, 2010), po-
rém um dos pardmetros comumente avaliados para o
desenvolvimento de novos algoritmos para um N/LM
¢ a sua exigéncia em termos de capacidade de proces-
samento. Quanto mais métodos de extragdo de carac-
teristicas e classificacdo sdo processados em conjunto,
mais exigente torna-se o sistema em termos de capa-
cidade de processamento.
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Figura 1 — Estrutura do algoritmo proposto.

Para o desenvolvimento e teste do trabalho foram cri-
ados 3 modelos de cargas elétricas: o primeiro modelo
¢ uma carga puramente resistiva, o segundo uma carga
ndo linear, semelhante a equipamentos eletrdnicos,
como Smart TVs e Notebooks e o terceiro uma carga
que utiliza um filtro Valley-Fill (VF) para corregéo de
fator de poténcia, semelhante a reatores de lampadas
fluorescentes. A Tabela 1 mostra a relagdo das cargas
e suas combinagdes utilizadas no teste. Adotou-se a
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tensdo de 127 Vs € frequéncia de 60 Hz, semelhantes
a maior parte do sistema elétrico residencial brasileiro.
A Figura 2 apresenta o sinal de corrente para cada
carga isolada, além de duas possiveis combinagdes:
cargas 1 e 3 combinadas; e cargas 2 e 3 combinadas.

Tabela 1 - Relagdo das cargas monitoradas.

Classe | Combinagdes de Circuito elétrico
cargas equivalente
1 Carga 1 Circuito Resistivo
2 Carga 2 Circuito Retificado
3 Carga 3 Circuito Valley-
Fill
4 Carga 1 + Carga 2 -
5 Carga 1 + Carga 3 -
6 Carga 2 + Carga 3 -
7 Cargal +Carga2 + -
Carga3
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Figura 2 - Curvas de corrente e espectro FFT das
cargas.

897



U

A Figura 2 também apresenta os respectivos va-
lores dos harménicos de cada carga. A escolha desta
combinagdo de cargas se deve ao fato do conteudo
harmoénico da corrente de entrada do conjunto retifi-
cador mais carga resistiva ser similar ao contetido har-
monico da corrente de entrada do conjunto retificador
mais carga com filtro Valley-Fill (VF), dificultando
assim o processo de separacdo dos dados e ajudar a
manter a robustez do algoritmo.

Como as correntes das cargas foram geradas por
simulacdo, tornou-se necessario acrescentar disturbios
comumente encontrados nas redes elétricas, visando
gerar um sistema com robustez suficiente para ser ex-
trapolado para casos reais. Adicionou-se entdo um ru-
ido branco gaussiano, com relagdo Sinal-Ruido de 30
dB e uma variagdo na amplitude do sinal de tensdo de
+5% em relacdo a tensdo nominal de 127 Vrms, con-
forme a faixa permitida pela Agéncia Nacional de
Energia Elétrica (Aneel).

4 Resultados

Com as formas de corrente geradas por simulagdo, o
método proposto foi desenvolvido e testado utili-
zando-se a linguagem do Matlab®, sendo o conjunto
de treinamento e testes divididos da seguinte forma:
Treinamento: uma amostra de cada classe
para o treinamento, considerando o transito-
rio inicial;

Testes: dois conjuntos de amostras de cada
classe, considerando periodos distintos do si-
nal de corrente.

Cada passo do algoritmo desenvolvido permite
uma gama de possibilidades e configuragdes, tais
como o periodo de tempo de amostragem da corrente
elétrica, o ajuste do tamanho da janela do STFT, o tipo
de funcdo kernel e os seus parametros, como o ¢ d,
por fim o niimero de atributos obtidos com o kPCA.

Uma variacdo testada foi o tamanho da amostra
de corrente em que o algoritmo ¢ aplicado. A Tabela
2 apresenta os resultados alcangados considerando
amostras de corrente com trés e seis periodos de rede,
respectivamente. Ja a Tabela 3 apresenta os resultados
da identifica¢do das cargas considerando que houve
uma variagdo na amplitude da tensdo da rede para am-
bos os tamanhos de amostra de corrente.

Ressalta-se que os resultados apresentados nesta
secdo sdo os melhores obtidos para cada fungdo ker-
nel, ou seja, sdo apresentados os resultados do melhor
ajuste de parametros para cada fun¢do. Além disso,
para todos os testes o tamanho da janela do STFT foi
fixado em oito janelas com sobreposig¢ao de 50%.

Pelos resultados apresentados na Tabela 2 e na
Tabela 3 percebe-se que é melhor utilizar uma amostra
de corrente de tamanho equivalente ao tempo de 6 pe-
riodos de rede. Com a utilizagdo do kernel logaritmo
foi possivel identificar as 7 combinagdes de cargas
com assertividade de 100%. Verifica-se ainda que
para o sinal com janelas de 3 periodos de rede houve
uma grande variacdo da taxa de acerto, dependendo da
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caracteristica do sinal. Para o sinal de treinamento sem
variagdo de amplitude em relag@o ao sinal de teste, ve-
rificou-se uma variagdo da taxa de acerto entre
14,29% para o kernel sigmoide, 100% para o kernel
logaritmico e 85,71% para os demais kernels.

Tabela 2 - Taxa de acertos para testes sem variagao
de amplitude.

Periodos de rede
Kernel 3 ciclos 6 ciclos
Linear 85,71% 100%
Polinomial 85,71% 100%
Gaussiano 85,71% 100%
Sigmoide 14,29% 14,29%
Cauchy 85,71% 100%
Logaritmo 100% 100%

Tabela 3 - Taxa de acertos para testes com variagdo
de amplitude em 5%.

Periodos de rede
Kernel 3 ciclos 6 ciclos
Linear 71,43% 71,43%
Polinomial 71,43% 71,43%
Gaussiano 71,43% 85,71%
Sigmoide 14,29% 14,29%
Cauchy 71,43% 85,71%
Logaritmo 100,00% 100,00%

Ao realizar-se uma avaliagdo do algoritmo sobre
uma modificagdo na amplitude +5%, apresentada na
Tabela 3, entre as amostras de treinamento e teste, ve-
rificou-se que a assertividade do sistema passou a ser
de 71,43% para os kernels Linear, Polinomial, Gaus-
siano e Cauchy, enquanto o kernel logaritmico conti-
nuou apresentando 100% de acerto. Ao se dobrar o ta-
manho da janela de tempo para 6 ciclos de rede, ob-
serva-se ainda que os resultados apresentam uma me-
lhoria significativa. Nos testes onde a amplitude foi
mantida constante a taxa de acertos foi de 100% em
todos os kernels, exceto o kernel sigmoide, que nio
apresentou bons resultados em nenhum dos testes.

No caso de se modificar a amplitude dos sinais de
teste, os melhores resultados sdo de 71,43% de acertos
para os kernels Linear e Polinomial, 85,71% para os
kernels Gaussiano e Cauchy e 100% para o kernel lo-
garitmico.

De maneira geral, verifica-se que o kernel loga-
ritmico apresentou os melhores resultados para todos
os testes realizados. Além disso, analisando os resul-
tados verifica-se que a classe que apresenta a maior
quantidade de classificagdes inadequadas ¢ a classe 6,
que representa a Carga 2 somada a Carga 3, que é
constantemente classificada como classe 4, represen-
tada pela Carga 1 somada a Carga 2. Este tipo de erro
de classificacdo era esperado, visto que os sinais re-
sultantes sdo similares, tanto no regime de tempo,
quanto no dominio da frequéncia. No entanto, um re-
sultado de falso positivo esperado entre a classe 1 —



Carga resistiva — e a classe 3 — Carga com corregdo de
fator de poténcia — ndo ocorreu, sendo corretamente
separada pelo algoritmo.

5 Conclusao

Este artigo propde e valida um novo algoritmo
para identificagdo de cargas elétricas de forma ndo in-
trusiva. Os resultados obtidos pelo método proposto
utilizando-se a STFT em conjunto com o algoritmo
kPCA de kernel logaritmico indicaram um acerto de
100% na identificagdo de cargas, mostrando que o mé-
todo desenvolvido ¢ eficiente em cumprir com seu ob-
jetivo.

Ressalta-se ainda a eficiéncia do método desen-
volvido em extrair uma assinatura para as cargas elé-
tricas, uma vez que o classificar utilizado foi o k-NN,
um classificador simples, baseado em distancia, que
ndo necessita de grande capacidade de processamento
e treinamento para seu funcionamento. Além disso,
observa-se a eficiéncia do método de extragdo de ca-
racteristicas mesmo com a variacdo da amplitude da
tensdo da rede.

Por fim, conclui-se que a continuidade deste tra-
balho se mostra promissor para as areas de smart grid
e smart homes. Futuramente, o trabalho sera ampliado
para um maior nimero de cargas, além da realizagio
do teste com cargas reais.
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