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Abstract— This paper discusses the detection of broken rotor bars in a real induction motor applying a mul-
tilayer perceptron neural network. For the detection, are used informations about the motor working conditions
and statistical measures provided from an induced voltage signal in the motor axial flux search coil. Also, op-
erating conditions with a healthy motor, one broken bar, two adjacent broken bars, three adjacent broken bars
and three equidistant broken bar are explored. The neural network was 98.0% successful on the classifications
between healthy motor and faulted motor by one rotor bar, making the performed approach quite promising.

Keywords— Failure detection, Broken rotor bars, Multilayer perceptron, High order statistics.

Resumo— Este artigo trata da detecção de abertura de barras rotóricas em um motor de indução real utili-
zando uma rede neural do tipo Multilayer Perceptron. Para a detecção, são utilizadas informações de condição
de trabalho do motor e medidas estat́ısticas provenientes do sinal de tensão induzida em uma bobina coletora de
fluxo axial da máquina. São exploradas condições de funcionamento com o motor sem falhas, falha uma barra,
falha em duas barras adjacentes, falha em três barras adjacentes e falha em três barras equidistantes. A rede
neural obteve êxito em 98,0% das classificações entre o motor normal e com falha em uma barra, tornando a
abordagem realizada bastante promissora.

Palavras-chave— Detecção de falhas, Quebra de barras rotóricas, Perceptron multicamadas, estat́ısticas de
alta ordem.

1 Introdução

O motor de indução tipo gaiola de esquilo é o ca-
valo de forca da indústria por causa de sua re-
sistência e versatilidade. Contudo, ele tem suas
limitações, que se forem excedidas, resultarão em
falha prematura do estator ou do rotor (Bonnett
and Soukup, 1991).

No caso espećıfico do motor com rotor gaiola
de esquilo, a grande maioria das falhas é causa-
das por uma combinação de várias estresses que
atuam sobre os enrolamentos do estator, anéis e
barras rotóricas, rolamentos e eixo. Se estes es-
tresses não excederem as especificações de pro-
jeto, a falha prematura não deverá ocorrer. No
entanto, se qualquer combinação delas excede a
capacidade nominal, a vida útil pode ser drastica-
mente reduzida e um falha catastrófica pode ocor-
rer (Bonnett, 2010; Bonnett and Soukup, 1986).

Dentre as falhas citadas, as associadas à gai-
ola de esquilo estão muitas vezes relacionadas ao
processo de fabricação. Bolhas de ar podem ser
introduzidas na gaiola, o que provoca a redução
da seção transversal à passagem de corrente e
consequente a formação de pontos quentes. Com
isso, aumentam-se as chances de evolução da falha
ao ponto de completo rompimento de uma barra,
por exemplo. Bonnett (2010) e Haji and Toliyat
(2001) relatam que entre 5% e 10% das falhas em
motores de indução trifásicos ocorrem por aber-
tura de barras do rotor. Estas falhas, quando em
estágio inicial, são de dif́ıcil percepção. Vibrações
anormais podem ser percept́ıveis durante partidas
ou entrada de carga severas. Porém, com a uti-

lização generalizada de conversores de frequência,
os quais propiciam partidas suaves, a dificuldade
na detecção dessas falhas é maior.

Diversos estudos tem sido realizados sobre
este tema. Milimonfared et al. (1999), por exem-
plo, implementaram um método de detecção de
falha na gaiola de motores de indução trifásicos
baseado na análise do espectro harmônico das
tensões induzidas no bobinamento estatórico pelo
fluxo rotórico após a desconexão da rede de ali-
mentação. Na ausência de falha, a tensão induzida
é predominantemente senoidal. Caso contrário, a
tensão induzida apresenta distorções em relação a
uma senóide.

Li and Mechefske (2006) comparam a detec-
ção da quebra de barras através de análises espec-
trais de frequência da corrente do estator(MCSA),
da vibração e da acústica do motor.

Elkasabgy et al. (1992), trabalharam com a
detecção da abertura de barras pelo espectro de
frequência da tensão induzida em uma bobina ex-
terna através do fluxo axial de dispersão da má-
quina. Quando há a abertura de uma ou mais
barras, frequências espećıficas ffalha surgem nesta
tensão induzida de acordo com a Equação 1 a se-
guir

ffalha =

(
2fs
p

)
(1 − s) ± sfs , (1)

em quefs é a frequência elétrica de alimentação,
s é o escorregamento do rotor e p é o número de
polos do motor. Os resultados de testes mostram
que as componentes de frequência devido a falhas
nas barras se tornam mais significativas a medida
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que a carga aumenta e a medida que a tensão de
alimentação aumenta.

Nas últimas três décadas, a utilização de reco-
nhecimento de padrões na detecção de quebra de
barras vem crescendo no meio acadêmico. Zhitong
et al. (2003), por exemplo, utilizam máquinas de
vetor de suporte para a classificação. Haji and
Toliyat (2001) utilizam o classificador de Fischer,
Pereira and da Silva Gazzana (2004) utilizam a
lógica fuzzy e Ayhan et al. (2006) utilizam redes
neurais artificiais.

Muitos dos artigos abordam a detecção de fa-
lhas a partir da análise espectral, seja ela baseada
em sinais de vibração, tensões induzidas em bobi-
nas ou correntes de alimentação do motor. Em ge-
ral, estes estudos são de caráter investigativo, com
detecção off-line. Mas quando se pretende embar-
car o algoritmo de detecção em um processador di-
gital de um conversor de frequência, por exemplo,
as dificuldades aparecem. Embora o algoritmo da
Fast Fourrier Transform (FFT) demande poucos
recursos de memória de programa e seja rápido,
os recursos de memória de dados, bem como o
tempo necessário para aquisição dos dados, podem
ser demasiadamente grandes. Vieira et al. (2016)
utilizaram componentes do espectro de frequência
da corrente estatórica do motor como atributos de
entrada de uma rede neural do tipo Multi-Layer
Perceptron (MLP), implementada em microcon-
trolador DSP, para detectar curto-circuito entre
espiras estatóricas. A uma taxa de amostragem
de 1 kHz, foram necessários 4, 096 segundos para
a formação de um espectro de frequência com re-
solução de 0, 24Hz.

Objetivando reduzir o tempo de diagnóstico,
os autores, inspirados em Zarei et al. (2014), in-
vestigam a utilização de momentos de alta or-
dem (Higher Order Statistic) do sinal de tensão
induzida em uma bobina axial ao eixo do mo-
tor como atributos de entrada de uma rede MLP
para detecção de falhas em barras rotóricas. Nesta
abordagem, os recursos de memória de dados e
tempo de aquisição dos dados são bastante redu-
zidos quando comparados à aplicação de FFT.

2 Metodologia

O processo desenvolvido para viabilizar o estudo
sobre detecção de falhas é apresentado na Fi-
gura 1.

O motor de indução, sob diferentes condi-
ções operacionais, é acionado pelo conversor de
frequência CFW-09 da WEG, operando no modo
escalar. A carga é imposta ao motor por um freio
de Foucault, especialmente confeccionado para
este fim (vide Figura 2). O sistema de aquisição
de dados Agilent U2352 é utilizado para coletar os
sinais de tensão provenientes da bobina que gera
tensão induzida decorrente do fluxo axial da má-
quina. Estes sinais, que não passam por nenhum

tipo de tratamento (filtros), são armazenados na
memória de um computador pessoal para proces-
samento posterior.

Extração
de atributos

Motor + freio de FoucaltConversor de
Frequência

Aquisição
de dados

Rede Neural

+1

-1

Y

X

Classificação
de padrões

(detecção de falha)

Figura 1: Etapas do processo de detecção.

Figura 2: Bancada de testes.

A seguir, são apresentadas as metodologias de
indução das falhas no motor e de formação do con-
junto de dados. Breves comentários também são
feitos sobre o classificador utilizado.

2.1 Indução de Falhas

Os métodos abordados na literatura especializada
e utilizados para a emulação de falhas por aber-
tura de barras provocam uma mudança significa-
tiva dos parâmetros da máquina em estudo. Elka-
sabgy et al. (1992) e Abbaszadeh et al. (2001), por
exemplo, aplicaram processos de usinagem para
desconectar as barras dos anéis de curto-circuito.
Guedidi et al. (2011) emularam suas falhas com
o aux́ılio de 3 rotores: um em perfeitas condições
operacionais, um com a abertura de uma barra
e um com duas barras adjacentes abertas. De-
mian et al. (2004) usaram duas maquinas: uma
considerada normal e outra com 3 barras adjacen-
tes abertas. Pereira and da Silva Gazzana (2004)
utilizaram um único estator e quatro rotores com
44 barras: um normal, um com uma barra aberta,
um com 6 barras abertas e um com 18 barras aber-
tas.

Nesta abordagem, os autores utilizam um
motor WEG de 1,0 CV (1720 rpm, 220/380 V,
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3,02/1,75 A e rendimento de 79,5%) com 44 bar-
ras rotóricas para emular as falhas. Inicialmente
são realizados ensaios e adquiridos os dados com o
rotor em perfeitas condições. É imposta uma fa-
lha por rompimento de uma barra e, em seguida,
são realizados ensaios e capturados os dados. Este
procedimento é repetido para as falhas induzidas
de duas e três barras adjacentes. A idéia aqui
é que, durante o processo de indução das falhas,
o rotor sofra as alterações paramétricas mı́nimas
para a caracterização das mesmas. A desvantagem
dessa metodologia é a impossibilidade de reprodu-
ção dos ensaios.

2.2 Caracterização dos Dados

Durante a operação normal de uma máquina de
indução trifásica, o fluxo de dispersão é despreźıvel
mas não nulo. Assimetrias de circuitos elétricos
e magnéticos do estator e/ou rotor, decorrentes
do processo de fabricação causam o surgimento
de fluxo axial disperso no eixo do motor, mesmo
quando são aplicadas tensões simétricas (Jarzyna,
1995). Meshgin-Kelk et al. (2004) mostram como
a quebra de barras afeta o fluxo axial.

Elkasabgy et al. (1992) afirmam que para ob-
ter tensão induzida pelo fluxo axial é necessária
apenas uma bobina com 10 ou 20 espiras com com-
primento equivalente ao comprimento axial ativo
da máquina e largura de cerca da metade de um
polo. Visando uma maior tensão induzida para
diminuir os efeitos de rúıdo, os autores deste ar-
tigo instalaram uma bobina com 100 espiras na
parte interna da tampa dianteira do motor, de tal
forma a captar a tensão induzida pelo fluxo axial.
O conversor de frequência foi utilizado para acio-
nar o motor nas frequências de 30, 35, 40, 45, 50,
55 e 60 Hz. Frequências abaixo de 30 Hz e acima
de 60 Hz não foram aplicadas pelo fato de não
serem condições normalmente usadas em motores
de indução. Para cada uma dessas frequências, o
motor foi testado com 0 %, 50 % e 100 % da carga
nominal, e sob as condições de rotor normal, fa-
lha em uma barra, em duas barras adjacentes e
em três barras adjacentes. Utilizando-se outro ro-
tor, obteve-se a falha em três barras equidistantes.
Para cada classe são geradas 504 amostras no do-
mı́nio do tempo, consistindo de sinais compostos
de 4.096 pontos coletados a uma frequência amos-
tral de 5 kHz. Com isso, o tempo de aquisição de
todas as amostras é de 0, 8192 segundos.

Na Figura 3 pode-se ver dois espectros de
frequência de sinais coletados com o motor acio-
nado a uma frequência de 60Hz e 100% de carga.

Um dos sinais refere-se a condição normal de
operação e o outro a uma condição de falha em três
barras adjacentes. A aplicação da Equação 1 su-
gere que as componentes de frequência 24, 433Hz
e 31, 855Hz podem ser utilizadas para caracteri-
zar a falha. Entretanto, observa-se que as varia-

normal

falha 3 barras adj.em

31,855 Hz

A = 1,62 ⋅10
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Figura 3: Espectros de frequência relativos as con-
dições normal e falha em três barras adjacentes.

ções nas amplitudes destas componentes, mesmo
para condições diametralmente opostas, são pouco
significativas. É importante salientar que o su-
cesso em uma análise espectral está diretamente
relacionado à resolução do espectro de frequência.

Diante da dificuldade apresentada, os autores
investigam a caracterização de cada sinal de ten-
são induzida na bobina axial por medidas estat́ıs-
ticas de variância, skewness e kurtosis. Estas, por
sua vez, são menos senśıveis a quantidade de pon-
tos amostrados em relação a aplicação da transfor-
mada de Fourrier. Os histogramas dos dois sinais
citados (Figura 4) revelam diferenças visualmente
percept́ıveis, acompanhadas de diferenças relevan-
tes em seus valores estat́ısticos citados.
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motor normal, em condições nominais

motor com falha em 3 barras adjacentes, em condições nominais

Figura 4: Histograma dos sinais relativos a condi-
ção normal e falha em três barras adjacentes.

Na seção seguinte são apresentados os resul-
tados preliminares da avaliação da efetividade da
utilização das medidas estat́ısticas citadas como
atributos de entrada do detector de falhas.

2.3 Formação do Conjunto de Dados

Considerando que se pretende projetar um detec-
tor de falhas prematuras por abertura de barras
rotóricas, nada mais natural do que construir um
conjunto de dados que contemple as classes nor-
mal e falha em uma barra. Intuitivamente, essas
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classes devem conter as amostras mais dif́ıceis de
se distinguir, dada a proximidade das mesmas no
hiperespaço de atributos. Supostamente, se a clas-
sificação é bem sucedida entre essas classes, a clas-
sificação entre normal e as demais classes também
deverá ser.

Um estudo preliminar, utilizando todas as
amostras em 50 treinamentos de uma rede MLP,
foi realizado para avaliar a separabilidade das clas-
ses. Os resultados obtidos pelos autores podem
ser considerados satisfatórios, dado que obteve-se
uma taxa de acerto médio de 70, 59% e desvio pa-
drão de 1, 23 para a classe normal e taxa de acerto
médio de 60, 89% e desvio padrão de 1, 60 para a
classe de falha em uma barra (falha prematura).
Porém, deseja-se melhores resultados.

Uma investigação mais aprofundada sobre o
conjunto de dados e as condições sob as quais cada
amostra é obtida, sugere que a inclusão de infor-
mações referentes ao ńıvel de carga e frequência
comandada como atributos extras pode contribuir
para uma melhora nas taxas de classificação.

A frequência comandada é facilmente obtida
quando se implementa o detector no próprio pro-
cessador do conversor de frequência. A informa-
ção da carga, porém, não é trivial. A utilização
de dinamômetros se apresenta como uma opção
de custo proibitivo, principalmente em sistemas
de detecção em motores de pequeno porte. Entre-
tanto, como pode ser visto na Figura 5, o conju-
gado imposto ao motor pela carga pode ser esti-
mado através da medição de corrente estatórica,
dado que a corrente é uma imagem do conjugado
de carga em regime permanente de operação.
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Figura 5: Curvas de conjugado e corrente versus
velocidade angular em motor de indução.

É importante salientar que as informações de
frequência comandada e corrente de fase podem
ser obtidas de conversores de frequência comerci-
ais através da transmissão de dados por comuni-
cação serial ou, até mesmo, disponibilizadas em
sáıdas analógicas.

O conjunto de dados utilizado no restante
deste estudo é, portanto, composto por 504 amos-
tras para cada uma das 5 classes, sendo elas nor-
mal (N), falha em uma barra (B1), falha em duas

barras adjacentes (B2A), falha em três barras ad-
jacentes (B3A) e falha em três barras equidistan-
tes (B3E). Cada amostra contém 5 atributos: va-
riância, kurtosis, skewness, frequência comandada
e ńıvel de carga estimado.

3 Resultados

Após a realização de testes exaustivos, a topologia
da rede escolhida apresenta três camadas, com 5
unidades de processamento na entrada, 13 neurô-
nios na camada escondida, 1 neurônio de sáıda
e funções de ativação tipo tangente hiperbólica.
Os dados de treinamento, normalizados no inter-
valo entre −1 e +1, formam os conjuntos de trei-
namento e teste, compostos por 70% e 30% dos
dados, respectivamente. O algoritmo Back Propa-
gation, implementado no software MATLAB R©, é
aplicado em 1000 épocas com decaimento da taxa
de aprendizagem (η0 = 0, 03) e termo de momen-
tum fixo de α = 0, 5. Os classificadores foram pro-
jetados para não rotularem amostras cuja sáıda
da rede esteja dentro da faixa entre −0, 2 e +0, 2.
A adoção dessa faixa de rejeição reduz as taxas
de falso-negativos e falso-positivos, melhorando a
confiabilidade e a robustez do classificador.

Inicialmente, foram realizados 50 treinamen-
tos de classificadores binários, os quais distinguem
amostras referentes à operação normal do motor
de amostras do rotor com uma barra aberta. As
matrizes de confusão do melhor classificador, bem
como o gráfico boxplot dos 50 treinamentos são
apresentados nas Figuras 6 e 7.

Pode-se observar na Figura 6 que 23 amostras
de treinamento foram rejeitadas pelo classificador,
devido à faixa de rejeição imposta na sáıda do clas-
sificador. Das 340 amostras do conjunto normal,
apenas 6 foram classificadas incorretamente, en-
quanto apenas 7 das 343 amostras de falha foram
consideradas como normal.

É importante salientar que a topologia uti-
lizada gera resultados bastante consistentes. A
variabilidade das taxas de acerto nos 50 classifica-
dores, tanto nos conjuntos de treinamento quanto
nos conjuntos de teste, é bastante pequena. Além
disso, as taxas de acerto, de rejeição, de falsos-
positivos (FP) e de falsos-negativos (FN), apre-
sentadas nas matrizes de confusão referentes aos
conjuntos de treinamento e teste do classificador
selecionado são muito semelhantes.

O classificador selecionado é agora levado a
classificar, além dos dados referentes ao motor
normal (N) e com falha em uma barra (B1), tam-
bém os dados de falhas em duas barras adjacentes
(B2A), três barras adjacentes (B3A) e três barras
equidistantes (B3E). Os resultados são apresenta-
dos na Tabela 1.
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Figura 6: Matrizes de confusão do classificador
vencedor
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Figura 7: Gráfico boxplot dos 50 treinamentos

As taxas de acerto são altas e as taxas de re-
jeição são baixas, o que sugere que o classificados
se mostra promissor. Porém, dado que se pre-
tende embarcar o classificador em um conversor
de frequência, espera-se que a taxa de falsos posi-
tivos e falsos negativos para as classes B2A, B3A
e B3E sejam mı́nimas. Uma baixa taxa de falsos
negativos da classe B1 podem ser tolerados, tendo

Tabela 1: Resultados da classificação das 5 classes

Classe TA TR falsos
(%) (%) (%)

N 97,75 2,97% 2,25% FP
B1 98,16 2,77% 1,84% FN

B2A 97,01 0,40% 2,99% FN
B3A 96,19 1,19% 3,81% FN
B3E 97,01 0,40% 2,99% FN

em vista que a falha pode evoluir e ser mais facil-
mente detectada. Porém, a confiança no classifi-
cador pode ser minada com frequentes indicações
errôneas de falha (falso-positivos - FP).

Objetivando reduzir a taxa de falso-positivos,
os autores realizam um novo projeto de classifi-
cador. Fazendo uso da mesma metodologia uti-
lizada anteriormente, 50 classificadores são trei-
nados com o agrupamento de todas as subclasses
de falha em uma única classe, tendo o cuidado
de que o conjunto de treinamento seja equilibrado
quanto ao número de amostras das classes normal
(350 amostras) e falha (350 amostras), e que o
conjunto de falha seja contemplado com todas as
subclasses de falha.

Os resultados dos 50 treinamentos são bas-
tante consistentes, com baixa variabilidade das ta-
xas de acerto nos conjuntos de treinamento e teste,
além de grande semelhança das matrizes de confu-
são médias nos conjuntos de treinamento e teste.
Os resultados do classificador selecionado podem
ser vistos na Tabela 2.

Tabela 2: Resultados da classificação das 5 classes

Classe TA TR falsos
(%) (%) (%)

N 99,19 2,18 0,81 FP
B1 84,28 5,36 15,72 FN

B2A 99,60 1,19 0,40 FN
B3A 98,40 0,79 1,60 FN
B3E 98,80 0,40 1,20 FN

Apesar da redução da taxa de acerto e au-
mento das taxas de rejeição e de falso-negativos
ocorridos na classe B1 (compare com a Tabela 1),
houve uma melhora generalizada das taxas de
acerto, de rejeição e de falso-negativos, com des-
taque para a redução da taxa de falso-positivos.
Fato interessante ocorre com as taxas de rejeição.
À medida que a intensidade da falha aumenta,
ocorre uma diminuição da taxa de rejeição. Os
autores julgam que este pode ser um ind́ıcio de
que também seja posśıvel a categorização das fa-
lhas em subclasses. Assim, um novo projeto de
classificador, agora com 5 classes, é realizado. São
treinadas 50 redes MLP com 5 unidades de pro-
cessamento na camada de entrada, 13 neurônios
na camada oculta e 5 neurônios de sáıda.
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A matriz de confusão no conjunto de teste
do classificador escolhido dentre os 50 treinados
é apresentada na Figura 8.
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Figura 8: Matriz de Confusão do classificador ven-
cedor das 5 classes.

Observando a primeira linha da matriz,
percebe-se que os dados normais são menos con-
fundidos com as subclasses de falhas mais inten-
sas. Na primeira coluna pode-se ver que apenas
amostras pertencentes à classe B1 são confundidas
com a classe normal. De forma geral, as confusões
entre as classes vão decrescendo à medida que as
condições operacionais vão se afastando entre si.

A taxa de acerto geral na classificação é de
76,4%. Entretanto, o motivo dessa baixa taxa
está associado aos erros na classificação entre as
subclasses de falha, e não aos erros entre a classe
normal e as subclasses de falha. Isso pode ser
observado na matriz de confusão apresentada na
Figura 9, em que considerou-se o problema de clas-
sificação do ponto de vista binário, ou seja, ou a
amostra refere-se a uma operação normal ou com
falha. Neste caso, a taxa de acerto é de 95,3%. É
importante salientar que não foi utilizada a faixa
de rejeição entre as classes normal e com falha.

4 Conclusões

Falhas em motores de indução por quebra de bar-
ras rotóricas, embora ocorram apenas entre 5% a
10% das falhas, acometem um grande número de
motores, exigindo assim uma solução, como a de-
tecção prematura deste tipo de falha. A utilização
de redes neurais artificiais traz uma grande vanta-
gem, uma vez que a detecção não é feita por meio
da modelagem do sistema e sim pelo reconheci-
mento do padrão de espalhamento das amostras
no hiperespaço dos atributos.

Estre trabalho traz uma abordagem bastante
promissora, aos serem utilizados como atributos,
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Figura 9: Matriz de Confusão reduzida.

medidas estat́ısticas como skewness, kurtosis e va-
riância do sinal de tensão induzida em uma bobina
coletora do fluxo axial da máquina, além de infor-
mações das condições de trabalho como frequên-
cia comandada de alimentação e a estimativa de
carga através da corrente de fase do motor. Es-
tes atributos podem ser facilmente fornecidos por
um conversor de frequência, o que torna viável
a implementação do detector de falhas junto ao
mesmo.

Dentre os classificadores projetados neste tra-
balho, é escolhido como classificador final o clas-
sificador binário normal/falha treinado com todas
as condições de falhas exploradas, por apresentar
excelentes taxas de acerto para as classes de fa-
lha. Embora este classificador tenha apresentado
uma taxa de acerto de 84,28% para a classe de
falha em uma barra, é importante ressaltar que
uma vez que o motor tenha uma barra aberta,
a evolução desta falha para duas barras abertas
(com acerto de 99,60%) pode sensibilizar o detec-
tor, classificando corretamente o estado do motor.
Além disso, a evolução citada não torna o motor
inoperante, pois ambos os ńıveis de falha podem
ser considerados falhas incipientes. O classificador
possui ainda baixas taxas de rejeição, com média
de 1,98% das amostras do banco de dados rejeita-
das. Por fim, o classificador final possui uma taxa
de acerto para a classe normal de 99,19%, com a
baix́ıssima taxa de falso-positivos de 0,81%, o que
torna o classificador bastante robusto e confiável.
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