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Abstract— Active power losses are inevitable consequences of radial distribution networks, issues that may
be greatly diminished by an intelligent reconfiguration of the system. This paper presents a novel genetic
optimization approach, based on mathematical set theory, in order to solve the optimal network reconfiguration
problem. The proposed algorithm was able to efficiently find global optimal solutions of standard test networks.
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Resumo— As perdas técnicas, como a perda de potência real nas linhas, são consequência inevitável dos
processos de distribuição. Neste cenário, a reconfiguração se apresenta como uma ferramenta para a melhoria
de eficiência das redes de distribuição elétrica. Este trabalho apresenta uma abordagem de otimização genética,
baseada na teoria de conjuntos, visando solução do problema de reconfiguração ótima de redes de distribuição
de energia elétrica. O emprego do algoritmo genético em redes padrões de teste mostra a eficiência do método
desenvolvido, o qual é capaz de encontrar a solução ótima dos problemas avaliando uma pequena amostra das
combinações posśıveis.

Palavras-chave— Otimização de sistemas elétricos, smart grids, algoritmo genético, reconfiguração de redes.

1 Introdução

O sistema elétrico de potência compreende a gera-
ção, transmissão e distribuição de energia elétrica.
A etapa de distribuição é encargo das concessio-
narias distribuidoras de energia e abrange a cone-
xão, o atendimento e a entrega efetiva de energia
elétrica ao consumidor final. A atuação da distri-
buidora deve considerar as restrições do sistema,
ao mesmo tempo que atende à demanda crescente
e realiza a expansão da rede. As perdas técnicas,
como a perda de potência real nas linhas, são con-
sequência inevitável dos processos, fazendo com
que a energia entregue às unidades consumidoras
seja sempre inferior à energia recebida no ponto
de geração (Zhu, 2015).

Neste cenário, a reconfiguração de redes se
apresenta como uma técnica amplamente estu-
dada e aplicada pelas concessionarias para reduzir
as perdas nos sistemas de distribuição de energia
e otimizar sua operação (Kalambe and Agniho-
tri, 2014). Diferentes abordagens evolutivas vêm
sendo aplicadas para resolução deste problema de
natureza combinatória cuja solução pela aborda-
gem tradicional é dif́ıcil (Nara et al., 1992). Pode-
se citar o uso de algoritmos como o de Busca
Harmônica (Rao et al., 2013) e de Imperialismo
Competitivo (Mirhoseini et al., 2014), contudo,
o Algoritmo Genético é o mais comumente apli-
cado. Trabalhos como (Abdelaziz, 2017), (Gupta
et al., 2014) e (Duan et al., 2015) utilizam Algo-
ritmos Genéticos com pequenas variações, como
a codificação, a função objetivo e a variação de
tamanho da população inicial.

Este artigo é baseado no problema de reconfi-

guração ótima de redes de distribuição (DNRC -
Distribution Network Reconfiguration) apresen-
tado por (Zhu, 2002). Uma nova abordagem de
programação genética é apresentada para solução
deste problema, onde a codificação é tratada por
meio de conjuntos com números naturais, ao invés
da codificação binária tradicional. Operações de
mutação e recombinação especiais são propostas
para contemplar este método de codificação em-
pregado. O objetivo final avaliar a probabilidade
do genético elaborado atingir a solução ótima glo-
bal do problema.

2 Definição do Problema

Considere uma rede de distribuição de energia ra-
dial composta por um conjunto B de barras e um
conjunto L de linhas de transmissão. Dentre as
barras do sistema, um subconjunto Bf são fontes
geradoras de energia e seu complemento Bc são
cargas consumidoras de energia. Além disso, do
conjunto L de linhas de transmissão totais, uma
parcela L1 está conduzindo, enquanto seu comple-
mento L0 está aberto ou inativo. As Figuras 1 e 2
apresentam os modelos de 16 e 33 barras do IEEE
(Kersting, 2001), que serão avaliados neste traba-
lho. Note que o circuito da Figura 1 apresenta 16
barras, sendo 3 barras de geração e 13 barras de
carga. Este mesmo exemplo contém 16 linhas de
transmissão, das quais 13 devem estar conduzindo
e 3 devem estar abertas, a fim de que a radialidade
do sistema seja mantida. Por sua vez, o sistema
teste de 33 barras apresenta um único nó de ge-
ração e 32 nós de carga. A base do sistema, para
ambos os casos, é V = 12,66 kV e S = 10 MW.
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Figura 1: Configuração padrão do circuito de testes
IEEE de 16 barras. A taxa de perdas é 0, 6896% e a
mı́nima tensão de barramento é 0, 9836 pu.

Para definir de forma genérica o modelo elé-
trico de uma rede de distribuição de energia são
consideradas as seguintes variáveis:

• Vb e Zb são, respectivamente, a tensão e a
impedância no b-ésimo barramento da rede ∀
b ∈ B.

• Il e Yl são, respectivamente, a corrente e a
admitância na l-ésima linha de transmissão ∀
l ∈ L.

Assume-se que os barramentos geradores de
energia apresentam uma tensão constante nomi-
nal, ou seja Vb = 1 pu ∀ b ∈ Bf . Assume-se tam-
bém o conhecimento a priori de todos os parâme-
tros de impedância ou admitância do sistema.

A potência ativa total consumida pelas cargas
do sistema é determinada por

P⊕ =
∑
b∈Bc

<
{
V 2
b

Zb

}
, (1)

onde <{·} denota a parte real da variável com-
plexa. Já a potência ativa dissipada pelas linhas
de transmissão pode ser calculada conforme

P	 =
∑
l∈L1

<
{
I2l
Yl

}
. (2)

Assim sendo, a taxa de perdas α do sistema elé-
trico é:

α =
P	

P⊕ + P	
. (3)

A fim de determinar a configuração ótima de
uma rede de distribuição de energia radial, deve-
se escolher os conjuntos de linhas de transmissão
abertas/fechadas (L0/L1) de modo a minimizar a
taxa de perda de energia do sistema. Ademais, é
necessário garantir:

(r1) as restrições f́ısicas do sistema, ou seja, as
leis de Kirchhoff das tensões e correntes:
f(Vb∈B) = 0 e g(Ib∈L) = 0;

(r2) a radialidade da rede, o que significa que o
número de linhas ativas é menor que o nú-
mero de barras do sistema (|L1| < |B|) e um
determinado número k de linhas estão inati-
vas (|L0| = k);
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Figura 2: Configuração padrão do circuito de testes
IEEE de 33 barras. A taxa de perdas é 0, 9454% e a
mı́nima tensão de barramento é 0, 9617 pu.

(r3) o atendimento das cargas, isto é, a queda de
tensão deve ser não-nula em todos os barra-
mentos: Vb > 0 ∀ b ∈ B.

O problema otimização pode, portanto, ser repre-
sentado através da seguinte expressão matemá-
tica:

minα sujeito a
{

(r1) , (r2) , (r3)
}
. (4)

Conforme mencionado, a reconfiguração de
um sistema de distribuição de energia elétrica
é um problema de natureza combinatória, não-
diferenciável e não-linear. Em um sistema com
|L0| = k escolhas e |L| = n possibilidades, o ta-
manho total N do espaço de busca é dado pelo
seguinte coeficiente binomial:

N =

(
n
k

)
=

n!

k!(n− k)!
. (5)

Para sistemas de pequena dimensão é viável
testar todas as soluções posśıveis, contudo o nú-
mero de possibilidades eleva-se exponencialmente
com aumento de barramentos/linhas do circuito.
Logo, é fundamental o emprego de algoritmos de
busca eficientes para resolver o problema em siste-
mas de dimensão elevada. Por exemplo, o circuito
da Figura 1 contém k = 3 escolhas e n = 16 possi-
bilidades, o que resulta em N = 560 combinações
posśıveis. Já o circuito da Figura 2 contém k = 5
escolhas e n = 37 possibilidades, resultando em
N = 435897 combinações.

3 Algoritmo Genético

Algoritmos genéticos (Back, 1996) trabalham com
a representação dos elementos do problema. Os
indiv́ıduos constituem a unidade fundamental do
método, pois neles reside a codificação do conjunto
de parâmetros, ditos cromossomos, e é através de
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Figura 3: Diagrama de Venn relacionado às operações
de mutação.

sua manipulação (pelo processo de evolução) que
respostas são encontradas.

Esta seção descreve primeiramente a codifica-
ção elaborada e as regras de operações entre cro-
mossomos utilizadas. Posteriormente, são apre-
sentados os critérios de seleção e o algoritmo prin-
cipal para programação evolutiva das gerações.

3.1 Codificação

É proposta a codificação dos indiv́ıduos através de
cromossomos X na forma de conjunto de números
naturais contendo valores inteiros que represen-
tam as linhas de transmissão inativas do sistema,
isto é X = L0, X ⊂ L ⊂ N, |X | = k. É conveni-
ente trabalhar com o conjunto das linhas inativas,
uma vez que este possui menor cardinalidade (k)
do que o conjunto complementar L1 das linhas
ativas (n− k).

Para exemplificar, o cromossomo que repre-
senta a configuração de chaves padrão do sistema
da Figura 1 é dado por X = {4 , 11 , 13}, onde
o conjunto de escolhas é L = {1, 2, . . . , 16}. Já
no sistema da Figura 2 o cromossomo é X =
{33 , 34 , 35 , 36 , 37} para L = {1, 2, . . . , 33}.

3.2 Operações de mutação

Para produzir um novo indiv́ıduo Y por mutação,
a partir um cromossomo X , é proposto o seguinte
método:

1. Selecionar aleatoriamente um elemento i ∈
{1, . . . , k} do cromossomo X , isto é xi.

2. Definir o complemento X do cromossomo.

3. Selecionar um segundo elemento aleatório j ∈
{1, . . . , n− k} de X , isto é xj .

4. O novo cromossomo Y é igual a X , porém o
elemento xi é substitúıdo por xj .

Este método de mutação garante uma pe-
quena modificação nos genes do indiv́ıduo, ele-
mento importante no algoritmo genético que pos-
sibilita explorar novas soluções. O diagrama de
Venn na Figura 3 representa graficamente os con-
juntos e elementos envolvidos nesta operação de
mutação proposta.

Suponha por exemplo que X = {1 , 4} e
L = {1, . . . , 6}. O conjunto complementar do cro-
mossomo neste caso é X = {2, 3, 5, 6}. Caso seja

X1

I

X2

EL

Figura 4: Diagrama de Venn relacionado às operações
de recombinação.

sorteado i = 2 e j = 3, então o cromossomo resul-
tante da mutação é Y = {1 , 5}.

3.3 Operações de recombinação

Para gerar indiv́ıduos filhos Y1 e Y2 a partir de
um par original X1 e X2, é proposta a seguinte
operação:

1. Determinar os conjuntos intersecção e união
entre os cromossomos a serem recombinados:
I = X1 ∩ X2, U = X1 ∪ X2.

2. Determinar o conjunto de elementos mutua-
mente exclusivos entre os cromossomos pais,
ou seja: E = U ∩ I.

3. Dividir aleatoriamente o conjunto E em duas
partições de mesmo tamanho: E1 e E2.

4. Os cromossomos filhos são constrúıdos con-
forme Y1 = I ∪ E1 e Y2 = I ∪ E2.

Através deste método de recombinação pro-
posto, os genes iguais entre os pais são natural-
mente mantidos nos filhos. Além disso, os genes
mutuamente exclusivos entre os pais são redistri-
búıdos aleatoriamente. O diagrama de Venn na
Figura 4 complementa a descrição deste método
representando graficamente os conjuntos envolvi-
dos nesta operação de recombinação.

Considere por exemplo um par de pais X1 =
{2, 3, 6, 7} e X2 = {1, 3, 5, 7}. O conjunto inter-
secção neste caso é I = {3, 7} e o conjunto união
é U = {1, 2, 3, 5, 6, 7}. O conjunto de elementos
exclusivos por sua vez é E = {1, 2, 5, 6}. Supo-
nha que sejam sorteadas as partições E1 = {2, 5}
e E2 = {1, 6}. Então, os filhos resultantes seriam
Y1 = {2, 3, 5, 7} e Y2 = {1, 3, 6, 7}.

3.4 Seleção dos indiv́ıduos

O critério para determinar o grau de adaptação
dos indiv́ıduos é dado principalmente pela taxa
de perda α(X ) da respectiva configuração da rede.
Os indiv́ıduos que contém menor α são considera-
dos mais adaptados e portanto possuem preferên-
cia no processo evolutivo. Um fator importante
que também influencia a seleção é a tensão mı́-
nima Vmin(X ) dos barramentos, isto é, min Vb(X )
∀ b ∈ B. Caso Vmin(X ) = 0, significa que existe
alguma carga desconectada do circuito, o que ca-
racteriza X como uma solução infact́ıvel para o
problema.
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O ranking de adaptação dos indiv́ıduos é ela-
borado conforme as seguintes regras:

1. Os indiv́ıduos mais adaptados possuem
Vmin(X ) > 0 e são classificados de acordo
taxa de perdas α(X ), onde uma menor taxa
denota melhor adaptação.

2. Os indiv́ıduos menos adaptados possuem
Vmin(X ) = 0 e são classificados de maneira
aleatória.

3.5 Inicialização e evolução genética

Para implementação do algoritmo genético é ne-
cessário definir primeiramente um tamanho de po-
pulação M . Então, deve-se definir a proporção da
população constitúıda por elitismo (Me = γeM),
por recombinação (Mr = γrM), por mutação
(Mm = γmM) e por passagem direta (Mp =
γpM).

A construção dos M indiv́ıduos da primeira
geração é realizada de maneira aleatória. Nesta
etapa de inicialização, o cromossomo Xi do i-ésimo
indiv́ıduo contém k elementos aleatórios do con-
junto L.

A evolução das gerações de indiv́ıduos é im-
plementada conforme o seguinte algoritmo:

1. Para cada novo indiv́ıduo Xi da população,
avaliar a taxa de perdas α(Xi) e a tensão mı́-
nima da rede Vmin(Xi).

2. Determinar o ranking de adaptação dos indi-
v́ıduos da população segundo a lógica descrita
na Subseção 3.4.

3. Atualizar a elite contendo os Me indiv́ıduos
mais adaptados. Estes indiv́ıduos são manti-
dos para próxima geração.

4. Produzir Mr novos indiv́ıduos por recombina-
ção utilizando o procedimento detalhado na
Subseção 3.3. A seleção dos pares de pais é
resultante de torneios entre três candidatos
aleatórios.

5. Produzir Mm novos indiv́ıduos por mutação
conforme o método descrito na Subseção 3.2.
A seleção de cada indiv́ıduo de origem é re-
sultante de torneios entre dois candidatos ale-
atórios.

6. Selecionar por torneio os Mp indiv́ıduos res-
tantes para a constituir os M indiv́ıduos da
próxima geração.

A cada geração é importante atualizar a solu-
ção incumbente da busca, ou seja, a solução com
melhor adaptação dentre todo o processo de otimi-
zação evolutiva. O método iterativo descrito an-
teriormente pode prosseguir até que a solução in-
cumbente fique estacionada por um determinado
peŕıodo de gerações. Outra possibilidade (a qual

foi considerada) é estabelecer uma número má-
ximo de gerações a serem computadas.

4 Resultados

A abordagem proposta para o problema de DNRC
foi aplicada nos circuitos representados nas Figu-
ras 1 e 2. As especificações dos barramentos e
linhas de transmissão do sistema podem ser en-
contradas em (Zhu, 2002). Vale ressaltar que o al-
goritmo genético proposto deve ser implementado
em conjunto com algum método de solução das
grandezas elétricas da rede. Neste artigo foram
consideradas cargas com impedância constante, ao
invés das tradicionais cargas não-lineares de po-
tência constante. Esta consideração tem o intuito
de tornar lineares as equações nodais da rede, sim-
plificando suas soluções. Além disso, o uso desta
aproximação é válida para as redes de distribuição
em estudo dado que observa-se nas cargas quedas
de tensões muito próximas de 1 pu.

Tabela 1: Parâmetros considerados no algoritmo ge-
nético.

Parâmetro Śımbolo Valor

Taxa de Elitismo γe 10%
Taxa de Mutação γm 35%
Taxa de Recombinação γr 50%

A Tabela 1 apresenta os valores considera-
dos para os parâmetros da codificação do algo-
ritmo genético. O critério de qualidade estabele-
cido para avaliação do método proposto é a pro-
babilidade da solução incumbente genética atingir
a solução ótima do problema. Para determinar
este parâmetro probabiĺıstico foi empregado o mé-
todo de Monte Carlo, realizando-se 20 execuções
independentes do código com populações iniciais
diferentes e aleatórias. As soluções ótimas das re-
des de testes de 16 e 33 barras foram previamente
determinadas pela avaliação de todas as posśıveis
combinações.

No sistema de 16 barras a situação inicial con-
sidera os ramos L0 = { 4 , 11 , 13 } abertos, apre-
sentando uma perda de potência ativa de 0, 6896%
e tensão mı́nima de 0, 9836 pu. A solução ótima
global para neste caso consiste em abrir as linhas
L0 = { 6 , 11 , 13 }, obtendo um valor de perda
de 0, 6192% e uma tensão mı́nima de 0, 9845 pu.
Mesmo com a linearização das cargas, observa-se
que a configuração ótima resultante é idêntica à
solução encontrada na literatura (Zhu, 2002).

Os resultados da otimizações genéticas para o
sistema de 16 barras estão apresentados nas Figu-
ras 5 e 6, onde foram utilizadas populações de 10 e
20 indiv́ıduos, respectivamente. Com a análise das
Figuras 5 e 6 pode-se constatar que o algoritmo
genético elaborado é capaz de encontrar a solução
ótima global, representada pela linha tracejada,
em todas as inicializações. O número de gerações
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IEEE 16 barras – População: 10 indiv́ıduos
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Figura 5: Avaliação do algoritmo genético no circuito
de testes IEEE de 16 barras com uma população de
10 indiv́ıduos.

necessárias para que a solução ótima seja atingida
é inversamente proporcional ao tamanho da popu-
lação inicial utilizada, comportamento justificável,
uma vez que uma população inicial menor oferece
menos diversidade de indiv́ıduos. Utilizando 10
indiv́ıduos, 100% das 20 execuções realizadas atin-
giram a solução global em até 44 gerações. Já uti-
lizando 20 indiv́ıduos, foram necessárias apenas
32 gerações para todas as otimizações chegarem
na solução ótima.

Para o circuito de 33 barras, a condi-
ção padrão considera 5 ramos desconectados
L0 = { 33 , 34 , 35 , 36 , 37 }, uma taxa de perda
de 0, 9454% e uma tensão mı́nima de 0, 9617 pu.
A solução ótima, obtida pelo método de teste de
todas as combinações, consiste na abertura das
chaves L0 = { 6 , 9 , 12 , 32 , 33 }, reduzido as per-
das para 0, 3870%. A queda de tensão máxima
nesta configuração é 0, 9738 pu. Apesar do em-
prego da linearização das cargas, nota-se que três
das cinco chaves selecionadas são as mesmas em
relação à solução ótima encontrada na literatura
(Zhu, 2002).

Os resultados das otimizações genéticas para
o sistema de 33 barras estão apresentados nas Fi-
guras 7, 8 e 9, onde foram utilizadas populações
de 20 e 50 e 100 indiv́ıduos, respectivamente. Pela
análise destes resultados verifica-se que, com uma
população de 20 indiv́ıduos, cerca de 65% das exe-
cuções atingiram a solução ótima do problema em
até 120 gerações. Claramente, uma população ini-
cial de 20 indiv́ıduos representa uma amostra pe-
quena dentro das 435897 combinações totais exis-
tentes para este sistema. Ao elevar a população
para 50 indiv́ıduos nota-se que 95% das vezes a
otimização genética atinge o ótimo global em até
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Figura 6: Avaliação do algoritmo genético no circuito
de testes IEEE de 16 barras com uma população de
20 indiv́ıduos.

120 gerações. Finalmente, elevando ainda mais a
população, para 100 indiv́ıduos, nota-se que 100%
atingem o resultado esperado em apenas 72 gera-
ções.

5 Conclusões

Este trabalho propôs uma abordagem de otimi-
zação heuŕıstica genética para solução de proble-
mas de reconfiguração de redes de distribuição de
energia. Foi apresentada uma nova forma de codi-
ficação genética baseada na teoria matemática de
conjuntos. Novas metodologias de mutação e re-
combinação foram propostas, onde operações pró-
prias de conjuntos (tais como: união, intersecção
e complemento) são empregadas para o processa-
mento eficaz dos cromossomos.

Analisando os resultados obtidos, é posśıvel
perceber que o método desenvolvido é uma abor-
dagem eficiente para solução de problemas de re-
configuração de redes para minimização da per-
das. Vale destacar aqui que o algoritmo genético
com população de 100 indiv́ıduos, necessitou ava-
liar no máximo 6135 das 435897 combinações to-
tais para determinar solução ótima do problema
de 33 barras. Esta observação também demonstra
a aplicabilidade do método proposto para outros
sistemas de maior dimensão, onde não seria pos-
śıvel avaliar exaustivamente todas as soluções do
problema.
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Figura 7: Avaliação do algoritmo genético no circuito
de testes IEEE de 33 barras com uma população de
20 indiv́ıduos.
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IEEE 33 barras – População: 50 indiv́ıduos

0 20 40 60 80 100 120

Geração

0

50

100

P
ro
b
ab

il
id
ad

e
d
e

so
lu
çã
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Figura 8: Avaliação do algoritmo genético no circuito
de testes IEEE de 33 barras com uma população de
50 indiv́ıduos.
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çã
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