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Abstract— This paper uses a computational intelligence approach to the identification of nonlinear, dynamic systems. The
purpose of this process is to use a hybrid, Multi-layer Perceptron (MLP) and Artificial Neural Network (ANN) combined with
meta-heuristic optimization by the Self-adaptive Differential Evolution (SaDE) algorithm. A hybrid neural network is a network
that has different activation functions with the intent to provide individual neurons with different information. One goal of this
approach, using a black-box mathematical model, is to identify the system dynamics of combustion, pressure oscillations that
occur inside the combustion chamber of a heavy-duty gas turbine due to thermoacoustic interactions. The other is to model the
NOx emissions. The conclusion, after analyzing results, is that this approach can model the systems in a satisfactory manner. It is,
however, more computationally demanding than other techniques like an MLP trained by classical methods and the Orthogonal-
Least-Squares (OLS) technique.

Keywords— Black-box identification, Hybrid Neural Networks, Global Optimization, Differential Evolution, Gas turbine.

Resumo— Este trabalho usa uma abordagem por inteligência computacional a identificação de sistemas dinâmicos não linea-
res. A proposta é utilizar uma rede neural artificial (RNA) híbrida em conjunto com metaheurística de otimização por Evolução
Diferencial Auto-adaptativa (SaDE). A rede neural híbrida é uma rede onde os neurônios possuem funções de ativação diferentes
com o intuito de que cada neurônio consiga capturar diferentes informações dos dados. O objetivo é aplicar esta abordagem para
identificar, por meio de um modelo caixa-preta, a dinâmica das pulsações de pressão advindas de fenômenos termo-acústicos que
ocorrem dentro da câmara de combustão de uma turbina a gás industrial, como também as emissões de NOx resultantes desta
combustão. Pela análise dos resultados pode-se concluir que esta abordagem consegue modelar os sistemas propostos satisfatoria-
mente, embora a técnica apresente uma maior demanda computacional em relação à uma RNA treinada por métodos clássicos ou
à técnica dos Mínimos Quadrados (MQ).

Palavras-chave— Identificação caixa-preta, Redes Neurais Híbridas, Otimização Global, Evolução Diferencial, Turbina a gás.

1 Introdução

A geração termoelétrica correspondeu no ano de 2015
a cerca de 22% da matriz elétrica brasileira, aproxi-
madamente 140GWh, sendo a segunda maior fonte
de geração de energia elétrica do país. Destes, me-
tade provém de plantas operadas a gás natural atra-
vés de turbinas a gás a ciclo simples ou combinado
(Patusco, 2016). As turbinas a gás oferecem vanta-
gens como alta razão potência-peso, confiabilidade de
operação e eficiência de até 40% a ciclo simples e até
60% a ciclo combinado (Boyce, 2011). No entanto,
ainda existem alguns obstáculos no desenvolvimento
e utilização de turbinas a gás. Um dos obstáculos
é a redução das emissões atmosféricas provenientes
da combustão, pois tais emissões liberam gases po-
luentes na atmosfera que são prejudiciais à saúde e
ao meio ambiente, sendo eles o gás carbônico (CO)
e os óxidos nítricos (NOx, abreviação de NO e NO2)
(Correa, 1993; Kampa and Castanas, 2008). Pode-se
citar (Idzwan et al., 2014) e (Arsie et al., 2017) como
exemplos de pesquisas nessa área.

Outro problema relevante na operação de turbi-

nas a gás são as pulsações de alta pressão que ocor-
rem dentro da câmara de combustão. Tal fenômeno
provém de interações termo-acústicas em que a chama
fornece energia a ondas de pressão por um mecanismo
de realimentação positiva. Estas ondas de pressão au-
mentam de amplitude e podem oscilar em frequências
que entram em ressonância com os modos de vibração
da estrutura da turbina, levando a danos que podem
até mesmo tirar a planta de operação (Liuwen, 1999).
Sendo assim, se faz necessário o uso de métodos de
modelagem matemática capazes de descrever estes
fenômenos com precisão, visando otimizar, simular
e prever o comportamento de turbinas a gás visando
operações mais robustas, eficientes e ecológicas. No
contexto de pulsações, vibrações e demais fenômenos
mecânicos relacionados à turbinas, pode-se mencionar
as pesquisas de (Hossain et al., 2017) e (Cammarata
et al., 2002).

Modelos matemáticos de turbinas a gás geral-
mente são obtidos por meio dos conhecimentos das
leis físicas que regem tais fenômenos (conservação
da massa, conservação da energia etc) e através de
softwares computacionais específicos. Tal modela-
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gem, conhecida também por modelagem caixa branca,
gera modelos de fácil interpretação. No entanto, de-
vido a necessidade de conhecimentos específicos e
tempo, nem sempre esta abordagem se torna viável.
Além disso, considerando a complexidade do sistema
(não linearidades, número de variáveis, etc), em al-
gumas vezes se torna até impraticável. Logo, se faz
necessário o uso de técnicas de identificação de sis-
temas onde o levantamento do modelo matemático é
encontrado utilizando dados do sistema em questão.
Os modelos encontrados por esta abordagem normal-
mente são do tipo caixa preta, ou seja, não levam a
física do fenômeno em consideração. No entanto não
é necessário conhecimento prévio do sistema e a pre-
cisão é tão boa quanto modelos caixa branca (El-Dine
et al., 2012; Isaksson, 2013; Mariani et al., 2015).

A literatura relacionada à identificação caixa-
preta é encontrada no contexto clássico em (Nelles,
2000), já para um contexto mais recente, refere-
se à filosofia NARMAX (Nonlinear Auto-Regressive
Moving Average with Exogenous Inputs) (Billings,
2013), por meio de Redes Neurais Artificiais (RNAs)
(Norgaard, 2000) e também abordagens que inte-
gram técnicas de inteligência computacional distintas
(Ayala, 2016; Adeniran and Ferik, 2016; Ferik and
Adeniran, 2016). A aplicação destas técnicas na iden-
tificação de modelos matemáticos de turbinas a gás
vem aumentado deste as últimas duas décadas prin-
cipalmente nas áreas de simulação, detecção de falhas
e controle, sendo que dentre as técnicas mais empre-
gadas estão as RNAs (Hamid Asgari, 2016). Além
das RNAs puras, existem pesquisas que buscam me-
lhores resultados por meio da hibridização da estru-
tura das redes e também das técnicas de treinamento
(Velázquez-Velázquez et al., 2011; Oh et al., 2007).

A presente pesquisa se propõe a trabalhar na
identificação caixa preta para os modelos de emis-
sões de gases poluentes e das pulações na câmara de
combustão de uma turbina a gás por meio de Redes
Neurais Artificiais (RNA) incluindo uma versão com
estrutura híbrida, denominada Rede Neural Híbrida
(RNH), a qual é treinada pela metaheurística Evolu-
ção Diferencial Auto-adaptativa (SaDE) (Qin and Su-
ganthan, 2005). O modelo obtido é analisado e a qua-
lidade do mesmo é comparada com resultados obti-
dos por outras duas RNAs, treinadas por meio dos al-
goritmos clássicos baseados em gradiente Levenberg-
Marquardt-LM (Marquardt, 1963) e Scaled Conjugate
Gradient-SCG (Moller, 1993), e também com uma
combinação linear obtida por meio da técnica dos Mí-
nimos Quadrados (MQ).

A necessidade de uma abordagem por RNAs para
este problema, se dá ao fato dos fenômenos envolvi-
dos possuírem elevado número de variáveis e compor-
tamentos de difícil modelagem por princípios físicos.
Além disso, os modelos identificados podem ser utili-
zados para simulações da turbina a gás em um ambi-
ente virtual, evitando a realização de ensaios para pre-
visão do comportamento do sistema que além de pos-
suírem um custo elevado podem colocar colocar em

risco a integridade do equipamento. Os resultados en-
contrados através de simulações podem ser utilizados
em conjunto com a otimização do uso dos insumos
de turbina a gás levando-se em consideração aspec-
tos econômicos e ambientais. Embora abordagens por
outros tipos de RNAs já tenham sido utilizadas, o tra-
balho propõe a aplicação de uma RNA híbrida cujo
objetivo é alcançar um erro de predição inferior ao de
outras técnicas devido a mesma ser capaz de extrair
diferentes informações. Considerando que o sistema
estudado é um sistema complexo e de alta escala, uma
pequena redução do erro de predição pode vir a trazer
ganhos significativos na performance do sistema.

O restante deste artigo está dividido da seguinte
maneira. As seções 2 e 3 contêm revisões teóricas re-
lacionadas às redes neurais artificiais e à otimização
aplicada à identificação, respectivamente. O método
de identificação por meio da otimização de uma rede
neural híbrida é apresentado na seção 4, enquanto os
resultados obtidos são expostos e discutidos na seção
5. Por fim, a seção 6 apresenta as considerações finais
relacionadas aos tópicos deste artigo.

2 Redes Neurais Artificiais

As Redes Neurais Artificiais (RNAs) são técnicas
computacionais que buscam emular o comportamento
cerebral principalmente na parte de aprendizagem por
experiência. Tecnicamente, elas são um processador
que realiza processamento paralelo de dados através
de estruturas mais simples, os neurônios. As princi-
pais vantagens das RNAs são a capacidade de genera-
lização, adaptação e mapeamentos de entrada e saída
não lineares (Haykin, 1998). Elas são amplamente
utilizadas em problemas de classificação, regressão e
identificação de sistemas dinâmicos, principalmente
quando não se possui informações a priori sobre o sis-
tema (identificação caixa preta).

2.1 Estrutura

Como apresentado na sessão introdutória, a estrutura
mais simples de uma RNA é o neurônio. A Figura 1
mostra o modelo matemático de um neurônio.

Figura 1: Modelo Matemático do Neurônio.
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Em que xm são as entradas, yk a saída, wkm são
os pesos sinápticos de neurônio k para a entrada m,
bk é a tendência do neurônio (bias) e φ(.) é a função
de ativação. Matematicamente, o neurônio pode ser
representado da seguinte maneira:

vk = bk +

m∑
j=1

xjwkj , (1)

yk = φ(vk). (2)

O neurônio aplica duas transformações aos dados
de entrada. Uma linear (somatório) e uma não linear
(função de ativação). Através dos pesos sinápticos, ele
pondera a influência de cada uma das entradas e dessa
maneira cada neurônio consegue abstrair uma carac-
terística diferente dos dados de maneira a mapear a
entrada para a saída. Uma RNA consiste em vários
conjuntos de neurônios interligados por camadas. As
camadas podem ser classificadas como camadas de en-
trada, oculta e saída, conforme mostrado na Figura 2.

Figura 2: Estrutura de uma Rede Neural Artificial.

Uma característica importante de qualquer RNA
é o tipo de função de ativação utilizada. Este assunto
será tratado com mais detalhe na subseção 2.2.

2.2 Funções de ativação

As funções de ativação são empregadas no cálculo das
saídas dos neurônios de uma rede neural. Existem
inúmeras funções de ativação na literatura especiali-
zada (Haykin, 1998), dentre as quais estão a função li-
near, cúbida, do tipo wavelet e as funções sigmoidais.
Considerando uma entrada genérica vk, pode-se, da
seguinte maneira, descrever a saída da função linear:

φ(vk) =


1, se vk ≥

1

2

vk, se −
1

2
> vk >

1

2

0, se vk < −
1

2

, (3)

das funções do tipo sigmoide:

φ(vk) =


1, se vk > 0

0, se vk = 0

−1, se vk < 0

e (4)

φ(vk) =
1

1 + eavk
e (5)

φ(vk) = tanh(vk) =
evk − e−vk
evk + e−vk

, (6)

da função cúbica:

φ(vk) = v3k, (7)

e da função de Ricker, do tipo wavelet, também
conhecida por "chapéu mexicano":

φ(vk) =
2√
σπ

1
4

(1− (
vk
σ
)2)e−

1
2 (
vk
σ )2 (8)

na qual o parâmetro σ precisa ser definido para o ajuste
do formato da função. Mais informações sobre fun-
ções de ativação distintas podem ser encontradas em
(Hassoun, 1995).

3 Otimização global

Nesta sessão são apresentados os conceitos de otimi-
zação e o funcionamento do algoritmo empregado.

3.1 Conceito introdutório

Um problema de otimização pode ser enunciado
como:

min/maxF (~x) = f(x1, x2, ..., xn), ~x ∈ X (9)

em que X ⊂ Rn representa o espaço de busca com n
dimensões, ~x = (x1, x2, ..., xn) ∈ Rn é o vetor de va-
riáveis de decisão, f : X → R representa uma função
objetivo de mapeamento de um valor real unidimensi-
onal a partir das n variáveis de decisão do problema.
Portanto, o objetivo é encontrar o conjunto de parâ-
metros ~x que obtenha o menor ou maior valor para a
função objetivo (Mahdavi et al., 2015).

O problema da otimização pode ser resolvido
através de abordagens como otimização convexa e
meta-heurísticas. Cada uma delas possuem suas ca-
racterísticas, para este trabalho será utilizada a otimi-
zação meta-heurística. Este tipo de otimização uti-
liza métodos estocásticos (aleatórios) para evitar mí-
nimos e máximos locais buscando assim soluções óti-
mas globais. Nem sempre as soluções encontradas
são ótimas, no entanto geralmente são factíveis, ou
seja, encontram-se dentro dos objetivos e restrições,
podendo ser realizados com tempo e processamento
finitos diferente de outros métodos de otimização glo-
bal (Das et al., 2011; Mahdavi et al., 2015).

3.2 Evolução Diferencial Auto-Adaptativa (SaDE)

O algoritmo SaDE (SelfAdaptive Differential Evolu-
tion), que foi proposto por (Qin and Suganthan, 2005)
na década passada, é derivado da difundida meta-
heurística Evolução Diferencial (ED), introduzida por
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(Storn and Price, 1997) nos anos 90 e muito explorada
em pesquisas na área de engenharia (Das et al., 2016).

O algoritmo SaDE é iniciado com uma popu-
lação de NP indivíduos distribuídos aleatoriamente
no espaço de busca das variáveis de decisão do
problema de otimização, este compreendido entre
~Xmin = {X1,min, X2,min, ..., XD,min} e ~Xmax =
{X1,max, X2,max, ..., XD,max}, em que D representa
a dimensão do problema. A distribuição desses indiví-
duos obedece ocorre da seguinte maneira:

xj,0 = xj,min + rj(xj,max − xj,min), (10)

sendo j = (1, 2, ..., D) e r um parâmetro com fun-
ção de densidade de probabilidade uniforme (mesma
probabilidade para qualquer valor) podendo assumir
valores no intervalo [0, 1].

Desde a proposta original da ED, os indivíduos
são submetidos aos operadores da mutação, recombi-
nação e seleção durante as iterações. Um conjunto
desses operadores pode ser descrito por DE/v/d,
onde v define o indivíduo que sofre a mutação e d o nú-
mero de vetores diferenciais. Dentre as inúmeras es-
tratégias de mutação conhecidas estão a DE/rand/1,
DE/rand−to−best/2,DE/rand/2,DE/curent−
to − rand/1, as quais fazem parte do SaDE e são re-
presentadas, respectivamente, por:

~Vi,G = ~Xr0,G + F ( ~Xr1,G − ~Xr2,G), (11)
~Vi,G = ~Xi,G + F ( ~Xb,G − ~Xi,G)+

F ( ~Xr1,G − ~Xr2,G + ~Xr3,G − ~Xr4,G), (12)
~Vi,G = ~Xr0,G + F ( ~Xr1,G − ~Xr2,G)+

F ( ~Xr3,G − ~Xr4,G) e (13)
~Vi,G = ~Xr0,G +K( ~Xr2,G − ~Xi,G)+

F ( ~Xr0,G − ~Xr1,G), (14)

em que ~Vi,G é o i − ésimo indivíduo mutante da
G − ésima geração, r0 6= r1 6= r2 6= r3 6= r4 ∈
[1, NP ] são os índices de indivíduos aleatórios da po-
pulação (diferentes de i) e b representa o índice do me-
lhor indivíduo da população na geração atual (Huang
et al., 2006). F e K são parâmetros de controle da ED
e são denominados fatores de escala.

A recombinação, por outro lado, tem por objetivo
gerar novos indivíduos a partir de um gerador mutante
tal que:

Uij,G =

{
Vij,G, se rij ≤ CRou j = jrand

Xij,G, caso contrário.
(15)

A variável CR é um parâmetro de controle da
ED conhecido como "taxa de recombinação"e rj é um
número gerado aleatoriamente no intervalo [0, 1] com
função de densidade de probabilidade uniforme. O pa-
râmetro jrand é um inteiro que assume valores no in-
tervalo [1, D] e também possui função de densidade de
probabilidade uniforme e seu objetivo é garantir que o
indivíduo gerado não seja idêntico ao gerador da po-
pulação anterior. Por fim, o indivíduo gerado compete

contra seu gerador e o que melhor estiver adaptado ao
ambiente, sobrevive. Em outras palavras, a solução
mais adequada ao problema é mantida para a próxima
geração.

A principal diferença entre a ED original e a ver-
são SaDE é o mecanismo de auto-adaptação. Cada
umas das k = {1, 2, 3, 4} estratégias de mutação pos-
sui probabilidade pk,G de ser atribuída a um indivíduo
na G − ésima geração. Inicialmente, as probabilida-
des são iguais a 0.25 e, depois de LP gerações (pe-
ríodo de aprendizagem), esses valores são atualizados
de acordo com as seguintes equações:

pk,G =
Sk,G∑4
k=1 Sk,G

e (16)

Sk,G =

∑G−1
G−LP nsk,G∑G−1

G−LP nsk,G +
∑G−1

G−LP nfk,G
+ ε, (17)

sendo que nsk,G e nfk,G contêm, respectivamente, o
número de soluções que foram melhoradas e que fo-
ram eliminadas no processo de seleção pela k-ésima
estratégia na g-ésima geração (Pierezan et al., 2017).
O parâmetro ε tem a função de garantir que todas as
estratégias irão competir no processo de atribuição aos
indivíduos. Dessa maneira, as estratégias que forem
mais eficientes possuirão maior probabilidades de se-
rem empregadas novamente.

A outra diferença da SaDE em relação a ED ori-
ginal, está no ajuste dos parâmetros F e CR, os quais
são estáticos na versão original da ED e em geral são
sintonizados com valores nos intervalos [0.3, 0.8] e
[0.5, 1] (Das et al., 2016). Já na SaDE, o parâmetro F
é gerado para cada indivíduo com distribuição normal
de probabilidade em torna da média 0.5 com desvio
padrão igual a 0.3, tal que:

Fi ∼ N(0.5, 0.3), (18)

enquanto o CR é gerado para cada indivíduo e com
probabilidade normal em torno das médias CRmk

e
desvio padrão igual a 0.1, ou seja:

CRi ∼ N(CRmk
, 0.1), (19)

para as estratégias k = {1, 2, 3, 4}.
As médias CRmk

inicialmente são iguais a 0.5
e depois são atualizadas através dos valores médios
adotados que resultaram em soluções que selecionadas
no processo de seleção natural (Pierezan et al., 2017).

4 Otimização de uma Rede Neural Híbrida

Um fator influente no treinamento de redes neurais é
a possível ocorrência do overfitting. Esse termo de-
nomina o treinamento excessivo da rede neural, que a
torna muito fiel aos dados de treinamento e não a gene-
raliza (Nelles, 2000). Esse mesmo problema pode ser
causado pelas técnicas clássicas de treinamento, base-
adas em gradiente, e que podem acabar obtendo uma
solução local ao invés de global.
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A integração entre redes neurais e meta-
heurísticas de otimização global tem sido cada vez
mais explorada pelos pesquisadores, os quais têm
apresentado resultados promissores (Ayala, 2016).
Esta sessão contém a modelagem da rede neural hí-
brida como um problema de otimização global em ter-
mos de objetivos de otimização e variáveis manipula-
das.

4.1 Estrutura da rede

Pesquisas recentes indicam que a combinação en-
tre técnicas de identificação, predição e classificação
(subdivisões da aprendizagem de máquina, área a qual
as redes neurais fazem parte) é mais eficiente em ter-
mos de generalização, em relação à utilização de uma
técnica isolada (Barbosa, 2009; Zhao et al., 2005). Na
área de identificação sistemas pode-se tratar o termo
“generalização” como “plasticidade” devido à carac-
terística de apresentar um comportamento regular ou
seguro para dados desconhecidos pela técnica.

Embora a estratégia de combinação de técnicas,
também chamada de ensemble, apresente melhor de-
sempenho, dois fatores devem ser considerados. O
primeiro remete à complexidade da estrutura, a qual
pode prejudicar o processo de treinamento e aprendi-
zagem em termos de custo computacional, principal-
mente (Ugalde et al., 2015). O segundo refere-se à per-
cepção de características distintas dos dados, ou seja,
não é vantagem combinar inúmeras técnicas que es-
tejam aprendendo exatamente as mesmas informações
(Barbosa, 2009).

Portanto, a estratégia adotada na presente pes-
quisa é empregar uma rede neural híbrida (RNH) com
apenas uma camada oculta de neurônios. Dessa ma-
neira as múltiplas técnicas, que em um ensemble se-
riam tratadas individualmente como redes neurais, ou
outras classes de identificadores, são substituídas por
tipos distintos de neurônios. A dimensão do problema
é reduzida ao mesmo tempo em que os tipos de neurô-
nios podem promover a diversificação da identifica-
ção. Para reduzir ainda mais a complexidade da rede,
as funções de ativação foram escolhidas e ajustadas
de forma que não existam parâmetros adicionais para
serem sintonizados durante o processo de otimização.
Ou seja, as funções gaussianas, que precisam de ajuste
dos centroides e das aberturas, foram desconsideradas,
enquanto que a função do tipo wavelet assume valor σ
fixo e, nesta pesquisa, igual a 0,9.

4.2 Objetivo e dimensão da otimização

O objetivo da otimização é o erro médio quadrático
(Mean Square Error - MSE), tal que:

MSE =
1

n

n∑
j=1

(Yj − Ŷj)2 (20)

em que n é o número total de amostras, Yj é a saída
real de amostra j e Ŷj é a saída estimada pela rede.

Essa é uma métrica bem difundida na literatura
especializada (Barbosa, 2009), sendo calculado de
maneira simplificada e direta o erro entre a saída real e
a estimada. Esse processo, por consequência, tende a
corrigir de maneira reforçada os maiores erros devido
ao expoente na equação, causando melhor generaliza-
ção do modelo.

Para obter a saída estimada pela rede Ŷj é pre-
ciso submeter os dados de treinamento aos pesos de
entrada da rede, efetuar o somatório dos valores, inse-
rir nas respectivas funções de ativação e submeter aos
pesos de saída. Como os neurônios não possuem parâ-
metros de ajuste, as únicas variáveis que precisam ser
ajustadas são esses pesos.

A dimensão do problema de otimização, portanto,
depende exclusivamente do número de entradas e nú-
mero de neurônios da rede. Supondo que o número
de entradas seja fixo, então o número de neurônios da
camada oculta ditará a dimensão, sendo esta calculada
por:

D = Nneu ∗ (Nin +Nout + 1), (21)

na qualNneu representa o número de neurônios na ca-
mada oculta, Nin o número de entradas e Nout o nú-
mero de saídas da rede. Para sistemas MISO, Nout

assume valor unitário e o valor 1 adicional na equação
representa o bias, entrada de valores unitários da rede.

Buscando a redução da dimensão do problema, os
pesos de saída da rede são obtidos através da técnica
dos Mínimos Quadrados (MQ), a qual obtém a combi-
nação linear que resulta no menor custo quadrático por
meio do cálculo da pseudo-inversa. Dessa maneira,
apenas os pesos de entrada precisam ser ajustados e
os mesmos são empregados como as variáveis mani-
puladas no processo de otimização são, reduzindo a
dimensão do problema a:

D = Nneu ∗ (Nin + 1). (22)

A função objetivo do problema pode ser escrita,
então, da seguinte maneira:

1. Atribui as D variáveis de decisão aos pesos de
entrada da rede;

2. Calcula as saídas da camada oculta da rede;

3. Executa o MQ entre as saídas da camada oculta e
amostras de treinamento da saída desejada;

4. Calcula o MSE entre as amostras de treinamento
da saída desejada e a saída estimada pela RNH;

5. Armazena o MSE, os pesos de entrada e os pesos
de saída da RNH.

5 Resultados e Análise

Nesta sessão são apresentados os parâmetros experi-
mentais do processo de identificação, bem como as in-
formações dos estudos de caso e os resultados obtidos
pela metodologia empregada.
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5.1 Estudos de Caso

A turbina a gás utilizada para coletar os dados deste
trabalho é do tipo Heavy Duty de uma termelétrica a
ciclo combinado. Os dados são coletados através de
uma rede industrial MODBUS e um servidor OPC a
uma taxa de amostragem de 10s (processos lentos).
Os dados referentes as emissões do NOx é obtido a
partir de um analisador de dados ambientais e fornece
valores em ppm@15%O2. Já as pulsações são moni-
toradas por transdutores de pressão instalados no 16
combustores.

No entanto, os dados sobre as pulsações são for-
necidos pelo sistema de monitoramento da dinâmica
da combustão das turbinas a gás e correspondem aos
valores médios dos dados adquiridos pelos transduto-
res de todos os combustores. As pulsações são men-
suradas em PSI e estão dispostas em nove faixas de
frequência que variam entre 0 e 5000 Hz. O foco
deste trabalho é identificar o comportamento da faixa
de frequência entre 1000 a 3000 Hz, pois é o valor de
maior variabilidade de amplitude.

5.2 Parametrização Experimental

O banco de modelos para identificação das pulsações,
composto por 1200 amostras, consistia de parcelas
auto regressoras até o quinto atraso y(k−1)...y(k−5).
Além de conter 25 variáveis exógenas (entradas) tam-
bém até o quinto atraso, além de considerar o va-
lor atual u(k)...u(k − 5) para cada entrada. Já o
banco de modelos para identificação das emissões de
NOx, com 1500 amostras, consistia das 25 parce-
las exógenas até o vigésimo atraso de cada variável
u(k)...u(k − 20). Em ambos os casos foram usadas
70% das amostras para o treinamento das técnicas e
30% para a validação dos modelos.

As redes foram todas configuradas com 20 entra-
das, assim como a técnica FROLS (Foward Selection
Ortoghonal Least Squares) para seleção das features
(Billings, 2013). Além disso, todas as redes são com-
postas por 5 neurônios, sendo que no caso das MLPs
todos os neurônios são do tipo sigmoide, enquanto que
para a rede híbrida, ilustrada na Figura 3, foram defi-
nidos três neurônios sigmoidais (N1, N2 e N3), um do
tipo cúbico (N4) e outro do tipo wavelet (N5, com σ =
0,9).

Figura 3: Rede neural híbrida proposta.

Para o algoritmo Levenberg-Marquadt (LM) de

treinamento das redes neurais, o valor de Mu foi de-
finido como 0.001 e foram necessárias 200 iterações
para chegar a resultados satisfatórios. Para o algo-
ritmo Scaled Conjugate Gradient (SCG), o qual não
possui parâmetro adicional, foram necessárias 3500
iterações. O algoritmo SaDE, por sua vez, foi configu-
rado com LP = 50 e CRmk = 0.5, sendo que o critério
de parada adotado foi 15000 avaliações da função ob-
jetivo. As 105 variáveis de decisão (pesos de entrada
da rede, vide equação (22)) foram restritas ao intervalo
[-2,2].
As métricas utilizadas para mensurar o desempenho
das técnicas são o erro médio quadrático (Mean Squa-
red Erro) dado pela equação (20) e o erro absoluto
percentual médio simétrico (Simetric Mean Absolute
Percentual Error, sMAPE ), conforme a equação (5.2).

sMAPE =
100%

n

n∑
j=1

(Yj − Ŷj)2
‖Yj‖+ ˆ‖Yj‖

2

(23)

5.3 Comparação de Desempenho

Após treinamento de todas as técnicas, foram compa-
rados os erros de treinamento e validação, como pode
ser visto nas Tabelas 1 e 2 para os dados de emissões
e pulsações, respectivamente. Nessas mesmas tabe-
las são apresentados os tempos de treinamento reque-
rido pelas técnicas. É importante salientar que a téc-
nica FROLS consumiu certo tempo para a escolha das
variáveis que influenciam as saídas (ambos os casos),
enquanto as redes utilizaram as mesmas variáveis sem
precisar repetir o processo de seleção. Ou seja, em ter-
mos de execução a técnica FROLS é mais eficiente em
relação às demais.

Tabela 1: Resultados Emissões NOx.

Treinamento Validação
Técnicas MSE sMAPE Tempo MSE sMAPE

RNA c/LM 0, 1245 0, 44% 16, 1s 0, 0102 0, 21%

RNA c/SCG 0, 1498 0, 45% 7, 7s 0, 0194 0, 27%

FROLS 0, 2033 0, 58% 34, 2s 0, 0251 0, 30%

RNH c/SaDE 0, 2285 0, 65% 51, 3s 0, 0101 0, 19%

Tabela 2: Resultados Pulsações.

Treinamento Validação
Técnicas MSE sMAPE Tempo MSE sMAPE

RNA c/LM 0, 0000392 6, 38% 22, 2s 0, 0000316 7, 10%

RNA c/SCG 0, 0000437 6, 56% 13, 0s 0, 0000340 7, 31%

FROLS 0, 0000440 6, 50% 17, 4s 0, 0000299 6, 91%

RNH c/SaDE 0, 0000436 6, 51% 63, 1s 0, 0000288 6, 71%

A Figura 4 apresenta os resultados encontrados
para as pulsações na câmara de combustão e para as
emissões de NOx. Embora todas as técnicas tenham
sido capazes de identificar a dinâmica dos sistemas
de forma satisfatória, a Rede Neural Híbrida (RNH)
foi a que apresentou os menores erros de validação.
Nota-se que, para o caso das pulsações, os erros de
treinamento são superiores em comparação à RNA c/
LM. Contudo, o modelo encontrado apresentou erro
sMAPE de apenas 6,71%, sendo inferior à todas as
demais técnicas.
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Para o estudo de caso das emissões, a RNH pro-
posta apresentou os maiores erros de treinamento den-
tre todas as técnicas, chegando a ser quase o dobro
em relação à RNA c/ LM. Entretanto, os erros apre-
sentados na validação são inferiores às demais, res-
saltando a característica de generalização do modelo
obtidos. Portanto, pode-se verificar indícios de que os
modelos obtidos pela RNH são mais eficientes em ter-
mos de generalização (para ambos os estudos de caso).
Em outras palavras, esses modelos apresentam carac-
terísticas para melhor generalizar os comportamentos
das pulsações e das emissões para conjuntos de dados
nunca tratados pelos mesmos.

Embora a RNH empregada tenha apresentado tais
resultados em termos de erros, os tempos necessários
para treinamento são consideravelmente mais eleva-
dos em relação às demais técnicas. Logo, a escolha
de adotar ou não a estratégia de integração entre uma
RNH e meta-heurísticas de otimização irá depender
do montante de dados do estudo de caso e do tempo
disponível para identificação do mesmo. É impor-
tante lembrar que o tempo de identificação é tão maior
quanto o montante de dados disponível para treina-
mento dos modelos. Já o tempo de avaliação de no-
vas entradas pode ser estimado de maneira similar à
propagação de saídas das RNAs puras.

Figura 4: Resultados das Técnicas para Pulsações e
Emissõs NOx.

6 Conclusão

A presente pesquisa apresentou uma metodologia de
identificação de sistemas por meio da integração de
Redes Neurais Artificiais (RNA) e Algoritmos Evolu-
tivos de Otimização (AEO). Os modelos caixa preta
obtidos e o desempenho da metodologia adotada fo-
ram comparados, respectivamente, com os dados re-
ais e com as técnicas clássicas de treinamento de re-
des neurais artificiais. Através dos resultados apresen-
tados observa-se que a metodologia adotada, embora
apresente maior demanda computacional, obteve me-
lhor desempenho em termos de erros com relação às
demais técnicas. Foram obtidos modelos com erros de
validação iguais a 0,19% e 6,71% para as curvas de
emissões de NOx e pulsações na câmara de combus-
tão, respectivamente. A fim de obter modelos mais ro-

bustos e fiéis ao sistema físicos real serão exploradas
novas estratégias de identificação em pesquisas futu-
ras, dentre as quais pode-se citar a utilização de uma
otimização multi-objetivo com regularização dos pe-
sos das redes e a aplicação de redes neurais recorrentes
aos estudos de caso apresentados nessa pesquisa.
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