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Abstract— This paper introduces a new approach to select reference points of minimal learning ma-
chine (MLM) for classification tasks based on genetic algorithms (AGs) . The basic training procedure of this
method is related to the selection of a subset of points in training data, called reference points, that will be used
to perform a mapping between the geometric configurations of the input points and their corresponding output
points. The original proposal makes the selection of reference points randomly, leaving the user to define only
the number of points. The grid-search cross-validation method can be used to select automatically the number
of reference points. However, a lack of a selection criteria can lead to an inappropriate choice of reference points,
causing noisy or discrepant samples to compose such a subset. In order to overcome this issue, genetic algorithms
play an important role in selecting reference points of MLM for classification problems. The main idea is to re-
move from the set of reference points, discrepant samples, non-relevant patterns or those that may be corrupted
with noise and thus prevent the classifier from achieving higher accuracies. To validate the aproach, experiments
were performed using real-world datasets available in the UCI machine learning repository. The proposal was
able to significantly reduce the number of reference points and maintained the accuracies equivalent (or even
superior) to conventional approaches for selecting reference points.

Keywords— Pattern Recognition, Minimal Learning Machine, Reference Points, Genetic Algotithms.

Resumo— Este trabalho introduz uma nova proposta para seleção de pontos de referência para máquinas de
aprendizado mı́nimo (Minimal Learning Machine, MLM) aplicadas a problemas de classificação com a utilização
de algoritmos genéticos (AGs). O procedimento básico de treinamento deste método está relacionado a seleção de
um subconjunto de padrões de treinamento, chamados de pontos de referência. Tal subconjunto é utilizado para a
realização de um mapeamento entre as configurações geométricas das amostras (pontos de entrada) e seus rótulos
(pontos de sáıda) correspondentes. A proposição original realiza a seleção destes pontos de maneira aleatória,
deixando a cargo do utilizador apenas a definição do número de pontos a serem utilizados. O método de busca em
grade, combinado com validação cruzada pode ser utilizados para seleção automática da quantidade de pontos.
Porém, a falta de um critério de seleção pode acarretar em uma escolha inadequada dos pontos de referência,
fazendo com que amostras ruidosas ou mesmo discrepantes componham tal subconjunto. A fim de superar o
problema na escolha de pontos de referência, Algoritmos Genéticos (AGs) assumem um papel relevante na seleção
de pontos de referência de MLM para problemas de classificação. A ideia principal é remover do conjunto de
pontos de referência, amostras discrepantes, padrões não-relevantes ou aqueles que podem estar corrompidos com
o rúıdo e, assim, permitir que o classificador possa alcançar acurácias mais elevadas. A fim de validar a proposta,
experimentos foram realizados com conjuntos de dados do mundo real e os resultados mostram que o método
foi capaz de reduzir significativamente o número de pontos de referência, bem como manteve sua capacidade de
generalização equivalente ou superior a versão convencional, quando comparada a abordagens iniciais propostas
para seleção de pontos de referência.

Palavras-chave— Reconhecimento de Padrões, MLM, Pontos de Referência, Algoritmos Genéticos.

1 Introdução

Máquina de aprendizado mı́nimo (Minimal Lear-
ning Machine, MLM) é uma proposta recente de
um algoritmo de aprendizado supervisionado, que
pode ser aplicado a problemas de classificação e
regressão (de Souza Junior et al., 2015). Esta téc-
nica vem sendo aplicada a uma diversa gama de
problemas do mundo real, tais como a detecção de
falhas em motores (Coelho et al., 2014) e o ran-

queamento de documentos (Alencar et al., 2015).

O funcionamento do MLM se baseia na pre-
suposição da existência de um mapeamento entre
as configurações geométricas de pontos do espaço
de entrada e as configurações geométricas dos res-
pectivos pontos no espaço de sáıda. Tal mapea-
mento é representado por duas matrizes de dis-
tâncias (entrada e sáıda), computadas em relação
a todos os pontos do conjunto de treinamento e
um subconjunto do mesmo, chamados de pontos
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de referência. O aprendizado do MLM é reali-
zado através da determinação de um modelo de
regressão linear entre as duas matrizes de distân-
cia. Dessa forma, dado um ponto no espaço de en-
trada, pode-se calcular a localização deste ponto
no epaço de sáıda, através do modelo de regressão
aprendido (de Souza Junior et al., 2015).

A formulação original do algoritmo de trei-
namento do MLM estabelece que a escolha dos
pontos de referência seja realizada de maneira ale-
atória, deixando a cargo do utilizador apenas a
definição do número de pontos utilizados. Dessa
forma, a escolha do número de pontos necessários
é realizada via tentativa e erro.

Metaheuŕısticas como o Algoritmos Genéti-
cos (AGs) são uma alternativa aos métodos que
se baseiam na otimização numérica, como os
inclúıdos nas bibliotecas matemáticas clássicas.
Tais metaheuŕısticas também visam gerar soluções
úteis para problemas de busca. Devido as carac-
teŕısticas subjacentes a estas metaheuŕısticas, al-
guns problemas de otimização podem ser resol-
vidos sem supor linearidade, diferenciação, conti-
nuidade ou convexidade da função objetivo. In-
felizmente, estas propriedades desejadas não são
encontradas em vários métodos matemáticos clás-
sicos de otimização encontrados na literatura.

A utilização de AGs em conjunto com méto-
dos de classificação de padrões se dá, principal-
mente no ajuste de parâmetros e seleção de ca-
racteŕısticas. Além disso, alguns trabalhos uti-
lizam tal metaheuŕıstica na redução de dimen-
sionalidade de modelos já criados. No traba-
lho de Silva et al. (2015), são propostas várias
abordagens da utilização de AGs na realização de
poda em máquinas de vetores suporte (Support
Vector Machines, SVM). Outra abordagem, uti-
liza AGs em conjunto com máquinas de aprendi-
zado extremo (Extreme Learning Machine, ELM).
Neste caso, a utilização de AGs se dá na poda dos
neurônios da camada oculta (Alencar and Rocha
Neto, 2014; Alencar et al., 2016).

Neste trabalho, propõe-se a utilização de Al-
goritmos Genéticos para a seleção de pontos de
referência de Máquinas de Aprendizado Mı́nimo,
aplicadas a problemas de classificação de padrões.
Para tal finalidade, além da modelagem do indiv́ı-
duo, é proposta uma função de aptidão que visa a
minimização conjunta da quantidade de pontos de
referência e a minimização no erro de classificação.

O restante do artigo está organizado da se-
guinte forma. Na Seção 2 são apresentados os fun-
damentos do MLM. O método GA é descrito na
Seção 3, enquanto a proposta de seleção de pon-
tos de referência é apresentada na Seção 4. Em
seguida, na Seção 5 são apresentados os resulta-
dos das simulações computacionais e, por fim, as
conclusões são relatadas na Seção 6.

2 Máquinas de aprendizado mı́nimo

Considere um conjunto de dados com N , com-
posto por um conjunto de padrões de entrada X =
{xn}Nn=1 e suas respectivas sáıdas Y = {yn}Nn=1,
de tal maneira que xn ∈ X = RD é o n-ésimo
padrão de entrada e yn ∈ Y = RS é sua respec-
tiva sáıda. Além disso, assume-se que X e Y são
os espaços de entrada e sáıda, respectivamente.
Considera-se também a existência de um mapea-
meto f : X → Y entre o espaço de entrada e o
espaço de sáıda, de tal forma que Y = f(X) + R,
em que as colunas da matriz X e Y correspondem
a D entradas e S sáıdas, respectivamente. Além
disso, o número de linha das duas matrizes corres-
ponde ao número de observações N e a matriz R
corresponde a matriz de reśıduos.

Dito isso, a formulação de uma máquina de
aprendizado mı́nimo (Minimal Learning Machine,
MLM) pode ser dividida em duas etapas: regres-
são de distâncias e estimação da sáıda.

2.1 Regressão entre distâncias

O primeiro passo é a seleção de um subconjuto
de dados, conhecido como conjunto de pontos de
referência, retirado a partir do conjunto total de
dados. As entradas deste subconjunto de dados é
representado por R = {mk}Kk=1 e suas respectivas
sáıdas são representadas por T = {tk}Kk=1, em que
R ⊆ X e T ⊆ Y .

É definido Dx ∈ RN×K tal que a k-ésima co-
luna d(X,mk) contenha as distâncias d(xn,mk)
entre os N pontos de entrada xn e o k-ésimo ponto
de referância mk.

Da mesma forma que Dx, é definida a matriz
∆y ∈ RN×K tal que a k-ésima coluna δ(Y,tk) con-
tem as distâncias δ(yn,tk) entre os N pontos de
sáıda yn e a sáıda tk do k-ésimo ponto de referên-
cia.

Assumindo que o mapeamento entre a matriz
de distâncias de entrada Dx e a matriz correspon-
dente de sáıda ∆y é linear, o modelo de regressão
multiresposta pode ser escrito como:

∆y = DxB + E. (1)

Quando o número de pontos de referência se-
lecionados é menor que o número de pontos dis-
pońıveis, a matriz B pode ser aproximada por:

B̂ = (D′xDx)−1D′x∆y. (2)

Para um padrão de teste x ∈ RD, cujas dis-
tâncias dos padrões de referência estão dispońı-
veis no vetor d(x,R) = [d(x,m1) . . . d(x,mK)],
as distâncias estimadas correspondentes entre um
padrão desconhecido y e as sáıdas conhecidas
{tk}Kk=1 dos pontos de referência são

δ̂(y,T ) = d(x,R)B̂. (3)

O vetor δ̂(y,T ) = [δ̂(y,t1) . . . δ̂(y,tK)] fornece
uma estimativa da configuração geométrica de y
e o subconjunto T , no espaço-Y.
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2.2 Estimação da sáıda

O problema de estimar a sáıda y, dadas as sáıdas
{tk}Kk=1 de todos os pontos de referência e uma es-

timativa δ̂(y,T ) das suas distâncias mútuas, pode
ser entendido como um problema de mutilatera-
ção (Niewiadomska-Szynkiewicz, 2009) para esti-
mar a posição no espaço-Y.

Várias estratégias podem ser usadas para so-
lucionar o problema de mutilateração. Do ponto
de vista geométrico, encontrar y ∈ RS é equiva-
lente a solucionar o conjunto sobredeterminado de
K equações não-lineares correspondentes a hiper-
esferas S-dimensionais, centradas em tk e pas-
sando através de y. Na Figura 1 é graficamente
representado o problema para S = 2.

tk

δ̂(y,t1)

t2

δ̂(y,t2)

t1

δ̂(y,t1)

t3

δ̂(y,t3)

ŷ

Y(1)

Y(2)

Figura 1: Estimação da sáıda (S = 2).

Dado o conjunto de k = 1, . . . ,K hiper-
esferas, cada uma delas com raios iguais a δ̂(y,tk)

(y − tk)′(y − tk) = δ̂
2
(y,tk), (4)

a localização de y é estimada a partir da minimi-
zação da função objetivo

J(y) =

K∑
k=1

(
(y − tk)′(y − tk)− δ̂

2
(y,tk)

)2
. (5)

Devido à incerteza introduzida pelas estima-
tivas δ̂(y,tk), uma solução ótima para a Equação
(5) pode ser conseguida através de um método ge-
nérico de otimização.

A proposição original do MLM, utiliza o mé-
todo de Levenberg-Marquardt (Marquardt, 1963)
para solucionar o problema de otimização presente
na Equação 5 (de Souza Junior et al., 2015).

2.3 MLM aplicado a problemas de classificação

Em problemas de classificação, considera-se um
conjunto de dados com N de amostras X =
{xn}Nn=1, em que xn ∈ X e um conjunto cor-
respondente de rótulos L = {ln}Nn=1, com ln ∈
{Cs}Ss=1, com Cs denota a s-ésima classe.

O MLM pode ser extendido a problemas de
classificação de maneira direta, através da repre-
sentação das S classes com a utilização do es-
quema de codificação 1-de-S. Em tal abordagem,
uma variável qualitativa com S śımbolos é repre-
sentada por um vetor de S variáveis binárias (ou
bits), com somente uma das componentes “ativa”
a cada momento (Mesquita et al., 2017).

Na classificação de uma amostra x com classe
l ∈ {Cs}Ss=1 desconhecida, a classe estimada l̂ as-
sociada a sáıda estimada ŷ, encontrado pelo mé-
todo tradicional do MLM é l̂ = Cs? , onde

s? = argmax
s=1,...,S

{
ŷ(s)
}
, (6)

e ŷ(s) denota a s-ésima componente do vetor ŷ.

2.4 MLM de vizinho mais próximo

O procedimento de estimação de sáıda do método
MLM é a etapa de maior complexidade computa-
cional, uma vez que existe a necessidade de soluci-
onar um problema de otimização. Assim, a redu-
ção da complexidade computacional nesta etapa
é particularmente valiosa. No que diz respeito ao
caso de classificação, pode-se notar que a natu-
reza finita e discreta dos resultados posśıveis para
a previsão de classe torna o procedimento de esti-
mativa de sáıda mais fácil.

A fase de estimação da sáıda visa encontrar a
melhor estimativa para a sáıda de uma determi-
nada entrada x, a partir das distâncias estimadas
entre este ponto e o conjunto de pontos de referên-
cia {δ̂(y)}Kk=1 no espaço de sáıda. Em tarefas de
classificação, o conjunto de valores posśıveis para
ŷ é limitado ao número de classes. Dessa forma,
uma alternativa à solução do problema de otimi-
zação apresentado na Equação 5 é adotar a sáıda
(rótulo) associada ao ponto de referência mais pró-
ximo no espaço de sáıda (Mesquita et al., 2017).

A MLM de vizinho mais próximo (Nearest
Neighbor Minimal Learning Machine, NN-MLM)
estima a sáıda a partir do rótulo associado ao
ponto de referência mais próximo no espaço de
sáıda. A principal vantagem do NN-MLM é a não
dependência de métodos baseados em gradiente,
acelerando assim a fase de testes do MLM sem
comprometer sua precisão. Dessa forma, a classe
estimada l̂, a partir de um padrão de entrada x, é
dada por l̂ = lk? , em que

k? = argmin
k=1,...,K

{
δ̂
2
(y,tk)

}
(7)

e lk? representa o rótulo do k-ésimo ponto de re-
ferência.
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3 Algoritmos Genéticos

Em AGs, uma população de soluções candida-
tas (ou indiv́ıduos) a serem soluções em um pro-
blema de otimização é evolúıda no sentido de me-
lhorar, através de seleção natural. Em tal po-
pulação, cada indiv́ıduo tem um conjunto de ge-
nes, nomeados cromossomos, que podem ser mo-
dificados por mutação ou combinados geração-a-
geração com outro indiv́ıduo, a fim de gerar novas
soluções através do processo de reprodução. Tal
processo é repetido até que um determinado crité-
rio de parada seja atendido. Ao fim do processo, o
Algoritmo Genético devolve a melhor solução en-
contrada (Man et al., 2012).

4 Proposta: GA-MLM

O método proposto neste trabalho surge da aplica-
ção de algoritmos genéticos à máquinas de apren-
dizado mı́nimo com o objetivo de selecionar o con-
junto de pontos de referência, de tal maneira a mi-
nimizar de forma conjunta o erro de classificação
e o número total de pontos de referência.

No tocante a adequação do GA clássico, as
modificações necessárias dizem respeito a repre-
sentação genética; função de aptidão e mecanismo
de seleção; operadores de mutação e reprodução;
e critério de parada.

4.1 Representação genética

Cada indiv́ıduo ou cromossomo representa um
posśıvel conjunto, e pode ser descrito como

c = [c1 c2 . . . ci . . . cN ], (8)

em que ci ∈ {0,1} e N é a quantidade de pa-
drões de treinamento. Nessa codificação, os ele-
mentos de c com valor igual a 1 representam as
amostras que irão compor o conjunto de pontos
de referência, que pode então ser escrito como
m = {xi | ci = 1,∀i ∈ N∩ [1,N ]}. Dessa forma, a
cardinalidade do conjunto de pontos de referência
pode ser calculada por

K =

N∑
i=1

ci. (9)

4.2 Função de aptidão e mecanismo de seleção

Dada uma certa solução candidata c, o modelo de
regressão é criado a partir do conjunto de pontos
de referência m e o conjunto de dados de treina-
mento X, a função de aptidão (fitness) é obtida
através da combinação convexa entre o erro de
classificação em relação aos dados de treinamento
e o percentual de amostras utilizadas como pontos
de referência, e pode ser escrita como

fitness(c) = α · erro(c)− (1− α) · K
N
, (10)

em que α ∈ [0,1] é o fator que descreve o quão
importante é a redução do erro de classificação e,
consequentemente, (1 − α) pode ser considerado
como o fator de importância dada ao tamanho do
conjunto de pontos de referência.

O mecanismo de seleção utilizado é a roleta
padrão. Tal operador escolhe indiv́ıduos de acordo
com o valor de uma função objetivo.

4.3 Operadores de mutação e reprodução

O operador de mutação escolhido foi o swap.
Nessa abordagem, são selecionados de forma ale-
atória dois genes (posições) p e q do cromossomo
e um novo indiv́ıduo é criado apenas trocando os
valores de cp e cq.

O operador de reprodução utilizado é a recom-
pinação uniforme. Nesse operador, uma máscara
de bits de mesmo comprimento dos indiv́ıduos é
criada de forma aleatória e a paridade dos bits na
máscara indica de qual progenitor pertencerão os
genes do descendente.

4.4 Critério de parada

O algoritmo sempre é finalizado quando ocorrerem
uma das duas situações a seguir: (i) é atingido
um determinado número limite de gerações (jmax)
ou (ii) o valor da função de aptidão se mantém o
mesmo para um número definido de gerações.

4.5 Algoritmo GA-MLM

A abordagem GA-MLM é resumida a seguir.

Algoritmo 1: GA-MLM.

Entradas:
X : conjunto de entradas
L : conjunto de rótulos
α : parâmetro de controle

Sáıdas:
R : conjunto de pontos de referência
B̂ : modelo de regressão

1: Gerar população inicial.
2: enquanto não atingir critério de parada faça
3: Selecionar indiv́ıduos da população
4: Aplicar operadores de mutação
5: Aplicar operadores de reprodução
6: para cada indiv́ıduo da população faça
7: Calcular distâncias Dx e ∆y

8: Solucionar o sistema da Equação 2
9: Avaliar a função de aptidão (Eq. 10)

10: fim para
11: fim enquanto
12: Selecionar melhor indiv́ıduo da população c
13: Criar o conjunto de pontos de referência R
14: Calcular distâncias Dx e ∆y

15: Solucionar o sistema da Equação 2
16: retornar R, B̂
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5 Simulações computacionais

A fim de avaliar o comportamento dos métodos
de seleção, foram realizadas simulações com con-
juntos de dados reais, dispońıveis no repositório
de aprendizado de máquinas da UCI (Lichman,
2013). Além disso, foram realizadas simulações
com conjuntos de dados artificiais. Os conjuntos
de dados utilizados são apresentados na Tabela 1.

Tabela 1: Conjuntos de dados utilizados.

Conjunto de dados Abreviação # Padrões

Heart HEA 270
Haberman’s Survival HAB 306
Vertebral Column VCP 310
Ionosphere ION 351
Breast Cancer W. BCW 683
Australian Credit A. AUS 690
Pima Indians Diabets PID 768
Two Moon∗ TMN 1001
Ripley∗ RIP 1250

∗ Conjuntos de dados artificiais.

Os parâmetros internos do GA foram defini-
dos experimentalmente. O tamanho da popula-
ção, o número limite de gerações e o monitor de es-
tagnação são obtidos em função das dimensões do
conjunto de treinamento. O restante dos parâme-
tros têm um valor fixo, independente do conjunto
de dados utilizado. Na Tabela 2 são apresentados
os parâmetros utilizados.

Tabela 2: Parâmetros internos do GA.

Parâmetro Valor

Tamanho da população d0,3 ·Ne
Número limite gerações (jmax) d0,5 · (N +D)e
Monitor de estagnação 0,2 · jmax

Fração de mutação 0,20
Fração de reprodução 0,75
Fração de elitismo 0,05

N : Cardinalidade do conjunto de treinamento.
D: Quantidade de caracteŕısticas das amostras.

O desempenho do da proposta foi comparado
com duas variações do MLM, no que dizem res-
peito a seleção de pontos de referência. A primeira
variação é a Full MLM (FL-MLM), na qual o con-
junto de pontos de referência é igual ao conjunto
de treinamento (K = N). Na segunda variação,
Random MLM (RN-MLM), são selecionados ale-
atoriamente K pontos de referência, tal como os
autores do MLM reportam no artigo original.

Foi utilizada uma combinação dos métodos de
validação cruzada holdout e kfold nos experimen-
tos realizados. O método holdout com uma divi-
são de 80%–treinamento, 20%–teste foi utilizado
para estimação das métricas de comparação. Na
Tabela 3 são os resultados de taxa de acerto, ou
acurácia (ACC), o número de pontos de referên-
cia (#PR) e o perdentual de pontos de referência
em relação ao conjunto de treinamento (% RED).

O ajuste do parâmetro K (número de pontos
de referência) do modelo RN-MLM, foi realizado
utilizando o método de busca em grade, combi-
nado com validação cruzada kfold de 10 divisões.
Os pontos de referência foram selecionados aleato-
riamente numa gama de 5–100% (com um tama-
nho de passo de 5%) das amostras de treinamento
dispońıveis. O erro de classificação foi utilizado
para a escolha do melhor valor de K.

Cada experimento foi realizado 30 vezes para
cada par conjunto de dados/método de seleção,
com base na seleção aleatória dos subconjuntos
de dados de treinamento e teste.

Tabela 3: Métricas de desempenho para os mé-
todos Full -MLM (FL), Random-MLM (RN) e a
proposta GA-MLM (GA).

Base Modelo α ACC (%) # PR % RED

HEA FL – 66,1± 5,4 216,0 –
RN – 66,1± 5,0 141,3 34,5
GA 0,8 69,1± 6,0 37,0 82,8

0,9 68,3± 5,9 39,2 81,8
1,0 67,4± 5,6 43,0 80,0

HAB FL – 74,2± 4,2 245,0 –
RN – 75,3± 3,8 128,5 47,5
GA 0,8 73,0± 4,8 38,8 84,1

0,9 72,8± 4,8 40,8 83,3
1,0 72,9± 5,2 47,1 80,7

VCP FL – 87,5± 4,0 248,0 –
RN – 87,7± 4,0 187,3 24,4
GA 0,8 87,1± 4,2 35,2 85,7

0,9 87,1± 4,0 37,7 84,7
1,0 87,2± 3,6 46,7 81,1

ION FL – 95,2± 2,2 281,0 –
RN – 94,9± 2,7 223,9 20,3
GA 0,8 94,1± 2,5 37,7 86,5

0,9 95,0± 2,9 38,7 86,2
1,0 94,7± 2,4 53,2 81,0

BCW FL – 96,6± 1,3 550,0 –
RN – 96,6± 1,3 355,8 35,3
GA 0,8 96,6± 1,3 43,0 92,1

0,9 96,7± 1,3 45,5 91,7
1,0 96,7± 1,3 100,0 81,8

AUS FL – 67,2± 3,8 552,0 –
RN – 67,1± 3,8 392,5 28,8
GA 0,8 72,7± 3,5 84,8 84,6

0,9 72,6± 3,5 96,2 82,5
1,0 72,2± 3,5 118,7 78,4

PID FL – 75,1± 3,2 614,0 –
RN – 75,3± 3,3 283,3 53,8
GA 0,8 74,6± 3,5 87,8 85,7

0,9 74,9± 3,4 97,1 84,1
1,0 74,4± 3,2 126,1 79,4

TMN FL – 99,8± 0,2 801,0 –
RN – 99,8± 0,2 726,8 9,2
GA 0,8 99,7± 0,2 31,6 96,0

0,9 99,8± 0,2 31,8 96,0
1,0 99,8± 0,2 136,3 82,9

RIP FL – 90,7± 1,5 999,0 –
RN – 90,7± 1,5 418,2 58,1
GA 0,8 89,9± 1,8 83,8 91,6

0,9 89,8± 2,1 95,6 90,4
1,0 89,3± 1,9 204,0 79,5

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

1087



Independente do conjunto de dados e do mé-
todo de seleção, todos os dados são submeti-
dos a uma etapa de pré-processamento, conhe-
cida como normalização, fazendo com que valo-
res medidos em escalas diferentes sejam ajustados
para a mesma escala. Nos experimentos realiza-
dos utilizou-se a normalização de média zero, em
que os valores de cada atributo são normalizados
com base em sua média e em seu desvio padrão.

Nas simulações realizadas, o fator α foi consi-
derado com diferentes valores, contidos no inter-
valo de 0,8 a 1,0 (com taxa de variação de 0,1).

Através da análise da Tabela 3 pode-se inferir
que o método de seleção proposto se mostra sufi-
cientemente estável, em termos de taxa de acerto,
já que o mesmo sempre obtém valores médios de
acurácia superiores ou equivalentes aos outros mé-
todos. Em termos de número de pontos de referên-
cia, o método proposto obteve resultados conside-
ravelmente melhores que todos os outros métodos
de seleção.

6 Conclusões

Neste trabalho foi proposto um método para se-
leção de pontos de referência para classificadores
MLM. Para realizar este objetivo, utilizou-se uma
abordagem baseada em algoritmos genéticos, que
busca a minimização do erro de classificação em
conjunto com a utilização de um conjunto pequeno
de pontos de referência.

Com base nos resultados obtidos, pode-se in-
ferir que a proposta atinge a expectatica desejada,
uma vez que o número de pontos de referência
escolhidos pela proposta é bem menor que o nú-
mero de pontos obtidos por métodos habituais de
seleção e ao mesmo tempo, a taxa de acerto da
proposta se mantém similar as outras técnicas.
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