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Abstract Process monitoring systems are required to ensure the reliability of the long-term operation of industrial plants. A 
fault is an unallowed deviation from the normal operation condition of at least one characteristic or system parameter. This work 
analyses the implementation of a fault detection system in a multi-stage centrifugal pump used in a FPSO-type platforms to inject 
water into offshore oil reservoir, applying a robust data clustering technique to lead with multimode operation system. 

Keywords Fault detection, multi-stage centrifugal pumps, specialized systems in automation, monitoring systems. 

Resumo Sistemas de monitoramento de processos são necessários para garantir a confiabilidade da operação em longo prazo 
dos sistemas industriais. Uma falha é um desvio não permitido da condição normal de operação de ao menos uma característica 
ou parâmetro do sistema. Este trabalho analisa a implementação de um sistema de detecção de falhas em uma bomba centrífuga 
multiestágios usada em plataformas do tipo FPSO para injetar água em reservatórios de petróleo offshore, aplicando uma técnica 
robusta de agrupamento de dados para tratar o sistema operando em múltiplos pontos de operação.  

Palavras-chave Detecção de falhas, bombas centrífugas multiestágio, sistemas especialistas em automação, sistemas de moni-
toramento.

1    Introdução  

O monitoramento de sistemas e processos tem se 
tornado cada vez mais importante na indústria em 
geral, principalmente no seguimento offshore, devido 
aos altos custos de manutenção e parada de equipa-
mentos e plantas e também pelo aumento da comple-
xidade dos processos de produção. Simples sistemas 
de monitoramento de alarmes individuais para de-
terminados parâmetros tem-se mostrado ineficientes 
para garantir a operação sem falhas de equipamentos 
importantes para o processo, indicando que é neces-
sário o desenvolvimento de sistemas de detecção 
mais abrangentes e confiáveis, que operem de manei-
ra automática e que analise um conjunto maior de 
parâmetros para identificar situações anormais que 
mereçam interrupção do processo para que falhas 
catastróficas não venham a ocorrer. 

Em relação aos métodos para detecção de falhas, 
os que são baseados em dados históricos são os mais 
aplicáveis na indústria, principalmente quando há 
muitas variáveis envolvidas. Venkatasubramanian 
(2003) faz uma revisão sobre estes métodos, subdi-
vindo em dois grupos: métodos qualitativos e méto-
dos quantitativos. Os principais métodos qualitativos 
são os sistemas especialistas e os modelos de tendên-
cias. Já os quantitativos se dividem em estatísticos e 
aqueles baseados em redes neurais. Os principais 
métodos estatísticos são PCA e os classificadores 
estatísticos, como o Bayesiano.  

O método PCA é um dos mais estudados para 
detecção de falhas. Trata-se de uma decomposição 
ortonormal da matriz de covariância das variáveis do 
processo na direção que aponta a máxima variação 

dos dados. O principal propósito da PCA é encontrar 
fatores que possuem uma dimensionalidade muito 
menor do que o conjunto de dados originais e que 
descrevam apropriadamente as principais tendências 
do conjunto original de dados. 

Para tratamento dos dados obtidos pela técnica 
PCA e enfim detectar anormalidades é necessário 
uma métrica para comparar se houveram variações 
importantes nas variáveis ou não. Os métodos mais 
usados neste contexto fazem o monitoramento esta-
tístico multivariado usando a estatística de Hotelling. 
Kourti et al (1995) explica que o objetivo de um 
controle estatístico do processo, ou monitoramento, é 
verificar se as variáveis de processo permanecem 
com valores próximos aos desejáveis e que as únicas 
variações que ocorram sejam de causa comum, ou 
seja, está presente o tempo todo e são inevitáveis. A 
estatística de Hotelling T² é aplicável em sistemas 
multivariáveis onde a matriz de covariância não é 
conhecida. Ela é então estimada de uma amostra de 
observações passadas. A partir dela, calcula-se a 
estatística T² e a partir de um parâmetro conhecido 
como nível de significância, calculam-se os limiares 
de detecção. Em alguns casos, o monitoramento de 
variáveis baseado na estatística T² sobre as primeiras 
componentes principais não é suficiente. Se um 
evento novo ocorrer que não está presente nos dados 
de referência usados para desenvolver o modelo 
PCA, estas novas componentes principais irão apare-
cer nas novas observações. Elas podem ser detecta-
das pela estatística Q, que se baseia no erro quadráti-
co de predição dos resíduos de uma nova observação. 
Representa o quadrado da distância perpendicular de 
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novas observações multivariáveis do espaço de pro-
jeção e é muito utilizada em conjunto com T². 

Para tratar problemas de detecção em vários 
modos de operação, Maestri et al (2010) analisou a 
estratégia de clusterização para delimitar as regiões 
que representam os diferentes modos de operação do 
processo. Diferentes clusters certamente possuem 
medias diferentes, no entanto, desde que as regras 
físicas que regem o processo sejam as mesmas, as 
estruturas de covariância dividem características 
comuns. Para melhorar a performance do monitora-
mento considerando imutáveis as condições físicas, 
um modelo estatístico de múltiplas distribuições 
normais dividindo uma matriz de covariância comum 
é considerada, e então, um método de clusterização 
robusta é usada. O método considera que os clusters 
dividem uma matriz de covariância comum chamada 
Matriz de Covariância Agrupada. Um outro proble-
ma é definir o número ideal de clusters. É então utili-
zado um algoritmo heurístico baseado no volume do 
elipsoide associado à matriz de covariância agrupada. 
Uma vez definido os tamanhos dos clusters e a sua 
quantidade são utilizados os métodos como PCA, 
com Estatística de Hotelling para cada cluster consi-
derando que os clusters possuem diferentes médias, e 
a matriz de covariância agrupada é usada ao invés da 
matriz de covariância comum. Moutinho (2016) 
aplicou técnicas de clusterização para identificar 
falhas em internos de válvulas sob várias condições 
de operação diferentes. 

O objetivo deste trabalho é aplicar a técnica de 
detecção de falhas baseada na clusterização para 
identificar situações de operação anormal em uma 
bomba centrífuga multiestágio usada para injeção de 
água em reservatórios de petróleo em plataformas 
offshore. 

2   Sistema de injeção de água em reservatórios de 
petróleo offshore 

2.1 Sistema de Bombeamento de Água para Injeção 
em Reservatórios de Petróleo 

O sistema de bombeamento de água para injeção em 
reservatórios de petróleo faz parte de um sistema de 
recuperação suplementar. Os objetivos dos métodos 
de recuperação suplementar são o aumento do fator 
de recuperação do reservatório e a aceleração da 
produção. Para isso, diversas técnicas podem ser 
aplicadas. Os métodos dividem-se em Convencionais 
(injeção de água/gás natural no reservatório buscan-
do a manutenção da pressão e deslocamento do óleo 
na direção dos poços produtores) e Especiais (dimi-
nuição da viscosidade do óleo, aplicação de produtos 
químicos, microbiológicos, etc.). No cenário avaliado 
neste trabalho, a recuperação se dá através da injeção 
de água em poços de injeção e é feita para manter a 
pressão do reservatório, auxiliando na recuperação 
máxima de óleo produzido. 

Na plataforma analisada, o sistema completo de 
injeção de água é composto pelas bombas de capta-

ção de água do mar, filtragem, bombas de alimenta-
ção da dessulfatação, membranas de dessulfatação, 
sistema de desaeração, bomba booster, resfriamento 
da água de injeção através de um trocador de calor e 
bombas principais de injeção. Um esquemático do 
processo pode ser visto na Figura 1. 

 

 
Figura 1. Fluxograma da injeção de água nos reservatórios offsho-

re  

2.2 Bomba centrífuga multiestágios 

A bomba principal de injeção de água analisada neste 
trabalho é uma bomba centrífuga horizontal multies-
tágio, ou seja, é uma bomba centrífuga com mais de 
um rotor acoplados em série sobre um mesmo eixo. 
Cada estágio fornece ao fluido uma determinada 
energia, sendo que estas se adicionam para obter-se 
um montante maior de energia na descarga da bom-
ba. A solução foi aplicada aqui devido a maior ne-
cessidade de energia - maior pressão – para injeção 
de água nos reservatórios. 

O total de estágios na bomba aplicada é nove no 
esquema back-to-back conforme pode ser observado 
na Figura 2.  

 

 
Figura 2. Bomba centrífuga multiestágios  

O sistema motriz da bomba é formado por um 
motor elétrico de alta tensão (13 kV) com potência 
nominal de 6,7 MW e uma caixa multiplicadora de 
relação 1:2,65. Demais características de processo da 
bomba estão descritas na Tabela 1. 

Devido às condições operacionais bastante exi-
gentes (alta pressão, alta vazão, alta velocidade e 
operação contínua), a bomba opera sob regime acen-
tuado de estresse. Um dos principais componentes 
mecânicos e que é muito exigido e requer monitora-
mento constante são os mancais. Os mancais tem 
função de suportar o eixo girante da bomba garantin-
do, com a devida lubrificação, o mínimo atrito possí-
vel para operação da máquina. Conforme Santos 
(2011), as principais variáveis a serem monitoradas 
para garantir uma operação segura dos mancais em 
uma bomba centrífuga são temperatura, vibração e 
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ruídos. Os principais modos de falhas são aumento 
de temperatura, provocando aquecimento e aumento 
de vibração.   

Tabela 1. Características da Bomba de Injeção Principal. 

 
 
Por conseguinte, foram selecionadas as seguintes 

variáveis para monitoramento do mancal do lado 
acoplado da bomba centrífuga de injeção: temperatu-
ra (Tm), vibração na direção horizontal (Vx) e vibra-
ção na direção vertical (Vy). Para compor o conjunto 
de dados que pode identificar as múltiplas regiões de 
operação, foram escolhidas as pressões de sucção e 
descarga (Ps e Pd) e a vazão de água (F). 

3 Método de detecção de falhas usando cluster iza-
ção  

Um procedimento comum para reduzir a dimensão 
do espaço de variáveis é a util ização de métodos de 
projeção como PCA. Estes métodos baseiam-se na 
redução da matriz de variância-covariância S, para 
uma matriz diagonal L  pré-multiplicando e pós-
multiplicando por uma matriz ortogonal U, de tal 
modo que UTSU=L . Os elementos diagonais de L , 
λ1≥λ1≥...≥λD são os autovalores de S, e as colunas 
de U são os autovetores de S, também chamados de 
vetores de carga (ui). A matriz de covariância S é 
calculada a partir de um conjunto de dados que pos-
sui d variáveis e n amostras, correspondendo às me-
didas em condição de operação normal da planta. 
Novas medições devidamente normalizadas e dispos-
tas em uma matriz X n × d são então projetadas por 
T = XU, ou t i=Xui para i=1, 2,.., d. Os vetores t i, 
chamados de vetores de peso, são as colunas de T e 
estatísticas diferentes podem ser calculadas para 
decidir se as medidas permanecem sob controle, em 
condição normal, ou não. Para isso, a decisão é base-
ada nas a primeiras componentes principais (1).  
 

��� �����
��

�

�	

 (1) 

 

Este procedimento pode ser facilmente utilizado 
quando os dados são agrupados em clusters. Para 
isso, basta considerar a média de cada cluster mR e a 
matriz de covariância agrupada WR ao invés da mé-
dia global e a matriz padrão de covariância. O algo-
ritmo implementado segue basicamente 4 etapas, 
conforme ilustrado na  Figura 3. 
 

 
Figura 3. Fluxograma simplificado do algoritmo de detecção de 

falhas. 

1. Definição das regiões de operação 
2. Agrupamento dos dados nos clusters 
3. Análi se das componentes principais 
4. Detecção de falha 

 

As três primeiras etapas já descritas anteriormen-
te usam os dados de treinamento e servem de base 
para a etapa de detecção de falha que pode ser bre-
vemente descrita da seguinte maneira: 

 

(i) para cada nova amostra do vetor �	 ∈ �� 
calcule a distância de Mahalanobis (2); 

 
����, ��� � ��� �����������
��� �������,    (2) 
� ∈ 								1…  ,				� ∈ 1…!                                           
 

(ii ) encontre o cluster j que minimiza ������ e 
associe a amostra �	 ∈ �� ao mesmo; 

(ii i) trate o vetor � subtraindo o pela média 
����� e depois divida pelo desvio padrão 
"���; 

(iv) calcule a estatística T2 e aplique um fil tro 
exponencial de primeira ordem em T2 e ve-
rif ique quando há rompimento do limite 
T2

LIM (j). 

4   Aplicação e Resultados 

As variáveis [Pd Ps Tm Vy Vx F] são consideradas 
como entrada do algoritmo e foram usadas para o 
treinamento de cada uma das sete regiões de opera-
ção normal. Neste trabalho considera-se que as vari-
áveis têm distribuição normal, amostradas a cada 
300s. Como a análi se é feita usando medidas em 
regime permanente, este tempo de amostragem é 
adequado, mesmo para variáveis associadas a vazão, 
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cujo tempo de estabelecimento é em geral menor que 
5s. 

Para cada região j resultam [mR(j) σ(j) T2
LIM(j)]  

que permite o cálculo da estatística T2 .   
A Tabela 2 mostra o resultado do agrupamento 

em clusters do conjunto de dados utilizados para o 
treinamento, considerando 5% de outliers.  
 

Tabela 2. Parâmetros do conjunto de dados de treinamento gerado 
para ilustrar o método de agrupamento. 

 
 

A seguir, uma sequência de figuras ilustrando a 
evolução da falha e a resposta do algoritmo de detec-
ção ao sistema. O intervalo de confiança adotado foi 
de 95% e as amostras são coletadas a cada 300s.  

No primeiro momento, a análise é realizada entre 
o período de 30-dez-2016 8h00min até 1-jan-2017 
1h35min e como pode ser visto na Figura 4 grande 
parte dos pontos estão contidos dentro da região de 
confiança, indicando normalidade durante a opera-
ção.  

 

 
Figura 4. Gráfico da evolução da estatística T2 para o intervalo 30-
dez-2016 8h00min até 1-jan-2017 1h35min. Onde a linha traceja-
da representa o limiar e os pontos em cinza o resultado da estatís-

tica T2. 

Em um segundo momento, a análise é realizada 
entre o período de 1-jan-2017 1h35min até 1-jan-
2017 11h00min e como pode ser visto na Figura 5 na 
metade do intervalo os pontos observados começam 
a sair da região de confiança atingindo valores esta-
tísticos cada vez mais altos. Isso é um grande indica-
tivo de operação anormal.  
 

 
 
 

 Figura 5. Gráfico da evolução da estatística T2 para o intervalo 1-
jan-2017 1h35min até 1-jan-2017 11h00min. Onde a linha traceja-
da representa o limiar e os pontos em cinza o resultado da estatís-

tica T2. 

A análise final realizada entre o período de 11-
jan-2017 12h40min até 14-jan-2017 00h00min, ilus-
trada pela Figura 6, deixa mais evidente que a opera-
ção da bomba não tem respeitado as condições nor-
mais de operação, considerando as regiões identifi-
cadas como tal, reportada por profissionais da opera-
ção. Às 23h52min do dia 14-jan-2017 o equipamento 
sofreu parada de emergência por vibração alta. Mo-
mento em que foi identificado o maior valor calcula-
do para estatística T2. 

 

 
Figura 6. Gráfico da evolução da estatística T2 para o intervalo 11-

jan-2017 12h40min até 14-jan-2017 00h00min. Onde a linha 
tracejada representa o limiar e os pontos em cinza o resultado da 

estatística T2. 

5   Conclusão 

Apesar da grande quantidade de sensores e por con-
sequência, grande quantidade de dados de monitora-
mento de equipamentos disponíveis, tradicionalmen-
te, os sistemas de detecção e alarmes são baseados 
em limites estáticos individuais para as diversas 
variáveis, para alarme e trip dos equipamentos, ou 
seja, o operador ou sistema de automação avalia 
somente se uma dada variável individualmente atin-
giu um limite pré-estabelecido para enfim tomar uma 
decisão, não levando em consideração, na maioria 
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das vezes, se outros parâmetros também estão vari-
ando e levando o equipamento ou processo para 
outro ponto de operação, que pode ser normal ou 
anormal.  Conforme observado na Figura 7, as variá-
veis monitoradas relativas à vibração do mancal não 
atingiram o ponto de trip especificado apesar da 
condição física do mancal ter gradualmente se dete-
riorado. 

 

 
Figura 7. Evolução das vibrações medidas no mancal do lado 

acoplado. 

Conforme pode ser observado no sistema testado 
neste trabalho, a detecção de falhas proposta foi 
capaz de identificar com grande efetividade uma 
condição operacional do equipamento que gradual-
mente fez com que o sistema operasse em uma con-
dição anormal que levou a danos mecânicos severos 
nos mancais, mesmo que individualmente, os valores 
das variáveis monitoradas não tenham atingido os 
limites de alarme e trip durante vários dias, ou seja, a 
avaliação individual das variáveis não foi capaz de 
identificar uma condição anormal progressiva. 

Conclui-se que para um efetivo monitoramento 
de equipamentos e processos, o sistema de detecção 
deve considerar um conjunto de variáveis que defi-
nam as regiões normais de operação e o sistema de 
monitoramento por clusterização é capaz de lidar 
com este tipo de problema e identificar pontos de 
operação anormal ou tendências que levam o sistema 
ou equipamento a operação anormal. 
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