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Abstract— Assistive robotics play an important social role. The contributions are present in a wide range
of fields: from increasing productivity to helping people with special needs. In the scope of social inclusion,
methods of capture and recognition of movements are proposed for use in limb prostheses. In this context, from
a database of movements of the muscles of the arm, this article will address the identification of six different
movements. The extraction of parameters by Power Spectral Density and the classification of the signals by the
nearest algorithm, or Knn, will be explained. The results, recursively validated, reach the average success rate
of 90.2% and are compared with works that use the same database.

Keywords— Assistive Robotics, EMG, Pattern Recognition.

Resumo— A robótica assistiva representa um importante papel social. As contribuições estão presentes em
diferentes áreas: do aumento da produtividade até ao aux́ılio de portadores de necessidades especiais. No campo
da inclusão social, métodos de capturas e reconhecimento de movimentos são propostos para a utilização em
próteses de membros. Nesse âmbito, a partir de um banco de dados de movimentos dos músculos do ante braço
humano, o presente artigo abordará a identificação de seis movimentos distintos. Será explanado a extração de
parâmetros por densidade espectral de potência e a classificação dos sinais pelo algoritmo dos K vizinhos mais
próximos (Knn). Os resultados, validados de maneira recursiva, atingem o ı́ndice médio de acerto de 90,2% e
são comparados com trabalhos que utilizam do mesmo banco de dados.

Palavras-chave— Robótica Assistiva, EMG, Reconhecimento de padrões.

1 Introdução

O desenvolvimento da robótica assistiva, impulsi-
onada pelos avanços da tecnologia moderna, tem
como principal objetivo auxiliar o homem na re-
alização de tarefas. Focos de pesquisas na área
assistiva visam o aumento da produtividade e re-
dução de custos. No âmbito social, esse tipo de
tecnologia contribui para atuações médicas e de
inclusão social para portadores de necessidades es-
peciais (Abdalla et al., 2013).

A união de pesquisas envolvendo engenharia
e medicina possibilitam, através da robótica assis-
tiva, o desenvolvimento de técnicas e meios que
permitem aos portadores de deficiência motoras
maior autonomia. Assim, contribui-se para o au-
mento da qualidade de vida dessas pessoas, além
de expandir a sua inserção na sociedade (Simões,
2008). Como exemplo tem-se a pesquisa desen-
volvida em (Nascimento, 2015). Essa pesquisa
propõem cadeiras de rodas que aumentam a au-
tonomia do debilitado garantindo a segurança, o
conforto e a previsibilidade. Aprofundando ainda
mais as pesquisas, os autores trabalham no con-
trole de uma cadeira de rodas via movimentos faci-
ais. Já nas cirurgias operadas por robô, a robótica
se une a medicina propiciando maior confiabili-
dade ao paciente. Segundo (Abdalla et al., 2013),
as cirurgias realizadas no abdômen com o aux́ı-
lio robótico foram realizadas com sucesso nos ca-

sos relatados. Ressalta-se também o sangramento
despreźıvel durante o procedimento cirúrgico e a
maior ergonomia aos cirurgiões.

As tecnologias assistivas dependem inicial-
mente da aquisição e identificação de dados pro-
vindos do usuário. Essa interação pode ser re-
alizada por uma simples interface ou por senso-
res acoplados ao corpo, de forma invasiva ou não.
Exemplos de sensores não invasivos são os aloca-
dos sobre a superf́ıcie da pele. A t́ıtulo de exem-
plificação, três classes desses tipos de sensores são:
o eletromiograma (EMG), o Eletroencefalograma
(EEG) e o Eletro-oculograma (EOG). O Eletro-
miograma (EMG) corresponde ao sinais captados
dos músculos (de Castro, 2011), o Eletroencefalo-
grama (EEG) expõem os sinais obtidos pelo cére-
bro (Xiao and Yan, 2010) e o Eletro-oculograma
(EOG) o sinal dado pelo movimento do olho hu-
mano (Rakshit et al., 2016).

1.1 Objetivos e Contribuição

No âmbito da robótica assistiva, o presente ar-
tigo irá apresentar um estudo preliminar, pois
será apresentado um meio alternativo de reconhe-
cimento de movimentos realizados pelo braço hu-
mano. Esse reconhecimento torna-se importante
para a utilização de próteses. Visa-se o reconhe-
cimento de 6 movimentos distintos. Parte-se do
prinćıpio que o movimento é realizado sem que
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haja a necessidade de analisar se o movimento
existe ou não. Os sinais são amostrados por um
sensor EMG. A seleção de parâmetros propostas
é realizada pela análise de densidade espectral de
potência (DEP) do sinal. Em adição, a classifica-
ção é realizada pelo classificador por vizinhos mais
próximos.

Dividido em caṕıtulos e seções, o trabalho está
organizado como se segue. Ainda no Caṕıtulo 1,
são apresentados os trabalhos correlacionados na
aquisição de dados e classificação. No Caṕıtulo 2
é explanado as principais caracteŕısticas do banco
de dados em estudo. Nesse Caṕıtulo também são
abordados as etapas de desenvolvimento de um
algoritmo de reconhecimento de padrões: a extra-
ção de caracteŕısticas, a seleção dos parâmetros e
o desenvolvimento do classificador. Por fim, Ca-
ṕıtulos 3 e 4, são apresentados os resultados e a
conclusão.

1.2 Trabalho Correlacionados

Os diversos sinais existentes no corpo humano po-
dem ser captados a partir de sensores alocados na
superf́ıcie da pele. Como exemplo tem-se o Ele-
troencefalograma (EEG), que consiste em captar
os sinais de impulsos nervosos provindos do cé-
rebro. Em (Xiao and Yan, 2010), os autores pro-
põem a identificação das partes do cérebro que são
responsáveis por um objetivo pré-definido. Outro
modelo de sensoriamento superficial da pele é o
Eletro-oculograma (EOG), sinal dado pelo movi-
mento do olho humano. Exemplo desse sensoria-
mento é abordado em (Rakshit et al., 2016), cuja
proposta é a aplicação da comunicação a partir de
d́ıgitos numéricos.

Já o Eletromiograma (EMG) é responsável
pela amostragem de sinais provindos dos múscu-
los. A sua utilização é recorrente para identifica-
ção da movimentação de membros. Em (de Cas-
tro, 2011), esse sensor é acoplado ao b́ıceps e
ao tŕıceps braquiais na identificação do ângulo
que o cotovelo está submetido. Já os autores
de (Leonardis et al., 2015) propõem o reconhe-
cimento desses sinais para o treinamento bilateral
de uma mão robótica. Uma rede neural artificial é
usada para a determinação da pressão necessária
para execução do movimento de aperto da mão.
Já em (Lenzi et al., 2012), o sinal EMG é utili-
zado para estimativa de torque necessário para o
movimento de um exoesqueleto.

Utilizando dados de EMG, os autores
de (Sapsanis, Georgoulas and Tzes, 2013) e
(Sapsanis, Georgoulas, Tzes and Lymberopou-
los, 2013) propõem o uso do Empirical Mode De-
composition, ou EMD, para decomposição do sinal
não linear em diferentes IMFs, ou Intrinsic Mode
Functions. Assim, retira-se as caracteŕısticas des-
ses sinais para que, posteriormente, esses dados
sejam aplicados à classificadores lineares conven-

cionais. Já os autores de (Amanda et al., 2016),
após um pré-processamento por filtro de variân-
cias, realizam a classificação de movimentos capta-
dos por EMG utilizando um classificador de Sup-
port Vector Machine, ou SVM (Theodoridis and
Koutroumbas, 2008). Contudo, esse tipo de abor-
dagem possui o revés da complexidade computa-
cional do algoritmo classificador implementado.

2 Descrição do sistema

O desenvolvimento de classificadores possuem eta-
pas, sendo essas o sensoriamento, extração de ca-
racteŕısticas, seleção de parâmetros, classificação e
validação (Theodoridis and Koutroumbas, 2008).
Cada uma dessas etapas são abordadas na pre-
sente seção para a classificação proposta.

Os dados que são submetidos à testes neste
trabalho estão presentes em um banco de dados
públicos que foram disponibilizados pelos autores
de (Sapsanis, Georgoulas and Tzes, 2013). A téc-
nica empregada é abordada na Seção 2.1. Para
extração de parâmetros, adota-se a análise de es-
pectrograma do sinal por densidade espectral de
potência (Seção 2.2). O classificador adotado é o
K vizinhos mais próximos (Seção 2.3). A valida-
ção dos resultados consiste na separação de uma
parte das amostras para que, posteriormente, se-
jam aplicadas ao classificador.

2.1 Sensoriamento e extração das caracteŕısticas

O banco de dados é constitúıdo com sinais referen-
tes a seis tipos distintos de movimentos da mão
humana. Esses movimentos, juntamente com a
nomeclatura utilizada é apresentada na Figura 1.

Figura 1: Movimentos captados. Adaptado de
(Sapsanis, Georgoulas and Tzes)1.

Cada um dos movimentos foram realizados
por um voluntário durante 6 segundos. Realizou-
se 30 repetições para cada um dos movimentos em
um total de 5 voluntários.

Os movimentos Gorjeta, Ciĺındrico e Esférico
consistem em segurar objetos e ferramentas pe-
quenas, ciĺındricas e esféricas respectivamente. Já
o movimento Lateral segura objetos finos e planos,
enquanto o Palmar é o responsável por segurar fer-
ramentas de maneira que a face da palma da mão
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aponte para o objeto. Por fim, o Gancho tem o
objetivo de segurar objetos pesados.

De acordo com (Sapsanis, Georgoulas and
Tzes, 2013), a extração dessas caracteŕısticas é re-
alizada por eletrodos de EMG superficiais. Esses
eletrodos são fixadas ao ante braço do colabora-
dor, sobre os músculos flexor ulnar do carpo e ex-
tensor radial curto do carpo.

O pré-processamento dos dados, realizado no
presente artigo, é executado sobre o software Ma-
tlab, com uma taxa de amostragem de 500 Hz.
Desta maneira, cada um dos movimentos possuem
3000 amostras. Os sinais são filtrados por um fil-
tro rejeita faixa com frequência central de 50 Hz e
seus múltiplos inteiros até a frequência de 250 Hz.
O objetivo dessa filtragem é que frequências relaci-
onadas a rede elétrica local não sejam processadas.
É retirado também a componente DC dos sinais.
Os filtros utilizados são to tipo Butterworth. Esse
filtro não apresenta ripple na banda passante, logo
não interfere nas caracteŕısticas dos sinais a serem
classificados.

2.2 Seleção de Parâmetros

Para a seleção de parâmetros do trabalho pro-
posto, inicialmente determina-se a análise direta
dos sinais, Figura 2. Todavia, esses sinais não
apresentam nenhuma caracteŕıstica que os diferen-
ciem nesse ńıvel de análise.

Figura 2: Sinal obtido para o movimento 6.

Como alternativa, torna-se interessante a aná-
lise de caracteŕısticas no domı́nio da frequência.
Contudo, como ilustrado na Figura 2, os sinais não
são estacionários, tornando-se um empecilho para
a análise simplificada da transformada de Fourier.
Assim, visando contornar esse problema, a técnica
de análise DEP (Densidade Espectral de Potên-
cia) aplicadas em janelas ao longo do sinal é uma
opção válida (Paulo Henrique Marchetti, 2006).
Cada janela possui sobreposição, reduzindo o erro
inerente a análise FFT aplicada sobre um sinal
não estacionário. A Figura 3 ilustra exemplos de
espectrogramas aplicados a cada sinal referente a
um evento de um movimento realizado por um vo-
luntário. São utilizados janelas de 1000 amostras
com sobreposição de 500 amostras.

Baseado nos espectrogramas, é posśıvel infe-
rir propriedades visuais presentes em cada movi-
mento, diferenciando-os. Essas caracteŕısticas se

(a) Movimento 1.

(b) Movimento 2.

8

(c) Movimento 3.

(d) Movimento 4.

(e) Movimento 5.

(f) Movimento 6.

Figura 3: Espectrogramas de um evento para cada
movimento.

repetem ao longo de movimentos de amostras dis-
tintas. Elas são relativas à faixas de potência ao
longo do tempo dado uma frequência de interesse.
Por exemplo, o movimento 1 apresenta baixa den-
sidade de potência e o movimento 3 já é mais ener-
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gético ao longo do tempo em diversas frequências.
Movimentos como o 5 e o 6 se diferenciam nas
regiões e frequências em que potencias são mais
intensas e fracas.

Com a motivação do aspecto visual dos es-
pectrogramas, propõem-se a acumulação das po-
tências ao longo do tempo dado uma frequência.
Cada frequência é escolhida de acordo a caracteri-
zar os sinais, sendo aplicado a todos. Vale ressal-
tar que mesmo filtrado, as frequências de 50 Hz e
suas harmônicas não são escolhidas como frequên-
cia de interesse, já que a atenuação do filtro po-
derá interferir no reconhecimento do algoritmo de
classificação.

2.3 Classificação

Como citado na Seção 2.2, a análise da DEP em
janelas permitiu a evidência de determinados pa-
drões posśıveis de distinguir. Como já dito, esses
padrões são extráıdos acumulando-se ao longo do
tempo toda potência da frequência de interesse.
Logo as frequências de interesse tornam-se as di-
mensões do problema. Com os parâmetros extráı-
dos, aborda-se o desenvolvimento do classificador.
A técnica de classificação por K vizinhos mais pró-
ximos com KD-Tree é a adotada no presente ar-
tigo.

O método de busca por K vizinhos mais pró-
ximos, ou Knn, é um método de classificação que
baseia-se nas seguintes regras:

� Determina-se o número K de vizinhos. Pre-
ferencialmente ı́mpar;

� Calcula-se a distância do ponto aos K vizi-
nhos do conjunto de treinamento;

� Retira-se os pontos com as K menores distân-
cias

� O ponto de teste é classificado de acordo com
o grupo de maior incidência sobre os K sele-
cionados;

A Figura 4 ilustra esse método para K=3.
Nessa figura, o ponto “*” é classificado como “∎ ”
devido a maioria de “∎ ” próximos. As distâncias
de Mahalanobis ou Euclidiana podem ser adota-
das para a execução do método (Theodoridis and
Koutroumbas, 2008). Ambas representadas pelas
Equações 1 e Equação 2. Nessas equações, x, µi e

∑i representam o ponto que deseja-se reconhecer,
o valor médio do grupo i e a matriz de covariância
dos grupos, respectivamente.

dMahalanobis =
√
((x − µi)T∑−1

i
(x − µi)) (1)

deuclidiana = ∣∣x − µi∣∣ (2)

Figura 4: Algoritmo Knn com K=3.

O método Knn pode ser considerado um clas-
sificador não-linear (Theodoridis and Koutroum-
bas, 2008), e apresentará melhores resultados
quanto mais dados possuir e quanto maior for a
densidade dos dados. Contudo, deve-se existir um
compromisso entre a precisão e a complexidade
computacional.

Devido à caracteŕıstica do algoritmo, a vi-
abilidade do método é comprometida devido ao
seu custo computacional elevado. Esse custo é
relacionado ao tamanho dos conjuntos de trei-
namento e dimensionalidade do problema. Vi-
sando contornar essa situação, diversas técnicas
são empregadas, como as discutidas em (Alippi
et al., 2006). Uma técnica alternativa é asso-
ciada ao Knn, denominada KD-Tree (Bergmann
and Tartakovski, 2009). O KD-Tree é um mé-
todo que consiste em dividir os conjuntos em sub-
regiões, ou hipercubos com faces paralelas aos ei-
xos de coordenadas dos dados (Bergmann and
Tartakovski, 2009). Desta forma, essas regiões
proporcionam uma busca focada com menos dados
para o algoritmo Knn, Figura 5a. Um exemplo do
método é elucidado na Figura 5.

(a) Busca do Kd-Tree (b) Arvoreamento

Figura 5: Método KD-Tree.

3 Resultados

A etapa de validação será apresentada nesta se-
ção. São abordados as análises utilizando o classi-
ficador por K vizinhos mais próximo com K igual
a 1, 3 e 5. Nas simulações foram utilizadas, de
maneira recursiva, 18 e 12 dados de cada movi-
mento para treinamento e testes, respectivamente.
Desta forma os conjuntos de treinamento e testes
resultam-se a um total de 108 e 72 amostras.

Os resultados das Tabelas 1, 2 e 3 correspon-
dem as médias de acerto para cada um dos indiv́ı-
duos submetidos ao teste. Ao todo são realizados
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3000 testes variando aleatoriamente o conjunto de
treinamento e teste.

Tabela 1: Resultados obtidos para K = 1.

Indiv́ıduo
M.1
(%)

M.2
(%)

M.3
(%)

M.4
(%)

M.5
(%)

M.6
(%)

Indiv́ıduo 1 100 99 97 82 86 98
Indiv́ıduo 2 100 79 93 98 69 70
Indiv́ıduo 3 98 88 91 92 87 87
Indiv́ıduo 4 100 89 87 99 85 82
Indiv́ıduo 5 91 96 97 81 89 98

Tabela 2: Resultados obtidos para K = 3.

Indiv́ıduo
M.1
(%)

M.2
(%)

M.3
(%)

M.4
(%)

M.5
(%)

M.6
(%)

Indiv́ıduo 1 70 95 94 70 63 96
Indiv́ıduo 2 84 82 94 90 53 42
Indiv́ıduo 3 87 81 88 90 73 80
Indiv́ıduo 4 52 82 78 99 55 61
Indiv́ıduo 5 89 94 95 74 81 95

Tabela 3: Resultados obtidos para K = 5.

Indiv́ıduo
M.1
(%)

M.2
(%)

M.3
(%)

M.4
(%)

M.5
(%)

M.6
(%)

Indiv́ıduo 1 64 92 94 75 60 94
Indiv́ıduo 2 84 77 93 89 58 33
Indiv́ıduo 3 87 77 85 90 68 75
Indiv́ıduo 4 41 83 76 99 53 53
Indiv́ıduo 5 90 92 94 72 78 91

Os resultados médios finais para cada um dos
voluntários estão presentes na Tabela 4. É pos-
śıvel observar que os melhores resultados foram
obtidos para K = 1, isto é, quando apenas um
vizinho era levado em consideração nas compara-
ções. A densidade de pontos do conjunto de trei-
namento é pequena devido ao número reduzido de
amostras do banco de dados, e assim, o aumento
do parâmetro K não resulta em melhoria nos re-
sultados obtidos, como o discutido na Seção 2.3.

Tabela 4: Índices de acerto médio.

K = 1 3 5
Indiv́ıduo 1 93% 81% 80%
Indiv́ıduo 2 85% 74% 72%
Indiv́ıduo 3 91% 83% 80%
Indiv́ıduo 4 90% 71% 68%
Indiv́ıduo 5 92% 89% 86%

Os histogramas contendo os ı́ndices de acerto
nas classificações para cada voluntário são expos-
tos na Figura 6.

Comparando o melhor resultado obtido por
este trabalho (K=1) com os alcançados pelos
autores do banco de dados (Sapsanis, Georgou-
las, Tzes and Lymberopoulos, 2013), percebe-se
que somente o Indiv́ıduo 2 obteve uma quanti-
dade de acertos inferior. Outro artigo compara-
tivo, (Amanda et al., 2016), apresentou desempe-
nho inferior em comparação as taxas de acertos
apresentadas no presente trabalho, vide Tabela 5.

(a) Indiv́ıduo 1.

(b) Indiv́ıduo 2.

(c) Indiv́ıduo 3.

(d) Indiv́ıduo 4.

(e) Indiv́ıduo 5.

Figura 6: Histograma dos acertos médios para
cada um dos voluntários.

Tabela 5: Índices de Acertos.

Trabalho Índices de Acertos
Presente Artigo 90.2%
(Sapsanis et al., 2013) 89.2%
(Amanda et al., 2016) 82.4%

4 Conclusões

Os resultados alcançados com a estratégia de ex-
tração de parâmetros via DEP em janelas foi acei-
tável. Inclusive, essa abordagem permitiu o me-
lhor desempenho com número K reduzido (K=1).
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Esta avaliação está de acordo com (Manfredo
et al., 2014). Em (Manfredo et al., 2014) classifi-
cações satisfatórias possuem ı́ndices de acertos de
80% a 90%. Outro ponto importante é a melhoria
dos resultados em comparação a outras publica-
ções que utilizaram do mesmo banco de dados,
conforme a Tabela 5.

A melhor e a pior classificação são refentes
ao individuo 1 e 2 respectivamente. Já em rela-
ção aos movimentos, percebe-se a maior facilidade
de classificar os movimentos do tipo Gorjeta, en-
quanto que os piores foram os Palmar. Estes re-
sultados podem ser alterados caso as frequências
de interesse sejam modificadas e não seja adotada
apenas um critério visual. Vale ressaltar que pou-
cas informações relacionadas ao banco de dados fo-
ram expostas por (Sapsanis, Georgoulas, Tzes and
Lymberopoulos, 2013). Sabe-se que para uma me-
lhor equidade dos dados os mesmos procedimentos
deverão ser tomados em todos os indiv́ıduos.

Para trabalhos futuros, visa-se o projeto
de um algoritmo inteligente que determine as
frequências de interesse que discriminam um mo-
vimento em detrimento de outros de maneira efici-
ente, e não apenas por uma abordagem visual. O
algoritmo também deverá ser capaz de encontrar
a melhor janela e sobreposição na técnica DEP.
Outro foco é a concepção de um banco de dados
próprio onde um estudo mais aprofundado do pro-
tocolo de aquisição possa ser efetuado afim de me-
lhorar as classificações futuras.
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Universidade Católica do Salvador (UCSal).

Theodoridis, S. and Koutroumbas, K. (2008). Pat-
tern Recognition, Fourth Edition, 4th edn,
Academic Press.

Xiao, G. and Yan, W. (2010). Achieve single-
channel bci:the choice of electrode position
and signal characteristics.

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

1137


