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Abstract½ The content of silicon in pig iron has been used over the years as one of the most representative indices of the thermal 

state of a blast furnace. Based on this premise, this article proposes the use of ARIMA and NAR models to predict the elements of 
the time series of silicon content in the pig iron, in order to assist in decision making during the production process, contributing 

not only to the quality of the final product as well as for the reduction of the costs associated with its production. 
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Resumo½ O conteúdo de silício no ferro-gusa tem sido usado ao longo dos anos como um dos índices mais representativos do 

estado térmico de um alto-forno. Partindo desta premissa, este artigo propõe o uso de modelos ARIMA e NAR para prever os 

elementos da série temporal do teor de silício no ferro-gusa, de forma a auxiliar na tomada de decisão durante o processo produtivo, 
contribuindo não só na qualidade do produto final como também para a redução dos custos associados à sua produção. 
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1    Introdução 

Visando uma maior competitividade no mercado 

mundial, as indústrias buscam incessantemente a re-

dução de seus gastos operacionais, aliando uma gestão 

eficiente às técnicas que permitam o acesso às infor-

mações relevantes durante o processo, facilitando e 

potencializando a tomada de decisões estratégicas 

(Gomes, Coco and Salles, 2017). 

Ao longo da história, as usinas siderúrgicas assu-

miram um papel de grande relevância na economia 

mundial, impulsionando o processo de industrializa-

ção. Estas usinas produzem o ferro-gusa no alto-forno 

e posteriormente o encaminham para a refino na acia-

ria, resultando no aço. Os processos na indústria side-

rúrgica são muitas vezes complexos e devido às con-

dições hostis no interior do alto-forno, algumas medi-

ções costumam ser escassas (Mourão et al., 2011; Go-

mes, Coco and Salles, 2017). 

A principal função de um alto-forno é produzir 

ferro fundido de alta qualidade com baixo consumo de 

combustível. A qualidade do ferro-gusa produzido é 

importante para determinar o quão dispendioso será 

produzir o aço, bem como restringir em que tipos fi-

nais de aço o ferro-gusa poderá ser empregado (Rizzo, 

2009). O teor de silício no gusa é um importante indi-

cador do estado térmico de um alto-forno e, conse-

quentemente, é capaz de refletir a qualidade do aço 

que será produzido (Nurkkala, Pettersson and Sáxen, 

2011). 

Os valores elevados do teor de silício indicam um 

excedente de coque dentro do forno (i.e., uma grande 

reserva de energia), enquanto que valores mais baixos 

indicam a diminuição do mesmo. Assim, uma vez que 

o custo do coque é dominante na fabricação do ferro-

gusa, há benefícios econômicos bastante evidentes no 

que concerne ao controle mais rigoroso do teor de sí-

licio (Saxén and Pettersson, 2007; Saxén et al., 2013)  

Ao longo dos anos, foram publicados diversos ti-

pos de pesquisa abordando o uso de técnicas lineares 

e não-lineares para a identificação dos mais variados 

modelos, em geral utilizando entradas exógenas, com 

o propósito de prever, e até mesmo controlar, o conte-

údo de silício do ferro-gusa (Saxén et al., 2013; Tun-

çkaya and Köklükaya, 2016). Entretanto, em virtude 

da complexidade e do grande número de variáveis en-

volvidas no processo, a maioria dos trabalhos destaca 

a dificuldade na escolha de um algoritmo adequado 

que seja capaz de estabelecer relações entrada-saída 

de maneira eficaz. Este problema é refletido na grande 

discrepância quantitativa e qualitativa entre as entra-

das escolhidas em cada trabalho (Bag, 2007; Saxén 

and Pettersson, 2007; Nurkkala, Pettersson and Sáxen, 

2011; Saxén et al., 2013; Tunçkaya and Köklükaya, 

2016). 

Uma vez que, a grande dificuldade em selecionar 

as entradas exógenas do modelo de previsão, pode 

torná-lo mais susceptível a erros, o propósito deste tra-

balho é realizar a previsão do conteúdo de silício uti-

lizando apenas a saída da série temporal, isto é, em-

pregando modelos lineares e não-lineares sem entra-

das exógenas.  

Dentre as técnicas lineares abordadas, pode ser 

empregada a identificação linear paramétrica, através 

de modelos do tipo Autorregressivo de Média Móvel 
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(ARMA) e o Autorregressivo Integrado de Média Mó-

vel (ARIMA) , que se destacam pela sua flexibilidade 

(Box and Jenkins, 1976; Saxén et al, 2013; Gomes, 

Coco and Salles, 2017).  

Com relação às técnicas não-lineares, serão apli-

cadas as Redes Neurais Artificiais (RNAs). Esta téc-

nica apresenta-se bastante fundamentada no tocante 

da previsão do percentual de silício no ferro-gusa pois 

costuma ser tolerante aos ruídos, de modo que, a qua-

lidade da saída é pouco afetada (Bag, 2007; Saxén and 

Pettersson, 2007; Nurkkala, Pettersson and Sáxen, 

2011; Saxén et al., 2013; Tunçkaya and Köklükaya, 

2016). 

Portanto, pretende-se obter uma modelagem ca-

paz de prever o conteúdo de silício no ferro-gusa pro-

duzido, visando auxiliar a tomada de decisão para a 

manutenção do processo. Logo, os resultados advin-

dos desta pesquisa possibilitarão não apenas o au-

mento na qualidade do produto final como também a 

redução dos custos associados à sua produção.  

2   O Processo de Alto-Forno 

O alto-forno é um grande reator termo-químico em-

pregado na produção de ferro-gusa. Durante o pro-

cesso produtivo, o alto-forno é carregado com maté-

rias-primas ferrosas preparadas (sínter e pelotas de mi-

nério de ferro) ou naturais (minério de ferro granu-

lado), com um combustível (coque ou carvão vegetal), 

podendo haver também injeções auxiliares pelas ven-

taneiras de óleo combustível, alcatrão, carvão pulveri-

zado ou gás natural, por exemplo. O objetivo é produ-

zir uma liga, denominada de ferro-gusa, a uma tempe-

ratura de aproximadamente 1500ºC, no estado líquido, 

composta de ferro (entre 92% a 95%), carbono (entre 

3,5% a 5%) e mais alguns outros elementos como o 

silício e o manganês. Além disto, são também gerados, 

como subprodutos, a escória e o gás de alto-forno 

(Mourão et al., 2011). 

O ferro-gusa, ou gusa, se forma a partir da redu-

ção do minério de ferro, enquanto que a escória é pro-

veniente da aglomeração dos minerais e das cinzas re-

sultantes da queima dos combustíveis. Em geral, le-

vam-se cerca de seis a oito horas para que as matérias-

primas carregadas sejam processadas e se acumulem 

na base do alto-forno, na forma de gusa e escória, se-

parados por diferença de densidade, ficando o gusa na 

parte inferior (Mourão et al., 2011; Gomes, Coco and 

Salles, 2017). 

O teor de silício do ferro-gusa é uma importante 

variável do alto-forno pois reflete não somente a qua-

lidade do produto, como também o estado térmico do 

processo (Saxén and Pettersson, 2007; Saxén et al., 

2013). Além disto, um alto teor de silício pode preju-

dicar o processo de conversão do ferro em aço e, con-

sequentemente, gerar um maior custo, apesar da pre-

sença do silício na escória de aciaria ser desejável, 

uma vez que o mesmo contribui para a remoção do 

oxigênio presente no aço (Rizzo, 2009; Mourão et al., 

2011) 

Um dos maiores problemas durante o processo de 

produção de ferro-gusa está no longo tempo transcor-

rido desde o carregamento da matéria prima no topo 

do alto-forno até sua retirada na forma de ferro. Ade-

mais, para a análise laboratorial de sua composição, 

bem como do teor de silício presente na mesma, são 

gastas cerca de três a quatro horas. Todos estes fatores 

contribuem para que atitudes necessárias, visando a 

garantia de um produto final de boa qualidade, sejam 

tomadas tardiamente (Bag, 2007).  

3   Identificação Linear Paramétrica 

Uma série temporal é definida como um conjunto de 

observações ordenadas no tempo, que possuem depen-

dência serial. A classe de modelos Autorregressivos, 

Integrados e de Médias Móveis (ARIMA) é conside-

rada uma das classes de modelos de previsão para sé-

ries temporais mais populares (Barros, 2004; Morettin 

and Toloi, 2006). 

Os modelos ARIMA são aplicados a séries esta-

cionárias. A condição necessária para a sua aplicação 

em séries não estacionárias é a possibilidade da esta-

cionariedade ser obtida, por exemplo, através de dife-

renças da série original. As propriedades da família 

ARIMA(ὴȟὨȟή) dependem dos inteiros não-negativos 

ὴȟὨ e ή responsáveis por determinar a ordem do mo-

delo dentro da classe. Seguindo esta notação, ὴ é o nú-

mero de termos autorregressivos, Ὠ é o número de di-

ferenças e ή é o número de termos de médias móveis. 

Deve-se ressaltar que, caso a série seja estacionária, 

não haverá termo Ὠ e, portanto, o ARIMA se reduzirá 

a um modelo Autorregressivo de Média Móvel 

(ARMA) (Barros, 2004). 

O modelo ARMA é, então, definido como segue: 

dada a série temporal ὤ, esta pode ser descrita um 

modelo ARMA(ὴȟή), da forma: 

ὤ ‰ὤ Ễ ‰ὤ —ὥ Ễ 

ȣ —ὥ ὥ 

(1) 

em que, ὤ  corresponde ao valor da série temporal 

Ὧ instantes atrás, ‰  é o parâmetro autorregressivo re-

lativo à amostra  ὤ , ὥ representa um ruído aleató-

rio e —, o parâmetro de média móvel referente ao ru-

ído ὥ . Outra forma de representar a série é: 

‰ὄὤ —ὄὥ (2) 

no qual, ὄ é o operador de atraso,  ‰ὄ  são os opera-

dores autorregressivos e —ὄ  são os operadores de 

médias móveis (Box and Jenkins, 1976; Morettin and 

Toloi, 2006). 

Uma vez que os modelos ARMA são capazes de 

representar apenas modelos estacionários, para lidar 

com modelos não-estacionários é necessário tomar um 

número finito de diferenças de ὤ. Por outro lado, seja 

ὡ  a série diferenciada e estacionária, representado 

por: 

ὡ Ўὤ (3) 

em que, Ў  é a diferença de ordem Ὠ.  
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É possível, ainda, representar ὡ  por um modelo 

ARMA e ao integrá-lo, obter ὤ. Esse modelo é cha-

mado de modelo ARIMA e é dado por: 

‰ὄЎὤ —ὄὥ (4) 

Deve-se ressaltar que a necessidade de diferençar 

ou não uma série é determinada pela existência de ra-

ízes unitárias no polinômio ‰ὄ , o que pode ser de-

tectado, por exemplo, pelo teste Aumentado de 

Dickey-Fuller (Morettin and Toloi, 2006). 

4   Redes Neurais Artificiais 

As Redes Neurais Artificiais (RNAs) tratam-se de al-

goritmos não-lineares, usados para modelar, aprender 

e prever informações. Elas funcionam como processa-

dores constituídos de unidades de processamento sim-

ples – os neurônios –, que possuem capacidade de ar-

mazenar o conhecimento obtido através de experiên-

cias, assemelhando-se ao cérebro humano. Os neurô-

nios são conectados entre si por ligações ponderadas 

sobre as quais passam os sinais. Cada neurônio recebe 

múltiplas entradas de outros neurônios, as computa e 

gera uma única saída, que pode ser propagada para vá-

rios outros neurônios (Haykin, 1999). 

Entre os vários tipos de RNAs, o algoritmo de 

aprendizagem Back-Propagation (BP) tornou-se o 

mais popular em aplicações de engenharia. Este algo-

ritmo é baseado na regra de aprendizagem por corre-

ção de erro e ocorre em dois passos: um passo para 

frente, a propagação entre as camadas da rede (fase 

forward), e um passo para trás, a retropropagação 

(fase backward). O BP é um algoritmo de gradiente 

iterativo, projetado para minimizar o MSE, entre a sa-

ída prevista e a saída desejada (Haykin, 1999). 

As redes neurais dinâmicas, que incluem linhas 

de atraso são muito utilizadas para filtragem não-li-

near e previsão. Um exemplo deste tipo de rede é a 

Rede Não-Linear Autorregressiva (Nonlinear Autore-

gressive - NAR), que realiza uma espécie de filtragem 

dinâmica, nos quais os valores passados de uma en-

trada são usados para prever valores futuros de forma 

recorrente (Haykin, 1999, Gomes, Coco and Salles, 

2017). 

5   Metodologia 

Para o desenvolvimento deste estudo foram utilizados 

dados oriundos de um alto-forno de uma siderúrgica. 

Observa-se que os dados referentes ao percentual de 

silício possuem um período de amostragem variável, 

em torno de 50 minutos. 

Ao analisar as demais informações que acompa-

nham a série de silício, nota-se que a cada corrida de 

ferro-gusa (tempo transcorrido entre uma abertura e 

um fechamento do furo de gusa do alto-forno) há, em 

média, três carregamentos de carro torpedo (equipa-

mento fabricado em aço estrutural e revestido com re-

fratários, cuja função básica é o transporte de ferro-

gusa do alto-forno para a aciaria) e que, normalmente, 

em cada carregamento é coletada uma amostra do 

ferro-gusa para análise laboratorial. Posteriormente, o 

percentual de silício encontrado nesta análise, refe-

rente ao determinado carregamento, é atualizado no 

sistema. Todos estes fatores colaboram para a irregu-

laridade do tempo de amostragem do percentual de si-

lício. 

Para que os valores futuros do percentual de silí-

cio possam ser estimados, a partir das técnicas autor-

regressivas, são necessários apenas os valores passa-

dos desta série temporal. Contudo, devido ao interesse 

da siderúrgica em precisar os dados a cada 30 minutos, 

a série de silício será reamostrada de forma a possuir 

um período de amostragem regular de 30 minutos. 

Outro detalhe observado na tabela de dados do 

alto-forno foi a ausência de algumas medições do pro-

cesso e dos índices, seguida por valores extremamente 

altos da série de silício (outilers). Como esta ausência 

de dados, bem como os outilers, são devidos aos erros 

de medição e podem interferir, posteriormente, na 

execução da modelagem, os períodos de tempo cor-

respondentes foram excluídos. 

Depois de realizado o tratamento dos dados, fo-

ram selecionadas 6663 amostras, sendo divididas em 

dois blocos. O primeiro bloco consiste das 5000 pri-

meiras amostras que serão utilizadas para a estimação 

do modelo linear e treinamento da rede neural. Já o 

segundo bloco, composto por 1663 amostras, será 

aplicado aos testes. 

Os critérios escolhidos para mensurar o desempe-

nho dos modelos foram o Erro Quadrático Médio 

(Mean Squared Error - MSE) e o Erro Percentual Ab-

soluto Médio (Mean Absolute Percentage Error - 

MAPE) dados, respectivamente, por: 

ὓὛὉ 
ρ

ὲ
ώ ώ  (5) 

ὓὃὖὉ Ϸ  
ρ

ὲ

ώ ώ

ώ
Ȣρππ (6) 

em que ὲ é o número total de amostras, ώ representa 

o valor real da amostra e ώ refere-se ao valor esti-

mado.  

 

5.1  Estimação de um Modelo Linear Paramétrico 

A rotina empregada para a seleção de um modelo li-

near paramétrico, aplica inicialmente o Teste de Au-

mentado Dickey-Fuller, o qual detectou a presença de 

raízes unitárias na série temporal, fazendo-se necessá-

ria a diferenciação da mesma. A partir de então, foi 

estimado um modelo inicial do tipo ARIMA(ὴȟὨȟή) e 

realizado a análise de resíduos, através da Função de 

Autocorrelação do resíduo (FAC) e da Função de Cor-

relação Cruzada do resíduo e a série temporal (FCC).   

A análise residual tem por objetivo adicionar no-

vos termos ao modelo proposto, isto é, caso haja al-

gum termo significativo em algum lag da FAC, é adi-

cionado um termo de Média Móvel (MA) ao modelo 

(parâmetro ή do modelo ARIMA), correspondente ao 

lag encontrado. Caso seja encontrado um termo signi-

ficativo em algum lag da FCC, um termo relativo ao 

lag encontrado é adicionado à parte Autorregressiva 
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(AR) do modelo (parâmetro ὴ do modelo ARIMA) 

(Barros, 2004; Morettin and Toloi, 2006). 

Assim sendo, é feita uma nova análise de resíduos 

para o novo modelo, com o objetivo de analisar a ne-

cessidade de se inserir novos termos de MA ou AR ao 

modelo. Além disto, para cada novo modelo estimado, 

é calculado também o Critério de Informação Bayesi-

ano (BIC). Este critério permite a comparação entre 

diferentes modelos, caso se detecte uma deterioração 

do critério entre uma iteração e a seguinte, o processo 

iterativo é encerrado e um modelo final é definido 

(Barros, 2004). 

5.2  Desenvolvimento de uma RNA do tipo NAR  

Considerando que a RNA possuirá apenas o conjunto 

de dados relativos ao percentual de silício no ferro-

gusa como única entrada e tendo em vista e necessi-

dade da inclusão de atrasos de tempo entre as amostras 

da série, este trabalho utilizará a rede NAR para prever 

a próxima amostra do sinal de entrada. 

De acordo com estudos anteriores aplicados ao 

mesmo alto-forno, ocorrem vazamentos (corridas) 

através do furo-de-gusa de 8 a 14 vezes por dia, cor-

respondendo a uma duração média de vazamento entre 

1,5 e 3 horas. Além disto, o tempo de residência da 

carga no interior do forno é de 7 a 8 horas. Analisando 

os dados fornecidos pela siderúrgica, foi calculado 

uma duração média de vazamento de aproximada-

mente 3 horas. Considerando-se, então, um tempo de 

amostragem de 30 minutos, a amostra atual do conte-

údo de silício pode estar correlacionada às amostras 

de pelo menos 6 horas atrás, isto é, 12 amostras pas-

sadas. 

 Seguindo este raciocínio, para a criação da rede 

NAR, foi estipulado um lag de 12 amostras, ou seja, 

para prever o teor de silício da próxima amostra, serão 

necessários o valor presente mais 11 valores passados 

de suas entradas. Esta rede possuirá uma camada de 

entrada, uma camada oculta e uma camada de saída. 

Para a escolha do número de neurônios da camada 

oculta, serão realizados cinco testes para cada tama-

nho de camada oculta (10, 20, 30, 40, 50 e 60 neurô-

nios). Depois de completados os testes, será calculada 

a média do desempenho obtido pela rede para cada ta-

manho da camada oculta. 

6   Resultados 

6.1  Previsão um passo à frente do modelo ARIMA 

Seguindo a metodologia, aplicando-se as 5000 primei-

ras amostras da série de silício à rotina proposta, foi 

obtido um modelo do tipo ARIMA(7,1,9). As Figuras 

1, 2 e 3 apresentam a análise de resíduos do modelo 

estimado a partir da série diferenciada. 

Do Histograma dos Resíduos Normalizados (Fi-

gura 1), é possível observar a normalidade da distri-

buição dos mesmos. A partir dos gráficos de autocor-

relação dos resíduos (Figura 2) e da correlação cru-

zada da série de silício com os resíduos (Figura 3), 

nota-se a existência de lags com valores estatistica-

mente fora do intervalo de confiança. Demonstrando 

assim, a incapacidade do modelo estimado em abran-

ger todo o comportamento da série. Isto se deve à já 

sabida não-linearidade existente na série, em virtude 

da alta complexidade do processo de produção do 

ferro-gusa no alto-forno. 

Para a previsão um passo à frente, foram utiliza-

das as 1663 amostras que compõem o segundo bloco 

do conjunto de dados. O modelo proposto apresentou 

um MSE de 0,005862 e um MAPE de 15,76% com 

desvio padrão de 33,11%. 

6.2  Previsão um passo à frente da RNA do tipo NAR 

Durante o treinamento, o desempenho das redes foi 

mensurado através do MSE. Além disto, também foi 

avaliada a autocorrelação do erro encontrado. A partir 

de então, determinou-se o número de neurônios da ca-

mada oculta que resulte em uma rede que melhor se 

ajuste à estimação dos dados um passo à frente. A Ta-

bela 1 apresenta a média dos MSE obtidos para cada 

tamanho de rede testado.  

Nota-se que com apenas 10 neurônios na camada 

oculta a rede já apresenta uma média de desempenho 

bastante similar aos demais tamanhos, justificando as-

sim a necessidade de uma análise da autocorrelação 

dos erros, para que evidencie de forma mais clara o 

número de neurônios da camada oculta que melhor se 

ajuste à previsão da série em questão.  

Figura 1. Histograma dos resíduos do modelo ARIMA(7,1,9). 

Figura 3. Correlação cruzada entre a série de silício e os resíduos 
gerados pelo modelo ARIMA(7,1,9). 

Figura 2. Autocorrelação dos resíduos do modelo ARIMA(7,1,9). 
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Tabela 1. Desempenho resultante durante o treinamento de uma 

rede NAR com diferentes tamanhos de camada oculta. 

Número de neurônios 

da camada oculta 

Erro Quadrático 

Médio (MSE) 

10 0,003129 

20 0,003229 

30 0,003327 

40 0,003490 

50 0,003389 

60 0,003848 

 

Entretanto, apesar da rede com 10 neurônios ocul-

tos ter obtido o menor MSE, existem erros do treina-

mento, conforme ilustra a Figura 4, o que demonstra 

que a rede foi mal treinada devido a necessidade de 

maior capacidade de processamento. 

A partir da Figura 5, que apresenta a autocorrela-

ção do erro da rede com 20 neurônios na camada 

oculta, conclui-se que com apenas 20 neurônios é pos-

sível obter um MSE médio durante o treinamento de 

0,003229, além dos erros não se autocorrelacionarem 

de forma estatisticamente significativa, se aproxi-

mando de um ruído branco. 

Assim como para a previsão utilizando o modelo 

ARIMA, foram utilizadas as 1663 amostras que com-

põem o segundo bloco do conjunto de dados para a 

previsão um passo à frente da rede NAR, sendo obti-

dos um MSE de 0,001117 e um MAPE de 6,90% com 

desvio padrão de 9,26%. 

7  Discussão 

Para uma melhor observação dos resultados obtidos, a 

Figura 6 apresenta uma comparação entre as previsões 

utilizando o modelo ARIMA e a rede NAR com 20 

neurônios ocultos, durante um intervalo entre as 

amostras de número 1200 e 1400. Observa-se que, 

apesar do sinal previsto pelo modelo ARIMA(7,1,9) 

conseguir acompanhar, mesmo com um pequeno 

atraso, o comportamento da série real, há pequenas 

discrepâncias nas amplitudes dos sinais. Com relação 

à previsão resultante da rede NAR, é possível notar 

que o comportamento desta apresenta maiores seme-

lhanças com série real, embora ocorram pequenas di-

ferenças entre os sinais, principalmente nos momentos 

onde há variações no percentual de silício acima de 

0,4%. 

A Tabela 2 apresenta um comparativo entre os de-

sempenhos obtidos pelo modelo ARIMA(7,1,9) e pela 

Rede NAR com 20 neurônios na camada oculta du-

rante a previsão um passo à frente do percentual de 

silício no ferro-gusa. Além do MSE e do MAPE, tam-

bém foram mensurados o desvio padrão do MAPE e a 

Porcentagem de Erro Percentual Absoluto menor que 

10%. 

Tabela 2. Comparativo entre os desempenhos obtidos em ambos 
os métodos. 

Parâmetro de desempenho 
Modelo 

ARIMA  

Rede tipo 

NAR 

MSE 0,005862 0,001117 

MAPE (%) 15,76% 6,90% 

Desvio Padrão (%) 33,11% 9,26% 

Porcentagem de Erro Per-

centual Absoluto menor 

que 10% 

57,21% 78,37% 

 

Da Tabela 2, nota-se que a previsão um passo à 

frente empregando o modelo ARIMA(7,1,9) apresen-

tou um MSE de 0,005862 e um Erro Percentual Abso-

luto de 15,76%, enquanto que a rede NAR obteve, um 

MSE cerca de 5,2 vezes menor (0,001117) e um Erro 

Percentual Absoluto cerca de 2,28 vezes menor 

(6,90%).  

Entretanto, um fator que chama atenção é o alto 

valor do desvio padrão do MAPE do modelo 

ARIMA(7,1,9), em torno de 33,11%. Além disto, 

numa perspectiva prática, um MAPE de 10% na pre-

visão do teor de silício não apresenta um grande im-

pacto no processo produtivo. Neste sentido, avaliando 

a porcentagem de Erros Percentuais Absolutos acima 

de 10%, isto é, fora da faixa de aceitação, constata-se 

que mais de 40% das amostras do modelo 

ARIMA(7,1,9) estão fora dessa faixa, contra 21,63% 

obtido pela rede NAR.  

Deve-se frisar, ainda, que para a aplicação do mo-

delo ARIMA, foi necessário diferenciar a série para 

torná-la estacionária, diferentemente da rede NAR que 

utilizou como dados de entrada a própria série não-es-

tacionária. 

Figura 4. Autocorrelação do Erro para uma rede do tipo NAR com 

10 neurônios ocultos. 

Figura 5. Autocorrelação do Erro para uma rede do tipo NAR com 

20 neurônios ocultos. 
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8   Conclusão 

Este artigo utilizou duas técnicas de modelagem 

para predição de amostras em série temporal: uma 

clássica linear (ARIMA) e outra contemporânea e não 

linear (NAR), para a previsão um passo à frente do 

percentual de silício no ferro-gusa, sem a utilização de 

entradas exógenas. 

Em virtude da não-linearidade inserida pela 

RNA, esta apresentou resultados mais satisfatórios 

comparados aos obtidos pelo método de estimação li-

near, representado pelo modelo ARIMA. Tendo em 

vista que, uma variação de 10% na previsão do teor de 

silício não ocasiona graves impactos no processo pro-

dutivo em questão, a rede NAR com 20 neurônios na 

camada oculta foi capaz de prever dentro da faixa de 

erro tolerável, com um MAPE de 6,90% e 78,37% de 

acerto na faixa de tolerância, frente à ARIMA com 

MAPE de 15,76% e apenas 57,21% de acerto na 

mesma faixa. 

Um fato que chamou atenção durante os testes, 

foi o longo tempo transcorrido para a conclusão do 

processamento utilizando o modelo de previsão linear, 

diferentemente da RNA, que treinou e testou os dados 

numa velocidade muito maior, obtendo um desempe-

nho incontestavelmente superior. Isso ocorreu, muito 

provavelmente, devido aos componentes não-lineares 

da série de silício, tornando maior a dificuldade do 

modelo linear em encontrar uma boa aproximação, 

quando comparado ao modelo NAR que possui ajus-

tes de natureza não-linear para a aproximação da série. 

Portanto, este artigo demonstra a viabilidade da 

previsão utilizando apenas a saída do sistema, embora 

que em trabalhos futuros será discutida a utilização de 

entradas exógenas e de ferramentas para a sua seleção, 

com objetivo de melhorar ainda mais essa previsão.  
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Figura 6. Comparação entre as previsões um passo à frente das amostras de 1200 à 1400 da série de percentual de silício utilizando um mo-
delo ARIMA(7,1,9) e uma RNA do tipo NAR com 20 neurônios ocultos. 
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