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Gerais - Av. Antônio Carlos 6627, 31270-901, Belo Horizonte, MG, Brasil

‡Centro de Tecnologia e Pesquisa em Magneto Ressonância (CTPMAG), Programa de Pós-Graduação
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Abstract— This work proposes the use of a novel method to estimate the high order spectra calculated in
the time domain, mainly the bispectrum, to extract characteristics of electroencephalogram signals in order to
classify the neural excitability state of rats. Drugs were used to induce three levels of neural excitation: normal,
reduced and elevated. The results show that the proposed procedure is simple to implement and can distinguish
neural states.
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Resumo— O presente artigo propõe a utilização de um novo método de estimação de espectros de alta ordem,
calculado no domı́nio do tempo, principalmente o bispectro, para extrair caracteŕısticas de sinais de eletroen-
cefalogramas, a fim de classificar o estado de excitabilidade neural de ratos. Fármacos foram utilizados com
intuito de induzir três ńıveis de neurais de excitação: normal, reduzido e elevado. Os resultados mostram que
procedimento proposto é de simples implementação e é capaz de distinguir os estados neurais.

Palavras-chave— Reconhecimento de padrões, processamento de sinais, espectro de alta ordem, epilepsia.

1 Introdução

A epilepsia é uma desordem do cérebro que afeta
em torno de 1% da população mundial, carac-
terizada por uma persistente predisposição para
geração de crises epilépticas e por consequências
neurobiológicas, cognitivas, psicológicas e sociais
desta condição. Tratamento farmacológico é in-
dicado para cerca de 96% dos portadores de epi-
lepsia, sendo que, destes, 88% relatam ao menos
um efeito colateral, como cansaço, problemas de
memória, dificuldade de concentração, entre ou-
tros (Engel et al., 2005). Para uma acurada pres-
crição farmacológica, ou mesmo ajuste da dosa-
gem usada, o diagnóstico preciso desta patologia
é essencial. Por outro lado, para a realização do
diagnóstico de epilepsia leva-se uma série de fa-
tores em consideração, incluindo relatos do pró-
prio paciente ou acompanhante e exames com-
plementares, sendo o principal o eletroencefalo-
grama (EEG). Contudo, relatos imprecisos, seme-
lhança de sintomas com outras patologias e inca-
pacidade de aquisição de EEG durante um episó-
dio de crise (padrão ouro), acarreta grande difi-
culdade para a realização de um diagnóstico pre-
ciso (Frazen, 2000). De fato, estima-se que 25%
dos diagnósticos de epilepsia são falsos positivos
(Chowdhury et al., 2008; Smith, 1999). Logo, o
desenvolvimento de ferramentas capazes de auxi-

liar no diagnóstico de epilepsia é de suma impor-
tância.

Nesse contexto, várias técnicas de processa-
mento de sinais têm sido utilizadas para a extração
de caracteŕısticas de EEGs, como análise de com-
ponentes principais (Wang et al., 2010), decom-
posição em wavelets (Wang and Chen Xie, 2011;
Zhou and Wan, 2012), identificação de modelos
variantes no tempo (Li et al., 2011), decomposição
modal emṕırica, máquinas de vetores de suporte
(Li et al., 2013) e outras.

Dentre as técnicas dispońıveis encontra-se o
bispectro. Criado na década de 60 (Rosenblatt
and Van Ness, 1965; Hinich and Clay, 1968), for-
nece informações sobre a frequência, fase e acopla-
mento de sinais. Formalmente inserido nas chama-
das técnicas de espectro de alta ordem, o bispectro
é definido como a transformada de Fourier do cu-
mulante de terceira ordem do sinal (Kocur and
Stanko, 1998).

A análise espectral de alta ordem foi bas-
tante utilizada em estudos sobre ondas oceânicas
(Hasselmann et al., 1963), em análise de dados
Geof́ısicos (Hinich and Clay, 1968), estimação de
atraso de tempo (Hinich and Wilson, 1992), detec-
ção de acoplamento quadrático de fase (Ning and
Bronzino, 1992; Fackrell and Mclaughlin, 1995),
detecção de interações não lineares em EEGs
(Sherman et al., 2011) e outros.
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A estimação clássica do bispectro pode ser
de dif́ıcil análise, pois gera um gráfico 3D simé-
trico em 12 partes. Recentemente, um novo mé-
todo para o cálculo do bispectro foi desenvolvido
com base em equações diferenciais com atraso,
do inglês delay differential equations (DDE ), cuja
interpretação é bem mais simples, pois retorna
um gráfico sem a necessidade de simetria e 2D
(Lainscsek and Sejnowski, 2015). Leinscsek e
Sejnowski utilizaram-no para extrair caracteŕısti-
cas de eletrocardiogramas (ECG) e classificar di-
ferentes estados do coração (Lainscsek and Sej-
nowski, 2013), e também para análise de EEGs
(Lainscsek et al., 2015).

O presente artigo propõe a utilização deste
novo método para extrair caracteŕısticas de sinais
de EEG a fim de classificar o estado neural de
ratos sob efeito de três substâncias que induzem
diferente ńıveis de excitabilidade neural: reduzido
(hipo-atividade neural), normal e elevado (hipera-
tividade neural). Desdobramentos da técnica de
classificação podem ser utilizados em análises cĺı-
nicas.

2 Espetro de alta ordem no domı́nio do
tempo

Nesta seção, será introduzido o material básico ne-
cessário para o entendimento da técnica utilizada
neste trabalho.

2.1 Equação diferencial linear com atraso

Considere uma simples equação diferencial linear
com atraso

ẋ = axτ (1)

em que xτ = x(t − τ). Expandindo a DDE como
uma equação de Yule-Walker e aplicando o opera-
dor esperança 〈.〉 (Lainscsek and Sejnowski, 2015;
Yule, 1927; Walker, 1931), tem-se:

ẋxτ = ax2τ (2)

a =
〈ẋxτ 〉
〈x2τ 〉

=
〈ẋxτ 〉
〈x2〉

=
d
dt 〈xxτ 〉
〈x2〉

(3)

em que o numerador da Equação 3 é a derivada
da função de autocorrelação.

Considere agora um sinal x(t) = S(t) + P (t),
em que S(t) é o sinal de interesse e P (t) é um sinal
de teste, com a seguinte formulação:

S(t) =

N∑
i=1

Ai cos(ωit+ φi) (4)

P (t) = D cos(Ωt+ φ) (5)

O denominador da Equação 3 pode ser utilizado
como um detector de frequências, sendo:

〈
x2
〉

=
〈
S2
〉

+ 2 〈SP 〉+
〈
P 2
〉

(6)〈
S2
〉

=
1

2

N∑
i=1

A2
i

〈
P 2
〉

=
1

2
D2

〈SP 〉 =

{
0

AiD cos(φi − φ)
ωi 6= Ω
ωi = Ω

Note que o termo 〈SP 〉 só será não zero quando a
frequência Ω estiver presente no sinal. Utilizando
esta propriedade, introduz-se o espectro no do-
mı́nio do tempo (Lainscsek and Sejnowski, 2015),
como mostrado a seguir.

2.2 Espectro no Domı́nio do Tempo

O estimador, L(Ω), do espectro no domı́nio do
tempo para o sinal de interesse, S(t), pode ser
calculado com as seguintes equações:

L(Ω) = max
φ

(〈SP 〉)

L(Ω) = max
φ

(〈
x2
〉
−
〈
S2
〉
− 1

2

)
(7)

Utiliza-se o sinal de teste P, com D = 1, para
varrer o espectro de frequências, respeitando a
taxa de Nyquist. Para cada valor de frequência
Ωi testado, varre-se a fase de 0 a 2π e encontra-se
o valor máximo como definido na Equação 7.
Esse valor corresponde à amplitude da cossenoide
de frequência Ωi presente no sinal S. O procedi-
mento é detalhado no Algoritmo 1 e ilustrado no
exemplo a seguir.

Algoritmo 1:

1. Some, ao sinal de interesse, um sinal de teste
na menor frequência desejada;

2. Encontre o valor de fase que maximize a
Equação 7;

3. Incremente a frequência do sinal de teste e
repita o passo 1 até que a frequência de teste
atinja a frequência máxima (Nyquist).

Exemplo 1 - Seja o sinal y(t) composto pela soma
de 4 cossenóides com frequências angulares, ωi =
2πfi, e fase, φi, independentes. A este sinal é
somada mais uma cossenoide cuja frequência e fase
são a soma de outras duas, ou seja,

y(t) =
∑4
i=1Ai cos(ωit+ φi) + cos ((ω2 + ω4)t+ φ2 + φ4)

cujas constantes são definidas na Tabela 1
Gerou-se uma janela de 10 segundos de

dados, com frequência de amostragem de 250Hz.
Foi somado aos dados o sinal P (t) com frequência
inicial em 0, 1Hz, com incrementos de 0, 1Hz,
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Tabela 1: Constantes dos exemplos 1 e 2

Amplitude Frequência (Hz) Fase
i=1 0,70 11 π/20
i=2 1,15 17 π/30
i=3 1,05 21 π/6
i=4 0,93 45 π/15

até 125Hz. Para cada umas frequências, foi
determinado a máxima fase, conforme Equação
7, no intervalo de 0 a 2π, com incrementos
de 0, 01rad/s. A Figura 1 mostra o espectro
do sinal, acrescido de rúıdo gaussiano branco
(σ2 = 1×104), estimado pelo método da Equação
7.

A determinação do bispectro no domı́nio do
tempo será feita a seguir.

2.3 Equação diferencial não linear com atraso

Considere a equação diferencial não linear com
atraso

ẋ = ax2τ (8)

utilizando as mesmas ferramentas das Equações 2
e 3, tem-se:

a =

〈
ẋx2τ

〉
〈x4τ 〉

=
d
dt

〈
xx2τ

〉
〈x4〉

(9)

Lainscsek e Sejnowski demonstraram que o nume-
rador da Equação 9 é zero para sinais que não pos-
suem acoplamento quadrático de fase (Lainscsek
and Sejnowski, 2015). Tem-se, então, um detector
de acoplamento de frequências

〈
xx2τ

〉
. Conside-

rando o atraso τ = 0, sem perda de generalidade,
o detector tem a forma

〈
x3
〉
.

Utilizando o mesmo sinal x(t) = S(t) + P (t),
em que S(t) é um sinal com acoplamento de
frequências, como mostrado a seguir

S(t) =
∑N
i=1Ai cos(ωit+ φi) +Aj,k cos ((ωj + ωk)t+ φj + φk)

(10)
Logo,

〈
x3
〉

é〈
x3
〉

=
〈
S3
〉

+ 3
〈
S2P

〉
+ 3

〈
SP 2

〉
+
〈
P 3
〉

(11)

considerando apenas os termos cruzados:〈
SP 2

〉
=

{
0

1
4AiD

2 cos(2φ− φi)
Ω 6= ωi

2
Ω = ωi

2

(12)

〈
S2P

〉
=


1
2AjAk cos(φ− φj ∓ φk)
1
2AkAj,kD cos(φ− φj)

1
4A

2
iD cos(φ− 2φi)

0

Ω = ωj ± ωk
Ω = ωj
Ω = 2ωi

c.c.

(13)
o termo

〈
SP 2

〉
só será diferente de zero quando

a frequência de teste estiver presente no sinal. O
termo

〈
S2P

〉
só será diferente de zero em frequên-

cias acopladas quadraticamente.

2.4 Bispectro no Domı́nio do Tempo

O produto das equações 12 e 13 é utilizado para
estimar o bispectro do sinal, B(Ω),

B(Ω) = L(Ω̃) max
φ

〈
S2P

〉
, (14)

em que L(Ω̃) = maxφ
〈
SP 2

〉
e Ω̃ = 2ωi. O

método para estimação do bispectro no domı́nio
do tempo é bem parecido com o Algoritmo 1.
O Algoritmo 2 detalha o procedimento e sua
aplicação pode ser vista no Exemplo 2.

Algoritmo 2:

1. Some, ao sinal de interesse, um sinal de teste
na menor frequência de desejada;

2. Encontre o valor de fase que maximize L(Ω̂)
e a fase que maximiza

〈
S2P

〉
. Multiplicando

os dois resultados, tem-se o B(Ωi);

3. Incremente a frequência do sinal de teste e
repita o passo 1 até que a frequência de teste
atinja a frequência máxima (Nyquist).

Exemplo 2 - Considere o mesmo sinal e cons-
tantes do Exemplo 1. O bispectro no domı́nio do
tempo foi estimado pela Equação 14 e a Figura
1 exibe as frequências envolvidas e os respectivos
acoplamentos.

3 Materiais e Métodos

Para extrair caracteŕısticas de sinais de EEG, foi
necessário analisar um experimento e padronizar
a coleta de sinais. Criou-se, então, o seguinte pro-
tocolo: dez ratos machos da linhagem wistar fo-
ram utilizados. Cada animal passou por cirurgia
para a implantação de um eletrodo monopolar no
coĺıculo inferior direito (AP: -9,0 referenciam no
bregma; ML: -1,4; DV: -3,2) para a aquisição do
EEG (amplificação 1000x; passa alta de 0,1Hz e
passa baixa de 2000Hz; 10kHz amostragem). O
coĺıculo inferior participa na integração e proces-
samento de informações sensoriais, principalmente
da via auditiva.

A coleta de dados em cada animal foi espa-
çada em 48 horas, num total de 3. Registrou-se o
EEG dos animais sob o efeito de:

• Diazepam (DZP) (4mg/kg): Medicação anti-
convulsivante que reduz o tônus excitatório;

• Solução salina (SAL): grupo de controle;

• Pentilenotetrazol (PTZ) (40mg/kg): Fár-
maco que aumenta o tônus excitatório.

Os sinais foram normalizados entre -0.5 e 0.5,
decimados em 20 vezes, reduzindo a frequência de
amostragem para 500 Hz. A decimação foi feita
pois as faixas de frequência de interesse são: teta-
alfa: 4-12Hz, beta: 12-35Hz e gama: 35-100Hz.
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Figura 1: Resultados dos exemplos 1 e 2. Na parte superior, tem-se o espectro estimado pela Equação 7. Todas
as frequências presentes no sinal foram detectadas com a amplitude correta. Na parte inferior, tem-se o bispectro.
Somente as frequências acopladas estão presentes. Nestes exemplos, a variância do rúıdo branco adicionado aos
dados foi cerca de 4 mil vezes maior do que a variância do sinal, SNR = −36.2122dB.

Após o pré-processamento, estimou-se o bis-
pectro para cada medicação. Utilizou-se uma ja-
nela de 10 segundos do EEG, dentro dos 30 segun-
dos coletados, escolhida a fim de evitar artefatos
causados por movimento dos animais. Calculou-
se a média das amplitudes em cada faixa de inte-
resse e esse valor foi registrado. O procedimento
descrito nesta seção é fruto da colaboração entre
os laboratórios MACSIN (Modelagem, Análise e
Controle de Sistemas Não Lineares), CTPMAG
(Centro de Tecnologia e Pesquisa em Magneto
Ressonância) e NNC (Núcleo de Neurociências),
todos da Universidade Federal de Minas Gerais, e
está de acordo com o Comitê de Ética em Experi-
mentação Animal – CETEA (Protocolo 24/2013)

4 Resultados

O protocolo descrito na Seção 3 foi implemen-
tado e a Tabela 2 mostra os resultados do pro-
cedimento.

Ao examiná-la, fica evidente que o valor mé-
dio de B(Ω) na faixa gama diminui sob o efeito
de PTZ. A Figura 2 mostra o resultado dos testes
estat́ısticos para as bandas teta-alfa, beta e gama.
Nas bandas teta-alfa e beta, nenhum estado neural
é estatisticamente diferente um do outro (p<0,05).
No entanto, na banda gama, PTZ é estatistica-
mente diferente de DZP e SAL (ambos Friedman’s
test, Dunn’s post-hoc test - p<0,01).

Decidiu-se usar as bandas teta-alfa e gama
como caracteŕısticas para o classificador, pois essa
combinação resultada na maior facilidade de sepa-
ração entre os grupos. Um classificador linear de
margem larga é capaz de separar os grupos DZP e
PTZ com 100% de acurácia, como mostra a Figura
3a. Na Figura 3b, os estados SAL e PTZ não são
linearmente separáveis. Porém, um classificador
linear consegue 90% de exatidão ao classificar os
dois grupos. A Figura 3c mostra que o subespaço

Tabela 2: Resultados da média por faixa de frequência
do bispectro de cada animal, sob o efeito de DZP, SAL
e PTZ.

Animal -
Medicação

teta-alfa beta gama

W1 - DZP 3.0389 0.6938 0.1148
W1 - SAL 0.3500 0.0862 0.0506
W1 - PTZ 4.2633 0.5409 0.0201
W2 - DZP 0.6736 0.2880 0.0402
W2 - SAL 3.1266 0.7716 0.1578
W2 - PTZ 5.4723 0.3317 0.0164
W3 - DZP 3.3653 1.2891 0.1603
W3 - SAL 1.9335 0.6223 0.2689
W3 - PTZ 2.7230 0.2429 0.0223
W4 - DZP 2.8057 1.0054 0.2682
W4 - SAL 1.6737 0.3695 0.0807
W4 - PTZ 2.1465 0.1340 0.0282
W5 - DZP 0.8832 0.5531 0.0806
W5 - SAL 1.0272 0.3308 0.1905
W5 - PTZ 2.4844 0.3553 0.0622
W6 - DZP 0.7003 0.3887 0.1465
W6 - SAL 2.3704 0.5371 0.2267
W6 - PTZ 4.4907 0.6748 0.1017
W7 - DZP 2.6787 0.9385 0.1527
W7 - SAL 2.7703 0.3684 0.0661
W7 - PTZ 3.7653 0.2644 0.0212
W8 - DZP 2.3290 0.9328 0.1750
W8 - SAL 1.7471 0.1753 0.0364
W8 - PTZ 0.9154 0.0682 0.0087
W9 - DZP 2.3828 0.8350 0.1136
W9 - SAL 2.0929 0.4546 0.1636
W9 - PTZ 1.8827 0.2354 0.0184
W10 - DZP 1.4839 0.4943 0.1370
W10 - SAL 2.5339 0.3834 0.1025
W10 - PTZ 6.3460 0.6040 0.0763

gerado pelas caracteŕısticas extráıdas com o bis-
pectro não separa linearmente os estados neurais

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

1278



SAL e DZP impossibilitando a utilização de um
classificador linear.
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*

Figura 2: Testes estat́ısticos para as três faixas de
frequência analisadas (teta-alfa, beta e gama). O teste
aplicado foi o post-hoc de Dunn. O śımbolo ∗ denota
quais estados são estatisticamente diferentes para cada
faixa.

5 Conclusões

Neste trabalho, foi proposto o uso de espectro de
alta ordem no domı́nio do tempo, principalmente
o bispectro, para a extração de caracteŕısticas em
sinais de EEG, de reconhecida complexidade, para

(a)

(b) (c)

Figura 3: Em a) tem-se os estados DZP e PTZ separa-
dos por um classificador linear com 100% de acurácia.
Em b) e c) o subespaço de caracteŕısticas não é line-
armente separável. No entanto, é posśıvel utilizar um
classificador linear em b) e obter 90% de acurácia nos
estados SAL e PTZ.

classificação de estados neurais segundo o proto-
colo estabelecido.

A extração de caracteŕısticas foi feita de forma
simples e robusta, seguindo os Algoritmos 1 e 2 e a
metodologia da Seção 3. Dessa forma, conseguiu-
se classificar o estado neural dos animais com exa-
tidão, utilizando apenas duas faixas de frequência.
A grande vantagem do procedimento proposto é
que todos os cálculos são simples e feitos no domı́-
nio do tempo, evitando, assim, problemas como o
vazamento espectral e outros.

Trabalhos futuros com outros animais wistar
são necessários para verificar se o padrão se repete
e se o classificador apresentado aqui terá desem-
penho semelhante. Depois de constatada a efi-
cácia do procedimento, pode-se implementar um
monitoramento em tempo real, estimando o es-
tado neural do paciente. O classificador em tempo
real será capaz de inferir sobre a eficácia da me-
dicação, assertividade da dosagem e propensão a
crises quando o estado neural do paciente estiver
próximo do limiar de separação.

Os autores agradecem o suporte financeiro do
CNPq, CAPES e FAPEMIG.
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