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Abstract— In this paper we study recursive subspace identification algorithms to track linear time-varying
systems. We investigate how to set online the forgetting factor. The efficacy of the algorithms with the proposed
modification is illustrated by means simulated examples with both slow and abrupt model variations.
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Resumo— Neste artigo são estudados algoritmos recursivos de identificação em subespaços para rastrear
sistemas lineares variantes no tempo. Investigam-se maneiras de se determinar o fator de esquecimento. A
eficácia dos algoritmos com as modificações propostas é ilustrada por meio de exemplos simulados tanto com
variações lentas quanto abruptas.
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1 Introdução

Desde a década de 90, métodos de identifica-
ção de subespaços vêm sendo propostos para cons-
truir modelos MIMO (do inglês, Multi-Input and
Multi-Output) lineares, invariantes no tempo e no
espaço de estados (Van Overschee et al., 1996).
Tais métodos são uma alternativa atraente aos mé-
todos clássicos de identificação de sistemas MIMO
pois permitem obter modelos no espaço de es-
tados sem medir todos os estados diretamente.
São quatro as principais categorias de métodos de
subespaços: Canonical Variate Analysis (CVA)
(Larimore, 1990) , Multivariable Output-Error
state SPace (MOESP) (Verhaegen and Dewilde,
1992), Numerical algorithms For subspace state
space System IDentification (N4SID) (Van Overs-
chee and De Moor, 1994) e, mais recente recen-
temente, Predictor-Based Subspace-Identification
(PBSID) (Chiuso and Picci, 2004).

Ainda no final da década de 90, começaram
a ser investigados métodos recursivos de subes-
paços para identificação de sistemas variantes no
tempo (RSIM). A forma recursiva desses méto-
dos vem sendo estudada nos últimos anos para
detecção de falhas em sistemas variantes no tempo
por (Shang et al., 2016; Gil et al., 2015; Kim,
2015b; Kim, 2015a). Eles também são aplica-
dos em sistemas de controle adaptativo (Luo and
Song, 2014; Larimore, 1990; Pongpairoj and Pour-
boghrat, 2006; Houtzager et al., 2012). Pode-se
ainda citar aplicações de métodos recursivos de su-
bespaços para estimação online dos parâmetros de
véıculos motorizados, seja ele um avião (De Cock
et al., 2006), um submarino (Yan et al., 2014) ou
um carro popular (Hiroshi, 2009).

Propõe-se neste trabalho uma nova forma de
obter o fator de esquecimento para o método MO-
ESP recursivo. Em vez de trabalhar com o fator

de esquecimento fixo, propõe-se que ele varie con-
forme a dinâmica do sistema. Essa modificação
deixa o método capaz de identificar sistemas com
variação temporal mais abrupta e reduz o erro em
sistemas que variam lentamente no tempo.

O trabalho foi dividido da seguinte forma:
apresenta-se o problema de identificação na Seção
2. Na Seção 3 são apresentadas as principais no-
tações utilizadas no decorrer do artigo, bem como
a descrição das principais matrizes utilizadas nos
métodos. A Seção 4 apresenta de forma resumida
os principais métodos SIM. A Seção 5 detalha o
método MOESP recursivo e apresenta a atualiza-
ção do fator de esquecimento proposto nesse ar-
tigo. Exemplos numéricos são apresentados na
Seção 6. Por fim, as conclusões e propostas de
continuidade estão na Seção 7.

2 Formulação do problema

A partir do conhecimento dos dados das entra-
das uk ∈ <p e sáıdas yk ∈ <m, para k = 1,2, · · · ,
do sistema linear, controlável e observável, dado
por

xk+1 = Akxk +Bkuk + wk, (1)

yk = Ckxk +Dkuk + vk, (2)

deseja-se estimar recursivamente as matrizes Ak ∈
<n×n, Bk ∈ <n×p, Ck ∈ <m×n, Dk ∈ <m×p do
modelo variante no tempo. Os estados xk ∈ <n

do sistema a ser identificado não são conhecidos.
Os termos wk ∈ <p e vk ∈ <m são os rúıdos de
processo e de medição, respectivamente.

3 Definições preliminares

Defina a matriz com N ≥ 2i + j − 2 dados
de entrada em blocos de Hankel e suas partições
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ui · · · ui+j−1

.

.

.

.
.
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u2i−1 · · · u2i+j−2

=U0|2i−1=
[

U0|i−1
Ui|2i−1

]
(3)

=

[
Up

Uf

]
=

 U0|i−1

Ui|i
Ui+1|2i−1

=

 Up

Ui|i
Uf−

=

[
Up+

Uf−

]
.

Essa matriz possui 2i bloco linhas e j bloco co-
lunas relativos ao i-ésimo instante de tempo. Os
ı́ndices p e f referem-se a dados passados e fu-
turos, respectivamente, com relação ao instante
i. Os ı́ndices + e − são referentes à adição de
um bloco linha e remoção de um bloco linha, ou
seja, Up+∈<2p(i+1)×j representa a matriz em bloco
Hankel dos dados passados com a inclusão de um
bloco linha Up+ = [Up Ui|i]T . A matriz em bloco
de Hankel com os dados de sáıda Y0|2i−1 ∈ <2mi×j

é definida de forma análoga.
As matrizes em blocos de Hankel podem ser

constrúıdas com todos os dados de entrada e sáıda
H , [UT Y T ]T , apenas dados passados Hp ,
[UT

p Y T
p ]T , ou com dados passados e acréscimo de

um boco linha Hp+ , [UT
p+ Y T

p+ ]T , entre outras
formas.

O objetivo de montar os dados de entrada e
sáıda nessa estrutura de bloco de Hankel, é poder
reescrever o sistema (1)-(2) na forma

Yf = ΓiX̂i +Hd
i Uf + Ef , (4)

Yf− = Γi−1Xi+ 1 +Hd
i−1Uf− + Ef− ,(5)[

X̂i+1

Yf−

]
=

[
A B
C D

] [
X̂i

Ui|i

]
, (6)

em que Ef e Ef− são matrizes em bloco de Han-
kel constrúıdas com os dados de rúıdo, Γi ∈
<mi×n, i > n, representa a matriz de observa-
bilidade estendida

Γi ,
[
C CA · · · CAi−1

]T
, (7)

Hd
i ∈ <mi×mi é uma matriz em bloco de Toeplitz

Hd
i ,


D 0 · · · 0

CB D · · · 0
CAB CB · · · 0

.

.

.

.

.

.

.
.
.

.

.

.

CAi−2B CAi−3B · · · D

 , (8)

e X̂i ∈ <n×j é um vetor de estimativas dos estados

X̂i , [x̂i x̂i+1 · · · x̂i+j−1]. (9)

Defina as matrizes de projeção como

ΠUf
, UT

f (UfU
T
f )−1Uf , (10)

Π⊥Uf
, I −ΠUf

, (11)

que projetam o espaço linha de uma matriz qual-
quer no espaço linha das matrizes Uf e U⊥f , respec-
tivamente, em que U⊥f é o complemento ortogonal
de Uf .

4 Métodos CAV, MOESP e N4SID

Nesta seção, assuma que as matrizes do sis-
tema (1)-(2) são constantes. A fim de obter
A, B, C, e D de forma direta, os métodos CAV,
MOESP, N4SID utilizam as matrizes de projeção
(10) e (11). Multiplicando (4) à direita por Π⊥Uf

obtêm-se
YfΠ

⊥
Uf

= ΓiXiΠ
⊥
Uf
. (12)

O lado esquerdo de (12) é composto pelos dados
de entrada e sáıda. Por meio da decomposição de
valores singulares (SVD), obtêm-se

YfΠ
⊥
Uf

=
[
Un U⊥n

] [Sn

S2

] [
V n

V ⊥
T

n

]
. (13)

Logo, é posśıvel obter os dados da matriz de ob-
servabilidade estendida a menos de uma transfor-
mação de similaridade T , Γi = UnT . A ordem do
sistema pode ser estimada com os valores da dia-
gonal principal da matriz S por meio de inspeção
visual dos valores mais relevantes. A representa-
ção em espaço de estados, dada por A, B, C, D,
pode ser obtida por meio das matrizes Un e U⊥n a
menos de uma transformação de similaridade.

Os algoritmos de subespaços para identifica-
ção em batelada CAV, MOESP, e N4SID têm seus
passos constrúıdos conforme apresentado no dia-
grama da Figura 1.

u0:N0
, y0:N0

RQ

Oi

SV D

X̂i

nΓi

MQ

RQ

W1OiW2

SV DX̂i

Γi n

MQ

RQ

OiW2

SV D

Γi MQn

A, B, C, D

H = [U Y ]T

�

�

�

N4SID CVA MOESP

Figura 1: Diagrama comparativo dos métodos de
identificação de subespaços em batelada MOESP,
N4SID e CAV

O primeiro passo consiste em acumular uma
sequência de dados de entrada {u0, · · · ,uN0} e
sáıda {y0, · · · ,yN0}, aplicar a decomposição RQ
à matriz de Hankel H como

H=

[
U
Y

]
=

[
R110 0
R210

R220

] [
QT

10

QT
20

]
. (14)

O propósito desse passo é obter a projeção orto-
gonal Oi do espaço linha da matriz de Hankel dos
dados de sáıda no complemento ortogonal do es-
paço linha da matriz de Hankel dos dados de en-
trada, Oi = YΠU⊥ = R220

, conforme detalhado
em (Verhaegen and Dewilde, 1992).
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No segundo passo, é feita a decomposição
SVD da projeção obĺıqua devidamente ponderada
pelas matrizes W1 ∈ <mi×mi e W2 ∈ <j×j ,

W1OiW2 = [Un0 U⊥n0 ]
[
Sn0 0

0 S20

]
[V T

n0
(V⊥n0

)T ] . (15)

Estima-se a ordem do sistema por inspeção da
quantidade de valores mais relevantes da diagonal
principal da matriz S. A matriz de observabili-
dade estendida Γi e a sequência de estados são
obtidas a partir da projeção Oi = ΓiX̂i que pode
ser estimado de forma fácil a partir da decompo-
sição SVD, Γi = Un0 e X̂i = Vn0 .

A diferença entre os métodos de subespaços
está na forma como é calculada a SVD da pro-
jeção obĺıqua ponderada. Cada método possui
sua própria forma de ponderar a projeção obĺı-
qua. O método N4SID tem como ponderação a
matriz identidade, ou seja, W1 = Imi e W2 = Ij .
O método CAV pondera a matriz de projeção
obĺıqua utilizando uma matriz que corresponde a
uma generalização das direções e ângulos princi-

pais W1 = Φ
1/2

[Yf/U⊥f ,Yf/U⊥f ]
e W2 = ΠU⊥ . O MO-

ESP tem como matrizes de ponderação W1 = Imi

e W2 = ΠU⊥ . Detalhes da generalização des-
ses métodos estão em (Van Overschee and De
Moor, 1995).

O último passo desses métodos é a obtenção
das matrizes do sistema por meio de mı́nimos qua-
drados. Os métodos CVA e N4SID obtêm as ma-
trizes do modelo com a estimação dos estados do
modelo [

X̂i+1

Yi

]
=

[
A B
C D

] [
X̂i

Ui

]
. (16)

O método MOESP utiliza os dados da matriz
de observabilidade estendida completa Γi, sem o
primeiro bloco linha Γ̄i e sem o último bloco linha
Γi, para estimar as matrizes do modelo

Γi = Un0
, (17)

A = Γi
†Γ̄i, (18)

C = Γi(1 : l, :), (19)

(Γ⊥i )TR21R
−1
21 = Ξ

[
Il 0
0 Γi

] [
D
B

]
, (20)

em que

Ξ=


Γ⊥i (1 : l, :)T · · · Γ⊥i (l(i− 1) : il, :)T

Γ⊥i (l + 1 : 2l, :)T · · · 0
...

. . . 0
Γ⊥i (l(i− 1) : il, :)T 0 0

.
5 Métodos recursivos de subespaços

Os métodos recursivos de subespaços têm
como finalidade estimar de forma eficiente as atu-
alizações das matrizes provenientes da decompo-
sição RQ e SVD sem a necessidade de gerar uma
nova matriz H para cada nova amostra de uk e yk.
Como os três métodos clássicos são generalizados
na Seção 4, será estudada neste trabalho a forma
recursiva do método MOESP, para exemplificar os
métodos clássicos.

5.1 Método MOESP Recursivo

O método recursivo MOESP se baseia em atu-
alizar, a partir dos novos valores de dados de en-
trada uk e sáıda yk, as matrizes obtidas na decom-
posição RQ e SVD sem refazer essas decomposi-
ções. Segundo (Verhaegen and Deprettere, 1991),
o método recursivo MOESP é ideal na identifica-
ção de sistemas que variam lentamente no tempo
a partir de uma quantidade grande de dados.

De acordo com a Figura 2, o método MOESP
recursivo trabalha em duas etapas principais. Na
primeira, a partir da sequência de dados de en-
trada u0:N0 e sáıda y0:N0 , aplica-se o método MO-
ESP em batelada, conforme visto na Seção 4. O
segundo passo é a forma recursiva propriamente
dita. É nessa etapa que são feita as atualizações
das decomposições RQ e SVD.

u0:N0
, y0:N0

RQ

SVD

Γi0n MQ

AN0
, CN0

BN0
, DN0

H = [U Y ]T

R220

Un0S0
U⊥
n0

R110 e R210

Inicialização: MOESP-O Batelada

uj , yj

Atualização QR

P1jφj Rj

zj Atualização SVD

Uj Tj

Γij MQ

Aj , Cj Bj , Dj

j = j + 1

R0

U0

Unj

U⊥
nj

R11j ,R21j

MOESP recursivo
j = N0 + 1, N0 + 2, ..., N − 1

Figura 2: Diagrama do método MOESP recursivo

Os pontos cruciais do segundo passo do MO-
ESP recursivo são: i) a atualização da decomposi-
ção RQ por meio da rotação de Givens (Verhaegen
and Deprettere, 1991); ii) estimação das matrizes
da decomposição SVD, por meio do algoritmo de
Lanczos com a atualização da matriz tridiagonal
(Lanczos, 1950).

A atualização RQ é obtida a partir das matri-
zes da equação (14) com a inclusão de dois vetores
coluna com dados de entrada [uTN0−i+j ,...,u

T
N0+j ]

T
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e sáıda [yTN0−i+j ,...,y
T
N0+j ]

T devidamente empilha-
dos. Com a utilização da rotação de Givens é ob-
tida a matriz ortogonal P1j e a atualização da ma-
triz R da decomposição RQ
√
λR11j

uN+j

...
uN+j+i−1

√
λR21j

yN+j

...
yN+j+i−1

=P1j

[
R11j+1 0
R21j+1 φj+1

]
, (21)

em que λ é o fator de esquecimento do método.
Considerando o método MOESP em batelada,

a nova projeção obĺıqua é Oi = [R22j φj+1]. Com
isso, a decomposição SVD da nova projeção obĺı-
qua é dada por[

R22j φj+1

]
= Uj

[
Sj zj+1

] [Vj 0
0 1

]
. (22)

É observado que, com a nova projeção obĺıqua,
o resultado da decomposição SVD resume-se em
uma modificação da matriz diagonal, com zj+1 =
UT
j φj+1. Devido ao alto custo computacional em

executar uma atualização de posto um de uma ma-
triz diagonal, um procedimento alternativo é pro-
posto em (Verhaegen and Deprettere, 1991). Tal
procedimento consiste em atualizar uma matriz
altamente estruturada com gasto computacional
reduzido. Assim, a atualização de posto um da
decomposição SVD pode ser feita com uma atua-
lização de uma matriz tridiagonal Tj que é obtida
a partir da decomposição R22j

RT
22j

= UjTjU
T
j .

Assim,

R22j
RT

22j
+ φj+1φ

T
j+1 = Uj(Tj + zj+1z

T
j+1)UT

j . (23)

Com uma matriz ortogonal P2j
, obtida com o

algoritmo de Lanczoz

(Tj + zj+1z
T
j+1) = PT

2j
Tj+1P2j

, (24)

é posśıvel atualizar a matriz Uj

UjP2j = Uj+1. (25)

Se o sistema é invariante no tempo, com me-
dições perfeitas corrompidas apenas por um rúıdo
branco de média nula, a matriz tridiagonal for-
nece informações suficientes e confiáveis para de-
terminar os subespaços invariantes. Com isso, a
atualização da matriz tridiagonal substitui a SVD
original. Para sistemas variantes no tempo, é sa-
tisfatório atualizar a SVD apenas depois de serem
processados vários conjuntos de dados de entrada
e sáıda. Deve-se isso ao fato da taxa de amostra-
gem ser mais elevada do que a taxa de mudança
das propriedades dinâmicas do sistema a ser iden-
tificado (Verhaegen and Deprettere, 1991).

A atualização da matriz de observabilidade es-
tendida é obtida conforme

Γij+1
= Unj+1

. (26)

A atualização das matrizes do modelo é feita re-
solvendo o conjunto de equações com as matrizes
atualizadas das decomposições RQ e SVD

Aj = Γij
†Γ̄ij , (27)

Cj = Γij (1 : l, :), (28)

(Γ⊥ij )TR21jR
−1
21j

= Ξ

[
Il 0
0 Γij

] [
Dj

Bj

]
, (29)

em que,

Ξ=


Γ⊥ij (1 : l, :)T · · · Γ⊥ij (l(i− 1) : il, :)T

Γ⊥ij (l + 1 : 2l, :)T · · · 0

...
. . . 0

Γ⊥ij (l(i− 1) : il, :)T 0 0

.
5.2 Fator de esquecimento

O fator de esquecimento determina como o
método pondera os dados passados para estimar
as novas matrizes do sistema. O método MOESP
recursivo aplica a raiz quadrada do fator de es-
quecimento, escolhido pelo usuário, na matriz Rj

(21). O valor do fator de esquecimento geralmente
varia entre 0,8 e 1. Uma forma de obter o fator
de esquecimento é λ = N−1

N , em que N é a quan-
tidade de dados utilizado na identificação.

Neste trabalho, propõe-se que o fator de es-
quecimento varie de acordo com cada novo con-
junto de dados utilizado na identificação recursiva,
mas limitado à faixa 0,8 a 1. Essa modificação
torna o método MOESP recursivo capaz de iden-
tificar sistemas com variações abruptas.

O fator de esquecimento baseado no ve-
tor de entrada [uTN0−i+j ,...,u

T
N0+j ]

T e sáıda

[yTN0−i+j ,...,y
T
N0+j ]

T , com um novo conjunto de da-
dos, deve variar em função do erro ej = yj− ŷj . O
método de variação controlada do fator de esque-
cimento (Beza and Bongiorno, 2014) tem uma rá-
pida resposta sem comprometer o desempenho do
algoritmo. Segundo (Abreu, 2016) essa forma de
variar o fator de esquecimento consiste em propor
um λmin para variações na dinâmica do sistema,
e esse valor cresce até atingir valor máximo λmax

quando a dinâmica do sistema parece não variar.
A detecção de variação da dinâmica consiste

em avaliar o valor do erro. Caso esse erro seja
superior a um limiar pré-definido, de, o fator de
esquecimento recebe o valor mı́nimo e retorna gra-
dativamente para o máximo seguindo uma expo-
nencial amortecida.

A atualização do fator de esquecimento é

λj=
{

λmin , se |ej | > de,
λmax − (λmax − λmin)e−j , c.c.

(30)

6 Exemplos numéricos

Considere o sistema (1)-(2) com matrizes

A =

0,8 −0,4 0,2
0 0.3 −0,5
0 0 0,5

 B =

 0 0
0 −0,6

0,5 0


C =

[
0,5 0,5 0
0 0 1

]
D = 0,
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Figura 3: Polos com variação temporal suave; Se-
ção 6.1. São comparados: (i) os polos do sistema
(vermelho); polos estimados pelo método MOESP
recursivo com (ii) fator de esquecimento variável,
λmax = 0,99, λmin = 0,90 e de = 0,1 (preto); e (iii)
fator de esquecimento fixo (azul), λ = 0,99.

para o qual são simuladas 3500 amostras, com da-
dos de PRBS na entrada, rúıdo de processo e me-
dição sendo branco gaussiano de média zero. Esse
exemplo é tratado em (Houtzager et al., 2009).
Define-se N0 = 50. Com esse sistema são estuda-
das duas variações temporais, suave e abrupta.

6.1 Caso do sistema com variação suave

Considere que o sistema a partir da amostra
k = 600, sofra variação nos elementos da diagonal
principal da matriz A

A=

[
0,8 −0,4 0,2
0 0.3 −0,5
0 0 0,5

][
−0,3αk 0 0

0 −0,5αk 0
0 0 0,2αk

]
,

em que αk = e−
k−600
500 −1

e−1−1 . O comportamento dos
polos do sistema simulado e identificado é apresen-
tado na Figura 3. Os polos do sistema identificado
com um fator de esquecimento fixo λ = 0,99 não
acompanham a lenta variação do sistema. O caso
com o fator de esquecimento variável (30), os po-
los do sistema identificado acompanham melhor
os polos do sistema simulado. Quando há varia-
ção da dinâmica do sistema, que gera um valor de
e maior que de = 0.1, os dados passados passam
a ser ponderados com um valor mı́nimo indicado
pelo usuário λmin = 0,9.

A métrica utilizada para avaliar o desempe-
nho dos métodos foi o ı́ndice RMSE

RMSE =

√∑N
k=1(y(k)− ˆy(k))2√∑N

k=1(y(k)−ȳ)2
. (31)

O método com fator de esquecimento variável
apresentou um valor de RMSE inferior ao método
com fator de esquecimento fixo, veja Tabela 1
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Figura 4: Polos com variação temporal abrupta,
Seção 6.2. São comparados:(i) os polos do sistema
(vermelho); polos estimados pelo método MOESP
recursivo (ii) com fator de esquecimento variável,
λmax = 0,99 , λmin = 0,90 e de = 0,1 (preto); e
(iii) fator de esquecimento fixo (azul), λ = 0,99.
Somente o polo em z = 0,5 é alterado.

6.2 Caso do sistema com variação abrupta

Ao contrário da subseção anterior, o sistema
tem duas variações abruptas em um elemento
da matriz A. Na primeira situação, no instante
k = 600 o elemento A(3,3) = 0,63. Em seguida,
no instante k = 1500 o elemento A(3,3) retorna ao
valor inicial. Essa alteração muda abruptamente
a posição de um dos polos do sistema por um pe-
ŕıodo de tempo.

O resultado observado na Figura 4 retrata a
variação abrupta do sistema que foi identificado:
(i) o método com fator de esquecimento fixo λ =
0,99 e (ii) fator de esquecimento variável λmax =
0,99, λmin = 0,9 e de = 0,1. Em um momento, os
polos estão constantes em um valor. Em seguida,
há um salto de um dos polos ficando constante
em outro valor. Por fim, o polo retorna ao valor
inicial.

A identificação com fator de esquecimento
fixo tem acompanhamento lento, com desempenho
transiente pior, logo não estima o polo do sistema
que sofre variação. O método com o fator de es-
quecimento variável, acompanha os saltos do polo
do sistema que sofre variação e os demais que se
mantem constantes. A métrica para análise foi
o RMSE (31), que é inferior para o método com
fator de esquecimento variável, veja Tabela 1.

7 Conclusões

Este trabalho estudou métodos recursivos de
subespaços para o problema de identificação de
sistemas MIMO, lineares e variantes no tempo.
Foi apresentada uma alteração no fator de esque-
cimento do método MOESP recursivo que o tor-
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Tabela 1: RMSE dos métodos MOESP com λ fixo
e λ variável, para os casos que o sistema da Seção
6 apresenta variação lenta e abrupta.

Métodos
RMSE

Suave Abrupta
MOESP recursivo λ fixo 0,9 0,67
MOESP recursivo λ variável 0,5 0,18

nou capaz de estimar os parâmetros do sistemas
com variação abrupta, e com resultados melhores
do método tradicional em sistemas com variação
suave. A eficácia do método com fator de esque-
cimento variável comparado com método tradici-
onal (fator de esquecimento fixo) é ilustrada com
um estudo de simulação de um sistema. Para tra-
balhos futuros, sugere-se investigar uma melhor
forma de identificar a variação da dinâmica do sis-
tema.
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