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Abstract Evolutionary algorithm is a known method for problem optimization. These type of problems are complex with var-

iable restrictions, they can be real coded or not, making them computationally expensive to be solved by traditional optimization 

methods. For an evolutionary method be considered good or not, it need to have good levels of global (exploration) and local 

(exploitation) search. Recent approaches in genetic algorithm proposes various methods that have good results, but most of these 

researches are implemented and tested for benchmark functions, these type of problems have different characteristics in compar-

ison to engineering design optimization problems. Based on the state of the art of genetic algorithms applied to structural engi-

neering problems with variable restrictions, this research proposes a new crossover and statistical adjust method to increase the 

exploration and exploitation potential of the genetic algorithm, with this modified genetic algorithm approach this work man-

aged to get very good results for the engineering design problems used.  

Keywords Generic Algorithm, Bio-inspired Systems, System optimization 

Resumo os algoritmos evolucionários são métodos estocásticos para otimização de problemas gerais. Tais problemas são ca-

racterizados por serem complexos com múltiplas variáveis reais ou não, seguindo uma série de restrições, assim tornando-as 

computacionalmente inviáveis de otimizá-las utilizando métodos tradicionais de otimização. Para um modelo bioinspirado ser 

efetivo na busca por resultados, é preciso ter um bom nível de exploração global e local do espaço de busca do problema. Para 

atingir níveis satisfatórios de busca, pesquisas recentes na área de algoritmos genéticos implementam diversos métodos que ga-

rantem o controle de diversidade da população, tentando manter um bom nível de busca global enquanto otimiza localmente os 

resultados potencialmente promissores. No entanto, grande parte destas pesquisas são testadas em funções de benchmark de 

muitas variáveis, mas sem restrições. Essas caraterísticas são diferentes dos problemas de otimização da engenharia estrutural 

que tem apenas dezenas de variáveis, mas apresentam inúmeras restrições. Baseado no estado da arte da computação bioinspira-

da aplicada a problemas complexos reais com restrições de variáveis, é proposto um algoritmo genético com cruzamento e ajuste 

estatístico para otimização de problemas estruturais de engenharia em que se busca controlar as características de intensificação 

(busca local) e exploração (busca global) de um algoritmo genético. 

Palavras-chave Algoritmos genéticos, Sistemas bio-inspirados, Otimização de sistemas.

1    Introdução 

Segundo Michalewicz (1994), a otimização de 

problemas pode ser caracterizada pela busca de pa-

râmetros ótimos para determinados tipos de funções. 

Estas funções possuem determinados números de 

variáveis que podem ser parametrizados para maxi-

mizar ou minimizar os resultados de acordo com o 

objetivo do problema. Tal busca por parâmetros óti-

mos em grande parte dos problemas reais são impra-

ticáveis utilizando um algoritmo de força bruta ou 

técnicas matemáticas tradicionais, sendo necessário 

algum tipo de heurística ou um processo estocástico 

refinado para conseguir resultados satisfatórios. Yu e 

Gen (2010) constataram que na área de computação 

evolutiva, existem diversas técnicas heurísticas e 

algoritmos inspirados na natureza para a otimização 

de problemas. 

O algoritmo genético (AG) é um modelo esto-

cástico vastamente implementado na área científica 

para resolução de problemas de otimização numérica 

e combinatória. Os algoritmos genéticos geram indi-

víduos que compõe uma população, cada indivíduo 

representando uma solução do problema. Estes por 

sua vez podem se reproduzir, gerando soluções (fi-

lhos) mais aptas e iterativamente evoluindo através 

de gerações até atingir algum critério de parada, 

Haupt (2004). 

Diversificação e intensificação são conceitos 

amplos em diversas áreas do conhecimento, a diversi-

ficação é a capacidade de explorar/buscar por objeti-

vos em áreas desconhecidas enquanto que a intensifi-

cação é melhorar/otimizar áreas previamente conhe-

cidas/exploradas. A busca global caracteriza-se pela 

capacidade do algoritmo de procurar resultados po-

tencialmente bons (novos resultados) dentro do espa-

ço de busca desconhecido do problema, enquanto que 

a busca local, é a capacidade de melhorar as soluções 

previamente conhecidas do problema segundo Hills 

et al. (2014).  

Para Pandeya et al. (2014), alguns problemas de 

otimização, o algoritmo genético pode apresentar 

convergência prematura. Este é um problema comu-

mente enfrentado por AG, onde o algoritmo ‘pensa’ 

que chegou a uma solução ótima global do problema 

e acaba estagnando em um ótimo local sem conseguir 

melhorar esse resultado. Dependendo dos problemas 

a serem otimizados pelo AG, é necessário o uso de 
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mecanismos para evitar a convergência prematura 

por meio da diversificação da população. A eficiên-

cia do AG depende de vários fatores e parâmetros, 

necessitando de ajustes conforme o problema que 

será otimizado. Um dos fatores que afeta diretamente 

a otimização do AG é a diversidade da população. 

Uma população com diversidade muito baixa tem 

grandes probabilidades de convergir muito rapida-

mente e estagnar em um resultado não satisfatório, 

indicando que a solução ficou presa a um ótimo local 

do espaço de busca.  

Para um algoritmo genético ser efetivo, é preciso 

haver um bom nível de diversificação e intensifica-

ção. Um baixo nível de intensificação implica na 

dificuldade do algoritmo de explorar o espaço de 

busca na direção do melhor indivíduo, e um baixo 

nível de diversificação pode causar a estagnação da 

população em um ótimo local, Crepinsek et al. 

(2013) e Wong et al. (2003). 

Segundo Pandeya et al. (2014), Curran et al. 

(2007), Ginley et al. (2011) e Gupta (2012), existem 

diversas metodologias de manutenção de diversidade 

da população em algoritmos evolucionários, alguns 

se baseiam na: alteração nos métodos de seleção, 

agrupamento de indivíduos, controle de elitismo, 

compartilhamento de genes, dentre outros. O estudo 

do comportamento dos indivíduos durante a execu-

ção do algoritmo permite verificar se a população 

tem uma boa capacidade de explorar o espaço de 

busca do problema, possibilitando a utilização de 

mecanismos para evitar o agrupamento de muitos 

indivíduos em áreas de ótimo local.  

Problemas de engenharia com codificação real 

são considerados computacionalmente complexos e 

indicados para medir o desempenho de algoritmos 

evolutivos, levando em consideração a busca global 

(diversificação) e a local (intensificação). Para alcan-

çar um bom nível de diversificação e intensificação 

para estes tipos de problemas, é preciso utilizar téc-

nicas que não utilizem muito poder computacional e 

que possibilitem um aumento do poder de busca do 

algoritmo evolucionário de acordo com Feng et al. 

(2015). 

A operação de cruzamento dos algoritmos gené-

ticos é uma das fases mais importantes do algoritmo, 

visto que com o cruzamento é possível gerar novas 

soluções e explorar o espaço de busca de maneira 

eficaz baseado no tipo de dados e no cruzamento 

utilizado. Inúmeras pesquisas nos últimos anos vêm 

sendo feitas em operações de cruzamento em AGs, 

dentre os tipos de cruzamento mais difundidos com 

utilização de números com codificação real, pode-se 

citar o crossover aritmético conhecido como Blend 

Crossover – BLX/ARX, Eshelman e Shaffer (1933) e 

o crossover binário para números reais  denominado 

Simulated Binary Crossover – SBX, Cervantes et al. 

(2014) e Deb (1995).  

Segundo Chuang et al. (2015), Li et al. (2016), 

Zhu et al. (2016) e Chuanga et al (2016), muitos des-

tes cruzamentos encontram dificuldades em proble-

mas com codificação com valores reais quando utili-

zados em problemas com espaços de busca com res-

trições, pois podem ficar presos em ótimos locais ou 

acabar gerando indivíduos inviáveis à solução. Além 

disso, os genes dos novos indivíduos criados ficam 

geralmente limitados a valores entre os genes dos 

pais, dificultando a verificação de outras áreas no 

espaço de busca quando a população se encontra 

muito concentrada em determinada área.  

Atualmente, além dos passos básicos do algorit-

mo genético, existem algumas técnicas que podem 

ser implementadas para aumentar a capacidade de 

diversificação da população, provendo ao AG um 

maior poder exploratório. Dentre algumas técnicas 

pode-se citar o modelo de ilhas, algoritmo genético 

hibrido, crowding, aprendizado cultural, etc. de acor-

do com Crepinsek et al. (2006). 

Baseado no descrito anteriormente, este trabalho 

propõe um método de cruzamento e ajuste de genes 

de indivíduos, com objetivo de aumentar o nível de 

diversidade e intensificação dos resultados de algo-

ritmos genéticos, utilizando problemas clássicos de 

engenharia. O cruzamento proposto cria novos filhos 

com genes ajustados dos pais, possibilitando uma 

varredura local do espaço de busca, enquanto que o 

ajuste estatístico proposto gera uma perturbação em 

toda população do AG, possibilitando uma varredura 

global do problema. O efeito do método de cruza-

mento proposto e o ajuste de genes, será analisado 

por meio da medida de diversidade gerada pelas duas 

técnicas implementadas. Além disso, o desempenho 

do AG com o uso dessas duas novas técnicas será 

comparado com outros trabalhos que utilizam os 

mesmos problemas de engenharia como teste. 

2   Cruzamento Ajustado (KX) 

O KX é um operador de crossover para GAs 

com codificação real, utilizando dois indivíduos es-

colhidos pelo método de seleção, ele cruza cada gene 

fazendo uma diferença entre os valores e multipli-

cando por um peso, somando ou subtraindo ao gene 

original.  

Primeiro o operador cria um array gradiente  

a partir de todos os indivíduos escolhidos pelo méto-

do de seleção do GA e ordenados em ordem crescen-

te de fitness (do pior para o melhor), cada posição i 

deste array irá conter valores inteiros 1 ou -1 indi-

cando se o gene na posição i tende a crescer ou dimi-

nuir para melhor otimizar o problema, respectiva-

mente. 

Tendo um pai com genes  e outro 

pai com genes . Os descendentes 

gerados serão resultado da combinação dos genes de 

cada pai, criando dois filhos  e  

 onde: 
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(1) 

 

A variável  é o nível de perturbação definido 

na implementação, podendo assumir valores contí-

nuos entre 0 e 1. Este peso será o nível de ajuste do 

valor somado ao gene original. 

 

 

Figura 1 Ilustração exemplificando o processo de ajuste de genes 

em dois individuos com 3 genes cada 

3   Ajuste Estatístico (BOOST) 

O BOOST é um algoritmo de ajuste estatístico 

utilizado na fase final de uma geração do algoritmo 

genético. Ele utiliza dados de toda a população para 

verificar coeficientes de ajuste dos genes (variáveis) 

de uma maneira geral, e através de uma escolha de 

um subgrupo de indivíduos, tenta ajustar os genes de 

cada escolhido, tentando melhorar o fitness de cada 

indivíduo ajustado. 

O BOOST utiliza o teste de correlação do coefi-

ciente tau de Kendall demonstrado por Kendall 

(1955) e Abdi (2007), que avalia o grau de similari-

dade entre dois conjuntos de dados. Os coeficientes 

de Kendall podem variar com valores contínuos de [-

1, 1]. Um valor positivo indica associação positiva. 

Um valor negativo indica associação negativa. Quan-

to maior a magnitude, mais forte será a associação. 

Quanto mais próximo de 1 ou -1 o resultado, 

respectivamente significa que os valores tem forte 

associação positiva (se aumentar o valor de x, o valor 

de y também irá aumentar e vice-versa) ou negativa 

(se aumentar o valor de x, o valor de y irá diminuir e 

vice-versa). 

Após a finalização do processo de crossover e 

mutação, o BOOST irá montar uma matriz 

 com os indivíduos da população utiliza-

da durante a atual geração, considerando N como 

linhas e M como colunas [Tabela 1] 

 N é o número de indivíduos 

 M é o número de genes (variáveis) que 

compõe um indivíduo 

 A última coluna da matriz irá conter o valor 

de aptidão correspondente a cada indivíduo 

em N 

Tabela 1 Matriz que o algoritmo irá construir com os indivíduos 

da população no final de cada geração 

 
Gene 

1 

Gene 

2 

... 
Gene m Fitness F(x) 

Indiví-

duo 1 
G(1,1) G(1,2) 

... 
G(1,m) 

F(g11,g12..

g1m) 

Indiví-

duo 2 
G(2,1) G(2,2) 

... 
G(2,m) 

F(g21,g22..

g2m) 

... ... ... ... ... ... 

Indiví-

duo n 
G(n,1) G(n,2) 

... 
G(n,m) 

F(gn1,gn2..

gnm) 

 

Após a criação da matriz, o BOOST irá aplicar o 

teste de correlação de Kendall entre as colunas Gene 

{1, 2, ..., m} em relação aos dados da coluna Fitness. 

Com isso é possível mensurar se a variável irá afetar 

o fitness de maneira concordante (+) ou discordante 

(-). 

Sendo c (coeficiente de precisão) e k (número de 

iterações) valores inteiros manualmente escolhidos na 

implementação. O BOOST irá tentar ajustar os genes 

de um indivíduo, sendo que para cada indivíduo i 

escolhido (Equação 2): 

 

(2) 

 

Onde: 

 G(i,m): célula da matriz que contém o valor 

do gene m do indivíduo i  

 c: coeficiente de precisão 

 m: índice do Gene, segundo a [Tabela 1] 

 k: número de iterações sobre um gene do in-

divíduo 
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 : resultado do teste de Kendall do gene 

m em relação ao fitness 

Através deste ajuste em um âmbito geral da po-

pulação, é possível “arrastá-los” pelo espaço de bus-

ca, evitando que os indivíduos fiquem presos em óti-

mos locais, aumentando a capacidade de busca global 

da otimização. 

4 Parâmetros e Problemas Utilizados 

Para realização de testes, foram utilizados os 

problemas descritos a seguir com a aplicação de três 

tipos diferentes de cruzamento. O cruzamento binário 

(1-ponto de corte) (SBX), o cruzamento aritmético 

(ARX) e o cruzamento ajustado (KX). Para cada cru-

zamento, o algoritmo genético foi executado 40 ve-

zes, cada uma com população inicial diferente, sendo 

20 com a fase de BOOST e 20 vezes sem a fase de 

BOOST. As execuções foram parametrizadas com 

uma população de 500 indivíduos e 100 gerações, 

totalizando 50000 verificações de função para o AG. 

Todos os resultados obtidos foram de indivíduos que 

respeitaram todas as restrições mostradas nas equa-

ções. 

4.1 Design de um Vaso de Pressão - Design of Pres-

sure Vessel (DPV) 

Minimizar o custo total f(x) (Equação 3), inclu-

indo o custo do material, de corte e solda de um reci-

piente cilíndrico, que está limitado em ambas as ex-

tremidades por cabeças hemisféricas. Ele tem restri-

ções em variáveis: (Ts, x1) é a espessura da casca; 

(Th, x2) espessura da cabeça; (R, x3) é o raio inter-

no; (L, x4) comprimento da secção cilíndrica do va-

so. O problema possui 4 restrições g(1-4). 

 

 

(3) 

4.2 Design de uma Junta Soldada - Welded Beam 

Design (WBD) 

O objetivo é minimizar f(x) (Equação 4) com al-

gumas restrições sobre as variáveis : (H, x1) é a es-

pessura de solda; (t, x2) é a largura do feixe; (b, x3) a 

espessura do feixe; (l, x4) é o comprimento da junta 

soldada. O problema deve obedecer a sete restrições 

g(1-7). 

 

(4) 

4.3 Minimizar a Tensão/Compressão de Mola / Min-

imize Weight of Tension/Compression String 

(MWTCS) 

Minimizar o peso da uma tensão/compressão 

f(x) (Equação 5) sobre uma mola. Obedecendo a qua-

tro restrições g(1-4). Onde: (d, x1) é o diâmetro do 

fio; (D, x2) diâmetro médio da bobina; (P, x3) é o 

número de bobinas ativas. 

 

(5) 

5 Análise dos Resultados 

A eficiência dos algoritmos genéticos depende 

de vários fatores e parâmetros, necessitando de ajus-

tes conforme o problema que será otimizado. Um dos 

fatores que afeta diretamente a otimização do AG é a 

diversidade da população (Standard Population Di-

versity - SPD). Hills et al. (2014) afirmam que uma 

população com diversidade muito baixa tem grandes 

probabilidades de convergir muito rapidamente e 

estagnar em um resultado não satisfatório, indicando 

que a solução ficou presa a um ótimo local do espaço 

de busca. 

Os gráficos de análise da diversidade são utiliza-

dos para verificar o nível diversidade da população, 

quanto maior a variabilidade (altos e baixos no gráfi-

co), significa que a população está se espalhando 

bem pelo espaço de busca do problema. 

Ao contrário do gráfico de diversidade, o gráfico 

de convergência é melhor quando não há muita vari-
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abilidade, ou seja, indica resultados com menos pro-

babilidade de variação. Para realizar a leitura do grá-

fico de convergência, cada linha (KX – Vermelho, 

SBX – Verde, ARX - Azul) contínua indica a média 

do melhor resultado dentro de determinada geração 

do algoritmo, enquanto que as linhas pontilhadas 

denotam a área de variação deste resultado, quanto 

mais próximas da linha contínua, denota resultados 

mais estáveis (menor desvio padrão). 

Nos resultados mostrados a seguir, o comporta-

mento do gráfico de convergência está ligado ao grá-

fico de diversidade.  Na análise dos gráficos com os 

resultados, é possível inferir que as configurações 

que tiveram um bom nível de diversidade, são os que 

apresentaram melhores resultados médios do proble-

ma. 

Utilizando o BOOST em conjunto com o cros-

sover KX é possível obter uma população com um 

nível de diversidade balanceado, possibilitando uma 

varredura mais ampla do espaço de busca e ao mes-

mo tempo realizar buscas locais para aperfeiçoamen-

to de resultados. 

5.1 Design of Pressure Vessel (DPV) 

No gráfico sobreposto das configurações do 

DPV com e sem a utilização do BOOST. É possível 

observar que as configurações do BOOST com o 

KX/ARX possuem níveis melhores de diversidade 

(variabilidade) em relação às outras configurações no 

Figura 2. 

Os níveis de variabilidade influenciaram direta-

mente a convergência da população do AG mostrado 

na Figura 4 e 5, sendo que o cruzamento KX obteve 

os melhores resultados com e sem a utilização do 

BOOST com uma estabilidade melhor em relação aos 

outros cruzamentos (menor desvio padrão). 

Sem a utilização do BOOST, o cruzamento KX 

obteve o melhor resultado dos outros dois cruzamen-

tos, no entanto, quando comparados as configurações 

do parágrafo anterior, é notado que os resultados são 

inferiores como mostrado na Tabela 2. 

Tabela 2 DPV - Resultados médios dos melhores indivíduos du-

rante 20 execuções  

Crossover BOOST Fitness Médio Desvio Padrão 

KX Sim 5804,376288 4,95156E-05 

SBX Sim 5804,376788 0,000237819 

ARX Sim 5889,080432 137,7294054 

KX Não 6166,603617 371,8115063 

SBX Não 7689,823303 772,0389985 

ARX Não 8491,165822 1047,235643 

5.2 Welded Beam Design (WBD) 

Para o problema do WBD, o cruzamento KX 

com a utilização do BOOST, obteve níveis negativos 

de diversidade, isso pode ter ocorrido pelo fato de 

algoritmo ter gerado indivíduos com quebra de restri-

ções em quase toda a população na Figura 6, mas 

com o passar das gerações a população conseguiu 

atingir bons níveis de diversidade nas Figuras 6 e 7. 

Como pode ser visto nos gráficos de diversidade, o 

KX obteve melhores níveis de variabilidade com e 

sem a utilização do BOOST, sendo assim, a popula-

ção convergiu melhor e conseguiu bons resultados 

em comparação aos outros cruzamentos como visto 

nas Figuras 8 e 9 junto com os resultados na Tabela 

3. 

Tabela 3 WBD - Resultados médios dos melhores indivíduos 

durante 20 execuções 

Crossover BOOST Fitness Médio Desvio Padrão 

KX Sim 2,380986487 4,17699E-05 

SBX Sim 2,749032238 0,196541125 

ARX Sim 2,762770908 0,214840098 

KX Não 2,380992214 6,78892E-05 

SBX Não 2,988072608 0,244901898 

ARX Não 2,96495785 0,210411594 

5.3 Minimize Weight of Tension/Compression String 

(MWTCS) 

No MWTCS, os resultados foram semelhantes 

ao DPV, o KX com o BOOST obteve melhores ní-

veis de diversidade na população no algoritmo em 

relação aos outros tipos de cruzamento nas Figuras 

10 e 11. Consequentemente, as curvas de convergên-

cia para o KX foram melhores e com resultados mais 

confiáveis, como pode ser visto na Figura 12 e 13, 

com os resultados na Tabela 4. 

Tabela 4 MWTCS - Resultados médios dos melhores indivíduos 

durante 20 execuções 

Crossover BOOST Fitness Médio Desvio Padrão 

KX Sim 0,012668351 8,61717E-06 

SBX Sim 0,012751152 0,000115496 

ARX Sim 0,012763981 9,23782E-05 

KX Não 0,012666605 2,07666E-06 

SBX Não 0,013504821 0,00042279 

ARX Não 0,012850539 0,000167875 
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Figura 2 DPV - Gráfico de diversidade sobreposto dos três cruza-

mentos com a utilização do BOOST. 

 

Figura 3 DPV - Gráfico de diversidade sobreposto dos três cruza-

mentos sem a utilização do BOOST. 

 

Figura 4 DPV - Curva de convergência dos três cruzamentos, com 

a utilização do BOOST. 

 

Figura 5 DPV - Curva de convergência dos três cruzamentos sem 

a utilização do BOOST. 

 

Figura 6 WBD - Gráfico de diversidade sobreposto dos três cru-

zamentos com a utilização do BOOST. 

 

Figura 7 WBD - Gráfico de diversidade sobreposto dos três cru-

zamentos sem a utilização do BOOST. 
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Figura 8 WBD - Curva de convergência dos três cruzamentos, 

com a utilização do BOOST. 

 

Figura 9 WBD - Curva de convergência dos três cruzamentos, sem 

a utilização do BOOST. 

 

Figura 10 MWTCS - Gráfico de diversidade sobreposto dos três 

cruzamentos com a utilização do BOOST. 

 

Figura 11 MWTCS - Gráfico de diversidade sobreposto dos três 

cruzamentos sem a utilização do BOOST. 

 

Figura 12 MWTCS - Curva de convergência dos três cruzamentos, 

com a utilização do BOOST. 

 

Figura 13 MWTCS - Curva de convergência dos três cruzamentos, 

sem a utilização do BOOST. 
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6 Conclusões 

Segundo Ginley (2011), a otimização de pro-

blema através de algoritmos evolutivos / heurísticos, 

é uma área bastante explorada atualmente por forne-

cer mecanismos de solução relativamente mais rápi-

dos em relação a métodos de força bruta, dentre estas 

técnicas, o algoritmo genético é uma abordagem bas-

tante difundida na literatura. No entanto, para haver 

um bom desempenho deste algoritmo, é necessário 

um balanceamento entre o nível de diversidade da 

população e a capacidade de busca de soluções para 

o problema. 

Este trabalho apresentou o BOOST e o KX co-

mo técnicas para aumentar o poder de exploração e 

diversidade da população, evitando que o algoritmo 

fique estagnado em ótimos locais do espaço de busca, 

potencializando os resultados significativamente em 

relação a outros métodos de cruzamentos conhecidos. 
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