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Abstract— Facial expressions are pre-programmed external manifestations of basic emotions that occur uni-
versally in all human kind. A system capable of detecting such expressions has a number of applications in
current needs. This study proposes an AAM (active appearance model) algorithm based method for modeling
which is able to find out and identify specific points on a face. A benchmarked such as an Artificial Neural
Network (ANN) may have as inputs the evolution of landmarks on a face that presents an facial expression when
compared to a neutral face.
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Resumo— Expressões faciais são manifestações externas de emoções básicas pré programadas que ocorrem de
modo universal em toda espécie humana. Um sistema capaz de identificar tais expressões apresenta inúmeras
aplicações no mundo atual. Esse trabalho propõe um método baseado no algoritmo de modelagem AAM (Active
Appearence Model) capaz de encontrar determinados pontos em uma face. Um classificador, como uma rede
neural, pode ter como entrada a evolução das landmarks em uma face que apresente uma expressão facial em
relação à uma face neutra.

Palavras-chave— Expressões Faciais, Active Appearance Model, Rede Neural, Reconhecimento de Padrões

1 Introdução

Expressões Faciais são manifestações externas pré-
programadas de emoções básicas que ocorrem de
modo universal em toda espécie humana. Al-
gumas destas respostas são compartilhadas entre
outras espécies de mamı́feros, principalmente em
primatas, (Darwin, 1872). Em (Ekman and
Friesen, 1971) investigou-se diferentes sinais não-
verbais de comunicação (expressões faciais, gestos
e postura corporal) em diversas culturas espalha-
das pelo mundo, buscando informações acerca de
significados, funções, origens, categorização e ana-
tomia.

Atualmente, interfaces homem-máquina
(IHM) são indispensáveis, e identificar emoções
pode ser útil para proporcionar uma melhor
interação entre humanos e sistemas inteligentes.
Portanto, um algoritmo que realize o reconheci-
mento de expressões faciais pode ser utilizado em
diversas áreas, como:

• Educação a distância assistida;

• Saúde, incluindo monitoramento de pacientes
ou analises psicológicas; (Sheaffer and Ave-
rett, 2014);

• Multimı́dias, como na criação de avatares;

• Análise da resposta de consumidores a um
terminado conteúdo. (Moon et al., 2012).

Dentre algumas técnicas já implementadas
para a identificação de expressões faciais pode-
mos destacar o trabalho de (Pedroso and Sal-
les, 2012) e (Jabid and Chae, 2010) que utiliza-
ram o AAM - Active Appearance Model como ex-
trator de caracteŕısticas. Valendo-se da alta sen-
sibilidade à deformações em (Carcagni and Dis-
tante, 2015) aplica a técnica HOG - Histogram
of Oriented Gradients à face, com o propósito de
se obter o sentido e magnitude das deformações
geradas na face pelas expressões faciais e assim
classifica-las. (Martins, 2016), aplicando a técnica
Bayesian Constrained Local Models obtêm ótimos
resultados. (ZHOU and SHI, 2016) sustenta a hi-
pótese de que o mecanismo de reconhecimento de
expressões faciais em humanos e a técnica Deep
Learning apresenta similaridades.

Algo importante a se destacar é que a cate-
gorização de uma expressão facial deve apresentar
descorrelação com a identidade da face em ques-
tão. Em outras palavras, o sistema deve ser ca-
paz de identificar uma expressão em qualquer in-
div́ıduo de teste, independente dos indiv́ıduos que
compunham a base de treinamento. Da mesma
forma, no reconhecimento facial, um indiv́ıduo
deve ser reconhecido independente da sua expres-

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

ISSN 2175 8905 1486



são. Como consequência dessa análise, pode-se
dizer que o reconhecimento de expressões faciais é
um problema dual ao reconhecimento de faces. A
sistematização desenvolvida por (Ekman and Fri-
esen, 1978) para a identificação de expressões faci-
ais, conhecida como FACS - Facial Action Coding
System é uma ferramenta útil nessa tarefa de des-
correlacionar a expressão e o indiv́ıduo, uma vez
que ela se propõe a analisar o movimento muscular
que gera a expressão facial.

A ferramenta de modelagem utilizada por
(Pedroso and Salles, 2012) e (Jabid and Chae,
2010), conhecida como AAM - Active Appearance
Model possui a capacidade de encontrar pontos es-
pećıficos, a partir do ajuste iterativo de uma más-
cara de pontos genérica pré-posicionada na face.
Considerando a teoria FACS, a ferramenta AAM
será de grande importância pois com ela é posśıvel
encontrar os pontos de interesse mesmo havendo
deformações geradas pelo movimento muscular.

O objetivo desse trabalho é ajustar o AAM
a uma face extraindo caracteŕısticas com o pro-
pósito de reconhecer expressões faciais, de forma
a harmonizá-las com a proposta FACS. A esco-
lha da técnica AAM se deve à forte correspon-
dência com FACS. No entanto a abordagem AAM
adotada por (Pedroso and Salles, 2012) foi modi-
ficada gerando resultados mais efetivos, como se
pode constatar na seção 5.

O processo de reconhecimento de uma expres-
são facial desenvolvido nesse trabalho pode ser en-
tendido em três etapas distintas: ajuste do AAM
à face, extração de caracteŕısticas e classificação.

Esse artigo está organizado da seguinte forma:
na seção 2 trata-se da fundamentação teórica do
FACS, construção e solução do AAM, na seção 3
de desenvolvimento, trata-se sobre a base de dados
escolhida e metodologia. Na na seção 4 apresenta-
se os classificadores utilizados e na seção 5, os re-
sultados obtidos. A seção 6 encerra o artigo com
as conclusões finais.

2 Formulação Teórica

2.1 Teoria FACS

A teoria Facial Action Coding System (FACS) de-
senvolvida em (Ekman and Friesen, 1978) é um
sistema abrangente, com base anatômica e menos
sobrecarregado por noções teóricas em relação a
outros sistemas existentes. Nela, descreve-se to-
dos os posśıveis movimentos faciais distintos viśı-
veis baseado em quarenta e quatro Unidades de
Ação (UA’s). Cada UA tem seu código numé-
rico e seus respectivos músculos que são contráı-
dos para cada movimento da face, onde cada UA
foi cuidadosamente estudada, sendo cada músculo
representado por uma ação facial mapeada atra-
vés das UA’s enumeradas de 1 a 44 (Exemplo:
UA1 significa o levantamento da sobrancelha in-

terna). A tabela completa com as associações das
UA’s pode ser vista (Ekman and Friesen, 1978).
As expressões básicas sistematizadas por Ekman
são: surpresa, medo, tristeza, felicidade, nojo e
nervoso.

2.2 Construção do AAM

O AAM - Active Appearance Model é constrúıdo
por um modelo da forma (Shape Model) e um mo-
delo de textura (Appearence Model) que visa des-
crever da melhor um objeto. O modelo da forma
requer um conjunto n de marcações (landmarks),
[x1, y1, ...xn, yn] para cada imagem de um con-
junto de treinamento. Esses pontos definem con-
tornos do objeto presente nas imagens, como na
Figura 1.

Figura 1: Marcações (Landmarks.)

Devido às transformações de similaridades en-
tre os objetos das diversas imagens de treina-
mento, como posição, tamanho e orientação; as
marcações de cada imagem sobrepostas em um
plano apresentam um espalhamento que as tor-
nam inviáveis para a construção do modelo da
forma. Para isso, é aplicado o algoritmo Pro-
crustes Analysis, que tem como objetivo minimi-
zar essas transformações de similaridade, (Cootes,
2001). O resultado dessa etapa do processo pode
ser observado na Figura 2.

Figura 2: Procrustes Analysis - Dados tratados.
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A Análise de Componentes Principais (PCA)
é uma formulação matemática usada na redução
da dimensão de dados. Assim, a técnica PCA per-
mite identificar padrões nos dados e expressá-los
de uma maneira tal que suas semelhanças e dife-
renças sejam destacadas.

Assim, aplicando o PCA - Principal Compo-
nent Analysis no conjunto de marcações se obtêm
o modelo da forma, que é definido por

Ŝ = S0 +

n∑
i=1

Sipi, (1)

onde S0 representa a forma média do objeto a ser
modelado, Si os, i = 1,2,3..., autovetores dos da-
dos e pi os parâmetros do modelo da forma a serem
estimados. Para esse trabalho, foram utilizados os
4 autovetores de maior energia ortonormalizados
de modo que 95% da representatividade dos dados
fosse mantida. A forma média S0 pode ser enten-
dida da seguinte maneira: para cada landmark é
calculado a média de todas as posição obtidas na
Procrustes Analysis, o conjunto das médias de to-
das as marcações é a forma média canônica AAM,
a representação gráfica do resultado obtido esta
na Figura 3.

Figura 3: Forma média.

Para a construção do modelo de textura é ne-
cessário remover as variações geradas pelas trans-
formações de similaridades entre os objetos das
imagens. A função de mapeamento de pixel uti-
lizada para realizar e mapeamento foi Piecewise
Affine Warps, definida como W (x; p), (Cootes,
2001), onde x é um vetor com as posição de to-
das as landmarks e p o vetor de parâmetros do
deslocamento para cada marcação. Essa função é
realizada a partir da triangulação de Delaunay en-
tre as marcações, conforme se observa na Figura
4, delimitando assim os pixels que pertencem a
um determinado triângulo. O mapeamento dos pi-
xels para a forma média gera uma deformação na
imagem original que deverá possuir agora a forma
médica canônica. O processo de normalização das
imagens é realizado para cada imagem do conjunto
de treinamento. A representação desse processo é
apresentada na Figura 4, onde o triângulo, preen-

chido pela cor vermelha, da face esquerda possui
um correspondente na face da direita.

Figura 4: Triangulação de Delaunay

Portanto, se cada triângulo na imagem de en-
trada possui um correspondente no modelo canô-
nico, então é posśıvel mapear todos pixels da ima-
gem de entrada para a posição original, atenuando
as variações geradas pelas transformações de simi-
laridades entre as imagens treinamento e a forma
media, Figura 4.

Finalmente, o PCA é aplicado no conjunto de
dados para obter-se o modelo da textura, definido
por

Â = A0 +

m∑
j=1

Ajcj , (2)

sendo A0 a textura média, que pode ser compre-
endida como a média dos pixels de todas as ima-
gens deformadas pela função W (x; p) e Aj sendo
j = 1,2,3... os autovetores ortonormalizados do
conjunto de texturas e ci os parâmetros do mo-
delo a serem estimados.

A partir de uma nova imagem I, o ajuste auto-
mático do AAM implica em estimar os parâmetros
p e c, de tal que a norma l2 do erro entre o mo-
delo da textura canônico e a imagem de entrada
deformada pela função W (x; p) seja minimizado.
O processo de minimização de

e = argmin
p, c

‖ I(W (x; p))−A0−
m∑
j=1

Ajcj ‖2, (3)

começa com ambos os parâmetros inicializados
com zero, p = (0, 0, ..., 0) e c = (0, 0, ..., 0), e ite-
rativamente os valores são atualizados. Tipica-
mente o teste de convergência decorre da verifica-
ção da norma l2 (e) em relação a um threshold,
(Matthews and Baker, 2004). A Figura 5 apre-
senta de forma intuitiva a o algoritmo de ajuste
AAM.

2.3 Soluções AAM

O AAM é formulado como um problema de
fluxo ótico, também conhecido por Lucas-Kanade
(Baker and Matthews, 2003), o qual pode ser re-
solvido iterativamente usando o método clássico

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

1488



Figura 5: Triangulação de Delaunay
Fonte: (Matthews and Baker, 2004).

Gauss-Newton. No entanto, quando aplicado à
solução do AAM se mostra ineficiente. Existem
outras soluções propostas, dentre elas o método
Inverse Compositional (IC), variações para esse
algoritmo voltadas especificamente para o AAM
foram propostas em (Baker and Matthews, 2003).

Em (Matthews and Baker, 2004) apresentam
o algoritmo para otimizar a solução da equação 3,
Project Out Inverse Compositional (POIC), que
possui uma execução mais rápida, quando compa-
rado a solução clássica (IC), devido ao seu pré-
cálculo das matrizes jacobiana e hessiana.

Gross em (R. Gross and Baker, 2005) in-
troduziu o Simultaneous Inverse Compositional
(SIC) atualizando simultaneamente os parâme-
tros de deformação e textura. Tzimiropoulos em
(Tzimiropoulos and Pantic, 2013) apresentou os
algoritmos Fast-SIC e o Fast-forward para resol-
ver de forma mais eficientemente o problema do
ajuste AAM, com um custo computacional menor
que os trabalhos citados anteriormente. O algo-
ritmo Fast-SIC apresentou desempenho superior
ao Fast-forward.

2.4 Fast-SIC

No algoritmo Inverse Compositional (IC) o mo-
delo da textura é linearizado em relação a p =
0, sendo assim, W (x; p) se torna a identidade.
Uma atualização ∆p é então encontrada usando
mı́nimos-quadrados e p é atualizado realizando
uma composição entre p e ∆p, p← p◦∆p, obtendo
assim o novo valor do vetor p. O śımbolo ◦ se re-
fere ao processo de composição incremental das
duas variáveis. Mais detalhes da solução podem
ser encontrado em (Matthews and Baker, 2004).

Em cada iteração do método Simultaneous In-
verse Compositional (SIC) a equação 3 é linea-
rizada em relação a c e p iguais a zero. Isto é
equivalente a resolver, a cada iteração, o seguinte

problema de optimização, sendo os termos de se-
gunda ordem foram omitidos:

e = argmin
∆p,∆c

‖ I −A0 −Ac−A∆c− J∆p ‖2 (4)

onde ,∆c se refere a atualização do parâmetro do
modelo de textura a ser estimado e J é definido
por

J = J0 +

m∑
i=1

ciJi, (5)

onde

Ji =
[
Ai,x Ai,y

] ∂(W (x; p))

∂(p)
, (6)

Ai,x, Ai,y o gradiente de Ai em relação a x e y, e
∂(W (x;p))

∂(p) a matriz jacobiana da função de mape-

amento piecewise affine warp. A implementação
dessa matriz é apresentada em (Matthews and
Baker, 2004).

(Tzimiropoulos and Pantic, 2013) tira pro-
veito da teoria de otimização para resolver a equa-
ção 4 por um caminho mais eficiente apresentando
o algoritmo Fast-SIC. Usando a definição

min
x, y

f(x, y) = min
x

[min
y

f(x, y)], (7)

a Equação 4 é optimizada primeiramente calcu-
lando ∆c, resultando em

∆c = AT (I −A0 −Ac− J∆p). (8)

Aplicando ∆c na equação 4 temos a solução
optimizada

e = argmin
∆(p)

‖ I −A0 − J∆p ‖2, (9)

onde o ∆p que a minimiza é definido por

∆p = H−1fsicJ
T
fsic(I −A0), (10)

onde

Jfsic =
[
Axc

′ Ayc
′] ∂W

∂p
, (11)

Hfsic = JT
fsicJfsic, (12)

e

c′ =

[
1
c

]
. (13)

Devido ao fato de Jfsic ser em função de c, a
Equação 12 necessita ser recalculada a cada itera-

ção. Podemos observar que
∂W

∂p
é definido para

p = 0 e pode ser pré calculado.
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3 Desenvolvimento

3.1 Banco de Dados

Os experimentos foram realizados utilizando o
banco de dados de expressões faciais Cohn-Kanade
(CK+) (T. Kanade and Tian, 2000), formado por
imagens de indiv́ıduos de várias etnias, sexo e ida-
des. As imagens possuem a mesma resolução, 640
x 490, com todos indiv́ıduos em pose frontal e ilu-
minação padronizada. A Base CK+ é composta
por 10.558 imagens divididas em 123 diretórios.
Cada um dos diretórios corresponde a um indiv́ı-
duo e cada subdiretório contém uma sequência de
imagens que vai de uma face neutra a uma face
com unidades de ação (UA) ativadas. As quanti-
dades de subdiretórios e imagens não são padro-
nizadas por indiv́ıduo. A base CK+ possui para
cada subdiretório um arquivo de texto com a rotu-
lação da expressão facial correspondente, que pode
ser utilizada para a validação da etapa de classifi-
cação. Além da pré-identificação de cada expres-
são, o banco de dados ainda possui um arquivo
texto para cada imagem com a exata marcação
das 68 landmarks. A partir desses pontos, o nosso
modelo AAM será treinado.

3.2 Metodologia

Com base na teoria FACS (Ekman and Frie-
sen, 1978), propõe-se que existe uma correlação
entre os movimentos da AU’s e a variação das
áreas dos triângulos de Delaunay provocadas pelo
movimento muscular de uma face que evolui de
neutra para uma expressão definida, podendo ser
relacionada com as expressões faciais estudas por
Ekmam e Friesen.

A partir das 68 landmarks, a triangulação de
Delaunay gera 111 poĺıgonos que possuem uma
determinada área. Quando unidades de ação são
ativadas, a posição de certas marcações é modi-
ficada. Como resultado, a área de alguns triân-
gulos se altera. Considerando a Base CK+ com-
posta por sequências de imagens que partem de
uma face neutra a uma face com expressão, temos
uma evolução temporal das áreas. Objetivando
a simplificação do algoritmo, utiliza-se somente a
primeira e a última imagem do subdiretório.

Desse modo, observamos que a análise da va-
riação das áreas de forma temporal pode ser re-
alizada subtraindo as áreas dos triângulos corres-
pondente entre a expressão final (AU ativadas) e
a inicial (neutra), como na Figura 6. O resultado
dessa subtração gera um vetor de 111 posições,
Figura 7, que será usado como descritor do clas-
sificador, com o propósito de se identificar qual a
expressão facial que melhor caracteriza a face com
as AU’s ativadas. Portanto, o movimento muscu-
lar da face, tanto em intensidade quanto em grupo
muscular produzirá um vetor distinto, logo o ve-
tor descritor proposto por esse trabalho apresenta

grande correspondência com a teoria FACS de Ek-
mam e Friesen.

Figura 6: Representação da subtração entre as ex-
pressões de surpresa e neutra.

Figura 7: Gráfico com as variações das áreas entre
as expressões de surpresa e neutra.

Esse processo é realizado para cada subdire-
tório do banco de dados CK+ gerando a base de
dados para o processo de classificação.

Para o treinamento do modelo AAM, foram
selecionadas aleatoriamente 2.000 imagens, não
fazendo parte do sorteio nenhuma das imagens es-
colhidas para o processo de classificação das ex-
pressões faciais, ou seja, foram descartadas a pri-
meira e última imagem de cada subdiretório.

Os dados selecionados para a classificação fo-
ram divididos da seguinte maneira: 50% para trei-
namento/validação e 50% para teste, totalizando
525 expressões faciais.

4 Classificador

Para a etapa de classificação foram escolhidos 3
métodos muito difundidos em aprendizado de má-
quina: k-Nearest Neighbour (k-NN), Rede Neural

Multicamada e Árvore de Decisão.

O classificador k-NN avalia a distância Eu-
clidiana entre um dado de entrada e os dados que
compõe a base de treinamento, com o propósito de
se identificar os k vizinhos mais próximos e assim
realizar a classificação da expressão. O número
k = 5 de vizinhos minimiza o erro do classificador
e foi estabelecido através de validação cruzada 10-
fold.
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O k-NN é um classificador simples e, por-
tanto, as taxas de acerto podem ser melhora-
das utilizando um classificador mais robusto. Foi
empregado uma Rede Neural Multicamada como
um classificador não-linear. A rede foi treinada
usando o algoritmo Levenberg-Marquardt com
duas camada ocultas de 50 e 20 neurônios, respec-
tivamente. A função de ativação utilizada tanto
para os neurônios ocultos quanto para os de sáıda
foi a tangente sigmóide.

A construção da Árvore de Decisão usa o al-
goritmo clássico CART (Duda et al., 2000). O
método de classificação desse algoritmo é na sua
essência uma série de declarações if-else. Cada
etapa da predição envolve checar se um valor é
maior ou menor que um preditor (variável).

Em razão dos melhores resultado apresenta-
dos, se decidiu pela não aplicação do PCA para a
redução da dimensionalidade dos dados. No en-
tanto, para fim de representação e melhor visua-
lização dos dados, a Figura 8 apresenta a distri-
buição dos dados em 3 dimensões após a aplicação
do PCA. É posśıvel observar que as expressões fa-
ciais estão agrupadas de forma que é realizável a
separação dos dados.

Figura 8: Distribuição dos Dados

5 Resultados

Após alguns testes se verificou que um ponto cŕı-
tico que influencia na convergência do algoritmo
é a inicialização da máscara AAM na face, em
relação ao posicionamento e a escala da más-
cara. Com o propósito auxiliar na convergência do
AAM, um procedimento de pré-posicionamento
da máscara foi adotado a partir da posição dos
olhos. A máscara é escalada de maneira que a dis-
tância entre os olhos seja a mesma entre os olhos

da face teste. A posição dos olhos da imagem de
entrada é obtida segundo as marcações preesta-
belecidas da base CK+. Quanto à normalização,
optou-se por realizar somente uma transformação
de escala em todas as landmarks, de forma que a
distância entre os olhos seja sempre de 200 pixels.

A construção do AAM, a partir das imagens
de treino, gerou um modelo generalista com a ca-
pacidade de ajuste para diversas expressões faciais
em diversos indiv́ıduos. Os resultados do ajuste
AAM para as 1.050 faces utilizadas para classifi-
cação das expressões faciais apresentaram um erro
médio em pixels entres as marcações de 3,64, com
valor mı́nimo 1,5, Figura 9, e máximo de 15,14
pixels, Figura 10. O erro foi calculado como a
diferença da posição de cada landmark da pré-
marcação CK+ e os pontos obtidos pelo ajuste
AAM. A Figura 11 apresenta o erro médio para
cada face.

Figura 9: Melhor resultado AAM - Erro mı́nimo:
1,5 pixels.

Com a intenção de mostrar a eficiência do mé-
todo o processo de classificação foi realizado 10
vezes. Para cada etapa foi realizada uma seleção
aleatória de 50% das 525 expressões para treina-
mento e as demais para teste. Por fim, Tabela 1
apresenta a média dos resultados obtidos por cada
classificador nas 10 iterações.

Com a intenção de demonstrar a eficiência de
generalização do modelo AAM constrúıdo, os mes-
mos testes realizados para as landmarks obtidas
com o ajuste AAM foram feitos com base das pré-
marcações da base CK+, e os resultados são apre-
sentados na Tabela 2.

As etapas de treinamento e validação realiza-
das por (Pedroso and Salles, 2012) foram feitas
utilizando a base de dados de expressões faciais
JAFFE. A base JAFFE pode ser encontrada no śı-
tio http://www.kasrl.org/jaffe.html. Com a finali-
dade de comparar a eficiência do método proposto
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Figura 10: Pior resultado AAM - Erro máximo:
15,14 pixels.

Figura 11: Erro médio entre as landmarks.

Expressão
Facial

5-NN
Árvore de
Decisão

Rede
Neural

Nervoso 64,51 % 39,47 % 69,44 %
Nojo 86,20 % 60,71 % 96,15 %
Medo 73,93 % 40,90 % 62,9 %

Felicidade 86,66 % 88 % 85 %
Tristeza 70 % 63,63 % 69,76 %
Surpreso 82,05 % 96,49 % 96,87 %

Média: 77,55 % 64,86 % 80,02 %

Tabela 1: Acurácia por classificador - Treina-
mento AAM na base CK+

por esse trabalho em relação a (Pedroso and Sal-
les, 2012), os mesmos testes realizados para gerar
a Tabela 2 foram efetuados com a base JAFFE
e novamente os melhores resultados obtidos fo-
ram utilizando Rede Neural, tendo como média
74,5% de acertos. Já o melhor resultado obtido
por (Pedroso and Salles, 2012) foram utilizando o
classificador SVM-RBF 2-fold com média de acer-

Expressão
Facial

5-NN
Árvore de
Decisão

Rede
Neural

Nervoso 94,73 % 55 % 91,66 %
Nojo 93,02 % 68,51 % 86,27 %
Medo 75 % 34 % 75,86 %

Felicidade 95,45 % 88,67 % 93,75 %
Tristeza 64,70 % 64.86 % 68,75 %
Surpreso 80 % 90,90 % 96,22 %

Média: 83,82 % 67 % 85,42 %

Tabela 2: Acurácia por classificador - Pré-
marcações da base CK+.

tos de 55,4%.
A Tabela 3 apresenta, para fins de compa-

ração, os resultados apresentados em trabalhos
que utilizaram o banco de dados Cohn-Kanade.
(Jabid and Chae, 2010) e (Pires and Neto, 2015)
realizaram um corte manual na face, baseado em
marcações fornecidas previamente pela base CK+.
Além disso, (Pires and Neto, 2015) avaliaram
o seu método somente para a expressão tristeza.
Vale ressaltar que apesar do AAM apresentar me-
nor acurácia, o método proposto realiza o pro-
cesso de classificação não se valendo de nenhuma
pré-marcação da base de dados. Também é im-
portante destacar que nem todos trabalhos tra-
tam rotação da face como o AAM, com exceção
de (Carcagni and Distante, 2015) que realiza um
pré-tratamento na face, rotacionado-a. Além disso
pode-se salientar que nem todos os artigos apre-
sentados na Tabela 3 deixam claro o método de
validação, com exceção de (ZHOU and SHI, 2016)
e (Carcagni and Distante, 2015) que utilizaram a
validação cruzada 10-fold.

Ano Autores Método Acurácia

2016 Zhou e Shi Deep Learning 98,3 %
2010 Jabid e Chae LDP e SVM 96,4 %
2015 Carcagni e Distante HOG e SVM 95,8 %
2016 Pires e Neto LBP e SVM 81,9 %
2017 Método proposto AAM e RNA 80,2 %

Tabela 3: Resultado de trabalho que usaram a
base CK+.

6 Conclusões

A solução proposta se mostrou satisfatória na clas-
sificação das expressões faciais, uma vez que foi
posśıvel reconhecer diferentes expressões faciais.
A etapa de ajuste AAM às novas faces, apre-
sentou bons resultados, se aproximando das pré-
marcações do banco de dados utilizado. A utiliza-
ção do pré-posicionamento da máscara AAM na
face, baseado na distância entre os olhos contri-
buiu para um ajuste mais fino.
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O classificador que apresentou os melhores re-
sultados foi a Rede Neural alcançando uma acu-
rácia superiores a 80%. Contudo, o k-NN, mesmo
sendo um classificador simples apresentou resulta-
dos muito próximos a Rede Neural.

Como apontado no começo desse artigo, o
AAM poderia ser utilizado como ferramenta em
um sistema de reconhecimento facial, uma vez que
um indiv́ıduo deve ser reconhecido independente
da sua expressão. A Figura 4 demonstra a capa-
cidade do AAM em retirar uma face em estado
de rotação e deformação aproximá-la de condição
neutra. Esse potencial pode ser explorado em um
sistema de reconhecimento facial. Além disso, o
AAM pode ser usado para a modelagem de qual-
quer objeto que apresente uma relativa deforma-
ção e rotação. O tracking de objetos também pode
ser realizado com o AAM, no entanto, tal objetivo
exigiria um maior poder computacional, em ra-
zão da necessidade de se o ajustar AAM em cada
frame.

Em trabalhos futuros a análise de textura de
determinadas região da face pode ser uma ferra-
menta útil para a categorização de expressões fa-
ciais, uma vez que a deformação gerada pelo mo-
vimento de músculos em expressão de raiva, por
exemplo, gera uma alteração de textura na testa.
Outra opção para trabalhos futuros seria substi-
tuir a norma l2 pela norma l1, nos problemas de
otimização para forma e textura, e averiguar se
dita substituição melhora a robustez do modelo.
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