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Abstract The impact of the model and plant mismatch on the performance of predictive controllers MPC (Model Predictive 
Control) may be significant. In such case, it is necessary to carry out a maintenance on the model. This work proposes a procedure 
for a compensated identification of closed-loop systems, that is, focusing only on the channels of the model diagnosed with mis-
match, thus reducing the need for perturbations with in-line tests. The efficacy of the methodology is demonstrated with a simulated 
case study and the results are compared with a method found in the literature 
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Resumo O impacto da discrepância entre modelo e planta no desempenho de controladores preditivos MPC (Model Predictive 
Control) pode ser significativo. Quando isso acontece, é necessário realizar1) a manutenção do modelo. Este trabalho propõe um 
procedimento para uma identificação compensada de sistemas em malha fechada, ou seja, focando apenas nos canais do modelo 
diagnosticados com discrepância, reduzindo assim a necessidade de perturbações com testes em linha. A eficácia da metodologia 
é demonstrada com um estudo de caso simulado e os resultados são comparados com um método encontrado na literatura. 

Palavras-chave Identificação de sistemas, Controle preditivo, Monitoramento e auditoria de desempenho

1    Introdução 

Sistemas que utilizam controlador preditivo base-
ado em modelo, MPC (Model Predictive Controller), 
são suscetíveis a várias fontes de degradação do de-
sempenho, como controlador mal sintonizado, confi-
guração inapropriada de restrições e presença de dis-
túrbios não medidos (Sun et al., 2013). Mudanças no 
processo, obsolescência dos equipamentos, incrusta-
ções, variações nos regimes de operação, etc., trazem 
o sistema para um ponto de operação diferente da-
quele para o qual o modelo foi identificado para ope-
rar. Nestes casos, o modelo perde sua capacidade pre-
ditiva. Por ser um problema de grande impacto, a pes-
quisa acadêmica e industrial sobre auditoria de mode-
los para MPC cresceu significativamente nas últimas 
décadas e vários métodos foram desenvolvidos (Joe 
Qin, 1998). Entre eles, há trabalhos baseados na des-
construção do modelo residual em bases ortogonais 
(Sun et al., 2013), na correlação parcial entre os resí-
duos de entrada e saída (Badwe et al., 2009), na ins-
peção da variabilidade das variáveis controladas 
(Controlled Variable, ou CV) (Yu & Qin, 2008b), en-
tre outros. 

No escopo do monitoramento e manutenção de 
controladores preditivos, um método desenvolvido 
por Botelho et al. (2015) visa identificar se o desem-
penho do controlador está sendo afetado por algum 
erro de modelagem e, em seguida, determinar sua 
causa ao classificá-lo como sendo uma discrepância 
entre modelo e planta (DMP) ou um distúrbio não me-
dido (DNM). O método consiste na comparação dos 
sinais de saída do sistema real com uma saída nominal 
esperada, que é obtida pela simulação da malha de 

controle livre de qualquer erro de modelagem. Apro-
fundando a análise do diagnóstico, Claro (2016) pro-
põe uma metodologia capaz de localizar o canal do 
modelo, ou seja, a relação entre as variações em uma 
variável manipulada (Manipulated Variable, ou MV) 
com as variações esperadas em uma CV, que contenha 
a DMP. De posse das informações obtidas com o di-
agnóstico e auditoria do modelo, a etapa final deve, 
por conseguinte, consistir da atualização do modelo 
discrepante localizado, ou seja, uma identificação de 
um novo modelo.  

No âmbito da identificação, existe uma forte rela-
ção econômica e de segurança para se coletar dados 
em malha fechada, como o fato de que mesmo plantas 
estáveis em malha aberta estão sujeitas a distúrbios 
não estacionários (Agüero et al., 2011) e plantas que 
devem trabalhar em malha fechadas por serem instá-
veis em malha aberta (Ljung, 1987). Por outro lado, 
este tipo de identificação torna-se conflitante com o 
objetivo de controle (rejeitar qualquer perturbação 
para estabilizar o sistema) devido à necessidade de o 
sistema ser suficientemente perturbado para se gerar 
dados ricos em informações para a identificação 
(Ferramosca et al., 2013). Assim, deve-se alinhar a ne-
cessidade de identificação em malha fechada com uma 
abordagem que seja menos intrusiva ao processo. 

Em técnicas de identificação em malha fechada, 
duas abordagens diferentes são comumente utilizadas 
(Ljung, 1987): método direto e indireto. O método di-
reto se refere à identificação da dinâmica da planta re-
alizada diretamente com sinais medidos na entrada e 
saída da planta utilizando-se uma estrutura pré-defi-
nida, como modelos paramétricos ou fenomenológi-
cos (Agüero et al., 2011). O método indireto se refere 
a, primeiramente, considerar a identificação da malha 
fechada, isto é, a função de sensibilidade, que indica a 
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relação entre o sinal de referência (setpoint) e a en-
trada ou saída da planta, para plantas de múltiplas en-
tradas e múltiplas saídas (Multiple Input Multiple Ou-
tput, ou MIMO). Em seguida, o modelo da planta é 
identificado utilizando-se a função de sensibilidade e 
o conhecimento do controlador (Badwe et al., 2011). 
A vantagem do método direto é que ele também pode 
ser utilizado para plantas instáveis, desde que o con-
trolador torne a malha fechada estável. Esta condição 
é automaticamente satisfeita com modelos autoregres-
sivos com entradas exógenas (AutoRegressive Exoge-
nous, ou ARX) e, tomando-se medidas especiais, mo-
delos do erro na saída (Output Error, ou OE) e BJ 
(Box-Jenkins) (Forssell & Ljung, 1999). 

 Como cada canal do modelo é responsável por 
uma parcela da saída total da planta, quando o modelo 
é auditado e diagnosticado com DMP e a reidentifica-
ção do modelo necessita ser realizada, a identificação 
para os canais cujo modelo já é satisfatório pode en-
globar o erro contido devido ao canal com discrepân-
cia propriamente dito e, assim, gerar um modelo de 
baixa qualidade. Na identificação de um novo modelo, 
deve-se alinhar a discrepância contida no modelo com 
o tipo de identificação, os objetivos de controle e a 
forma como os dados são gerados. Portanto, este tra-
balho visa o diagnóstico de canais com modelo discre-
pantes alinhado à identificação de um novo modelo 
utilizando-se um método direto compensado, ou seja, 
tomando-se apenas a parcela dos sinais de entrada e 
saída que possuam correlação com o erro de modela-
gem. O método é baseado em dados históricos, redu-
zindo a necessidade de testes em linha para gerar da-
dos bem como o custo computacional necessário para 
a identificação matemática do modelo. Primeira-
mente, o modelo é auditado com a metodologia de 
Botelho et al. (2015 e 2016). Em seguida, o canal da 
matriz de transferência com DMP é identificado com 
o método de Claro (2016). Por fim, os modelos dos 
canais com discrepância são identificados. 

2   Metodologia 

Esta seção está dividida em duas partes. A seção 
2.1 introduz o método proposto por Botelho et al. 
(2015 e 2016) para auditar o MPC e diagnosticar a 
causa do erro de modelagem. Em seguida, a metodo-
logia de Claro (2016) para a determinação dos canais 
com DMP é exposta. Por fim, a reidentificação do mo-
delo de tais canais é explanada na seção 2.2. 

 
2.1 Auditoria do MPC e diagnóstico dos canais 

A Figura 1 representa uma estrutura de um sis-
tema com retroalimentação em malha fechada com um 
grau de liberdade (Skogestad & Postlethwaite, 2005), 
no qual ܥሺݏሻ é o controlador, ܩ଴ሺݏሻ é o modelo linear 
nominal do processo, utilizado no MPC, enquanto a 
planta real é ܩሺݏሻ devido a alguma discrepância 
 ሻ entre modelo e planta. O sistema teórico semݏሺܩ∆
DMP está exposto na Figura 1a. A função de sensibi-
lidade complementar é ଴ܶሺݏሻ e fornece a relação entre 

o sinal de referência, neste caso o setpoint ݕ௦௘௧ሺݐሻ, e a 
saída nominal da planta, ݕ଴ሺݐሻ. O sistema real, em um 
cenário com DMP, está exposto na Figura 1b, na qual 
-ሻ repreݐሺݕ ,ሻ representa as variáveis manipuladasݐሺݑ
senta as variáveis medidas, ݕ௦௜௠ሺݐሻ é a saída simulada 
do modelo nominal com as ações de controle reais 
 ሻ é função complementar de sensibilidadeݏሻ e ܶሺݐሺݑ
real. Para fins de simplicidade de notação, serão supri-
midos os argumentos ݏ e ݐ sempre que não houver 
risco de confusão. 

 
   (a)         (b) 

 

 
                         (c) 

 
Figura 1. Diagrama esquemático de um sistema em malha fechada 
com retroalimentação e um grau de liberdade: (a) sistema nominal 
(b) com discrepância entre modelo e planta (c) com distúrbio não 

medido 

Como o modelo utilizado no controlador é linear 
e considerando que a metodologia se baseia apenas em 
dados coletados em um período no qual o MPC não 
possua nenhuma MV ou CV saturada, a condição de 
linearidade é satisfeita. Assim, de acordo com a Figura 
1, podemos escrever: 

଴ݕ ൌ ଴ܶ.  ௦௘௧ (1)ݕ
଴ܶ ൌ ሺܫ ൅ ሻܥ଴ܩ ିଵܩ଴.  (2) ܥ
ܵ଴ ൌ ሺܫ ൅  ିଵ (3)	ሻܥ଴ܩ

ܵ଴ ൅ ଴ܶ ൌ  (4) ܫ
ݕ ൌ ݑ଴ܩ ൅  (5) ݒௗܩ

A saída nominal em malha fechada, equação (1), 
pode ser estimada ao se filtrar o resíduo de simulação, 
isto é, a diferença entre a saída simulada pelo contro-
lador e a saída real do processo, com a função de sen-
sibilidade nominal. A função de sensibilidade nominal 
fornece um diagnóstico completo sobre o modelo, evi-
denciando tanto os problemas de modelagem quanto o 
impacto de uma saída nas demais, pelos elementos 
fora da diagonal principal, equação (6), quanto nas 
próprias saídas do controlador, pelos elementos da di-
agonal principal, equação (7) . 

଴ݕ െ ݕ ൌ ܵ଴ሺݕ௦௜௠ െ  ሻ  (6)ݕ

଴ௗ௜௔௚ݕ െ ݕ ൌ ܵ଴ௗ௜௔௚ሺݕ௦௜௠ െ  ሻ  (7)ݕ

A identificação das CVs com problemas de mo-
delagem é realizada através do cálculo de um indica-
dor de variância, dado pela razão entre a variância do 
erro de simulação ሺݕ௦௜௠ െ -ሻ e a variância do erro noݕ
minal (ݕ଴ െ ଴ௗ௜௔௚ݕ) ou do erro nominal diagonal (ݕ െ
 Indicadores dentro de um intervalo de confiança .(ݕ
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definido indicam que a performance do MPC não está 
sendo afetada por erros de modelagem. Para maiores 
informações sobre a metodologia de diagnóstico, ver 
Botelho et al. (2015). 

A Figura 1c ilustra um diagrama esquemático 
para um sistema sendo afetado por distúrbio não me-
dido, no qual o sinal do DNM ݕௗ é resultado da filtra-
ção de um ruído branco ߥ de distribuição normal com 
média zero e variância ߪଶ pelo modelo de distúrbio 
não conhecido ܩௗ. Para um sistema linear, a saída do 
sistema real pode ser escrita como: 

ݕ ൌ ௦௘௧ݕܶ	 ൅  ௗ    (8)ݕܵ

O erro nominal diagonal (ݕ଴ௗ௜௔௚ െ  representa (ݕ

o efeito dos problemas de modelagem em malha fe-
chada em cada CV. Para um sistema cujo problema 
dominante é DMP, este erro e ݕ௢ௗ௜௔௚ dependem de 

-௦௘௧. Portanto, ambos os sinais são muito correlacioݕ
nados. Caso contrário, para um processo afetado por 
DNM, não há correlação entre (ݕ଴ௗ௜௔௚ െ ݃ܽ݅݀݋ݕ e  (ݕ

. 

Assim, para se determinar o grau de correlação, são 
utilizadas as métricas curtose (݇ݏݐ) e assimetria (݊݇ݏ) 
para se obter um indicador de correlação, dentro de 
um intervalo de confiança definido, que indica a fonte 
do erro de modelagem.  Caso o indicador de correla-
ção médio para pelo menos uma das métricas apre-
sente um valor superior ao intervalo de confiança, 
conclui-se que o controlador está sendo afetado pre-
dominantemente por DMP. Para maiores informações 
sobre a metodologia de diagnósticos, ver Botelho et 
al. (2016). 

Para encontrar a contribuição de cada canal na 
discrepância entre modelo e planta, o método proposto 
por Claro (2016) se baseia na análise da correlação 
cruzada entre o erro nominal, ሺݕ଴ െ -ሻ, com uma esݕ
timativa da contribuição de cada canal para o cálculo 
da saída, ݕො௣௙, definida como: 

ො௣௙௜,௝ݕ ൌ ܵ଴௜,௝ݕො௣௜,௝ (9) 

Na equação	ሺ9ሻ, ݅ e ݆ correspondem às variáveis 
de saída e de entrada sendo analisadas, ܵ଴௜,௝ corres-

ponde ao elemento diagonal da função de sensibili-
dade nominal e ݕො௣ é a estimativa da parcela de contri-
buição do canal ሺ݅, ݆ሻ para ݕ௜ definida por: 

ො௣௜,௝ݕ ൌ  ෬௝ (10)ݑ௜,௝ܩ

A estimativa da contribuição ݕො௣ é obtida através 
do canal ܩ௜,௝ aplicado ao vetor de entradas descontado 
de um bias fixo, ݑ෬௝, correspondente ao valor do ins-
tante inicial	 coletado. Caso	 haja modelos nulos na 
matriz dinâmica do controlador, ݕො௣௙ é obtido sem a 
utilização de ܩ௜,௝ como filtro para  ݑ෬௝ na obtenção da 
estimativa de contribuição da saída analisada ݕො௣௜,௝.  

De modo a se analisar a correlação cruzada entre 
o erro nominal (ݕ଴ െ  ො௣௙, calcula-se o Indicadorݕ e (ݕ
de Discrepância de Modelo, ܫܦܯ௜,௝|௜ (Model Discre-
pancy Indicator), analisado para a saída ݅ com o canal  
ሺ݅, ݆ሻ. Este indicador representa o valor máximo do 

módulo da correlação cruzada ܺܨܥ encontrada para 
todos os intervalos de defasagem ߣ utilizados na aná-
lise de correlação cruzada entre ݕො௣௙௜,௝ e ሺݕ଴௜ െ  ሻ, e	௜ݕ

é dado por: 

௜,௝ܫܦܯ ൌ 

max൬ฬܺܨܥ௬ො೛೑೔,ೕ,ሺ௬బ೔ି௬೔	ሻ
ሺߣሻฬ൰ 

(11) 

O canal que	 apresentar	o	maior	 valor	ܫܦܯ	 é	
aquele	cuja	DMP	é	mais	significativa.	Para	maiores	
informações sobre a metodologia para a localização 
dos canais com DMP, ver Claro (2016). 

 
2.2 Método direto compensado 

A metodologia de identificação dos canais é ba-
seada no método do erro de predição em conjunto com 
o método direto e utiliza um conjunto de dados de pro-
cesso ܼே que consiste de dados de entrada ݑሺ݇ሻ e sa-
ída ݕሺ݇ሻ, ݇ ൌ 1,2, … ,ܰ, sendo ܰ	o	número	de	pon‐
tos	 coletados.	 A	 estrutura do modelo completa é	
dada por(Ljung, 1987): 

ሺ݇ሻݕ ൌ ,ݍሺܩ ሺ݇ሻݑሻࣂ ൅ ,ݍሺܪ  ሻ݁ሺ݇ሻ  (12)ࣂ
onde ܩ e ܪ correspondem, respectivamente, à parte 
determinística e estocástica do modelo dinâmico da 
planta e ݁ሺ݇ሻ é um ruído aleatório branco de distribui-
ção normal com média zero e variância ߪଶ. O vetor de 
parâmetros ࣂ pertence a um conjunto Dெ assumido 
compacto e conectado. O operador ݍ consiste no ope-
rador de deslocamento e será omitindo, juntamente 
com ݇, sempre que não houver risco de confusão. 

O objetivo é estimar apenas os parâmetros do ve-
tor ࣂ que correspondam aos canais do modelo que 
contenha DMP. Para isso, os sinais de entrada e saída 
devem ser compensados, ou seja, devem levar em 
conta apenas a parcela do canal que contenha a discre-
pância de modelo. 

Assim, seja o canal ሺ݅, ݆ሻ, ݅ representando a CV e 
݆ a MV, queremos encontrar o modelo do canal, ܩ௜,௝, 
tal	que:	

௜,௝ݕ ൌ ௝ݑ௜,௝ܩ ൅ 	௜,௝݁ܪ ሺ13ሻ

௜,௝ݕ ൌ ௜ݕ െ ෍ ௪ݑ଴௜,௪ܩ

௡ೠ

௪ୀଵ
௪ஷ௝

		 ሺ14ሻ

onde ݕ௜,௝ é saída compensada do canal ሺ݅, ݆ሻ analisado, 
 ,݆ ௝ é a ação de controle referente à MV analisadaݑ
 ଴௜,௪ é o modelo nominal, ou seja, que não contémܩ

DMP, do canal ሺ݅, ݓ ,ሻݓ ൌ 1,… , ݊௨,	ݓ ് ݆, ݊௨ sendo 
o número de variáveis manipuladas e ݑ௪ corresponde 
a parcela das ações de controle referente à MV anali-
sada ݓ.  

Na equação (14), busca-se isolar apenas a parcela 
da saída analisada que corresponda ao canal que se de-
seja identificar, ou seja, o canal cujo indicador ܫܦܯ é 
o maior valor dentre todos os canais da saída anali-
sada. Assim, desconta-se da saída total a parcela de 
cada canal que não seja aquele diagnosticado como 
mais discrepante.  
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A predição um passo à frente (Ljung, 1987), para 
o modelo indicado pela equação (12), é dado por: 

ො௜,௝ݕ ൌ 	
௜,௝ܩ
௜,௝ܪ

௝ݑ ൅ ቆ1 െ
1
௜,௝ܪ

ቇ  ௜,௝ (15)ݕ

Para se estimar os parâmetros do modelo, mini-
miza-se o erro de predição entre a saída compensada 
do canal ݕ௜,௝ e a predição um passo à frente ݕො௜,௝,	tal	
que:	

ࡺ෡ࣂ ൌ arg min
ఏ∈	Dಾ

ேܸሺ ,ࣂ ܼேሻ	 ሺ16ሻ

ேܸሺࣂ, ܼேሻ ൌ 	
1
ܰ
෍்ߝሺ݇,

ே

௧ୀଵ

,ሺ݇ߝሻࣂ 	ሻࣂ ሺ17ሻ

,ሺ݇ߝ ሻࣂ ൌ ௜,௝ሺ݇ሻݕ െ 	ሻࣂ|ො௜,௝ሺ݇ݕ ሺ18ሻ

onde	ߝሺ݇,   .ሻ o erro de prediçãoࣂ

3   Resultados e Discussão 

Nesta seção, a metodologia de atualização de mo-
delo é aplicada ao sistema de quatro tanques cilíndri-
cos proposto por Johansson (2000), como ilustrado na 
Figura 2. O sistema é composto por duas bombas com 
tensões 1ݒ e 2ݒ que transportam água para os tanques. 
A vazão é dividida por duas válvulas com aberturas 
 respectivamente. O objetivo é controlar os ,2ݔ e 1ݔ
dois primeiros níveis, ݄1 e ݄2, manipulando-se as va-
riáveis 1ݒ e 2ݒ.  

v1 v2

x2x1

RESERVATÓRIO

h3 h4

h1 h2

P-26

 

Figura 2. Diagrama esquemático do sistema de quatro tanques.  

O modelo linear utilizado, equação (19), para des-
crever a planta foi obtido pela linearização do modelo 
não-linear no ponto de operação ݒଵ ൌ 3,15	ܸ, ଶݒ ൌ
3,15	ܸ, ଵݔ ൌ 0,43 e xଶ ൌ 0,34. Para este ponto de 
operação, o sistema apresenta características de fase 
não-mínima.  

଴ܩ ൌ 	

ۏ
ێ
ێ
ۍ

2,38 ∙ 10െ2

ݏ ൅ 1,59 ∙ 10െ4

1,00 ∙ 10െ3

2ݏ ൅ 4,16 ∙ 10െ2ݏ ൅ 4,07 ∙ 10െ4

4,91 ∙ 10െ4

2ݏ ൅ 2,88 ∙ 10െ4ݏ ൅ 1,96 ∙ 10െ4

1,76 ∙ 10െ2

ݏ ൅ 1,10 ∙ 10െ3 ے
ۑ
ۑ
ې

 

 
(19) 

 

Um MPC foi configurado para seguir referên-
cias pré-definidas para as CVs (setpoint). Os parâme-
tros de ajuste, computados de acordo com a metodo-
logia RPN (Trierweiler & Farina, 2003), estão descri-
tos na Tabela 2.  

 

Tabela 2. Parâmetro de Sintonia do MPC 
Parâmetro Valor 

Tempo de amostragem  10 
Horizonte de predição  48 
Horizonte de controle  12 
Peso das CVs  ሾ10	10ሿ
Peso da supressão de movimento  ሾ1	1ሿ
Limite inferior das MVs ሾ0	0ሿ
Limite superior das MVs  ሾ10	10ሿ
Limite inferior das CVs  ሾ0	0ሿ
Limite superior das CVs  ሾ20	20 ሿ

Para simular um sistema com discrepância entre 
modelo e planta, o modelo da planta (ܩ) possui um 
comportamento diferente daquele para o MPC (ܩ଴) 
em dois canais da matriz de transferência, como ilus-
trado na resposta degrau dada na Figura 3, sendo: 
ሺ݄ଵ	ݔ	ݒଵሻ e ሺ݄ଶ	ݔ	ݒଵሻ.  

Figura 3. Resposta degrau dos canais com DMP 

O processo foi simulado no programa Matlab® 
(R2012b) com a ferramenta MPC Toolbox e os sinais 
medidos, ou seja, as saídas do processo e as variáveis 
manipuladas, estão representados na Figura 4.  

 
Figura 4. Dados históricos de variáveis controladas e manipuladas. 

Além disso, ambas CVs possuem um sinal de DNM 
com ganho elevado, criado ao filtrar-se um ruído 
branco de desvio padrão ߪఔ௜ ൌ 0.5, ݅ ൌ 1,2, com o 
modelo: 

Gௗ ൌ ൦

3
ݏ150 ൅ 1

0

0
3

ݏ150 ൅ 1

൪ 

 

(20) 

 

Para se quantificar o erro de modelagem, os índi-
ces de variância e variância diagonal foram calcula-
dos. Como indicado na Figura 5a, ambas CVs estão 
fora do intervalo de 95% de confiança (indicado pelas 
linhas vermelhas) não-impactante ao processo, ou 
seja, ambas saídas possuem algum erro que afeta o de-
sempenho do MPC. Pela Figura 5b, observa-se que a 
CV2 está dentro do intervalo para ݎܽݒܫௗ௜௔௚, o que in-
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dica que o erro de modelagem nesta variável é majo-
ritariamente devido à correlação com o erro nas outras 
variáveis. Quanto ao diagnóstico, os indicadores de 
correlação para curtose ሺ݇ݏݐሻ e assimetria ሺ݊݇ݏሻ fo-
ram calculados, como indicado na Figura 5c. O indi-
cador de assimetria possui valor superior ao limite de 
confiança de 95%, para CV2. Para a CV1, ambos in-
dicadores ultrapassaram o limite. Portanto, como ilus-
trado na Figura 5c, ambas CVs possuem DMP como 
causa dominante. 

 
             (a)             (b)             (c) 

Figura 5. Auditoria e diagnóstico: (a) índices de variância (b) índi-
ces de variância diagonal (c) coeficiente médio de correlação. 

Para se localizar os canais com DMP, realizou-se 
a auditoria com o cálculo do indicador ܫܦܯ. Como 
indicado na Tabela 3, a auditoria mostra que os pares 
(݄ଵݒݔଵ) e (݄ଶݒݔଵ) correspondem aos canais com 
DMP mais significativa, com valores de ܫܦܯ, respec-
tivamente, 0,5869 e 0,6081. Logo, a metodologia para 
reidentificação do modelo foi realizada apenas para 
corrigir o modelo destes canais. 

Tabela 3. Diagnóstico por canal: indicadores ܫܦܯ 
Canal Indicador ܫܦܯ 

 ૚࢞࢜૚ 0,5869ࢎ

 ૚࢞࢜૛ 0,4237ࢎ

 ૛࢞࢜૚ 0,6081ࢎ

 ૛࢞࢜૛ 0,3854ࢎ

Os modelos foram identificados em Matlab® 
com a ferramenta System Identification Toolbox. Uti-
lizou-se os modelos paramétricos polinomiais de 

quarta ordem ARX, OE e BJ. A Figura 6 compara a 
resposta degrau dos modelos identificados com a res-
posta da planta real. Além disso, em comparação ao 
método direto compensado, o modelo completo, ou 
seja, canais diagnosticados ou não com DMP, também 
foi identificado utilizando-se o método direto de iden-
tificação em malha fechada, descrito por Forssell & 
Ljung (1999). A Figura 7 compara a resposta dos no-
vos modelos com a resposta da planta real. 

A Tabela 4 mostra a raiz do erro médio quadrático 
RMSE (Root Mean Square Error) entre as respostas 
degrau dos modelos encontrados e da planta na região 
do tempo subida (de 10 a 90% do tempo para se atingir 
o valor estacionário da planta) para o método direto 
compensado e o método direto clássico. 

 

Figura 6. Resposta degrau dos canais com modelo atualizado 

Tabela 4. RMSE entre as respostas degrau modelo-
planta 

Canal ARX OE BJ 
(a)* (b)** (a) (b) (a) (b) 

૚࢞࢜૚ࢎ 0,045 0,098 0,078 0,103 0,078 0,103 
૛࢞࢜૚ࢎ 0,035 0,230 0,059 0,290 0,059 0,290 

*(a) Método direto compensado 
** (b) Método direto 

 

 

Figura 7. Resposta degrau dos canais identificados com o método direto 
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Pela Figura 7, observa-se que a identificação 
completa da matriz dinâmica resultou em modelos 
com dinâmica próxima à da planta para os canais dis-
crepantes, mas alterou a dinâmica, considera ade-
quada pela auditoria, para os canais restantes, isto é, 
(݄ଵݒݔଶ) e (݄ଶݒݔଶ). Na Tabela 4, nota-se que na região 
do tempo de subida o RMSE para o método direto 
compensado é menor que para o método direto total, 
indicando uma identificação superior para o caso com-
pensado. O sistema foi então simulado com o modelo 
identificado pelo método proposto e os sinais das CVs 
e MVs estão ilustrados na Figura 8. Como pode-se ob-
servar, a performance da malha apresentou uma capa-
cidade superior de seguir o setpoint, além de diminuir 
a variabilidade das MVs. 

 
Figura 8. Simulação com o modelo identificado: CVs e MVs 

4   Conclusão 

A metodologia proposta consegue corrigir apenas 
os canais com DMP, permitindo uma análise mais 
aprofundada sobre os modelos que estão efetivamente 
impactando o desempenho do controlador. Por limitar 
o escopo necessário na identificação, o tempo do con-
trolador com desempenho insatisfatório é minimi-
zado, tanto por detectar os problemas rapidamente de-
vido a um monitoramento sistemático quanto por di-
minuir o tempo de atualização do controlador, devido 
à necessidade de identificar uma menor quantidade de 
modelos. Além disso, a metodologia consegue identi-
ficar modelos que capturam a dinâmica da planta com 
um baixo RMSE entre suas respostas degrau, o que, 
para fins de controle, é o fator que causa maior im-
pacto nas ações do regulador, visto que erros de bias 
podem ser corrigidos, ao contrário dos erros de dinâ-
mica. O mesmo não ocorre ao se utilizar o método di-
reto clássico, que identifica os canais diagnosticados 
como não impactantes no desempenho do controlador 
e causam uma discrepância com a planta ao se calcular 
a saída da CV correspondente aqueles canais, que é 
composta pela superposição da ação de cada canal in-
dividualmente.  Por fim, a simulação do sistema como 
o novo modelo se mostrou adequada, sem a necessi-
dade de uma nova sintonia para o controlador. Além 
disso, como dados históricos do processo, em períodos 
nos canais houve perturbação no setpoint (o controla-
dor estava ativo), não houve a necessidade de pertur-
bar a planta com testes em linha, o que leva a redução 
de tempo e necessidade de recursos de engenharia e 
operação. 
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