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Abstract Linear models identification has a great value in the industry for project of predictive controllers. A key point of sys-
tems identification is to determinate whether the identified model has the same characteristics of the real process. A case study of 
a system that may contain positive zeros is introduced and two metrics, singular values and RGA, are used to measure the identi-
fied models quality. A weight function is also used to ponder the frequencies that are more important to the controller. The re-
sults shows that, for an operational point without zeros, both metrics can determinate efficiently the quality of the models. The 
weight function shown that the models, for the desired controller, are even better than expected. For the operation point that has a 
positive zero the only metric that can access the effects of this zero is the RGA. The perturbations used in this study did not ob-
tained good models for control, showing the need of a specific and more robust perturbation project. 
Keywords System Identification, Process Control, Linear Systems, Quality Metrics. 
Resumo Identificação de modelos lineares é de grande utilidade na indústria para o projeto de controladores preditivos. Um 
dos pontos chaves da identificação é determinar se os modelos obtidos possuem as mesmas características do processo real. Um 
estudo de caso de um sistema que pode conter zeros positivos é introduzido e duas métricas, valores singulares e RGA, usadas 
para determinar a qualidade dos modelos em sistemas mal condicionados, são usadas para tentar captar o zero. Além disso, uma 
função peso que considere as frequências mais importantes para o controlador é usada para ponderar o cálculo do erro das métri-
cas. Os resultados indicam que para o ponto de operação sem zero positivo, ambas as métricas são eficientes para determinar a 
qualidade dos modelos. A utilização da função peso mostrou que o erro nas frequências mais importantes, para o estudo de caso, 
é ainda menor, indicando que, para o controlador desejado, os modelos são ainda melhores que esperado. Para o ponto de opera-
ção com zero positivo, a única métrica capaz de capturar o efeito do zero é a analise do RGA. As perturbações utilizadas não ob-
tiveram bons modelos para controle, sendo necessário um projeto de perturbação mais robusto. 

Palavras-chave Identificação de Sistemas, Controle de Processos, Modelos Lineares, Métricas de Qualidade. 

 

1   Introdução 
O aumento na produtividade e a necessidade de 

controles ambientais e de riscos à segurança sempre 
serão uma demanda crescente na indústria moderna. 
Com o seu avanço houve um significativo aumento 
da complexidade das plantas, elevando o grau de 
interatividade entre as variáveis de processo (Escobar 
& Trierweiler, 2006). Desta forma, a necessidade de 
técnicas mais avançadas de controle de processo 
torna-se de extrema importância para o cumprimento 
dessas demandas. (Hjalmarsson, 2005). 

Dentre as técnicas avançadas de controle, desta-
ca-se a utilização do método MPC (Model Predictive 
Control), técnica discreta em que um problema de 
otimização é resolvido a cada amostragem. Sua mai-
or utilização encontra-se em plantas representadas 
por modelos lineares, em que o tempo de amostra-
gem é relativamente alto, reduzindo o poder compu-
tacional necessário para o cálculo da otimização 
(Trierweiler & Farina, 2003). 

Porém, antes da implementação deste método, se 
faz necessário o conhecimento de um modelo repre-
sentativo da planta para o problema de otimização. 
Reconhece-se que a obtenção do modelo da planta é 

a etapa que demanda maior tempo e gera os maiores 
custos dentro da aplicação de controladores baseados 
em modelos (Aguire, 2007), estimando-se que até 
três quartos dos gastos com projetos sejam referentes 
à modelagem. (Hussain, 1999).  

Um dos maiores desafios neste processo é de-
terminar se um modelo de fato é representativo e 
contém as informações necessárias para o controle. 
(Ognnnaike, 1997). Devido ao grau de complexidade 
das plantes, existem interações que podem prejudicar 
a obtenção de um bom modelo e consequentemente 
limitar as ações de controle. Stec & Zhu (2001) e 
Zhu & Stec (2006) utilizaram, com sucesso, duas 
métricas para avaliar os modelos identificados de 
uma planta que possuí diferenças significativas de 
ganho dependendo das direções de entrada do siste-
ma (planta mal condicionada). As métricas são: valo-
res singulares e matriz de ganho relativo. O objetivo 
deste trabalho é avaliar a eficiência de ambas para 
outro problema de interação de variáveis. No estudo 
de caso apresentado, a planta possuí um zero de 
transmissão positivo, que afeta diretamente o proces-
so de identificação e controle. Uma função peso 
oriunda da metodologia RPN (Robust Performance 
Number) de Trierweiler (1997) será utilizada para 
ponderar as frequências de maior importância para 
um controlador MPC.  
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2   Métricas de Qualidade para Modelos          
Identificados 

2.1 Valores Singulares 
Diferente de um sistema SISO (Single Input, 

Single Output), representado por uma única função 
de transferência com somente um ganho K, um sis-
tema MIMO (Multiple Input, Multiple Output) é 
representado por uma matriz de funções de transfe-
rência G(jω). Desta forma, dependendo de como as 
variáveis de entrada do sistema são manipuladas, 
haverá diferentes ganhos que causarão diferentes 
efeitos nas variáveis de saída. 

Para analisar direções de entrada, os ganhos atre-
lados a elas e as direções de saída correspondentes, 
utiliza-se a decomposição em valores singulares, 
SVD (Singular Value Decomposition), da matriz de 
ganho G(jω). A partir do SVD, a matriz G(jω), de 
dimensões l x m, pode ser reescrita como (Skogestad 
& Postlethwaite, 2005): 

 
)(*)(*)()(  jVjjU=jG H          (2) 

  Σ é uma matriz de dimensões l x m que con-
tém os valores singulares σi em sua diagonal 
principal. Os valores singulares são dispos-
tos de forma decrescente.  U é uma matriz unitária com dimensão l x l 
que contém, em suas colunas, as direções de 
saída ui.  V é uma matriz unitária com dimensão m x 
m que contém, em suas colunas, as direções 
de entrada vi. O operador H denota o conju-
gado transposto da matriz V. 
 

Para um sistema com duas entradas e duas saídas 
o resultado do SVD pode ser dado pela Equação (3). 
 

   Hvvuu=jG 21
2

1
21 *0

0*)( 





    (3) 
 
2.2 RGA (Relative Gain Array) 

Outra métrica importante de se analisar, em sis-
temas MIMO, é o grau de interação entre as variáveis 
de entrada e de saída. Tal interação pode ser mensu-
rada utilizando a matriz de ganho relativo, RGA, 
proposta por Bristol (1966) dada por: 

 
TjGjG=j ))(()()( 1             (4) 

 
em que   denota uma multiplicação elemento a 
elemento entre as duas matrizes (Produto de Hada-
mard). Para um sistema com duas entradas e duas 
saídas, a matriz de ganhos relativos é dada pela E-
quação (5) (Zhu & Stec, 2006). 
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Desta forma, através da RGA, é possível avaliar 

o grau de interação utilizando somente λ11 como 
parâmetro. Em sistemas sem interação entre as variá-
veis, a RGA é uma matriz identidade, pois a saída y1 sofrerá somente efeitos da entrada u1 e a saída y2 da 
entrada u2. Desta forma quanto maior o valor de λ11, maiores serão os efeitos de interação, dificultando as 
ações de controle e tornando mais difícil o processo 
de identificação. 

Para sistemas decentralizados, a RGA indica, 
também, o pareamento das variáveis manipuladas e 
controladas, seguindo duas regras (Skogestad & 
Postlethwaite, 2005): 

 
1. Usar pareamentos que, preferencial-

mente, possuam valores de λ11 próximos 
a 1 quando avaliado na frequência da 
malha fechada. 

2. Evitar, se possível, parear elementos 
negativos quando avaliados no estado 
estacionário. 

 
Outra importância de se avaliar a matriz de ga-

nhos relativos no domínio da frequência se deve a 
possível inversão do sinal de λ11, o que indica a in-
versão do pareamento das variáveis manipuladas e 
controladas. Caso um sistema possua tal característi-
ca, se faz necessário conhecer a frequência de inver-
são para limitar a frequência de operação dos contro-
ladores decentralizados. 

 
2.3 RPN 

O Número de Performance Robusta, RPN, foi 
introduzido por Trierweiler (1997) e é uma medida 
de quão potencialmente difícil é, para um dado sis-
tema, atingir um desempenho robusto para um dado 
desempenho desejável. Seus valores são obtidos 
através da Equação (6): 

 
Γ = ටσഥ(ሾI − TሿT) ቂγ∗(G) + ଵ

ஓ∗(ୋ)ቃ             (6) 
 

em que Γ ≜  Γ(G(jω), T(jω), ω), G é o modelo do 
sistema, T a função de sensibilidade complementar 
do desempenho alcançável para o sistema G e ω a 
faixa de frequências avaliadas. A expressão ߪത(ሾܫ −ܶሿܶ) representa o máximo valor singular da matriz ሾ1 − ܶሿܶ e (ܩ)∗ߛ o condicionamento mínimo do 
modelo G. 
 
2.3.1 Função Peso 

A expressão ߪത(ሾܫ − ܶሿܶ), dentro do cálculo do 
RPN, atua como uma função peso, sendo uma gene-
ralização da função ሾ1 − ܶሿܶ proposta por Engell 
(1988) no desenvolvimento de sistemas de controle 
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SISO para enfatizar a região de frequências que afe-
tam a velocidade do controle em malha fechada. 
Sabe-se que, para estabilidade e performance robus-
ta, as incertezas de um modelo são mais importantes 
perto da frequência de corte, em que ߪത(ሾܫ − ܶሿܶ) 
tem seu valor máximo. Para o cálculo desta função é 
necessário, inicialmente, calcular o desempenho 
alcançável do processo em malha fechada. 

 
2.3.2 Desempenho Alcançável 

O desempenho de uma planta em malha fechada 
é calculado pela razão entre o sinal de saída y pelo 
sinal de referência r. Tal relação é conhecida como 
função complementar de sensibilidade. 

 

 
Figura 1. Configuração feedback padrão (Farenzena, 2003) 

 
Tal desempenho pode ser descrito, para cada va-

riável de saída, como uma função de segundo grau 
subamortecida, tendo como varáveis de entrada o 
rising time e o overshoot percentual desejados para 
resposta. Com esses parâmetros, são calculados o 
fator de amortecimento ߞ e a frequência natural de 
oscilação ߱௡. O desempenho desejável é dado por: 

 
஽ܶ = 1

ቀ ݏ߱
௡ቁଶ + ߞ2 ݏ߱

௡ + 1
                         (7) 

 
Entretanto, em alguns casos, não se pode consi-

derar, diretamente, o desempenho desejado para a 
resposta de y frente o sinal r, uma vez que existem 
fatores que podem limitar o desempenho da resposta, 
como tempo morto e polos e zeros positivos.  

Assim, torna-se necessário a utilização de uma 
fatoração, denominada fatoração Blaschke, que sepa-
ra os fatores de fase mínima e fase não mínima do 
modelo G. Esta fatoração permite calcular o desem-
penho alcançável do sistema levando em considera-
ção fatores de fase não mínima. Para o caso genérico, 
onde a planta possui tanto polos e zeros positivos, o 
desempenho alcançável é dado pela expressão: 

 
஺ܶ = ⋄ை,௭ܤை,௭ܤ ܫൣ(0) − ܫ) − ஽ܶ)ܤூ,௣⋄  ூ,௣൧     (8)ܤ(0)

 
sendo ܤை,௭ e ܤூ,௣ respectivamente, os zeros de saída e 
os polos de entrada da fatoração Blaschke. O opera-
dor ܤ⋄ denota a pseudoinversa de ܤ (Trierweiler, 
2003). 

3   Metodologia 
3.1 Estudo de Caso: planta de tanques esféricos 

O processo a ser identificado será uma adaptação 
da planta de Johansson (1998), trocando os tanques 
cilindros por esféricos. A planta possui duas vazões 
de entrada, F1 e F2, e duas válvulas com abertura x1 e 
x2, que dividem o fluxo conforme a Figura 2. Para o 
caso em que se controlam somente as alturas dos 
tanques inferiores, h3 e h4, caracterizando um sistema 
quadrado 2 por 2, há duas faixas de operação em que 
se pode operar: 

 
1. Quando a alimentação é dita direta, onde x1 e x2 são menores que 0,5. Essa faixa não a-

presenta zeros de transmissão positivo, sen-
do assim de fase mínima. 

2. Quando a alimentação é dita indireta, onde 
x1 e x2 são maiores que 0,5. Essa faixa apre-
senta zero de transmissão positivo, sendo 
assim de fase não mínima. 
 

 
Figura 2. Planta 4 tanques. 

 
O balanço de massa deste sistema é dado pelas 

Equações (9), (10), (11) e (12) em que Di e Ri são, 
respectivamente, o diâmetro e o coeficiente de des-
carga de cada tanque. 

 
dhଵ
dt =  xଵ  Fଵ − Rଵඥhଵ

π. hଵ(Dଵ − hଵ)                        (9) 
dhଶ
dt =  xଶ  Fଶ − Rଶඥhଶ

π. hଶ(Dଶ − hଶ)                     (10) 
dhଷ
dt = (1 − xଶ)Fଶ + Rଵඥhଵ − Rଷඥhଷ

π. hଷ(Dଷ − hଷ)       (11) 

dhସ
dt = (1 − xଵ)Fଵ + Rଶඥhଶ − Rସඥhସ

π. hସ(Dସ − hସ)       (12) 
 
Todos os tanques possuem diâmetro de 25 cm e 

os coeficientes de descarga foram obtidos experi-
mentalmente (Paim, 2009). Os valores estão na Tabe-
la 1. 
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3.2 Simulação 
Para este estudo, dois pontos de operação, simé-

tricos, conforme Tabela 2, foram utilizados para 
obter os modelos lineares da planta, sendo um de 
fase mínima e outro de fase não mínima. 

 
Tabela 1. Coeficientes de Descarga 

Tanque Coeficiente de Descarga 
(l/min.cm0,5)  

1 0,8179 
2 0,8185 
3 0,9573 
4 0,9595 

 
Cada modelo foi simulado 50 vezes, gerando si-

nais diferentes em cada iteração. Como perturbação, 
foi utilizado um mesmo sinal GBN (Generalized 
Binary Noise) (Tulleken, 1990), em cada variável de 
entrada, com amplitude de 1 l/min, um switching 
time de 300 segundos e com 80% de possibilidade de 
manter o mesmo nível a cada switching time. Os 
sinais foram adaptados para que sejam correlaciona-
dos para a direção [1 1] e sua ortogonal [1 -1] que 
são, aproximadamente, as direções de maior e menor 
ganho dos modelos de fase mínima e não mínima.  

Tabela 2. Pontos de Operação 
Ponto 

Operação X1 X2 F1 (l/min) 
F2 (l/min) 

Fase  
Mínima 0,45 0,40 4,00  3,50 

Fase Não 
Mínima 0,55 0,60 4,00 3,50 
 
Além disso, com intuito de tornar a simulação 

mais próxima de um caso real, foram somados, em 
cada variável de saída, dois sinais: 

 
1. Ruído branco, caracterizando possíveis 

ruídos de medição, com amplitude de 
até 0,1 cm. 

2. Ruído colorido, caracterizando distúr-
bios não medidos da planta, formado 
por um sinal GBN filtrado por uma 
função de transferência sobreamorteci-
da, com amplitude de até 0,05 cm e 
switching time de 600 segundos. 

 
Para cada variável de saída foi criado um ruído 

branco e um ruído colorido diferente. 
 

3.3 Identificação 
Uma vez que se deseja um modelo mais comple-

to possível para aplicação em um MPC, os modelos 

identificados serão gerados a partir de um método de 
estimação para sistemas MIMO. 

 Dentre as possibilidades, será utilizado o méto-
do de erro de predição, PEM (Prediction Error Me-
thod), utilizando a estrutura ARX (AutoRegressive 
with eXogeneous input) com polinômios de 3ª ordem 
(Ljung, 1999).  

A estrutura ARX foi escolhida, pois apresenta 
uma solução analítica, o que resulta em um pequeno 
custo computacional, com uma função objetivo con-
vexa (mínimos quadrados). Isso garante uma solução 
única, pois a função objetivo sempre atingirá seu 
mínimo global. 

Já a ordem do polinômio foi definida utilizando 
a análise dos Valores Singulares da Matriz de Hankel 
(Katayama, 2005) obtidas através dos dados simula-
dos, em que cada valor singular indica a energia que 
cada estado contribuí no modelo. Através da compa-
ração de ߪ௜ ⁄௜ାଵߪ  para ݅ = 1, 2, …, em que ߪ represen-
ta o conjunto de valores singulares obtidos, a ordem 
do modelo é dada por ݅ em que a razão ߪ௜ ⁄௜ାଵߪ  é 
máxima (Yin et al., 2011). 

 
3.4 Erro das Métricas 

Para contabilizar o erro das métricas avaliadas 
entre o modelo real e os identificados, com e sem a 
função peso, serão utilizadas a Raiz do Erro Médio 
Quadrático, RMSE (Root Mean Square Error) e a 
Raiz do Erro Médio Quadrático Normalizado, NRM-
SE (Normalized Root Mean Square Error), conforme 
Equações (13) e (14). 

 

୑ୗୖܧ =
ට∑ൣ݌௜൫ܺ௥௘௙೔ − ௜ܺ൯൧ଶ

N                  (13) 

୒ୖ୑ୗܧ = 1 −
ට∑ൣ݌௜൫ܺ௥௘௙೔ − ௜ܺ൯൧ଶ

ට∑ൣ݌௜൫ܺ௥௘௙೔ − ݉݁ܽ݊(ܺ௥௘௙)൯൧ଶ   (14) 

 
em que ݌௜  é o valor da função peso, ܺ௥௘௙೔  o valor da 
métrica do modelo real, ݉݁ܽ݊(ܺ௥௘௙) a média de 
todos os valores de referência, ௜ܺ o valor da métrica 
do modelo identificado e ܰ o número de pontos 
avaliados.  
 

O cálculo do RMSE tem como finalidade avaliar 
o erro absoluto entre os valores das métricas identifi-
cadas com o do processo real, tendo seu resultado 
variando de zero até Inf. Já o NRMSE leva em con-
sideração a escala dos valores, informando assim o 
quão relativamente próximo eles estão. Seus valores 
variam de um até -Inf. 

4   Resultados e Discussões 
Através da linearização do conjunto de equações 

diferenciais, utilizando os pontos de operações da 
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Tabela 2, foram obtidos os modelos a serem 
simulados e posteriormente identificados. Os 
modelos de fase mínima ܩெ e de fase não mínima ܩே 
são dados respectivamente pelas Equações (15) e 
(16). 

 
ெܩ = ቎

ଷ,଼ଷ
଺,ଵହହ௫ଵ ల௦ೞାହଷ଼଴௦ାଵ

ହ,ଵଵ
ଷ଻ଶଽ௦ାଵ

ସ,ଷ଴
ଷ଻଻଼௦

ଷ,ଵଷ
ଷ,ଶ଴ଷ௫ଵ଴ల௦మ ସ଺ଶ଺௦ାଵ

቏ (15)  
 

ேܩ = ቎
ସ,ଷଶ

ଵ,଴଴଻௫ଵ଴ళ௦ೞା଺ସସ଺௦ାଵ
ଷ,ଵସ

ଷ଻ଽ଴
ଷ,଼ଵ

ଷ଻ଶ଼
ହ,଴଼

଼,ଽ଴ଷ௫ଵ଴ల௦మ ଺ଵଵ଺௦ାଵ
቏ (16)  

 
4.1 Cálculo da Função Peso 

Uma vez que se conhece os modelos reais (15) e 
(16), o peso será obtido a partir deles. O desempenho 
desejado foi cálculado de forma que a resposta do 
modelo de fase mínima, em malha fechada, seja igual 
a 980 segundos, 10 vezes mais rápido que o tempo de 
subida do modelo em malha aberta, com um 
overshoot de 5%. O mesmo desemepnho desejável 
foi utilizado para a obtenção da função peso do 
modelo de fase não mínima.  
 
 
 
 
 
 
 
 
 
 
 
 

Figura 3. Funções Peso 
As funções foram normalizadas para que os va-

lores fiquem em um intervalo de 0 a 1. É possível 
observar, na Figura 3, que, devido à fatoração Blas-
chke, a função peso calculada a partir do modelo de 
fase não mínima sofre uma alteração, aumentando o 
range de frequências de maior importância para o 
controle da planta. 

 
 
 
 
 
 
 
 
 
 
 

4.2 Qualidade da Identificação: Sistema de Fase 
Mínima 

As métricas dos 50 modelos identificados, bem 
como as do modelo ܩெ, podem ser observadas na 
Figura 4. Nela, é possível concluir que a técnica de 
identificação conseguiu captar, de forma eficiente, os 
valores singulares em todo espectro de frequências 
analisadas.  

Já para o RGA, as faixas de maior frequência ti-
veram bons resultados, porém, existem erros associ-
ados ao estado estacionário.  

As Tabelas 3 e 4 apresentam, respectivamente, o 
RMSE e o NRMSE médio dos 50 modelos para os 
valores singulares e para o RGA, com e sem a utili-
zação da função peso.  

Tabela 3. Cálculo RMSE – Fase Mínima 

Métricas RMSE sem 
Função Peso 

RMSE com 
Função Peso 

Valores 
Singulares 

0,1863 0,0232 
0,0878 0,0123 

RGA 0,0839 0,0089 
 

Os resultados mostram que, ao utilizar a função 
peso, o erro absoluto entre o modelo real da planta e 
os modelos identificados cai significativamente para 
ambas as métricas, sendo o resultado mais evidente 
para o RGA. 

Tabela 4. Cálculo NRMSE – Fase Mínima 

Métricas NRMSE sem 
Função Peso 

NRMSE com 
Função Peso 

Valores 
Singulares 

0,9462 0,9734 
0,8365 0,9614 

RGA 0,8340 0,8237 
 

Os valores da Tabela 3 mostram que o erro rela-
tivo é mantido com exceção do segundo valor singu-
lar que apresentou uma melhora significativa.  

 
 
 
 
 
 
 
 
 
 
 
 
 

 Figura 4. Análise do Sistema de Fase Mínima – Valores Singulares (esquerda) e RGA (direita). 
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Figura 5. Análise do Sistema de Fase Não Mínima – Valores Singulares (esquerda) e RGA (direita). 
 

Desta forma, para o desempenho escolhido para 
a malha de controle, os resultados indicam que os 
modelos identificados são melhores do que o poder-
se-ia dizer ao se avaliar os modelos em toda a faixa 
de frequência.  
 
4.3 Qualidade da Identificação: Sistema de Fase 
Não Mínima 

Analisando somente os valores singulares, não é 
possível identificar alguma característica da influên-
cia do zero positivo, uma vez que, comparando os 
modelos reais de fase mínima e não mínima, perce-
be-se que os valores singulares estacionários são os 
mesmos, apresentando uma pequena diferença de 
comportamento à medida que as frequências aumen-
tam. Os resultados dos modelos identificados poderi-
am levar, erroneamente, a conclusão de que as per-
turbações não excitaram, de forma suficiente, a dire-
ção de menor ganho. 

Já ao analisar o RGA, é possível observar que, 
dos 50 modelos identificados, 31 não conseguiram 
captar o mesmo emparelhamento (sinal de λ11 no 
estado estacionário). Além disso, nesses modelos, 
não houve a inversão do sinal de um dos elementos 
RGA, o que acontece no modelo real da planta.  

Tabela 5. Cálculo RMSE – Fase Não Mínima 

Métricas RMSE sem 
Função Peso 

RMSE com 
Função Peso 

Valores 
Singulares 

2,7098 2,3682 
0,5820 0,4602 

RGA 2,8860 0,7658 
 
Calculando os zeros dos modelos identificados, 

os 19 modelos que apresentaram o mesmo sinal esta-
cionário e a sua inversão à medida que a frequência 
aumenta, são aqueles em que o processo de identifi-
cação conseguiu captar o zero positivo. Como um 
controlador MPC precisa de modelos que contenham 
todas as características principais de um sistema, o 

cálculo do RMSE e do NRMSE foram feitos consi-
derando somente esses modelos. 

A Tabela 5 mostra uma melhoria não tão signifi-
cativa frente aos resultados da Tabela 3. Isso pode 
ser atribuído a dois fatores: uma maior faixa de fre-
quências com maior peso para sistemas de fase não 
mínima e a erros mais significativos na região de 
maior peso. 

Tabela 6. Cálculo NRMSE – Fase Mínima 

Métricas NRMSE sem 
Função Peso 

NRMSE com 
Função Peso 

Valores 
Singulares 

0,1949 - 0.1852 
0.0253   0.1636 

RGA -2,3024 - 0,6060 
 
Já a Tabela 6 indica que, apesar da diminuição 

do erro absoluto, os modelos identificados continuam 
apresentando uma aderência ruim ao modelo real da 
planta, com e sem a utilização da função peso. Desta 
forma, para esse sistema, se faz necessário uma téc-
nica de identificação que seja capaz de captar mais 
eficientemente o zero positivo.  

5   Conclusão 
A escolha de uma métrica que contenha o maior 

número de informações é de grande importância ao 
se avaliar modelos identificados. Os resultados mos-
tram que a análise dos valores singulares não é capaz 
de captar zeros positivos da planta, característica que 
afeta diretamente o desempenho de um controlador. 
Tal avaliação se torna mais eficiente ao se utilizar a 
matriz de ganhos relativos RGA como métrica de 
qualidade.  

Também fica claro que sistemas com zero posi-
tivo necessitam de um projeto de perturbação em que 
a planta seja excitada de forma mais eficiente, de 
forma que os dados sejam mais informativos e possi-
bilitem uma melhor identificação do sistema. Parâ-
metros como tempo de duração das perturbações e os 
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seus respectivos switching times podem ser melhora-
dos para que causem maiores efeitos nas variáveis de 
saída. Outra possibilidade para aumentar os efeitos 
nas varáveis de saída é a utilização de maiores ampli-
tudes de sinal para a direção em que a planta apre-
senta seu menor ganho (menor valor singular). 

Além disso, a utilização da função peso se mos-
trou uma importante ferramenta ao analisar os mode-
los identificados, uma vez que permite avalia-los 
tendo como enfoque o controle da planta. Desta for-
ma, modelos que poderiam não servir para controle, 
podem ser suficientemente bons nas faixas de fre-
quências do controlador. Da mesma forma, modelos 
aparentemente bons podem ser pouco informativos 
em frequências importantes. 
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