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Abstract— In this paper, we propose an adaptive algorithm to estimate the Transformed Autoregressive

Moving Average (TARMA) model parameters in order to capture the autocorrelation function and the cumulative
density function of the desired network traffic trace. We compare the performance of the proposed model to those
of the autoregressive model and of the transformed model in terms of mean, variance, moments, autorrelations
and probability density function. A transmission link composed of a single server with buffer is also simulated,
which proves the efficiency of the proposed model in describing real traffic traces. The simulations carried out in
this work show that the adaptive model results are superior in general compared to those autoregressive models
in the literature, presenting a lower computational complexity.

Keywords— Adaptive Statistic Model, Transformed Autoregressive Model, Time Series.

Resumo— Neste trabalho, propomos um algoritmo para estimar adaptativamente os parametros de um modelo
ARMA Transformado (TARMA - Transformed Autoregressive Moving Average) de tal forma a capturar a fungao
de autocorrelagdo e a fungdo de distribuicdo acumulada de séries de tréafego de redes reais. Comparamos o
desempenho da modelagem proposta com os dos modelos autorregressivo e transformado tradicional em termos
de média, variancia, momentos, autocorrelagoes e fungoes de distribuicdo de probabilidade. Também realizamos
simulagdes de um enlace de transmissdo com servidor para verificar a eficiéncia da modelagem proposta em
gerar e descrever séries de trafego de redes. As simulacoes efetuadas mostram que os resultados da modelagem
adaptativa proposta em geral sdo superiores aos dos modelos autorregressivos existentes na literatura, com uma

complexidade computacional reduzida.

Palavras-chave—
tética.

1 Introdugao

O estudo de modelos estatisticos para geracao
de dados sintéticos é de fundamental importancia
para a modelagem e simulagao de fendmenos na-
turais. Alguns trabalhos destacam essa importan-
cia, como o estudo do trafego de rede para o pa-
radigma maquina-a-maquina (Laner et al., 2013),
verificagdo de anomalias no trafego de rede base-
ado em predigao para identificagao de anomalias
e ataques maliciosos (Wang, 2015), andlise de de-
sempenho de preditores de trafego de rede na nu-
vem, o qual inclui o modelo ARMA (Autorregres-
sive Moving Average) como preditor (Dalmazo
et al., 2017).

O modelo autorregressivo de médias moveis
transformado (TARMA- Transformed ARMA))
(Laner et al., 2014) consiste de uma varia-
¢ao do modelo autorregressivo de médias méveis
(ARMA), o qual acrescenta a capacidade de mode-
lar a fungao de autocorrelacdo (ACF) e a funcéo
de distribuigdo acumulada (FDA) da série tem-
poral desejada, através de um filtro linear e uma
transformagao polinomial.

Os autores em (Laner et al., 2014) mos-
tram que o modelo TARMA apresenta resulta-
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dos em termos de Fungao de Distribuicao de Pro-
babilidade (FDP) e ACF préximos ao trifego
real. Entretanto, estes autores nao apresentaram
comparagoes com outros modelos da literatura,
como por exemplo o modelo ARMA tradicional
(Montgomery et al., 2015). No modelo TARMA
sao efetuadas uma regressao polinomial e uma, es-
timacdo dos parametros do modelo ARMA con-
tendo todos os dados da série temporal. A re-
gressao polinomial e a estimacao de parametros
podem demandar um alto custo computacional e
inviabilizar seu uso em aplicagoes de tempo real.
Devido a tais caracteristicas, objetivamos neste
trabalho propor um modelo adaptativo baseado
no modelo TARMA.

Este trabalho estd organizado da seguinte
forma: Na secao 2, apresentamos o modelo
TARMA. Na se¢ao seguinte, apresentamos uma
proposta de algoritmo para encontrar a funcgao
de distribuicao acumulada aproximada. Na se¢ao
4, apresentamos o algoritmo TARMA adaptativo
proposto neste trabalho. Na sequéncia, apresen-
tamos as simulacoes e os resultados obtidos. Por
fim, concluimos este trabalho.
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2 Modelo ARMA Transformado

O modelo TARMA (Transformed ARMA) é
constituido por 3 processos independentes para
modelar a série temporal. O primeiro é a gera-
¢ao de uma série temporal descorrelacionada no
tempo, sendo uma varidvel aleatoria normal com
média 0 e variancia 1. O segundo processo é
um filtro linear invariante no tempo e o terceiro
e ultimo processo, € a transformagao polinomial
da saida do filtro linear. Ao final destas etapas
espera-se gerar uma série sintética com as mesmas
caracteristicas da série real.

2.1 Transformacao Polinomial

A transformacao polinomial, dltima etapa re-
alizada no algoritmo TARMA, realiza a conversao
da Fungao de Distribuicao Acumulada qualquer
da varidvel Y[n] na FDA da série real a ser sinte-
tizada. Assim, podemos escrever a transformacao
polinomial como sendo (Allen, 2014),

(Fy(Y[n])) =p,(Y[n]) (1)

onde F ! ¢ fungao inversa da FDA da varidvel Z
e Fy, a FDA da varidvel Y. Escrevendo a Equacao
1 na forma polinomial, temos,

=r!

z

Z[n]

Ainda de acordo com a Equagao 1, para se re-
alizar a transformacao de FDA é necessario a ob-
tencao da Funcdo de Distribuicao Acumulada da
varidvel Y [n], a qual representa um varidvel alea-
téria normal com média zero e variancia 1 (Laner
et al., 2014). Assim, temos a seguinte expressao
para Fy(Y[n]) (Montgomery et al., 2015):

)

3 Funcgao da Distribuicao Acumulada

1 Y
(Y[n]) [1 + erf(
Inversa Discreta Adaptativa

3 NG 3)

Nesta se¢ao, propomos um algoritmo para cal-
cular adaptativamente a Fungao de Distribuigao
Acumulada aproximada através do calculo do his-
tograma da série a ser sintetizada.

Seja Z[n] a série temporal normalizada a ser
sintetizada, contida no intervalo [0,1]. Ao fraci-
onarmos esse intervalo em N partes iguais, obte-

wfd) )|

Com o intervalo dividido, podemos calcular a
quantidade de ocorréncias de valores da série tem-
poral Z nestes intervalos, ou seja,

1
N

12
N'N

0,1] = [o, % x] (4)

Vz = [vi, v2, ..., UN] (5)
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onde, v; representa quantos valores da série que se
encontram no intervalo [(¢ — 1)/N,i/N]. Como a
probabilidade de um evento ocorrer pode ser vista
como a quantidade de ocorréncia de um deter-
minado evento dividido pela quantidade total de
ocorréncia do conjunto universo em anélise, po-
demos obter através da divisao do vetor Vz pelo
tamanho total da série temporal, uma aproxima-
¢ao da Funcao de Distribuicao de Probabilidade,
com N — oo.

Através de Vz, obtemos o histograma acumu-
lado fj, como sendo,

k
v = Z'Ui
i=j

Dividindo a Equacao 6 pela quantidade total de
amostras, obtemos a Funcao de Distribuicao Acu-
mulada, ou seja,

(2)'[]017 far s fN]

onde L é a quantidade total de amostras da série
temporal utilizadas para realizar o histograma.

Uma vez obtida a Equagao 7, podemos forma-
lizar o Algoritmo da FDA Inversa Adapta-
tiva, como se segue,

(6)

F= (7)

Passo 1: Inicialize todos os valores do vetor
V iguais a zeros, v; =0 para¢=1,..., N.

Passo 2: Inicialize o vetor F , de tamanho N,
sendo igual a zero, f; =0 parai=1,...,N.

Passo 3: Inicialize a quantidade de amostras
utilizadas L como sendo igual a zero, L = 0.

Passo 4: Encontre o intervalo no qual a
amostra Z[k] se encontra.

- |2

1/N
Passo 5: Atualize a quantidade de ocorrén-
cia do intervalo no histograma V; ,

(8)

v =0, + 1 (9)
Passo 6: Atualize o histograma acumulado,
através da seguinte equacao:

fzzfz—i-l ZZ’I",,N (10)
Passo 7: Atualize a quantidade de amostra

utilizadas L = L + 1.

Passo 8: Calcule uma estimativa, para a
FDA inversa, através da seguinte equagao:

(L d— fe—l)
(fe - fefl)
onde d é o valor para o qual se deseja ava-

liar a fungao e e o valor inteiro da posigao do
intervalo para o qual d esta contido.

F7Hd) = (e—1)+ (11)



e Passo 9: Retorne ao Passo 4 na préxima ite-
racao, até o fim de todas iteragoes.

Com o algoritmo da FDA Inversa Adaptativa
obtemos F_ ! com poucos cdlculos computacio-
nais, sendo a complexidade computacional deste
algoritmo da ordem de O(N).

4 Modelo TARMA Adaptativo

O modelo autorregressivo de médias moveis,
leva este nome por considerar como saida a mé-
dia das entradas anteriores (médias méveis), uma
constante 1 e médias das saidas do modelo nos
instantes anteriores (autorregressivo). Matemati-
camente, podemos representar o modelo ARMA
pela seguinte equagao:

ylt)+ar -yt —1]+...+ap-ylt —n] =p+
by - x[t] + ...+ by -zt —m] (12)
ou na forma vetorial,

AY =+ BX (13)

Nesta se¢ao, propomos um algoritmo para es-
timagao dos parametros do Modelo TARMA. Para
tal, inicialmente apresentamos uma equacao para

a média de um modelo ARMA.

4.1 Média do Modelo ARMA

Aplicando o operador esperanca matemaética
(média) na Equagao 12, obtemos:

Ely[t]] + ar - E[y[t = 1]] + ... + ap - E[y[t — n]] (14)
= E[u] + by - E[z[t]] + ... + by - E[aft — m]]

Considerando um filtro invariante no tempo temos

Ely[t]] = E[y[t — 1]] = .... Sabendo que X|n| re-
presenta um varidvel aleatéria normal com média
zero, logo, Elz[t]] = E[z[t — 1]] = ... = 0. Rees-

crevendo a Equacao 15, obtemos a expressao da
média do modelo ARMA,

1

Elylt] = I4+a1+...+apn)

(15)

Neste trabalho, com o objetivo de se obter
uma varidvel normal Y [n] com média igual a zero,
fazemos p = 0.

4.2  Estimagdo Adaptativa dos Pardmetros

ARMA

Os autores em (Laner et al., 2014) apresen-
tam algoritmos de regressao polinomial para es-
timagdo dos parametros do modelo ARMA utili-
zando a quantidade total de amostras do trafego
de rede real. Neste trabalho, com o objetivo de es-
timar adaptativamente os pardmetros do modelo
ARMA, empregamos o algoritmo RLS (Recursive
Least Squares) (Farhang-Boroujeny, 2013).
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Reescrevendo a Equacao 12, temos:

ylt] = —ar -yt — 1] — ... —ap - y[t —n] +

by - z[t] 4+ ...+ by - x[t —m] (16)

Nota-se, que a Equacao 16 possui valores co-
nhecidos (Y e X) e valores que desejamos desco-
brir (A e B) para obtermos a resposta desejada
y[t]. Reescrevendo os parametros da Equagao 16,
temos,

HT = [al, cey Qp, bl, cey ,am] (17)
OT[t] = [~ylt—1],...,—y[t—n], z[t],..., z[t—m]|
(18)

Assim, obtemos a equacao para a saida do
modelo, ou seja,

yln] = " [t)0

Obtidos T e y[n], pelas Equagoes 18 e 19, apli-
camos o algoritmo RLS para obter os valores dos
parametros do modelo ARMA através da Equacao
17.

(19)

4.3 Obtengao dos Parametros da Transformagao
Polinomial

Podemos aplicar o algoritmo RLS para obter
também os parametros da transformagao polino-
mial. A seguir, descrevemos como isso pode ser
feito.

Ao expandirmos a Equacao 2, obtemos:

Z[n) = po-(Y[n]))’+p1-(Y[n])' +.. . +pp-(Y[n)"
(20)

A Equacao 20 possui valores conhecidos (Y

e Z) e valores que desejamos descobrir (p; para

i =0,...,P) para obtermos a resposta desejada
Z[t]. Reescrevendo os parametros da Equagao 20,
temos,

911; = [p07 [ pP] (21>
e

e lt] = 1Y [)°, (Y[a))', ... (Y[RDT] (22)

Assim, obtemos a equagao para a resposta es-
timada, ou seja,

ZIn] = o [t)6p. (23)

Através do Algorimo da FDA inversa Adapta-
tiva e da Equagao 3, obtemos a resposta desejada,

Zln) = F(F,(Y[n])) (24)

z Y

Com as Equagoes 21, 22 e 24, podemos aplicar
o algoritmo RLS e a cada iteragao obteremos a es-
timativa dos parametros do polinémio p, através
da Equacao 21.

Utilizando o algoritmo para obtencao do po-
linébmio através do algoritmo da FDA Inversa
Adaptativa e da regressao polinomial pelo al-
goritmo RLS, podemos formalizar o algoritmo
TARMA Adaptativo.
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Passo 1: Efetuar o algoritmo RLS para
obtencao dos parametros do filtro adapta-
tivo ARMA cuja complexidade computaci-
onal tem ordem O(n?) (Farhang-Boroujeny,
2013).

Passo 2: Efetuar o algoritmo da FDA In-
versa Adaptativa para obter a inversa da
FDA do fluxo de trafego de rede Z cuja com-
plexidade computacional tem ordem O(N).

Passo 3: Efetuar o algoritmo RLS para ob-
tencao dos parametros do polindbmio atra-
vés da Equacao 3 e da inversa obtida no
Passo 2. A complexidade computacional do
algoritmo RLS tem ordem O(n?) (Farhang-
Boroujeny, 2013).

Passo 4: Gerar uma amostra da varidvel
Normal N/ (0, 1), efetuar a filtragem e a trans-
formacao polinomial para gerar amostras do
trafego sintético cuja complexidade computa-
cional tem ordem O(P).

Passo 5: Retornar ao Passo 1, na préxima
iteracao, até o fim de todas iteracoes.

O algoritmo TARMA Adaptativo apresenta
uma complexidade computacional de ordem
O(2n? + N + P) = O(n?), onde n é a ordem do
filtro utilizada no algoritmo RLS.

Na sequeéncia, apresentamos os resultados ob-
tidos dos modelos considerados para séries de tra-
fego reais e descrevemos como foram realizadas as
simulagoes

5 Simulagoes e Resultados

As simulacoes foram realizadas levando em
conta os modelos ARMA, TARMA e o modelo
adaptativo TARMA proposto. As séries de tra-
fego utilizadas neste trabalho foram o trafego de
rede TCP/IP Waikato VIII 20110520-000000-0
(WITS, 2014) coletado na comunicagio entre a
Universidade de Waikato e o resto do mundo com
escala de agregacao de 10ms e o trafego de rede
SNU20100315 (Kim, 2011) obtido na rede sem
fio WiMAX da Universidade Nacional de Seoul.
Neste trabalho, nomearemos esses trafegos de rede
como Waikato e SNU, respectivamente.

Na comparagao dos algoritmos, avaliamos os
resultados em termos de média, variancias, mo-
mentos até a quarta ordem, fungao de distribui-
¢ao de probabilidade, autocorrelacao normalizada
e relagdo pico/média. Para comparar a FDP e a
ACF das séries sintéticas em relacao ao trafego
real, calculamos o erro quadréatico médio (EQM).

Na Figura 1, visualizamos os resultados ob-
tidos para a FDP dos trafegos de rede agregados
em 10ms. Os resultados indicam que todas as sé-
ries apresentaram maiores valores para a FDP no
intervalo entre 0 e 0,4, com destaque para a FDP
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do modelo ARMA, o qual apresentou os valores
mais dispersos em comparacao a FDP do trafego
real. Destaca-se que as FDP do modelo TARMA
e do modelo proposto mostram valores de proba-
bilidade préximos ao desejado (do trafego real).

—Real
— — ARMA

| Proposto |
| —-—-TARMA

FDP Empirica

0.8 1

Série

Figura 1: Funcao de Distribuicao de Probabili-
dade para a Série Waikato, agregada na escala de
10ms.

Os resultados para a funcao de autocorrela-
¢ao obtidos para o trafego Waikato agregado na
escala de 10ms podem ser visualizados na Figura
2. Nota-se que assim como os resultados da FDP,
o modelo ARMA apresentou valores mais disper-
sos do desejado em comparagdo ao TARMA e o
proposto. Destaca-se que para valores de atraso
maiores que 20, o modelo proposto apresentou va-
lores mais proximos da ACF da série real.

154
©
a

o
©

— Real
— — ARMA
Proposto

o
o
a

o
™
T

Autocorrelagao
o
3
o

o
3

o
1)
a

o
o

o

100

Figura 2: Autocorrelagdo com atraso até 100
amostras para a Série Waikato, agregada na es-
cala de 10ms.

A Tabela 1 mostra os resultados estatisticos
das séries sintéticas e real na escala de 10ms.
Os valores mais proximos em relagdo ao trafego
real para as estatisticas de média, de varian-
cia e de momentos foram obtidos pelo modelo
TARMA, seguidos pelo modelo Proposto e pelo
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modelo ARMA. Destaca-se, que apesar do algo-
ritmo TARMA utilizar todos os dados do fluxo de
rede real para estimar seus paradmetros, o mesmo

apresentou valores estatisticos semelhantes aos do
algoritmo TARMA adaptativo.

Tabela 1: Dados Estatisticos para a Série Wai-
kato, agregada na escala de 10ms.

Real ARMA | TARMA | Proposto

Média 0,2083 | 0,1572 0,2076 0,1938
Variancia 0,0188 | 0,0051 0,0187 0,0162
2° Momento | 0,0622 | 0,0409 0,0618 0,0537
3° Momento | 0,0239 | 0,0076 0,0234 0,0191
4° Momento | 0,0111 | 0,0024 0,0106 0,0081
EQM FDP 0 8,1634 | 0,0038 0,0646
EQM ACF 0 4.284,5 1.471,9 309,3
Pico/Média | 4,7999 | 3,3037 3,8614 4,4148

Os resultados do erro quadrédtico médio da
FDP e da ACF na Tabela 1 indicam valores mais
proximos do desejado pelo algoritmo TARMA
proposto, seguidos do TARMA e do ARMA.

Os resultados obtidos para a relagao
Pico/Média na Tabela 1 indicam valores préximos
ao do tréfego de rede real para o modelo TARMA
adaptativo, seguidos dos modelos TARMA e do
ARMA.

5.1 Simulacdo de Enlace de Transmissio com
Buffer

Para verificar se o comportamento das séries
sintéticas é semelhante ao da série de trafego real,
realizamos a simulagao de um enlace de transmis-
sdo de um servidor simples, onde o trafego de rede
¢ dado como entrada do servidor.

— Real
— — ARMA
Proposto

—-—-TARMA

Taxa de Perda (%)

Tamanho do Buffer

Figura 3: Taxa de Perda (%) no buffer em relacao
ao tamanho maximo da fila para o trafego Waikato
com escala de agregacao de 10ms e n = 0.6

A Figura 3 apresenta os resultados para a
Taxa de Perda (%) em relagdo a variagao do ta-
manho méximo do buffer B, onde quanto maior o
valor de B menor sera a Taxa de Perda, explicada
pela maior capacidade de armazenamento de da-
dos. Nota-se que os modelos TARMA e o modelo
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proposto apresentaram valores semelhantes aos do
trafego de rede real, enquanto os valores mais dis-
persos foi obtido pelo modelo ARMA. Observa-se
que o modelo proposto produziu valores mais proé-
ximos do real.

100

—Real

— — ARMA
Proposto
—-—-TARMA

90

80

70

60

50

40

30

Tamanho Médio da Fila (%)

20

0.2 0.3 0.4
Capacidade do Enlace

0.1 0.5 0.6

Figura 4: Tamanho Médio da fila no buffer em
relagao a capacidade de transmissao do enlace n
para o trifego Waikato com escala de agregacao
de 10ms e B = 0.6.

A Figura 4 apresenta os resultados para o Ta-
manho Médio da Fila (%) em relagdo & variacao
da capacidade do enlace de saida n. O compor-
tamento apresentado pelo modelo proposto e pelo
modelo TARMA foram os mais préximos da sé-
rie real, enquanto o modelo ARMA apresentou
valores inferiores para quase todos os valores de
capacidade.

Tabela 2: Dados Estatisticos para a Série SNU
agregada na escala de 100ms.

Real ARMA | TARMA | Proposto

Média 0,6352 | 0,6016 0,6398 0,6356
Variancia 0,0231 | 0,0125 0,0217 0,0142
2° Momento | 0,4266 | 0,3744 0,4310 0,4182
3° Momento | 0,2949 | 0,2355 0,2818 0,2989
4° Momento | 0,2088 | 0,1495 | 0,2122 0,1941
EQM FDP 0 3,2525 | 0,6019 0,1571
EQM ACF 0 1.507,2 1.502,2 1.333,2
Pico/Média | 1.5742 | 1,4194 | 1,4194 1,4830

Os resultados estatisticos obtidos para o tra-
fego de rede SNU podem ser visualizados na Ta-
bela 2. Os valores mais préximos de média, 4°
momento e Pico/Média em relacgdo ao tréfego real
foram obtidos pelo algoritmo proposto, seguidos
pelo algoritmo TARMA. Os valores mais préximos
do desejado de variancia, 2° e 3° momentos fo-
ram obtidos pelo modelo TARMA. Nota-se que os
valores mais dispersos foram obtidos pelo modelo
ARMA. Destaca-se os menores erros quadraticos
da FDP e ACF obtidos pelo modelo adaptativo.

Na Figura 5 podemos visualizar os resultados
da Taxa de Perda para o trafego SNU. Observam-
se comportamentos semelhantes obtidos pelos mo-
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— Real

— — ARMA
Proposto
—-=-TARMA

Taxa de Perda (%)

0.5 1 1.5
Tamanho do Buffer Normalizado

Figura 5: Taxa de Perda no buffer em relagao ao
tamanho do Buffer para o trafego SNU com escala
de agregacao de 10ms e n = 0.6.

delos TARMA e proposto, com valores mais dis-
tantes do real obtidos pelo modelo ARMA.

Ao analisarmos os resultados para a simula-
¢ao do enlace de transmissao, notamos que de
forma geral, o modelo proposto apresenta com-
portamento semelhante aos fluxos de trafegos re-
ais, indicando que as amostras sintéticas podem
ser utilizadas em simulacoes para representar as
séries desejadas.

Realizamos simulagoes com varias outras sé-
ries de trafego de rede onde constatamos de-
sempenho semelhante dos modelos considerados
neste trabalho para essas séries. Entre essas sé-
ries de trafego estao: trafego de rede da Bellcore
(Bellcore-Aug89) (SIGCOMM, 1993), tréfego de
rede da Digital Equipment Corporation (Dec-Pkt-
2) (SIGCOMM, 1993), etc.

6 Conclusao

Neste trabalho, propomos um algoritmo para
estimar adaptativamente os parametros do mo-
delo TARMA para geracao de séries temporais
sintéticas de forma a capturar a autocorrelagao
e funcdo de distribuicdo acumulada independen-
temente de séries de trafego reais.

Os resultados, de forma geral, mostraram que
os modelos TARMA e o modelo TARMA adapta-
tivo proposto apresentaram melhor desempenho
para modelar a fungao de autocorrelagao e fungao
de distribuicao de probabilidade em comparagao
ao modelo ARMA.

Observa-se na simulacao do enlace de trans-
missao que as séries sintéticas do modelo TARMA
e do modelo proposto apresentaram resultados se-
melhantes aos do trafego de rede real, com alguns
valores mais préximos do desejado para o mo-
delo proposto. Destaca-se que o modelo TARMA
necessita de todos as amostras da série real, en-
quanto o modelo proposto é realizado adaptativa-
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mente.

Para trabalhos futuros, objetivamos avaliar o
uso de outros algoritmos para obtengao do poliné-
mio e do filtro linear, com menores complexidades
computacionais.
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