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Abstract— Pedestrian detection is a specific case of object detection in computer vision that may save lives
when applied on intelligent vehicles. This application requires a precise detection that operates in real time,
keeping the number of false positives as minimal as possible. For this reason, in the past few years, many ideas
were explored and the new proposed methods based on robust deep learning architectures have shown considerable
improvement on the performance. However, detecting pedestrians far from the camera is still a challenging task
due to their small sizes on images. Because of this, there is a need to evaluate the effectiveness of those promising
approaches on avoiding or reducing traffic accidents that involve pedestrians. Thus, this paper aims to analyze
the applicability of the state-of-art methods for real urban scenarios, taking the braking dynamics of the vehicle,
hardware and software limitations into account.
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Resumo— Detecção de pedestres é um ramo espećıfico da detecção de objetos em visão computacional, e
tem o potencial de salvar vidas quando aplicada em véıculos inteligentes. Porém, essa aplicação exige detecção
em tempo real, precisa e com o mı́nimo de falsos positivos posśıvel. Durante os últimos anos, diversas ideias
foram exploradas e os recentes métodos propostos que utilizam arquiteturas robustas baseado em redes neurais
profundas mostraram um grande avanço nesta área, melhorando significativamente o desempenho das detecções.
Apesar desse progresso, a detecção de pedestres que estão distantes do véıculo continua sendo um grande desafio
devido a suas pequenas escalas na imagem, gerando a necessidade de avaliar se o desempenho dos métodos
atuais são suficientes para evitar ou atenuar os acidentes de trânsito que envolvam pedestres. Dessa forma, o
presente artigo busca analisar a aplicabilidade dos métodos estado-da-arte no contexto real de cenários urbanos,
considerando a dinâmica do véıculo durante a frenagem e as limitações atuais de hardware e software que o
sistema possui.

Palavras-chave— Detecção de Pedestres, Véıculos Inteligentes, Visão Computacional, Sistemas Embarcados.

1 Introdução

Durante os últimos anos, os acidentes automotivos
se tornaram uma importante causa de fatalidade,
onde, somente no ano de 2015 no munićıpio de São
Paulo, os pedestres representaram 42, 2% dos óbi-
tos (Companhia de Engenharia de Tráfego, 2016).
Devido a essas fatalidades, tanto as empresas au-
tomobiĺısticas quanto a comunidade cient́ıfica têm
contribúıdo para o desenvolvimento de sistemas
inteligentes (Advanced Driver Assistance System
e Pedestrian Protection Systems) que auxiliam o
motorista na tomada de decisões, com a finalidade
de evitar ou atenuar a gravidade dos acidentes de
trânsito que envolvam pedestres (Gerónimo e Ló-
pez, 2014). Além dos sistemas assistivos ao mo-
torista, há também os véıculos autônomos, que
poderão reduzir os acidentes de trânsito provoca-
dos por fatores humanos. No entanto, em ambos
sistemas, é crucial que o pedestre seja detectado
antecipadamente, para que a possibilidade do véı-
culo conseguir frear a tempo seja maior.

No trabalho de Johansson e Rumar (1971), os
autores mediram o tempo de reação dos condu-
tores em casos de frenagens bruscas e completa-
mente inesperadas no trânsito. Através dos ex-
perimentos realizados, os autores conclúıram que
o tempo médio de reação estimado em situações

inesperadas de frenagem é de 0, 9 segundos. A uti-
lização de sistemas inteligentes para detecção de
pedestres em véıculos traz benef́ıcios importantes,
como a capacidade de reduzir o tempo de reação
em comparação ao ser humano, o qual varia de-
pendendo da idade, sonolência, tempo em que está
dirigindo, consumo de bebida alcoólica, dentre ou-
tros.

Extensas pesquisas em detecção de pedestres
baseadas em visão computacional são realizadas
desde o final da década de 90, mostrando um
grande avanço nesta área. Mas, não se sabe a
eficácia e aplicabilidade dos métodos propostos
até o momento para evitar ou atenuar a gravi-
dade dos acidentes em aplicações automobiĺısticas.
Bem como, se a busca por melhores caracteŕıs-
ticas, métodos de classificação, exploração de in-
formações adicionais (profundidade e movimento),
dentre outros, é a direção correta a ser seguida
para que em um futuro próximo seja posśıvel so-
lucionar o problema de detecção de pedestres para
véıculos.

Neste trabalho, é proposta uma metodologia
para avaliar a aplicabilidade de um sistema de vi-
são computacional para detecção de pedestres em
um contexto de frenagem de um véıculo para evi-
tar colisões. Para isso, a velocidade e dinâmica
do véıculo, o tempo de reação e desempenho dos
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métodos de detecção são considerados.
O restante do artigo está organizado como se-

gue. A seção 2 apresenta o desempenho dos detec-
tores atuais. A metodologia utilizada para calcu-
lar as principais distâncias e escalas dos pedestres
que devem ser detectados em aplicações automo-
biĺısticas são apresentadas na seção 3. Os resul-
tados de um estudo de caso são apresentados na
seção 4. Uma discussão dos tópicos abordados é
realizado na seção 5. Uma proposta de sistema de
visão estéreo a ser considerada em trabalhos futu-
ros é apresentada na seção 6. Por fim, o artigo é
conclúıdo na seção 7.

2 Desempenho dos detectores

Durante os últimos anos, vários trabalhos têm sido
desenvolvidos para o problema de detecção de pe-
destres. Mas, devido ao uso de diferentes datasets,
variações nos protocolos de avaliação e complexi-
dade das diferentes propostas, a comparação di-
reta entre os métodos se torna dif́ıcil, e a maioria
dos trabalhos acabam apresentando apenas a sua
própria abordagem. Assim, com a finalidade de fa-
cilitar a comparação entre os métodos, alguns ben-
chmarks foram criados com suas próprias metodo-
logias de avaliação (Dalal e Triggs, 2005; Enzwei-
ler e Gavrila, 2009; Dollár et al., 2012; Geiger
et al., 2012; Zhang et al., 2017). Apesar de ainda
não haver um benchmark que englobe todos os
métodos de detecção de pedestre, eles facilitam a
busca pelo estado-da-arte.

Atualmente, os principais benchmarks são o
KITTI Vision Suite Benchmark, do Instituto de
Tecnologia de Karlsruhe e Instituto Tecnológico
Toyota, e o Caltech Pedestrian Detection Bench-
mark, do Instituto Tecnológico da Califórnia, pro-
postos em (Geiger et al., 2012; Dollár et al., 2009).
Em ambos, os métodos que estão mostrando ser
mais promissores em termos de desempenho (re-
call e precisão) são os que possuem arquitetu-
ras mais robustas que utilizam alguma forma
de redes neurais convolucionais, tais como (Du
et al., 2016; Cai et al., 2016; Li et al., 2015).

Para verificar em quais situações os métodos
falham, o benchmark da Caltech realiza a aná-
lise de desempenho em diferentes subconjuntos do
dataset, agrupando os pedestres de acordo com
sua escala, razão de aspecto e oclusão. A Figura
1 apresenta apenas os resultados da comparação
de desempenho entre os métodos para condições
gerais (todos os pedestres contidos no dataset)
e para as condições em que os métodos obtive-
ram maior dificuldade (escalas menores e oclusão
densa). Os demais resultados podem ser vistos no
Caltech Pedestrian Detection Benchmark 1.

Cada gráfico é composto pelos 15 métodos que
obtiveram melhor resultado, e os valores nas le-

1http://www.vision.caltech.edu/Image_Datasets/

CaltechPedestrians/

(a) Geral

(b) Escala média

(c) Escala pequena

(d) Oclusão densa

Figura 1: Resultados dos algoritmos avaliados
pelo Caltech Pedestrian Detection Benchmark no
dataset da Caltech, com atualização realizada em
Dezembro de 2016. (a) Desempenho absoluto rea-
lizado em todo dataset. (b) Pedestres com altura
entre 30 a 80 pixels. (c) Pedestres com altura
menor que 30 pixels. (d) Pedestres maiores que
50 pixels com oclusão densa (35 a 80% da área
oclusa). Fonte: Dollár et al. (2012).
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gendas representam a taxa de erro (miss rate =
1 − recall) de cada método para suas respecti-
vas condições, ou seja, a porcentagem de pedes-
tres que os detectores não conseguiram identificar.
Através da Figura 1(a), pode-se observar que o re-
sultado absoluto destes métodos ainda é precário,
pois, pelo menos metade dos pedestres não são
detectados. E, o maior desafio consiste em detec-
tar pedestres em escalas menores, ou seja, aqueles
que estão mais distantes da câmera (Figuras 1(b)
e 1(c)), assim como os pedestres que estão com 35
a 80% de seus corpos sob efeito de oclusão (Figura
1(d)).

Apesar da relevante evolução no desempenho,
ainda têm-se muito a melhorar. Recentemente,
Zhang et al. (2016) mostraram que os melhores
detectores ainda são inferiores, em todos os aspec-
tos, aos humanos. Além disso, esses métodos que
obtêm melhor desempenho possuem um alto custo
computacional, o que é indesejável para aplicações
automobiĺısticas devido a necessidade de execução
em tempo real. Em contrapartida, alguns auto-
res buscaram acelerar a taxa de execução atra-
vés de melhora nos métodos de computar carac-
teŕısticas, algoritmos de classificação, informações
de profundidade, etc. (Viola e Jones, 2001; Dol-
lár et al., 2014; Benenson et al., 2012a; Benenson
et al., 2012b). Dentre esses trabalhos, o VeryFast
proposto por Benenson et al. (2012b) se destaca
pelo fato de acelerar consideravelmente as taxas de
detecções (execução a 50 fps) e ao mesmo tempo,
manter a qualidade de desempenho sobre os detec-
tores estado-da-arte da época (Figura 2). Porém,
é importante notar que a avaliação foi realizada
no dataset do INRIA, que consiste em um con-
junto de imagens de pessoas em alta resolução,
com pouca variabilidade de escala e situações de
oclusão, o que torna a detecção menos desafia-
dora em relação ao dataset da Caltech, explicando
a baixa taxa de erro. Ademais, quando é reali-
zado a combinação do VeryFast com informações
de profundidade, o mesmo realiza detecções a uma
taxa de 135 Hz (Benenson et al., 2012b).

Figura 2: Resultado da avaliação de desempenho
(taxa de erro) vs. taxa de execução realizada em
imagens com resolução de 640 × 480 no INRIA
Pedestrian Dataset. Fonte: Dollár et al. (2014).

3 Metodologia

Os benchmarks existentes em detecção de pedes-
tres possibilitaram verificar a evolução dos méto-

dos propostos durantes os últimos anos, porém,
não é posśıvel saber se essa evolução é o suficiente
para aplicações automobiĺısticas. Dessa forma,
com o propósito de analisar se é posśıvel realizar
detecções de pedestres de forma a assistir o moto-
rista e evitar eventuais acidentes, foi realizado um
estudo para verificar a qual distância o pedestre
teria que ser detectado para que o véıculo consiga
frear a tempo. Para isso foi considerada também
a altura dos pedestres na imagem.

Primeiramente, calcula-se a distância total de
frenagem do véıculo:

Dt = Di +Dr +Ds +Df . (1)

onde, Di é a distância percorrida pelo véıculo du-
rante o tempo de aquisição de uma imagem, Dr

é o tempo de reação do sistema visual de detec-
ção de pedestres, Ds é tempo de atuação efetiva
do freio do véıculo após o acionamento do pedal,
Df é a distância percorrida após o acionamento
do freio até a parada do véıculo.

A distância x entre sistema de visão e a frente
do carro deve ser somada a Dt para se encontrar
a distância mı́nima que o pedestre deve ser detec-
tado:

Dtf = Dt + x. (2)

Definido a distância mı́nima, é posśıvel calcu-
lar a altura que os pedestres terão na imagem. A
partir dessa altura em pixel, é posśıvel ter uma
ideia da taxa de erro dos métodos de detecção de
pedestre para essa condição.

Os parâmetros usados para cálculo de Dt são
apresentados a seguir.

3.1 Distância de frenagem

Considerando um véıculo em movimento com ve-
locidade inicial V1, a distância de frenagem do véı-
culo Df pode ser calculada através da seguinte
equação (Wong, 2008):

Df =
γW

2gCae
ln

(
1 +

CaeV 2
1

ηµW + frW cos θ ±W sin θ

)
, (3)

onde:

g = Aceleração da gravidade (m/s2)
γ = Fator equivalente de massa
ρ = Massa espećıfica do ar (kg/m3)
η = Eficiência do freio
µ = Coeficiente de atrito
fr = Coeficiente de resistência do rolamento
W = Peso do véıculo (kg)

Af = Área frontal do véıculo (m2)
Cd = Coeficiente de aerodinâmica

θ = Ângulo de inclinação da pista
V1 = Velocidade inicial do véıculo (m/s)
Cae = (ρAfCd)/2
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3.2 Tempo de aquisição da imagem

A distância percorrida durante o tempo de aquisi-
ção da imagem é calculada como sendo Di = tiV1,
onde ti é o intervalo de tempo entre a captura de
quadros de imagem consecutivos.

3.3 Tempo de reação

O tempo de reação consiste no tempo que o sis-
tema de detecção de pedestre ou o condutor ne-
cessita para identificar um pedestre a sua frente.
A distância que o véıculo percorre durante este
tempo é chamado de distância de reação, dado
por Dr = trV1. Aqui, tr pode ser considerado o
tempo de processamento do método de detecção
de pedestre após a captura da imagem.

3.4 Atuação do sistema de freio

O tempo de atuação do sistema de freio, ts, é o
tempo de resposta do mesmo a partir do momento
em que o pedal do freio é acionado. Portanto,
Ds = tsV1. Segundo Chen et al. (2013), o tempo
de atuação do sistema de freio normalmente varia
entre 0, 3 e 0, 75 segundos.

4 Estudo de Caso

Para o estudo de caso deste trabalho, considerou-
se a plataforma CaRINA II (Carro Robótico Inte-
ligente para Navegação Autônoma), um Fiat Pa-
lio Adventure Dualogic em desenvolvimento pelo
Laboratório de Robótica Móvel (LRM) no Insti-
tuto de Ciências Matemáticas e de Computação
(ICMC - USP).

Figura 3: Plataforma CaRINA II 2.

A plataforma CaRINA II (Figura 3) utiliza
a câmera Bumblebee XB3 (BBX3-13S2C-38) da
Point Grey para coletar as imagens estéreo. A
câmera possui distância focal de 3, 8 mm, e taxa
de aquisição de 16 fps, ou seja, ti = 0, 06 s.

Apesar de não possuir taxa de acerto tão boa
quanto outros métodos de detecção de pedestre
mais recentes, o método de detecção VeryFast
(Benenson et al., 2012b) foi escolhido para esta
avaliação devido ao seu rápido tempo de execu-
ção. Para a mesma taxa de acerto do VeryFast,

2http://www.lrm.icmc.usp.br/

(a)

(b)

Figura 4: Estimativas da distância total percor-
rida por um véıculo em situações de frenagens
bruscas, considerando o tempo de reação do detec-
tor VeryFast (50 fps) em condições de (a) Pista
seca e (b) Pista molhada.

os demais métodos não conseguem fazer a detec-
ção tão rapidamente. Essa taxa de execução varia
de 50 a 135 Hz.

Em uma via urbana no Brasil, o limite de ve-
locidade é de 60 km/h nas vias arteriais. Dessa
forma, esta foi a velocidade máxima V1 conside-
rada neste trabalho. Através da Equação 1, é pos-
śıvel estimar a distância total percorrida pelo véı-
culo em situações de frenagens bruscas, e os resul-
tados dos cálculos são apresentados na Figura 4.
Como pode ser observado na Figura 4(a), em con-
dições de pista seca, o véıculo percorre 26 metros
até conseguir parar completamente. E, em con-
dições de pista molhada, essa distância aumenta
para 32 metros (Figura 4(b)).

Figura 5: Configuração das câmeras no CaRINA
II.
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No CaRINA II, a câmera fica acoplada na
parte superior central do véıculo (Figura 5) a uma
distância de 2 metros da parte frontal. Desse
modo, considerando Dt = 32 metros, o sistema
deve identificar pedestres que estejam a pelo me-
nos 34 metros. Então, de acordo com a Figura 6,
ao considerar pedestres com altura variando entre
1 a 2 metros, os métodos devem detectar pedes-
tres com altura maior ou igual aos mostrados na
Tabela 1.

Entretanto, como foi mostrado na seção 2, em
caso de pedestres menores que 30 pixels, mais de
77% não são detectados, enquanto que para es-
calas entre 30 a 80 pixels, a taxa de erro reduz
para 33%. Apesar desta melhora expressiva de de-
sempenho, supõe-se que a taxa de erro não esteja
igualmente distribúıda para todo o intervalo de
escala média. Assim como há um decĺınio de de-
sempenho da escala média para pequena, assume-
se que dentro de um intervalo de escala haja uma
queda cont́ınua de desempenho com a redução de
escala. Isto é, os detectores apresentam maior di-
ficuldade quanto menor for a escala do pedestre.

Tabela 1: Relação entre a distância mı́nima que
os pedestres devem ser detectados e sua altura na
imagem, para que seja posśıvel realizar a frenagem
a tempo.

Distância
da câmera (m)

Altura do
Pedestre (m)

Altura na
imagem (pixels)

34
1,0 29
1,5 45
2,0 59

5 Discussão

Através do estudo realizado, concluiu-se que para
as condições determinadas neste trabalho, o pe-
destre deve ser detectado a pelo menos 34 metros
de distância da câmera, onde sua altura na ima-
gem corresponde a apenas 29 pixels. Apesar da úl-
tima atualização do Caltech Pedestrian Detection

Figura 6: Distância vs. altura do pedestre na ima-
gem, considerando a câmera Bumblebee XB3.

Benchmark (Dollár et al., 2009) ter mostrado que
os novos métodos estão conseguindo melhorar o
desempenho em relação a pedestres em pequenas
escalas, observa-se que através dos métodos atu-
ais, seria posśıvel utilizar detectores de pedestres
para assistir o motorista somente nas situações em
que o pedestre estiver em escalas maiores (região
em vermelho da Figura 6), ou seja, a operação do
sistema estaria limitado a no máximo 12 metros a
frente da câmera. Assim, de acordo com a Figura
4(b), o véıculo teria que estar abaixo de 30 km/h
para evitar a colisão.

Além disso, ainda há diversos aspectos que
impossibilitam a aplicação desses detectores de
forma segura em véıculos. Dentre esses, os princi-
pais pontos serão discutidos a seguir.

5.1 Desempenho

A precisão é um fator fundamental em aplicações
automobiĺısticas. Isto é, os métodos devem detec-
tar o máximo de pedestres presentes nas imagens,
e, ao mesmo tempo, com o mı́nimo posśıvel de
falsas detecções. No entanto, isto ainda é uma
realidade distante, dado que mais de 77% dos pe-
destres menores que 30 pixels na imagem não são
detectados. Além disso, para que um véıculo con-
siga frear a tempo, é fundamental que o sistema
seja capaz de detectar pedestres nessas escalas.

5.2 Tempo de execução

A considerável melhora no desempenho dos méto-
dos de detecção de pedestres veio acompanhado de
um alto custo computacional, uma vez que esses
novos métodos utilizam arquiteturas robustas de
deep learning. Contudo, a capacidade de execução
em tempo real do sistema assistivo ao motorista
é um dos fatores indispensáveis para que se possa
trabalhar com o menor tempo de reação tr posśı-
vel.

5.3 Limitação de hardware

Os sistemas devem ter baixo custo para que se-
jam competitivos comercialmente, desse modo, os
hardwares e sensores são limitados por este fator.
Ademais, nos véıculos inteligentes são executados
outras tarefas de mais alto ńıvel que exigem maior
recurso computacional, tais como localização, ma-
peamento, detecção de área navegável, etc. Por
isso, não é viável aumentar a capacidade compu-
tacional para reduzir o tempo de processamento
do sistema de detecção de pedestres. Ao invés
disso, deve-se recorrer a métodos mais eficientes,
otimizando algoritmos ou acrescentando técnicas
que reduzam a região de busca por pedestres na
imagem, tal como a exploração de informações de
profundidade (Benenson et al., 2012a).
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5.4 Rastreamento

Além de detectar os pedestres, para que o sistema
seja capaz de assistir o motorista, o mesmo deve
prever quais pedestres na imagem têm intenção de
atravessar na frente do véıculo gerando situações
perigosas. O problema em que os pedestres são
parcialmente oclusos por elementos que compõe
o ambiente também deve ser solucionado. Logo,
se torna necessário o uso de algoritmos de rastre-
amento (tracking) para prever a localização dos
pedestres nos próximos quadros de imagem.

6 Proposta de Sistema para Trabalhos
Futuros

Como forma de melhorar o desempenho da de-
tecção visual de pedestre pelo método VeryFast
no CaRINA II, propõe-se utilizar uma configura-
ção de câmeras que resultará em pedestres com
escalas maiores na imagem. Isto poderá ser feito
através da combinação de dois pares de câmera
estéreo que trabalhará com diferentes distâncias
focais e baseline (Figura 7).

Figura 7: Método proposto através da combina-
ção de dois pares de câmeras estéreo, com diferen-
tes distâncias focais e baselines, para possibilitar
a operação em duas regiões de interesse.

As quatro câmeras utilizadas serão a Flea3 da
Point Grey, com taxa de aquisição a 59 fps. O par
de câmeras com baseline menor (b1), terá lentes
com distância focal de 4, 5 mm para operar em
uma região de 5 a 23 metros a frente das câmeras.
E, o segundo par com baseline maior (b2) e lentes
com distância focal de 8, 5 mm, será responsá-
vel pela aquisição de imagens em que os pedestres
estão a uma distância de 20 a 40 metros das câ-
meras. Logo, a configuração das câmeras poderá
possibilitar a aquisição de pedestres que estão até
34 metros de distância câmera em escalas maiores
(Figura 8). Isto é, a altura dos pedestres na ima-
gem será quase 2 vezes maior em comparação ao
sistema estéreo utilizado atualmente (Figura 6).

(a) f = 4, 5 mm

(b) f = 8, 5 mm

Figura 8: Distância vs. altura do pedestre na ima-
gem em relação a diferentes distâncias focais. (a)
Distância focal de 4, 5 mm. (b) Distância focal de
8, 5 mm.

7 Conclusão

O presente artigo buscou analisar a viabilidade da
aplicação dos métodos estado-da-arte de detecção
de pedestres em um véıculo inteligente, conside-
rando o contexto real de cenários urbanos e as li-
mitações atuais de hardware e software que o sis-
tema possui. Para isso, as caracteŕısticas f́ısicas
da plataforma CaRINA II foram tomadas como
referência do estudo. Após a análise, observou-se
que os pedestres deveriam ser detectados a uma
distância de 34 metros para que um véıculo a
60 km/h consiga frear a tempo. Porém, essa é
a distância onde todos os detectores existentes fa-
lham devido as pequenas escalas dos pedestres nas
imagens.

Dessa forma, para trabalhos futuros, foi pro-
posta uma configuração de câmeras que possibi-
litará trabalhar apenas com pedestres em escalas
maiores, a partir da combinação de dois pares de
câmeras estéreo com diferentes distâncias focais e
baseline.
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