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Abstract Multivariate Statistical Process control methods are widely used for fault detection. Another application is fault di-

agnosis for the analysis of the contribution of the variables in monitoring. When working in multimode processes, it is necessary 
to use techniques to treat the different operating conditions, in order to maintain the monitoring efficiency. External analysis is a 

suitable tool, generating a residual that does not have any influence of the process operating region. In this work, this residual is 

used to analyze the effect of the fault diagnosis when a change in the operating region occurs. Moreover, if the diagnosis chang-
es, the results can be grouped into regions with identical diagnosis, based on the characteristics of the external variables which 

are responsible for the change in the operating region.  

Keywords external analysis, fault diagnosis, fault detection, process control 

Resumo Métodos multivariados para controle de processos são amplamente utilizados para detecção de falhas, assim com a 

utilização da contribuição das variáveis nas estatísticas de monitoramento para diagnóstico de falhas. Quando se trabalha com 

processos que operam em múltiplas regiões de operação, é necessário tratar essa questão, para que o monitoramento se mantenha 
eficaz. A análise externa é uma das técnicas que trata exatamente a questão das múltiplas regiões, gerando um resíduo que não 

tem influência de nenhuma região de operação. Neste presente trabalho, este resíduo proveniente pela análise externa será utili-

zado para analisar como é o comportamento dos diagnósticos de falhas quando se varia a região de operação de um processo e, se 
ocorrem alterações, a possibilidade da separação desses diagnósticos em grupos que contenham regiões com diagnósticos seme-

lhantes, com base nas características das variáveis externas, as responsáveis pela mudança de região de operação. 

Palavras-chave análise externa, diagnóstico de falhas, detecção de falhas, controle de processos

1    Introdução  

Com o grande uso de sistemas distribuídos de contro-

le e instrumentação nos processos industriais moder-

nos, uma grande quantidade de dados é gerada e 

coletada (Ge e Song, 2012). Para assegurar a quali-

dade do produto final assim como a integridade e 

segurança do processo, são utilizadas técnicas estatís-

ticas multivariadas de monitoramento (Multivariate 

Statistical Process Control – MSPC) de processos 

industriais, com base nos dados gerados pelo proces-

so. As técnicas mais utilizadas na literatura para 

MSPC são a Análise de Componentes Principais 

(Principal Component Analysis - PCA) e os Mínimos 

Quadrados Parciais (Partial Least Squares – PLS), 

aliadas a utilização de estatísticas para monitoramen-

to, tais como as estatísticas T² e SPE. Ambos méto-

dos e estatísticas conceitos e aplicações demonstra-

das em Chiang, Russel e Braatz (2001) e em Ge e 

Song (2012).  

Há dificuldade da aplicação de tais técnicas para 

processos industriais operando em múltiplas regiões. 

A literatura, até o momento, já traz técnicas para 

abordar esse problema das múltiplas regiões de ope-

ração, sendo uma delas a análise externa, proposta 

por Kano et al. (2004). Essa técnica foi aplicada por 

Ge et al. (2008) levando em conta as não-

linearidades que múltiplas regiões podem ter e por 

Zhang, Qin e Chai (2016) onde ela é aliada aos mí-

nimos quadrados parciais concorrentes (Concurrent 

PLS – CPLS), uma técnica de monitoramento deri-

vada do PLS. 

A prévia identificação das regiões e geração de 

modelos para cada uma das regiões é utilizada em 

Tan et al. (2011), em que a matriz de carregamento 

do PCA representa o modelo de cada região, e em 

Zhao, Zhang e Xu (2004), onde são utilizados múlti-

plos modelos PCA para tratar as múltiplas regiões, 

todas previamente identificadas. Já em Zuqui et al. 

(2016) alguns modelos são treinados previamente, 

mas a utilização da aprendizagem supervisionada faz 

com que o sistema de monitoramento consiga apren-

der novas regiões para monitoramento e detecção de 

falhas.  

As técnicas citadas acima tratam, principalmente, da 

detecção de falhas em processos com múltiplas regi-

ões e não de diagnósticos de falhas. Usualmente, 

para parte de diagnósticos, são utilizados os gráficos 

de contribuições usuais calculados com base nas 

contribuições de cada variável para a estatística utili-

zada no monitoramento, tendo em Chiang, Russel e 

Braatz (2001) a demonstração do cálculo da contri-

buição para a estatística T². Tal gráfico de contribui-

ção possui “manchas” que podem levar a diagnósti-
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cos errados, como exposto por Alcala e Qin (2008), 

que desenvolveram a Contribuição Baseada na Re-

construção (Reconstruction-Based Contribution - 

RBC) para tratar a questão dessas “manchas” e for-

necer um diagnóstico mais preciso. 

As técnicas de diagnósticos consideram o proces-

so operando em somente uma única região, sendo 

difícil encontrar métodos na literatura de diagnósti-

cos em conjunto com o tratamento das múltiplas 

regiões de operação. Esse trabalho visa exatamente 

essa questão, verificar como se comportam os diag-

nósticos de falhas em processos operando em múlti-

plas regiões de operação, e parametrizar tais diagnós-

ticos com base em algum fator em comum das regi-

ões de operação de cada diagnóstico, aliando técnicas 

de tratamento de múltiplas regiões, técnicas de de-

tecção de falhas e técnicas de diagnóstico.  

Este artigo está dividido nas seguintes opções dividi-

do nas seções: (2) Revisão Teórica e Metodologia, 

em (3) Aplicação e Resultados, onde será demons-

trada uma aplicação das técnicas mencionadas na 

metodologia seguida da análise dos resultados, e (4) 

Conclusão, discutindo os resultados obtidos na seção 

anterior. 

2   Revisão Teórica e Metodologia 

2.1 Análise de Componentes Principais 

Considere a matriz X de dados com m variáveis e n 

amostras, normalizadas para variância unitária e 

média zero. A matriz de covariância da matriz X 

pode ser decomposta com base nos seus autovalores, 

λi (i = 1,2,...,m), sendo estes arranjados em ordem 

decrescente, e os autovetores associados a esses 

autovalores. A matriz completa de autovetores asso-

ciados aos autovalores é considerada a matriz de 

carregamento do modelo PCA, com cada autovetor 

sendo uma componente de carregamento pi. 

Para construção do modelo PCA, são utilizados 

as k principais componentes, tal que k <= m. A ma-

triz de dados X pode ser expandida e expressa pela 

equação (1) 

𝑋 = ∑ 𝑡𝑖𝑝𝑖
𝑇

𝑘

𝑖

+ 𝐸 (1) 

onde t são os vetores scores e E a matriz de resíduos 

do modelo PCA. Para fins de monitoramento do 

modelo PCA, são calculadas as estatísticas T² e SPE. 

Em Chiang, Russel e Braatz (2001) assim como Ge e 

Song (2012) são demonstrados os cálculos das esta-

tísticas, assim como seus limiares de controle. Alcala 

e Qin (2008) introduzem a estatística combinada Φ 

entre T² e SPE, bem como o seu limiar de controle. 

2.2 Análise Externa 

Pode-se assumir que as mudanças de região de ope-

ração de um processo têm causa externa ao processo 

em si, sendo necessário distinguir essas mudanças de 

falhas. Essas mudanças incluem alterações na vazão 

de entrada e em setpoints de controladores do pro-

cesso, por exemplo. Com isso, as variáveis de um 

processo podem ser divididas em dois grupos: das 

variáveis responsáveis pelas condições, regiões de 

operação do processo, as variáveis externas, e as das 

variáveis que são afetadas por essas mudanças, as 

variáveis principais. 

Como a mudança nas variáveis externas não pode 

ser considerada falha, é necessário retirar a influência 

que tais variáveis externas têm sobre as variáveis 

principais. Todo esse processo é ilustrado na figura 

1. 

 
Figura 1 – Análise externa (adaptado de Kano et al. (2004)) 

Considere o conjunto de dados X, com m variá-

veis e n amostras, ele pode ser decomposto de acordo 

com a equação (2) 

𝑋 = [𝐻 𝐺] (2) 

onde G é o grupo de variáveis externas e H o grupo 

de variáveis principais. A matriz H deve ser decom-

posta em duas, a parte que é explicada pelas variá-

veis externas e a parte que não é explicada, os resí-

duos. Para isso, uma regressão linear múltipla será 

feita, utilizando G como entrada e H como saída. Os 

coeficientes são calculados utilizando Mínimos Qua-

drados, dados pela equação (3) 

𝐶 = (𝐺𝑇𝐺)−1𝐺𝑇𝐻, (3) 

e os resíduos são calculados pela equação (4) 

𝐸 = 𝐻 − 𝐺𝐶, (4) 

onde GC é a parte da matriz H explicada pelas variá-

veis externas e E os resíduos, a parte não explicada, 

como é demonstrado em Kano et al (2004). Para o 

monitoramento do processo são utilizados os resí-

duos E provenientes da retirada da influência das 

variáveis externas sobre as principais. 

 

2.2.1 Análise externa dinâmica 

Caso o processo tenha qualquer tipo de dinâmica, a 

influência das variáveis externas não pode ser total-

mente retirada utilizando a análise externa estática, 

demonstrada anteriormente. De acordo com Kano et 

al. (2004), o método mais simples de tratar esse pro-

blema é também levar em conta os momentos passa-

dos das variáveis externas como entrada. Assim, uma 

determinada variável h no instante t, h(t), é afetada 

também por g(t-1), g(t-2) e assim por diante. Por 

isso, as matrizes G e H devem ser modificadas de 
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forma a também incluir os instantes passados de G, 

estando na forma ilustrada nas equações (5), (6) e (7) 

𝐻 = [

ℎ(𝑑)
⋮

ℎ(𝑛 − 1)

ℎ(𝑛)

] (5) 

𝐺 = [𝐺0 𝐺1 … 𝐺𝑠−1] (6) 

𝐺𝑖 = [

𝑔(𝑑 − 𝑖)
⋮

𝑔(𝑛 − 1 − 𝑖)

𝑔(𝑛 − 𝑖)

] (7) 

onde d é o número de atrasos considerado e n o nú-

mero total de amostras. Assim, o atraso s deve ser 

grande o suficiente para que toda a influência das 

variáveis externas seja retirada.  Na prática, a quanti-

dade de atrasos pode ser selecionada com base na 

correlação cruzada entre as variáveis externas e prin-

cipais. 

2.3 Contribuição Baseada na Reconstrução (RBC) 

Os gráficos de contribuição são baseados na ideia de 

que as variáveis com maior contribuição no índice 

utilizada para detecção da falha são as mais indicadas 

a serem as causas da falha. O cálculo geral dessas 

estatísticas é dado pela equação (8) 

𝐼𝑛𝑑𝑖𝑐𝑒(𝑥) = 𝑥𝑇𝑀𝑥 (8) 

A matriz M varia de acordo com o índice que está 

sendo utilizado, sendo a matriz corresponde em cada 

estatística presente na Tabela 1. 
Tabela 1 – Matriz M para cada estatística 

Índice M 

SPE 𝐶̃ 
T2 D 

Φ Φ 

As matrizes acima são dadas pelas equações (9), (10) 

e (11) 

𝐶̃ = 𝑃̃𝑃̃𝑇 (9) 

𝐷 = 𝑃𝛬−1𝑃𝑇 (10) 

𝛷 =
𝐶̃

𝛿2
+

𝐷

𝜏2
 (11) 

onde 𝑃̃ é a matriz de autovetores associadas às com-

ponentes principais não utilizadas na geração do 

modelo PCA. Assim como o cálculo da estatística, a 

contribuição também possui uma forma geral de 

cálculo, equação (12), baseada na matriz M 

𝑐𝑖
𝑖𝑛𝑑𝑖𝑐𝑒 = (𝜉𝑖

𝑇𝑀
1
2𝑥)

2

 (12) 

onde a matriz ξ é uma matriz identidade com número 

de colunas igual ao número de variáveis.  

A reconstrução de um índice de falha na direção 

de uma única variável reduz o efeito dessa mesma 

variável no índice de detecção (Dunia e Qin, 1998). 

Os autores Alcala e Qin (2008) utilizam a quantidade 

da reconstrução ao longo da direção da variável co-

mo a quantidade de contribuição da variável para o 

índice de falha. Essa quantidade de reconstrução é 

chamada de Contribuição Baseada na Reconstrução 

(RBC) da variável para o índice de falha. Toda a 

demonstração matemática e prova dos teoremas do 

RBC está presente em Alcala e Qin (2008). A equa-

ção (13) é o cálculo do RBC com base na matriz M 

𝑅𝐵𝐶𝑖
𝑖𝑛𝑑𝑖𝑐𝑒 = 𝑥𝑇𝑀𝜉𝑖(𝜉𝑖

𝑇𝑀𝜉𝑖)
−1𝜉𝑖

𝑇𝑀𝑥 (13) 

Quando se utiliza a Análise externa, é gerado um 

resíduo E, que representa os dados de processo sem a 

influência de mudanças na região. Este mesmo resí-

duo gerado pela análise externa é utilizado no cálculo 

das contribuições. Caso não seja alterada a matriz M 

utilizada, somente o resíduo utilizado será responsá-

vel por alterações nas contribuições. 

2.4 Classificador Linear 

Um classificador linear é utilizado para separação em 

duas ou mais classes por uma função linear. Esta 

função é representada pela equação (14). 

𝑔(𝑥) = 𝑤𝑇𝑥 + 𝑤0 (14) 

onde w é o vetor de pesos e w0 o bias. O cálculo do 

vetor de pesos da função discriminante do classifica-

dor é feito utilizando critério de minimização dos 

erros de treinamento. Todo esse processo está de-

monstrado em Duda, Hart e Stork (2012). 

3  Aplicações e Resultados  

Nesta seção será realizada a aplicação das metodolo-

gias da seção anterior com intuito de verificar se 

existem diferenças nos diagnósticos de falhas para 

diferentes regiões de operação. Os dados gerados 

para a aplicação proposta serão obtidos utilizando o 

simulador de um Reator de Tanque Continuamente 

Agitado, (Continuous Stirred Tank Reactor - CSTR), 

proposto por Finch (1989) e Oyeleye (1989). O mo-

tivo principal do uso do simulador é sua alta não-

lineridade, malhas de controle que interagem entre si 

e os múltiplos caminhos causais entre as variáveis, 

com as falhas afetando um conjunto de variáveis na 

sua ocorrência do que somente uma única variável. 

 

3.1 CSTR 

O processo simulado em questão se trata de uma 

reação exotérmica entre um reagente A com uma 

determinada concentração cA0 a uma temperatura T1 

e uma vazão F1 de entrada. No reator, duas reações 

paralelas são realizadas, AB, que é exotérmica, 

AC, uma reação endotérmica. A primeira reação é 

dominante, o que resultado em um aumento da tem-

peratura do reator. A temperatura e o nível são con-

trolados no simulador por controladores PI (Propor-

cional Integral). O simulador, realiza medição de 16 

variáveis e possibilita a simulação de 23 falhas dife-

rentes, associadas aos mais diversos parâmetros do 

simulador. A Tabela 2 demonstra quais as variáveis 

do simulador que serão consideradas. O simulador é 

descrito com mais detalhes em Zuqui et al (2016), 

além de originalmente em Finch (1989). e Oyeleye 

(1989). 
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Tabela 2 – Variáveis monitoradas pelo CSTR 

Variável Sigla Unidade 

1 - Concentração de Entrada cA0 Mol/m3 

2 - Vazão de Entrada F1 m³/s 

3 - Temperatura de Entrada T1 ºC 

4 - Nível do Reator L m 

5 - Concentração de A cA Mol/m³ 

6 - Concentração de B cB Mol/m³ 

7 - Temperatura do Reator T2 ºC 

8 - Vazão de refrigerante F5 m³/s 

9 - Vazão de saída F4 m³/s 

10 - Temp. do Refrigerante T3 ºC 

11- Pressão do Refrigerante PCW Pa 

12 - Sinal de Controle de 

Nível 

CNT1 ------- 

13 - Sinal de Controle de 

Refrigeração 

CNT2 ------- 

14 - Setpoint de Refrigerante CNT3 ------- 

15 - Setpoint de Nível SP1 m 

16 - Setpoint de Temperatura SP2 ºC 

 

3.2 Treinamento de modelo com análise externa 

A aplicação da análise externa traz a necessidade de 

separação das variáveis em dois grupos, os das variá-

veis externas e o das variáveis principais. A retirada 

da influência das variáveis externas sobre o segundo 

grupo de variáveis é feita através das equações (3) e 

(4). Foram definidas como variáveis externas os 

setpoints de nível e de temperatura do reator. 

Serão gerados dois modelos, um estático e um di-

nâmico, que consigam explicar o comportamento das 

variáveis principais quando há uma variação nas 

variáveis externas. A definição de qual modelo será 

utilizado será feita pela análise da quantidade de 

falsos positivos de cada modelo.  

Para o treinamento do modelo, as variáveis exter-

nas foram variadas aleatoriamente, nos intervalos de 

[1.6;2.5]m para o nível e de [75;87]ºC para a tempe-

ratura. Cada região de operação possui 200 amostras. 

No total, foram geradas 8400 amostras nesta etapa. 

Utilizando as equações (3) e (4) foram calculados os 

coeficientes do modelo estático e do dinâmico consi-

derando 25 atrasos.  

A verificação da quantidade de falsos positivos se 

dá pela criação de um modelo PCA utilizando os 

resíduos provenientes da equação (4). O número de 

componentes principais selecionado foi tal que as 

componentes detenham 95% da variância total dos 

dados. Será utilizada o índice ϕ, com limiar de con-

trole de 99% de nível de confiança, calculado de 

acordo com Alcala e Qin (2008). A figura 2 ilustra o 

comportamento do índice para cada modelo. 

Para ambos os casos, a quantidade de falsos alarmes 

é maior do que o nível de significância definido. Isso 

se deve a variações nas variáveis externas, presente 

em algumas transições de região de operação, que 

não conseguiram ser explicadas totalmente por ne-

nhum dos dois modelos. Quando a distribuição dos 

dados se afasta de uma distribuição normal, esse fato 

ocorre. Com base na quantidade de falsos alarmes 

para os dois modelos, para as próximas análises foi 

escolhido o modelo dinâmico para tratar as diferentes 

regiões de operação.  

 

3.3 Detecção e diagnóstico de falhas 

Para o processo de detecção e diagnóstico de falhas 

serão feitas análises utilizando 20 regiões de opera-

ção e duas falhas distintas. A primeira falha é uma 

redução na área de troca de calor do reator com o 

resfriamento (falha 8 no CSTR) e a segunda falha é 

uma alteração na concentração de reagente de entra-

da (falha 14 no CSTR). As falhas citadas também 

foram utilizadas em Yoon e McGregor (2001) e em 

Zuqui et al. (2016) para diagnóstico de falhas no 

CSTR. 

Para a detecção de falhas, o conjunto de dados so-

frerá uma variação da região nominal do simulador, 

2m de nível e 80ºC de temperatura do reator, para 

uma outra região de operação, dentro do intervalo 

para qual o modelo dinâmico foi treinado. Além do 

modelo dinâmico, o modelo PCA da parte de treina-

mento será utilizado para detecção da ocorrência da 

falha simulada. O índice ϕ será utilizado para deter-

minar em quais instantes são detectadas as falhas 

simuladas. 

O diagnóstico de falhas ocorre logo após a sua 

detecção. Para verificar quais variáveis detiveram 

maior contribuição para a falha, será calculada a 

contribuição RBC média de cada variável para um 

intervalo de 30 instantes após o instante detectado 

pelo índice ϕ. Na contribuição, em cada um dos 30 

instantes mencionados é calculada a contribuição 

percentual das variáveis, sendo a soma total em cada 

instante 1. A definição de um limiar é muito impor-

tante para desconsiderar variáveis que não tiveram 

mudança de comportamento mesmo com a ocorrên-

cia da falha. Como a distribuição de probabilidade 

das contribuições não é bem definida, o uso do ter-

ceiro quartil das variáveis em operação normal se 

mostrou uma boa opção. Quando a contribuição 

média ultrapassa o limiar, é atribuído 1 a variável e é 

atribuído 0 para as variáveis que permaneceram 

Figura 2 – Falsos positivos para os dois modelos treinados 
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abaixo do limiar após a falha. Na figura 3 observa-se 

que as variáveis 7,8,13 e 14 contribuem para a esta-

tística de falha nas diferentes regiões de operação. 

Pela equação (13), para um mesmo modelo PCA, 

somente uma alteração no resíduo utilizado no cálcu-

lo da contribuição faria com que ocorresse uma mu-

dança no diagnóstico. Na figura 4 observa-se os 

resíduos gerados pela análise externa para a falha 8, 

onde se conclui que a variação dos resíduos das vari-

áveis afeta os diagnósticos de falha.  

Com o objetivo de parametrizar os diagnósticos 

por região de operação, eles são agrupados de acordo 

com as variáveis que contribuíram para a falha, sen-

do o grupo 1 com a cor vermelha, o grupo 2 com a 

cor azul, o grupo 3 com a cor verde e o grupo 4 com 

a cor preta. Essa separação em grupos é vista na 

figura 3. A característica da região de operação em 

que cada diagnóstico ocorre pode ser um fator utili-

zado na efetiva separação dos grupos de diagnóstico. 

Com isso, será possível determinar quais variáveis 

mais contribuíram para ocorrência de uma determi-

nada falha, dependendo da região de operação em 

que se encontra o processo. 

 
Figura 3 – Variáveis que mais contribuem para as falhas em cada 
região de operação, sendo (a) falha 8 e (b) falha 14. Foi atribuída 

uma cor para cada grupo de variáveis. 

 
Figura 4 – Resíduos das variáveis identificadas no diagnóstico da 

falha 8 

3.4 Parametrização do diagnóstico de falha com 

base na região de operação do processo 

 

Um classificador linear foi usado para separar as 

regiões das variáveis externas que ocorrem em cada 

grupo de diagnósticos. No treinamento do classifica-

dor foram utilizados os mesmo dados e grupos pre-

sentes na figura 3. Para validar o resultado, foram 

utilizadas outras regiões de operação, e verificado a 

que grupo de diagnóstico que elas pertencem. Foram 

comparadas as variáveis que o diagnóstico indicou 

nessas novas regiões com as variáveis esperadas para 

o grupo ao qual a região se encaixou. Os diagnósti-

cos dos dados de validação são ilustrados na figura 5. 

A figura 6 traz as regiões dos grupos para as fa-

lhas 8 e 14. Ela contém o plano de separação das 

regiões, os dados de treinamento e os dados para 

validação do classificador, assim como quais variá-

veis cada grupo indica no diagnóstico. Os pontos em 

‘x’ representam os dados de treinamento e os ‘o’ os 

dados de validação.  

 
Figura 5 – Diagnóstico para os dados de validação da (a) falha 8 e 

da (b) falha 14 

Como foi utilizada somente uma característica, o 

classificador não possui 100% de acertos com os 

dados de validação. Para a falha 8, figura 6.a, exis-

tem sete regiões de operação que possuem classifica-

ção errônea, que está em uma região que não repre-

senta as variáveis indicadas em seu diagnóstico, 

tendo o classificador uma eficiência de 65% para os 

dados de validação utilizados. Dessas sete regiões, 

três estão bem próximas do hiperplano calculado, 

pertencendo então a uma região de transição entre 

esses grupos. Para a falha 14, figura 6.b, existem 

cinco regiôes de operação com classificação errônea, 

com o classificador tendo então 75% de eficiência 

para a falha 14. Dessas cinco regiões, três estão bem 

próximas do hiperplano separador. 

Por esse método, é visto que é possível a 

separação de diagnóstico de falhas pela região de 

operação do processo. A utilização de mais dados de 

treinamento fará com que melhore a eficiência do 

classificador, assim também como a utilização de 

outros tipos de classificadores, tais como Máquina de 

Vetor de Suporte (Support Vector Machine – SVM) e 

até redes neurais. Outros aspectos das variáveis 

externas também podem ser utilizados para 

separação, acrescentando mais características a cada 

grupo de diagnóstico. A uniformização do 

comportamento dos resíduos com as regiões de 

operação também é um aspecto que melhoraria os 

resultados da classificação dos diagnóticos podendo 

fazer com que ocorra até uma variação menor de 

diagnósticos de falhas do processo. 
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4 Conclusão 

 

Neste presente trabalho verificou-se a possibili-

dade de parametrização dos diagnósticos de falhas 

pela região de operação do processo. Por se tratar de 

um processo que opera em múltiplas regiões, a análi-

se externa foi utilizada para geração de um resíduo 

que não tem influência dessas regiões, podendo ser 

utilizado para detecção e diagnósticos de falhas. 

Todo processo de diagnóstico é feito depois da de-

tecção da falha simulada, sendo utilizado o RBC para 

realizar o diagnóstico de quais variáveis realmente 

são responsáveis por ela. Foi visto que o diagnóstico 

varia com a região de operação e ele foi divido em 

grupos. Foi utilizado um classificador linear para 

separar as regiões dos grupos de diagnósticos. Assim, 

pelos resultados obtidos, foi visto que os diagnósti-

cos podem sim, ser parametrizados pela região de 

operação, e que a utilização de outros aspectos das 

variáveis externas e outros tipos de classificadores e 

uma melhora no comportamento dos resíduos utili-

zados no diagnóstico, podem melhorar os resultados 

aqui presente. 
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Figura 6 – Região das variáveis externas em que cada grupo se encontra sendo (a) para a falha 8 e (b) para a falha 12. Também é indicada 

quais variáveis cada grupo indica no diagnóstico 
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