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Abstract Factors such as the population aging and the consequent increase in the number of people with chronic diseases lead 

to an exponential increase of healthcare costs, since the healthcare system must be able to serve an increasing number of people 

while maintaining the quality of the attendance. In order to reduce costs, it is important to move towards a patient-centered 

healthcare system, in which it is possible to detect early warning signs, avoiding hospitalizations, as well as follow the patients 

remotely, avoiding a stay in the hospital. In this context, remote monitoring devices become essential for gathering of important 

patient information and for making them available to the healthcare provider. Recognition of a person's day-to-day activities is 

important in a variety of applications, including monitoring or prevention of a particular chronic illness. This work proposes the 

development of a human activity recognition system embedded on a wearable device and integrated to a mobile application. A 

precision of 91.45% was obtained when classifying six different activities off-line, while a precision of 82.59% was obtained 

when the system was running on-line embedded on the device. 

Keywords Embedded Systems, Wearable Devices, Pattern Recognition, Human Activity Recognition. 

Resumo Fatores como o envelhecimento da população e o consequente aumento do número de pessoas com doenças crônicas 

implicam um crescimento exponencial dos custos de assistência médica, visto que o sistema de saúde deve ser capaz de atender 

a um número cada vez maior de pessoas, mantendo a qualidade do atendimento. Visando a redução de custos, seria desejável 

um sistema de saúde focado no paciente, no qual se poderia detectar precocemente condições médicas, evitando hospitalizações, 

bem como acompanhá-lo remotamente, evitando a permanência deste no hospital. Nesse contexto, dispositivos de monitoramen-

to remoto tornam-se essenciais para coletar informações importantes de pacientes e torná-las disponíveis ao provedor de saúde. 

O reconhecimento de atividades do dia-a-dia de uma pessoa é importante em diversas aplicações, entre elas o monitoramento ou 

prevenção de uma determinada doença crônica. O presente trabalho propõe o desenvolvimento de um sistema de reconhecimen-

to de atividades humanas embarcado em um dispositivo vestível e integrado a um aplicativo móvel. Obteve-se precisão de 

91,45% na classificação de seis diferentes atividades off-line, e precisão de 82,59% com o sistema operando on-line embarcado 

no dispositivo. 

Palavras-chave Sistemas Embarcados, Dispositivos Vestíveis, Reconhecimento de Padrões, Reconhecimento de Atividades 

Humanas.

1   Introdução 

A desaceleração do crescimento da população mun-

dial, provocada pela redução da taxa de natalidade, é 

um fenômeno concomitante com o envelhecimento 

populacional, em todo o mundo, segundo dados da 

ONU (2015). Esse fator implica um aumento de pes-

soas com doenças crônicas na população e, conse-

quentemente, um incremento dos custos de assistên-

cia médica, visto que o sistema de saúde deve ser 

capaz de atender a um número cada vez maior de 

pessoas com doenças crônicas, mantendo a qualidade 

do atendimento.  

As questões acima citadas são os principais fato-

res que exigem uma transformação no sistema de 

saúde, de um sistema centrado no hospital para um 

sistema centrado no paciente. Conclusões a esse res-

peito são notáveis já na última década, por exemplo, 

Lymberis (2003) defende que o monitoramento re-

moto do estado de saúde de um paciente por meio da 

transmissão de dados de sinais vitais para o provedor 

de saúde pode melhorar significativamente a preven-

ção, o diagnóstico e o tratamento de doenças, além 

da reabilitação.  

Os sistemas vestíveis surgem como ferramenta 

fundamental nesse novo paradigma de assistência à 

saúde. Esses sistemas monitoram e armazenam in-

formações em tempo real sobre a condição fisiológi-

ca e os movimentos de uma pessoa, e incluem dife-

rentes tipos de sensores flexíveis, que podem ser in-

tegrados em roupas, fitas elásticas ou diretamente 

ligados ao corpo humano (Majumder, Modal and 

Deen, 2017). 

Uma aplicação que usufrui do uso de dispositivos 

vestíveis e tecnologia móvel para se tornar mais 

comum em nosso meio é o Reconhecimento de 

Atividades Humanas (HAR, do inglês Human 

Activity Recognition). Com o uso de sensores 

inerciais, como acelerômetro e giroscópio, e 

inteligência computacional, é possível identificar as 

atividades exercidas por um usuário. Adicionalmente, 

por meio de tecnologia móvel e da Internet, pode-se 

apresentar o histórico de atividades em um 

smartphone ou torná-lo acessível em uma plataforma 

web. 

O reconhecimento de atividades do dia-a-dia de 

uma pessoa é importante em diversas aplicações, 

entre elas o monitoramento de uma determinada 

doença crônica, o acompanhamento da reabilitação 
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após uma hospitalização, a prevenção ou alerta de 

quedas de idosos, bem como a motivação à prática de 

atividades físicas. Um sistema de HAR deve estar 

conectado a um dispositivo para dar feedback ao 

usuário e para tornar as informações coletadas 

disponíveis para um profissional da saúde. 

2   Trabalhos relacionados 

O acelerômetro, particularmente, tem sido 

bastante empregado recentemente neste contexto, 

tendo como exemplos os trabalhos de Tran e Phan 

(2016), Paul e George (2015) e Lubina e Rudzki 

(2015), entre outros. O smartphone é uma opção 

recorrente como dispositivo de monitoramento de 

atividades (Anguita et al., 2012; Fan, Wang e Wang, 

2013; Paul e George, 2015; Tran e Phan, 2016), dado 

seu hardware robusto e seu poder de processamento. 

Entretanto, esse dispositivo não é projetado para 

constante uso de seu processador e de seus sensores, 

pois a bateria seria rapidamente consumida (Habib et 

al., 2014). Além disso, o smartphone não permite um 

monitoramento, de fato, contínuo, pois o usuário não 

o mantém junto ao seu corpo por todo o dia, nem 

durante o sono. 

Já um dispositivo vestível é desenvolvido para 

executar uma tarefa específica, respeitando o 

requisito de baixo consumo energético, e desse modo 

pode operar por longos períodos sem necessidade de 

recarga ou substituição de bateria. Ademais, 

permanece sempre junto ao corpo do usuário, 

inclusive durante o sono. Grupta e Dallas (2014) e 

Lubina e Rudzki (2015) optam por dispositivos 

vestíveis, entretanto o processamento dos dados é 

realizado em um computador. Dessa forma, não seria 

possível reconhecer as atividades continuamente caso 

a conexão com esse computador fosse interrompida. 

3   Sistema proposto 

Neste trabalho apresenta-se o desenvolvimento de um 

sistema de HAR, baseado em acelerometria, 

embarcado em um dispositivo vestível, para 

reconhecimento de seis atividades praticadas por um 

usuário no seu dia-a-dia. Como a classificação é 

realizada no dispositivo, é possível executar um 

monitoramento contínuo das atividades ao longo do 

dia e elaborar um histórico, que pode ser enviado ao 

smartphone, quando desejado. No entanto, para 

avaliação do sistema, nos testes realizados e 

apresentados neste artigo, cada resultado da 

classificação foi enviado para o smartphone. 

 

3.1 Estrutura do sistema 

Um dispositivo vestível, utilizado na cintura, e um 

aplicativo móvel para Android constituem o sistema 

desenvolvido neste trabalho, como mostra a Figura 1. 

O dispositivo conta com inteligência computacional 

embarcada para identificar a atividade praticada pelo 

usuário, enquanto o aplicativo móvel tem como fun-

ção receber a atividade reconhecida pelo dispositivo, 

via Bluetooth Low-Energy (BLE), e apresentá-la ao 

usuário. 

 

 

Figura 1. Diagrama do sistema e destaque do dispositivo vestível 

na cintura.  

O algoritmo inteligente embarcado é capaz de 

identificar seis diferentes atividades do cotidiano do 

usuário: “andando”, “correndo”, “subindo escada”, 

“descendo escada”, “em pé” e “sentado”. O processo 

completo de HAR desenvolvido, incluindo aquisição 

dos dados, segmentação, extração de características e 

classificação das atividades, apresenta-se na Seção 3 

(Processamento dos sinais). 

Neste trabalho, para validação do processo de 

identificação de atividades, o sistema de HAR foi 

implementado para a exibição da informação no 

smartphone. Nas próximas etapas do projeto, o histó-

rico das atividades ficará disponível na nuvem para 

acesso remoto via uma plataforma web.  

3.2 Hardware 

O dispositivo vestível é composto, basicamente, por 

um acelerômetro digital de três eixos, um módulo de 

comunicação BLE e um microcontrolador. O dia-

grama da Figura 2 apresenta os principais componen-

tes do dispositivo desenvolvido e como estes se rela-

cionam. O acelerômetro coleta os dados e os transfe-

re para o microcontrolador, no qual se executa o pro-

cessamento das informações, que são enviadas para o 

smartphone do usuário por meio do módulo BLE.  

 

 

Figura 2. Diagrama do hardware do dispositivo vestível.  

O microcontrolador ATmega328P (Microchip) 

foi escolhido por ter características de baixo consu-

mo energético e periféricos suficientes para atender 

às demandas do dispositivo. O acelerômetro digital 

de três eixos utilizado é o ADXL362 (Analog Devi-
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ces), que tem consumo energético bastante reduzido 

(ultra low-power), de apenas 2 µA, a uma taxa de 

100 Hz de aquisição. Sua resolução é de 12 bits, e foi 

programado para uma faixa de ±4g.  

A escolha pela comunicação BLE ocorreu pelo 

seu baixo consumo energético, quando comparado 

com as tecnologias concorrentes, e pela disseminação 

dessa tecnologia em dispositivos móveis como smar-

tphones e tablets. Optou-se pelo módulo HM-10, um 

System-on-Chip que implementa a pilha do protocolo 

BLE em hardware e firmware, além de conter o cir-

cuito de radiofrequência, incluindo a antena, e o cir-

cuito de comunicação.  

A Figura 3 apresenta o projeto do layout das 

camadas superior e inferior da Placa de Circuito Im-

presso (PCI). A Figura 4 mostra a PCI já fabricada e 

com os componentes soldados. 

 

Figura 3. Projeto da PCI desenvolvida.  

 

Figura 4. PCI fabricada e com os componentes soldados.  

A PCI foi soldada sobre uma placa universal pa-

ra incluir o suporte para a bateria CR2032 e uma 

chave para ligar e desligar o dispositivo. A placa 

universal foi acoplada à base de uma caixa plástica 

com pequenas dimensões: 60 mm de profundidade, 

35 mm de largura e 8 mm de altura. Um invólucro de 

borracha foi utilizado para encapsular esse conjunto. 

A Figura 5 mostra o conjunto formado pela placa 

universal e pela caixa plástica, o protótipo montado e 

suas dimensões. 

 

 

Figura 5. Protótipo desenvolvido.  

4   Processamento dos sinais  

4.1 Aquisição 

Ao se escolher a taxa de amostragem, buscou-se um 

valor eficiente para o processo de reconhecimento 

desenvolvido, sabendo-se que quanto menor a taxa, 

menor o consumo energético, visto que o microcon-

trolador teria que “despertar” menos vezes para reali-

zar operações.  

De acordo com Gao, Bourke e Nelson (2014), 

uma taxa de amostragem do sinal de aceleração a 

partir de 10 Hz mostra-se eficiente em sistemas de 

HAR. Portanto, optou-se por uma taxa de aquisição 

de dados do acelerômetro de 100 Hz, porém, com a 

aplicação de média aritmética simples a cada 10 

amostras, resultando em um sinal coletado a 10 Hz, 

do ponto de vista das próximas etapas do sistema. 

Dessa forma, obtém-se um sinal suavizado, com vari-

ância reduzida, sem perda de informações importan-

tes no contexto de HAR. 

A localização e a orientação do acelerômetro do 

dispositivo em relação aos eixos do corpo humano 

são mostradas na Figura 6. Pode-se observar que, 

neste caso, quando o indivíduo se encontra em pé, o 

eixo Y do acelerômetro se orienta na direção da ace-

leração da gravidade. 

 

 

Figura 6. Orientação do acelerômetro em relação aos eixos do 

corpo humano. 

Dados os recursos disponíveis no microcontrola-

dor relativos à capacidade de memória volátil, foi 

necessário reduzir o volume de dados utilizados no 

processo de HAR desenvolvido. Portanto, optou-se 

por dispensar os sinais de um dos eixos do acelerô-

metro. Foi realizado um teste preliminar no qual um 

usuário, utilizando o dispositivo vestível, realizou as 

atividades a serem classificadas pelo sistema. Avali-

ou-se, então, o desvio absoluto médio entre as carac-

terísticas extraídas de cada eixo: média, desvio pa-

drão, mediana, faixa do sinal e área do módulo do 

sinal, as quais serão descritas na subseção 3.3 (Extra-

ção de características). O eixo X demonstrou a menor 

variabilidade das características entre as atividades, 

e, portanto, optou-se por dispensá-lo do processo de 

HAR desenvolvido neste trabalho. 

4.2 Segmentação 

A escolha do tamanho da janela de dados deve levar 

em consideração os tipos de atividades a serem clas-

sificadas e o processamento computacional disponí-

vel, visto que atividades consideradas complexas, por 

não serem cíclicas, exigem uma janela maior, e, con-

sequentemente, maior custo computacional. No caso 

deste trabalho, as atividades dinâmicas que se dese-

jam classificar têm características de periodicidade, 
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e, por isso, podem ser identificadas com uma janela 

de dados menor. 

Com o objetivo de definir o tamanho da janela 

de dados utilizada no sistema proposto, analisaram-se 

as propostas recentes de sistemas de HAR, as quais 

obtiveram bons resultados na classificação de ativi-

dades semelhantes às que se desejam classificar neste 

trabalho (Paul and George, 2015; Lubina and Rudzki, 

2015). Concluiu-se, então, que uma janela de dois 

segundos representa uma boa relação entre quantida-

de de informação e custo computacional.  

Para construir uma janela de dois segundos com 

as médias calculadas a 10 Hz, devem-se acumular 20 

amostras das médias. Neste sistema, definiu-se traba-

lhar com sobreposição de 50% da janela, ou seja, um 

segundo, de forma a obter um novo resultado de clas-

sificação a cada um segundo. A Figura 7 mostra um 

exemplo dos dados coletados (eixos Y e Z) de uma 

pessoa caminhando com o dispositivo e a segmenta-

ção das primeiras três janelas, com 50% de sobrepo-

sição. 

  
Figura 7. Exemplo de dados coletados e da segmentação. 

4.3 Extração de características 

A extração de características em sistemas de HAR 

pode adotar parâmetros do domínio do tempo ou da 

frequência. Neste trabalho, visto que o sistema de 

classificação se encontra embarcado no dispositivo 

vestível, buscou-se trabalhar com aquelas caracterís-

ticas que são calculadas mais rapidamente pelo pro-

cessador. 

Portanto, optou-se por características do domínio 

do tempo, já que atributos do domínio da frequência 

exigem a aplicação de técnicas como a transformada 

de Fourier, as quais exigem maior custo computacio-

nal para o microcontrolador. Assim, as características 

utilizadas no sistema proposto neste trabalho são: 

média (µ), desvio padrão (σ), mediana (m), faixa do 

sinal (r) e área do módulo do sinal (sma). Cada um 

desses atributos é calculado sobre as janelas de dados 

de dois segundos dos eixos Y e Z, obtidas da etapa 

de segmentação. 

As características extraídas das janelas de dados 

formam o vetor de características, que será aplicado à 

entrada do algoritmo classificador. Como foram ex-

traídos cinco atributos do eixo Y e outros cinco do 

eixo Z, obtiveram-se, no total, 10 atributos como 

vetor de características, definido pela Equação 1. 

][ zyzyzyzyzy smasmarrmm=v   (1) 

4.4 Classificação 

O classificador foi desenvolvido para operar em tem-

po real embarcado no dispositivo vestível. Por essa 

razão, durante a implementação do classificador, foi 

necessário considerar algumas restrições impostas 

pelas limitações de recursos do microcontrolador, 

como razoável velocidade de processamento, memó-

ria pequena, ausência de uma unidade de ponto flutu-

ante em hardware, entre outras. 

Torres-Huitzul e Alvarez-Landero (2015) mos-

traram que um classificador neural baseado em Per-

ceptrons simples, construído de forma hierárquica, 

pode apresentar bons resultados na classificação de 

atividades humanas. Dada a simplicidade de imple-

mentação do Perceptron simples, optou-se, neste tra-

balho, por desenvolver o classificador com base em 

uma estrutura hierárquica de Perceptrons. 

Um Perceptron é capaz de classificar amostras 

em apenas duas classes linearmente separáveis. Ou 

seja, pode-se empregar o Perceptron para isolar uma 

classe de atividade das restantes, caso esses dois gru-

pos sejam linearmente separáveis. Assim, pode-se 

aplicar o Perceptron, sequencialmente, separando 

uma atividade das outras, excluindo a atividade que 

já foi classificada, formando um classificador hierár-

quico. 

Com base nessa estrutura, desenvolveu-se um 

classificador para identificar as seis atividades do 

sistema de HAR proposto neste trabalho. A Figura 8 

apresenta a configuração do classificador implemen-

tado, denominado Hierarquia de Perceptrons (HP), 

com os quatro Perceptrons utilizados em sua constru-

ção: P1, P2, P3 e P4. Inicialmente, aplica-se uma regra 

de decisão com base no desvio padrão normalizado 

do eixo longitudinal (eixo Y), para separar entre as 

atividades estáticas e dinâmicas. Neste estágio do 

trabalho, não se considerou a realização de uma ati-

vidade diferente das seis possibilidades treinadas. 

 

 
Figura 8. Estrutura do classificador Hierarquia de Perceptrons. 
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Para cada Perceptron, definiu-se um vetor de 

características específico, com atributos selecionados 

do vetor de características definido anteriormente. 

Aplicou-se o método Sequential Backward Elimina-

tion (SBE) separadamente para cada Perceptron, de 

forma a escolher os melhores atributos para cada 

caso.  Definiram-se, então, os vetores de característi-

cas definidos pelas Equações 2, 3, 4 e 5. 

][1 zyP =v   (2) 

][2 zyzyzyyzyP smasmarrmm=v   (3) 

][3 zyzyzyzyP smasmarrmm=v   (4) 

][4 zyyyP smasmam=v   (5) 

5   Testes e resultados  

5.1 Treinamento do classificador 

Para treinamento do classificador, em um teste piloto, 

foram coletados dados de cinco indivíduos saudáveis, 

sendo três do sexo masculino e dois do sexo femini-

no, com idade média de 28,80±3,42 anos. Cada par-

ticipante foi orientado a realizar cada uma das seis 

atividades por um período em torno de trinta segun-

dos. Os dados da aceleração dos eixos Y e Z foram 

coletados e enviados para um smartphone, onde fo-

ram salvos em arquivo de texto para posterior trei-

namento do classificador em um computador. 

No total, foram coletadas 1432 amostras, sendo 

cada amostra um vetor de características formado 

pelos parâmetros normalizados extraídos de uma 

janela de dois segundos dos eixos Y e Z do acelerô-

metro. As amostras foram proporcionalmente dividi-

das em quatro partições para aplicação do método de 

validação cruzada.  

5.2 Desempenho do classificador 

Além do classificador HP desenvolvido, outros clas-

sificadores foram implementados com ferramentas do 

Matlab para comparação de resultados: Perceptron de 

múltiplas camadas (MLP), Árvore de Decisão (AD), 

k-Vizinhos Mais Próximos (k-NN) e Naive Bayes 

(NB). Avaliou-se o desempenho quanto à acurácia, à 

precisão e à revocação, como mostra a Tabela 1. Ob-

serva-se que o melhor resultado foi obtido com o 

classificador HP.  

Tabela 1. Desempenho dos classificadores. 

Classificador Acurácia Precisão Revocação 

HP 89,11% 91,45% 90,76% 

MLP 85,47% 88,86% 88,15% 

AD 82,05% 84,31% 81,54% 

k-NN 88,62% 91,32% 90,26% 

NB 83,94% 86,57% 86,39% 

5.3 Desempenho do classificador embarcado 

O classificador vencedor, HP, foi embarcado no dis-

positivo vestível para classificação on-line. Para ava-

liação do desempenho do classificador embarcado no 

dispositivo, realizou-se um procedimento de testes 

semelhante àquele realizado para coleta das amostras. 

Neste caso, os testes foram realizados com quatro 

indivíduos do sexo masculino com idade média de 

26,25±1,26 anos.  Um aplicativo móvel foi utilizado 

para coletar as informações de atividade realizada 

pelo usuário e de atividade reconhecida pelo classifi-

cador, e armazená-las na memória.  

A Tabela 2 apresenta os resultados do classifica-

dor embarcado para cada participante. Obtiveram-se 

resultados satisfatórios para os três primeiros partici-

pantes. Já para o participante S4, o sistema identifi-

cou a atividade “subindo escada” sempre que as ati-

vidades “andando”, “subindo escada” ou “descendo 

escada” foram realizadas, indicando falha na capaci-

dade de generalização do aprendizado. 

Obteve-se uma média de 86,06% de acurácia, 

quando se exclui o participante S4 do cálculo, mos-

trando que o algoritmo tem potencial para ser utiliza-

do embarcado, caso o conjunto de treinamento seja 

ampliado e diversificado, melhorando a capacidade 

de generalização do classificador. 

Tabela 2. Desempenho do classificador embarcado no dispositivo 

vestível. (Média*: excluindo o participante S4). 

Participante Acurácia Precisão Revocação 

S1 91,80% 93,31% 90,99% 

S2 83,66% 89,51% 84,35% 

S3 82,73% 86,53% 83,20% 

S4 55,97% 54,20% 59,96% 

Média 77,76% 82,59% 78,63% 

Média* 86,06% 89,78% 86,18% 

 

Apesar de sua simples implementação, voltada 

para um sistema embarcado, o classificador desen-

volvido neste trabalho alcançou acurácia comparável 

à de outros sistemas de HAR encontrados na literatu-

ra, semelhantes ao proposto neste trabalho, como 

mostra a Tabela 3. Incluíram-se na comparação pro-

postas que tinham como objetivo classificar ativida-

des semelhantes às deste trabalho, e que utilizaram 

um ou, no máximo, dois acelerômetros para monito-

ramento da pessoa.  

Alguns dos trabalhos realizam a classificação em 

tempo real, porém ou em um computador, ou em um 

smartphone. O grande diferencial do presente traba-

lho é a implementação do classificador no dispositivo 

vestível, o que exigiu que esse fosse de simples im-

plementação. Para comparação, também se incluiu na 

Tabela 3 a acurácia obtida do classificador HP on-

line, excluindo o sujeito S4. Quando equiparado com 

os demais trabalhos, percebe-se que o sistema de 

HAR embarcado desenvolvido tem potencial para 

operar com bom desempenho, desde que seja realiza-
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do um treinamento que garanta maior aquisição de 

conhecimento pela arquitetura neural e, consequen-

temente, maior capacidade de generalização. 

Tabela 3. Comparação com outros trabalhos. 

Classificador Processamento Acurácia  Referência 

HP off-line Off-line 89,11% 
Proposto neste 

trabalho 

HP on-line 
Dispositivo 

vestível 
86,06% 

Proposto neste 

trabalho 

Árvore de 

Decisão 
Smartphone 82,73% 

Fan, Wang, 

Wang, 2013 

k-NN modi-

ficado 
Smartphone 92,00% 

Paul and Ge-

orge, 2015 

SVM modi-

ficado 
Smartphone 89,00% 

Anguita et al., 

2012 

SVM Smartphone 89,59% 
Tran and 

Phan, 2016 

MLP Off-line 83,00% 
Vries et al., 

2010 

MLP Off-line 86,20% 
Lubina and 

Rudzki, 2015 

6   Conclusões e trabalhos futuros 

Este trabalho apresentou o desenvolvimento de um 

sistema de HAR, baseado em acelerometria, formado 

por um dispositivo vestível e um aplicativo móvel. O 

classificador desenvolvido opera embarcado no dis-

positivo para reconhecer a atividade praticada em 

tempo real, sem a necessidade de um smartphone ou 

de um computador para processar os dados.  

O classificador proposto apresentou resultados 

satisfatórios em relação aos trabalhos semelhantes 

recentes, principalmente quando se considera a sua 

simplicidade de implementação.  Entretanto, os testes 

on-line indicaram a necessidade de um processo de 

treinamento com dados coletados de um maior núme-

ro de indivíduos, visando maior capacidade de gene-

ralização.  

Futuramente, pretende-se adicionar ao hardware 

outros sensores, como giroscópio, e implementar 

fusão de dados no firmware, para buscar melhor de-

sempenho do sistema de classificação de atividades. 

Também pretende-se expandir a coleta de dados para 

treinamento do classificador, formando uma base de 

dados com informações provenientes de um grande 

número de pessoas diferentes, buscando garantir 

maior capacidade de generalização do classificador. 
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