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Abstract— The majority of works in system identification are focused on time invariant dynamic systems.
However, most of systems in the real applications have nonlinear and time variant behavior. In this paper, we
present a multivariable time-varying identification method based on recent paradigms in the field of evolutionary
algorithms: The coevolutionary algorithm. This new method focuses on the relationship between the fitness of
an individual in relation to the fitness of the other individuals (or group of individuals), based on the principle
of the selective pressure, that is part of the evolutionary process. A brief comparison between a multivariable
deterministic identification method MOESP-VAR and the proposed coevolutionary method is shown.

Keywords— Evolutionary algorithms, Coevolutionary algorithms, System identification, Time-varying system
identification.

Resumo— A maioria dos trabalhos de identificação de sistemas são focados em sistemas dinâmicos invariantes
no tempo. No entanto, a maioria dos sistemas na vida real têm comportamento não linear e variante no tempo.
Neste artigo, apresentamos um método de identificação variante no tempo multivariável baseado em recentes
paradigmas no campo dos algoritmos evolutivos: o algoritmo co-evolutivo. Este novo método centra-se na
relação entre o fitness de um indiv́ıduo em relação ao fitness de outros indiv́ıduos (ou grupo de indiv́ıduos), tendo
como base o prinćıpio da pressão seletiva, que é parte do processo evolutivo. Uma breve comparação entre um
método de identificação determińıstica multivariável chamado MOESP-VAR e o método co-evolutivo proposto é
apresentada.

Palavras-chave— Algoritmos evolutivos, Algoritmos co-evolutivos, Identificação de sistemas, Identificação de
sistemas variantes no tempo

1 Introdução

A identificação de sistemas consiste na busca de
um modelo matemático, que consiga descrever o
comportamento de um sistema dinâmico, a partir
dos sinais de entrada-sáıda observados (Clavijo,
2008). A grande maioria de atividades e pesquisa
sobre identificação de sistemas concentra-se em
sistemas dinâmicos invariantes no tempo, sejam
eles lineares, não lineares, monovariáveis ou mul-
tivariáveis. Entretanto, existem inúmeros siste-
mas dinâmicos, que são multivariáveis com com-
portamento não-linear e variante no tempo. Para
lidar com isto, muitos dos sistemas não-lineares
variantes no tempo são aproximados por sistemas
lineares invariantes no tempo, desde que esses sis-
temas variem lentamente (Tamariz et al., 2005).
Todavia, em alguns casos essas aproximações não
conseguem descrever o comportamento real do sis-
tema variante no tempo, de maneira que a mag-
nitude do erro é considerável. Assim, a identifica-
ção de sistemas variantes no tempo pode ser vista
como um importante tópico a ser estudado.

O objetivo deste trabalho consiste em imple-
mentar um método evolutivo capaz de identificar o
modelo em espaço de estados de um sistema mul-
tivariável variante no tempo. Durante décadas os
algoritmos evolutivos têm sido aplicados em pro-
blemas de otimização e em outras aréas. Além

disso, alguns novos campos de aplicação surgem
como em (Tim Salimans, 2017), em que estra-
tégias evolutivas são aplicadas como alternativa
escalável ao aprendizado por reforço. Dentro do
campo de identifição de sistemas, uma das pri-
meiras inspirações evolutivas para a identificação
de sistemas multivariáveis variantes no tempo foi
ilustrada em (Giesbrecht, 2013). Nessa referên-
cia define-se que o problema de identificação de
sistemas multivariáveis variantes no tempo pode
ser redefinido como um problema de otimização,
dentro de um espaço de busca criado por todas as
posśıveis quádruplas de matrizes que representam
o sistema no espaço de estados em um intervalo
de tempo. O objetivo é determinar a quádrupla
que minimiza o erro entre a sáıda real do sistema
e a sáıda estimada do modelo, quando o sistema e
o modelo são submetidos à mesma entrada. Neste
trabalho, esses prinćıpios são usados para desen-
volver o algoritmo co-evolutivo (ACOE) aplicado
ao problema de identificar sistemas multivariáveis
variantes no tempo.

Além do desenvolvimento do algoritmo, neste
artigo, algumas comparações são feitas entre o
ACOE implementado e o método determińıstico
para identificação de sistemas variantes no tempo,
baseado em MOESP (Multivariable Output-Error
State sPace) (Verhaegen and Dewilde, 1992), cha-
mado MOESP-VAR e desenvolvido em (Tamariz
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et al., 2005). Um algoritmo genético (AG) tam-
bém foi implementado usando os mesmos opera-
dores e paramêtros que o co-evolutivo, mas as po-
pulações não evoluem em conjunto. Procurando
mostrar a efetividade dos processos evolutivos, foi
desenvolvido uma busca aleatória (BA), sendo que
essa abordagem simplesmente realiza uma busca
dentro do espaço das matrizes do modelo em es-
paço de estados, sem nenhuma inteligência evolu-
tiva por trás.

O artigo é dividido em seis seções. Na pró-
xima seção o tópico de identificação de sistemas
por subespaços é apresentado e são expostos os
métodos bem conhecidos na literatura. Na ter-
ceira parte são detalhados brevemente os algorit-
mos co-evolutivos e também seus prinćıpios bá-
sicos. Na quarta seção o ACOE para identificar
sistemas multivariáveis variantes no tempo é de-
senvolvido detalhadamente, sendo a co-evolução o
tema principal. Na seção seguinte são mostrados
os resultados usando um benchmark variante len-
tamente no tempo. Na mesma seção o ACOE é
comparado com outras abordagens (AG e BA) e
com o método determińıstico MOESP-VAR. Na
última seção são expostas as conclusões do artigo.

2 Identificação de sistemas por
subespaços

A identificação de sistemas multivariáveis discre-
tos no tempo usando métodos de subespaços per-
mite encontrar um modelo causal e invariante no
tempo, estimado apenas a partir das entradas e
sáıdas do sistema. A principal vantagem desta
abordagem é que um sistema multivariável, tam-
bém definido como sistema de múltiplas entradas
e múltiplas sáıdas (MIMO) pode ser modelado,
sem ter que lidar a priori como a preocupação da
ordem do sistema (dimensão do vetor de estado).
O modelo discreto invariante no tempo é descrito
por:  x(k + 1) = Ax(k) +Bu(k)

y(k) = Cx(k) +Du(k)
(1)

em que x(k) ∈ Rn e definido como o vetor
de estados do sistema no instante k, A ∈ RnXn é
a matriz dinâmica , B ∈ RnXm é a matriz que
relaciona as entradas u(k) ∈ Rm com os esta-
dos, C ∈ RlXn é a matriz que relaciona as sáıdas
y(k) ∈ Rl com os estados e D ∈ RlXm é a matriz
de transmissão direta, relaciona entradas e sáıdas
(Katayama, 2005).

2.1 Métodos de subespaços

Existem métodos muito bem conhecidos para
abordar o problema de identificação de sistemas
MIMO lineares e invariantes no tempo. O método

MOESP (Verhaegen and Dewilde, 1992) é base-
ado na decomposição LQ de uma matriz formada
por dados de entrada e sáıda em duas matrizes:
uma matriz L, que é triangular inferior, e uma
matriz Q, que é formada por colunas linearmente
independentes. A partir de um bloco da matriz
L é feita uma decomposição em valores singulares
(SVD), a partir da qual se determinam a ordem
do sistema e sua matriz de observabilidade. Com
essa matriz é posśıvel obter as matrizes C e A
correspondentes ao modelo em espaços de estado
que o representa (1). O passo final é formar uma
equação linear e aplicar o método dos mı́nimos
quadrados e estimar as matrizes B e D.

Outro método chamado N4SID (Numerical
Algorithms for Subspace State Space System
Identification)(Overschee and Moor., 1994), da
mesma maneira que o MOESP, é baseado em uma
decomposição LQ de matrizes de dados. Entre-
tanto, neste caso essa decomposição é interpretada
como sendo a projeção obĺıqua das sáıdas futuras
no subespaço das entradas e sáıdas passadas, na
direção das entradas futuras. A partir dessas pro-
jeções se determinam os estados do sistema. Com
estados, entradas e sáıdas podem ser determina-
das as matrizes A,B,C e D com uma simples apli-
cação do método dos mı́nimos quadrados.

2.2 Sistemas variantes no tempo

Existem diversos métodos para identificar linea-
res e invariantes no tempo. No entanto, muitos
sistemas dinâmicos são variantes no tempo, au-
mentando a complexidade do problema de iden-
tificação. Os sistemas variantes no tempo podem
ser modelados no espaço de estados, representado
na equação (2), em que as matrizes do modelo em
espaço de estados A,B,C,D variam em função de
k, essa variável representa o tempo.

 x(k + 1) = A(k)x(k) +B(k)u(k)

y(k) = C(k)x(k) +D(k)u(k)
(2)

Existe uma versão do MOESP para iden-
tificar sistemas variantes no tempo denomidado
MOESP-VAR. Este método foi proposto em
(Tamariz et al., 2005). Pricipalmente o método se
fundamenta em que dado um sistema variante no
tempo, definem-se intervalos de tempo com uma
quantidade de dados (entras e sáıdas), também
chamados janelas, em instantes de tempo espećıfi-
cos. Essas janelas são definidas de maneira que o
sistema não sofra mudanças significativas durante
todo o intervalo de tempo definido para cada uma
delas. O método MOESP é aplicado aos dados de
cada janela, e como isto estimam-se as matrizes
do modelo de espaço de estados que representam o
sistema nesta janela. No caso em que as variações
do sistema são rápidas, o método MOESP-VAR
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não tem respostas muito precisas. Comparações
entre este método e propostas imuno-inspiradas
são detalhadas em (Giesbrecht, 2013). Outra des-
vantagem dos métodos de subespaços é que existe
uma dependência entre os números de dados to-
tais, dimensão das entradas, dimensão das sáıdas
e o numero de blocos de Hankel para que o método
seja computacionalmente fact́ıvel. Entretanto, os
algoritmos evolutivos não apresentam essa depen-
dência, eles podem estimar as matrizes do modelo
em espaço de estados tendo um número reduzido
de dados de entrada e sáıda (janela de dados).

3 Algoritmos co-evolutivos

Os algoritmos co-evolutivos são métodos heuŕıs-
ticos baseados em cooperação e competição, ou
ainda, em evolução conjunta de indiv́ıduos de di-
ferentes especies. Informações mais detalhadas a
respeito deste assunto podem ser encontrada na
referência (Wiegand, 2003).

A coevolução é fortemente associada a uma
evolução mútua entre duas espécies que apresen-
tam dependências entre si, de forma que uma
exerce pressão seletiva sobre a outra, criando as-
sim um paradigma de que não existe evolução iso-
lada.

Existem três categorias que podem se bene-
ficiar da coevolução: problemas com grandes es-
paços (infinitos) de produtos cartesianos, proble-
mas sem medida objetiva intŕınseca e problemas
com estrutura complexa. O intuito da coevolu-
ção é produzir uma dinâmica tipicamente referida
como arms race. Informalmente, em uma arms
race (corrida armamentista), cada população au-
menta o seu desempenho de forma a obter progres-
sos incrementais em relação aos outros. A idéia
é que o sistema é conduzido a melhores partes
do espaço de busca por essas melhorias rećıpro-
cas ao longo do tempo. Consideremos o exem-
plo predador-presa: Se a presa evoluir para correr
mais rápido; então a população de predadores é
forçada a evoluir comportamentos que frustram
essa vantagem da presa. A esperança é que, no
final, ambas as populações tenham atributos ex-
cepcionais (Wiegand, 2003).

De fato, vantagens da coevolução levaram a
sua aplicação em uma grande variedade de pro-
blemas. As aplicações de otimização incluem a
coevolução de processos rápidos, redes de clas-
sificação completas (Hillis, 1991) e a coevolução
de argumentos máximos para funções complexas
(Potter and Jong, 1994). As aplicações de apren-
dizado de máquina incluem o uso de coevolução
para procurar estratégias úteis de jogo (Rosin and
Belew, 1996).

4 Algoritmo co-evolutivo para
identificação de sistemas

Para a identificação dos sistemas variantes no
tempo utilizou-se o método evolutivo ACOE. Para
esta abordagem, criou-se quatro populações: PA,
PB , PC e PD , que atuaram na evolução das matri-
zes A, B, C e D do modelo em espaço de estados,
respectivamente.

A prinćıpio, os dados de entrada e sáıda são
divididos em janelas, de maneira que não haja
variação significativa dos parâmetros do sistema
para o conjunto de dados de uma mesma janela.
Em seguida, para cada uma das janelas, o objetivo
individual das populações consiste em encontrar a
configuração da sua matriz de estado associado,
que minimize o erro entre conjunto das sáıdas do
sistema Y e o conjunto de sáıdas do modelo esti-
mado Ŷ , para um dado conjunto de entradas U . O
espaço de busca de cada população consiste, para
cada uma das matrizes da representação no espaço
de estados (2), MA ∈ RnXn,MB ∈ RnXm,MC ∈
RlXn, MD ∈ RlXm. Deve-se notar que, no caso
dos sistemas variantes no tempo, essas matrizes
do espaço de estados não são contantes, variam a
cada instante de tempo.

Apesar de o método consisitir na divisão dos
dados em janelas da mesma forma que o MOESP-
VAR, com o algoritmo evolutivo se tem a van-
tagem de se trabalhar com janelas muito menores
que a do método anteriormente citado, permitindo
a identificação de sistemas com variações de parâ-
metros mais rápidas.

Nas seções seguintes serão introduzidas a co-
dificação adotada, os operadores, a função de ava-
liação utilizada e a estrutura do algoritmo..

4.1 Codificação adotada

As soluções candidatas de cada população foram
representadas na seguinte forma: PA tem nXn
posições, PB tem nXm posições, PC tem lXn po-
sições e PD tem lXm posições. As colunas de cada
matriz do espaço de busca são transformadas a fi-
las para logo serem concatenadas. Essa codifição
está ilustrada para PA na tabela 1.

Tabela 1: Configuração dos cromossomos para PA

a1→n,1 a1→n,2 · · · a1→n,n

PA (a1,1 → an,1) (a1,2 → an,2) · · · (a1,n → an,n)

4.2 Operadores

Os operadores utilizados nas quatro populações
(PA, PB , PC e PD) foram os mesmos. A tabela 2
mostra a lista de operadores.

Na mutação, o valor da variância (σ2) varia
com o respeito ao número de gerações (gi), ver
tabela 3. Esta abordagem teve como inspiração
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Tabela 2: Operadores
Recombinação Aritmético

Mutação Gaussiana
Seleção Torneio

o simulated annealing (Kirkpatrick et al., 1983),
onde deseja-se que os indiv́ıduos tenham maior li-
berdade para explorar o espaço de busca durante
as primeiras gerações. Conforme as gerações vão
passando, deseja-se que esta liberdade de explora-
ção seja reduzida, para incentivar os indiv́ıduos
a refinarem as soluções candidatas previamente
encontradas. No simulated annealing original o
decaimento desse fator de exploração (chamado
de temperatura T ) atua na seleção de indiv́ıduos,
enquanto que no ACOE ele atua na mutação de
indiv́ıduos, gerando a redução da intensidade da
mutações ao longo das gerações.

O valor baixo de indiv́ıduos para o torneio,
gera baixa pressão seletiva na população, que,
como consequência, permite aos indiv́ıduos de
baixo fitness maior chance de sobrevivência.

4.3 Função de avaliação ou fitness

Para um dado indiv́ıduo p(x,i) da população x, por
exemplo PA, o seu fitness é dado por:

f(p(A,i)) =
1

1 + E(p(A,i), p(B,r1), p(C,r2), p(D,r3))
,

(3)

Onde r1, r2 e r3 são indiv́ıduos aleatórios ex-
traidos da população. A função E representa o
erro total entre as sáıdas estimadas a partir des-
ses indiv́ıduos Ŷ e a sáıdas reais do sistema Y . A
equação do erro E é definida por:

E(p(A,i), p(B,r1), p(C,r2), p(D,r3)) =

n∑
k=1

||(Y − Ŷ )||

(4)

4.4 Estrutura

Inicialmente os indiv́ıduos das quatro populações
são inicializados aleatoriamente. Em seguida, a
determinação do número de soluções candidatas
que são selecionadas, tanto para a recombinação,
quando para a mutação, ocorrem de forma deter-
mińıstica, sendo que 75% da população é selecio-
nada para o crossover, enquanto que 25% dos indi-
v́ıduos sofre mutação. Posteriormente, calcula-se
o fitness dos indiv́ıduos. Por fim, é feita a etapa
de seleção de indiv́ıduos. A figura 1 ilustra a es-
trutura adotada.

Figura 1: Fluxograma do funcionamento do algo-
ritmo.

5 Resultados

Para testar o ACOE proposto foi utilizado um
modelo de referência (benchmark) cuja matriz A,
apresentada na equação 5, é lentamente variante
com o tempo. As matrizes B,C e D são constan-
tes, apresentadas na equação 6. Esse sistema foi
retirado da referência (Tamariz et al., 2005). Ao
sistema foi dado como entrada um rúıdo branco
bidimensional com N = 1000 amostras. Os parâ-
metros do algoritmo foram configurados conforme
é apresentado na tabela 3.

Ak =

[
a(k) b(k)

1 −1

]
(5)

em que

a(k) = −1

2
(k/2500)2 +

1

2
(k/2500)

b(k) = − 1

16
(k/2500)4 − 1

8
(k/2500)3

−13

16
(k/2500)2 − 3

4
(k/2500)− 1

2

as outras matrizes do sistema são constantes
ao longo do tempo

Bk =

[
−2 1
1 1

]
; Ck =

[
1 3
1 2

]

Dk =

[
1 3
1 1

]
(6)

No processo de identificação de sistemas utili-
zando coevolução, a diversidade é um fator chave
para garantir o progresso da evolução. Muitas ve-
zes o aumento de fitness não está associado com o
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Tabela 3: Configuração dos parâmetros
Parâmetros

Número de populações 4
Gerações (g) 4000

Tamanho da população 200
Indiv́ıduos para crossover 150

Probabilidade de seleção (α) 0.6
Indiv́ıduos para mutação 50

Variância (σ2) 1− gi
2∗g

Indiv́ıduos por torneio (q) 2

indiv́ıduo de melhor fitness. Por exemplo, o cro-
mossomo com maior fitness da população PA não,
necessariamente, vai obter melhor fitness quando
interagir com o melhor indiv́ıduo da população
PB . O aumento do fitness pode acontecer por in-
terações entre um indiv́ıduo de alto fitness e outro
de baixo ou até, entre dois indiv́ıduos de fitness
baixo. Assim, garantir a diversidade da popula-
ção, por meio de mutações regulares, é algo crucial
para sua evolução.

A interdepêndencia entre as populações é um
fator limitador que afeta o progresso de evolução
de uma população. Por exemplo, se uma popu-
lação já encontrou a solução ótima dentro do seu
espaço de busca, de nada adiantará se as demais
populações não evoluirem junto. Por isto, o pro-
gresso de uma população, normalmente, desenca-
deia o progresso das demais populações. Isto pode
ser notado na figura 2, em que é apresentada a evo-
lução do fitness das quatro populações ao longo
das gerações. Da figura é posśıvel perceber a in-
terdependência das populações ocorre durantes as
gerações de 2000 a 3400, onde acontece o avanço
de uma população, que afeta as demais. O número
de gerações foi determinado por análise emṕırica.
Percebeu-se que o as populações precisam de pelo
menos 4000 gerações para obterem valores de fit-
ness relevantes.

Para avaliar o método proposto, o conjunto de
dados gerado tendo como entrada o rúıdo branco
(N = 1000) foi dividido em 5 conjuntos (200
entradas e sáıdas): (U1, Y1), (U2, Y2), (U3, Y3),
(U4, Y4) e (U5, Y5), dos quais, a variação do sis-
tema é maior para os dados de ı́ndice superior.
Por exemplo, a variação do sistema para (U2, Y2)
é maior do que as de (U1, Y1) e menor que (U3, Y3).
Em cada conjunto de entradas e sáıdas, trés mé-
todos adicionais, além da coevolução, foram uti-
lizados: MOESP-VAR, AG e BA. Os resultados
das execuções desses métodos podem ser vistos na
tabela 4. Para garantir uma avaliação justa, o
número de gerações feitos na coevolução, no AG
e na BA foi o mesmo. Além disso, o AG utiliza
os mesmos operadores e parâmetros aplicados ao
ACOE.

A partir dos resultados obtidos, é posśıvel in-
ferir que o MOESP-VAR e o ACOE possuem de-

Tabela 4: Valor de fitness do melhor indiv́ıduo
(X10−3) para os diferentes conjuntos de dados
utilizados em cada método

ACOE MOESP-VAR AG BA

(U1, Y1) 10.1 8.2 0.82 0.87
(U2, Y2) 6.2 6.5 0.65 0.73
(U3, Y3) 5,4 5.3 0.81 0.85
(U4, Y4) 5.1 4.2 0.61 0.83
(U5, Y5) 2.2 2.0 0.52 0.6

sempenho semelhante para a identificação dos sis-
temas variantes no tempo, porém a coevolução
possui uma leve vantagem. Isto pode ser um re-
sultado promissor que indica que o refinamento
mais elaborado pode levar a coevolução a encon-
trar a solução ainda melhor para o problema de
identificação de sistemas variantes no tempo.

Tanto o AG, quanto a BA possuem fitness dez
vezes inferiores ao MOESP-VAR e ao ACOE. Isto
acontece por que o AG e a BA tentam encontar a
melhor configuração dos subespaços de uma única
vez, ou seja, eles trabalham com a evolução de
indiv́ıduos de dimensão 16. Por outro lado, a coe-
volução utiliza a idea do ”dividir para conquistar”,
onde as diferentes populações tentam encontrar os
sub-soluções que interagem melhor com os demais
indiv́ıduos das outras populações. De forma fi-
losófica a coevolução permite que os indiv́ıduos
trabalhem com um senso de comunidades, o qual
cada população trabalha para melhorar sua própia
comunidade.

6 Conclusões

Neste artigo são definidos os passos para identi-
ficar sistemas variantes lentamente no tempo por
meio do ACOE. Baseados nos resultados obtidos,
que demonstraram que esse tipo de algoritmo tem
resultado superior ao de métodos puramente de-
termińısticos como o MOESP-VAR, pode se esti-
mar modelos bem sucedidos, os quais representam
o modelo em uma janela ou intervalo de tempo.

O objetivo principal do ACOE foi encontrar
as matrizes Â, B̂, Ĉ, D̂ que minimizam o erro de
estimação por meio da solução de um problema de
otimização. Uma nova abordagem para trabalhos
futuros seria desenvolver o método da coevolução
recursivamente, ou seja, estimar as matrizes do
modelo em cada janela de tempo usando a infor-
mação das matrizes estimadas para a janela ante-
rior, como no caso de (Giesbrecht, 2013). Outras
técnicas evolutivas podem ser implementadas para
encontrar qual é a melhor alternativa para resolver
o problema de otimização definido. Além disso, o
método proposto pode ser aplicado para modelar
séries temporais e comparar resultados com o al-
goritmo imuno-inspirado.
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Figura 2: Fitness das quatros populações para o
conjunto (U1, Y1). A curva vermelha representa
o fitness do melhor indiv́ıduo (maior fitness) e a
curva azul é o fitness médio da população.
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