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Abstract— Integrated pest management is a technique that seeks to keep pests always below the level at
which they cause damage to crops. It also seeks to carry out pest control that is practical, efficient, economical
and does not harm the health of the population, aiming at reducing the use of pesticides in plantations. A
technique widely employed in monitoring the population of pests is based on the use of traps. However, the usual
method consists in regular field surveys with the visual observation of traps by a human operator. This method
has drawbacks because it is intensive, unhealthy and costly for the operator, and it is not possible to obtain
real-time and synchronized information of all traps. Based on this context, this work aims to take the first steps
toward the development of an intelligent trap, with its scope focused on the collection of images, identification
and classification of insects, using digital image processing and machine learning techniques. The database of
images collected for classification consists of 99 images, from which 4338 regions were extracted. Each one of
these regions has been transformed into a feature vector based on the bag-of-words model. For the classification,
the algorithms support vector machine, k-nearest neighbors, decision tree and Gaussian Naive Bayes were used.
The support vector machine algorithm presented better results in all metrics, making possible the identification
of insects in intelligent traps.

Keywords— Intelligent image processing, Machine learning, Supervised learning, Insect identification.

Resumo— O manejo integrado de pragas é uma técnica que procura manter as pragas abaixo do nivel em que
causem danos para as plantagoes. Através deste também busca-se realizar um controle de pragas que seja pratico,
eficiente, econémico e que nao prejudique a satde da populacio, visando a diminui¢do do uso de agrotéxicos nas
plantagoes. Uma técnica bastante empregada no monitoramento da populagdo de insetos-praga é baseada no
uso de armadilhas. O método usual consiste em levantamentos de campo regulares com a observagao visual de
armadilhas por um operador humano. Esse método possui inconvenientes por ser intensivo, insalubre e oneroso
para o operador, além de nao ser possivel obter informagoes em tempo real e sincronizadas de todas armadilhas.
Com base neste contexto, este trabalho visa realizar os primeiros passos em dire¢do ao desenvolvimento de uma
armadilha inteligente, com seu escopo voltado para a coleta de imagens, identificagao e classificagdo dos insetos,
utilizando técnicas de processamento digital de imagens e aprendizagem de maquina. A base de imagens coletadas
para classificagdo consiste em 99 imagens, de onde foram extraidas 4338 regides. Cada uma dessas regides foi
transformada em um vetor de caracteristicas, com base no modelo bag-of-words. Para a classificagao, foram
utilizados os algoritmos support vector machine, k-nearest neighbors, arvore de decisdo e Gaussian Naive Bayes.
O algoritmo support vector machine apresentou melhores resultados em todas as métricas, viabilizando o uso da
abordagem proposta na identificacdo de insetos em armadilhas inteligentes.

Palavras-chave— Processamento de imagens inteligente, Aprendizagem de maquina, Aprendizado supervisi-
onado, Identificacdo de insetos.

1 Introducgao

nicas de monitoramento da populacao das pragas

na plantacdo. Sem a coleta de informagoes so-

O manejo integrado de pragas (MIP) é uma téc-
nica que procura manter as populagdes de pragas
abaixo do nivel que possam causar dano econd-
mico. Este controle pode ser feito por meio de
insetos (controle biol6gico), uso de feromonios, re-
tirada e queima da parte do vegetal afetado, entre
outros. O MIP caracteriza-se como uma alterna-
tiva que procura integrar metodologias para de-
senvolver um controle de pragas que seja pratico,
eficiente, econdmico, que proteja a saude publica
e ambiental, visando diminuir o uso de agroté-
xicos causadores da contaminagao dos alimentos
e do lencol fredtico quando aplicados indiscrimi-
nadamente (Elliott et al., 1995). O emprego do
MIP depende essencialmente da precisao das téc-
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bre a sua dinamica populacional, em conjunto com
os fatores ecolégicos relacionados, nao é possivel
executar o controle adequado na hora e lugares
certos (Shelton and Badenes-Perez, 2006; Jiang
et al., 2008). Uma técnica bastante empregada no
monitoramento da populacao para o controle de
insetos-praga é baseada na utilizacao de armadi-
lhas, com feromonios ou atrativos alimentares que
atraem os insetos. Ao entrarem nas armadilhas,
distribuidas na area da plantagao, os insetos sao
incapazes de deixé-la, ficando capturados em seu
interior (Lépez et al., 2012). O sistema de monito-
ramento de insetos-praga recolhe periodicamente
os dados de cada armadilha através da contagem
do ntimero de individuos capturados.
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O método usual para coletar dados das ar-
madilhas, determinando o nimero de individuos
capturados, consiste em levantamentos de campo
regulares com a observacao visual de armadilhas
por um operador humano. A periodicidade das vi-
sitas do operador é geralmente semanal, podendo
ser maior dependendo do tamanho da proprie-
dade (Tirelli et al., 2011). Este método tem al-
guns inconvenientes, nos quais pode-se destacar:
o trabalho intensivo, insalubre e oneroso de des-
locar um humano pela area da plantacao; e, nao
se pode obter informagoes em tempo real e sincro-
nizadas de todas as armadilhas, uma vez que elas
vao sendo visitadas ao longo da semana (Lépez
et al., 2012). Com isso, estas técnicas tradicionais
de monitoramento nao permitem uma captura da
dinamica das populagoes de insetos-praga, dimi-
nuindo significativamente a precisao com que se
faz o MIP (Jiang et al., 2008).

Uma alternativa para facilitar e agilizar esse
processo de monitoramento é utilizar armadilhas
inteligentes que, dentre outras funcionalidades, se-
jam capazes de gerar imagens e envid-las para uma
central, onde as imagens sao processadas, reali-
zando a identificacdo dos insetos capturados. A
tarefa de identificar insetos através do uso de ima-
gens nao é trivial, pois conta com diversos fatores
que podem afetar esse processo. Um desses fa-
tores é a possivel sobreposicao de insetos, pois,
como as armadilhas sao posicionadas em um am-
biente externo, outros insetos maiores, bem como
folhas de drvores e outros objetos, podem se tor-
nar um obstaculo entre a camera e a base interior
da armadilha, nao possibilitando a visado dos in-
setos menores através da lente da camera. Outro
fator que dificulta bastante o processo de identi-
ficacdo é a grande variedade de insetos diferentes
que sao capturados em conjunto com os insetos
de interesse. Apesar de as armadilhas possuirem
feromoénios para atragao dos insetos de interesse,
isso nao impede que outros insetos fiquem presos
na armadilha, o que é bastante comum de acon-
tecer. Esse fator também pode ser responséavel
por ocasionar uma densidade elevada de insetos
no interior da armadilha, agravando ainda mais o
processo de identificagdo. Ainda, dada a abertura
das asas do inseto, sua forma pode variar significa-
tivamente, gerando uma gama de possibilidades a
serem consideradas na identificagdo, tornando-se,
assim, um agravante extra nesse processo.

Os insetos de interesse do presente artigo sao
as moscas-das-frutas Ceratitis capitata e Anas-
trepha fraterculus, que estao entre as principais
pragas presentes na fruticultura mundial. As
moscas-das-frutas dos géneros Anastrepha e Cera-
titis apresentam uma larga distribuicao geografica
no Brasil, sendo a Ceratitis capitata, também co-
nhecida como mosca-do-mediterraneo, a tnica es-
pécie do género registrada no Brasil, onde j4 se en-
contra amplamente disseminada e adaptada a am-
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bientes rurais e urbanos. Além disso, do ponto de
vista econémico da fruticultura mundial, a mosca-
do-mediterraneo é a mais importante dentre as
moscas-das-frutas, por ser a espécie mais cosmo-
polita e pela sua capacidade de transmitir a bacté-
ria Escherichia coli para frutos comerciais. Tam-
bém, a presenca de moscas-das-frutas faz com que
os paises importadores de frutos criem barreiras fi-
tossanitarias, dificultando a exportagao de frutos
para estes paises (Montes and Raga, 2006; Sela
et al., 2005). Com base no contexto apresentado,
este artigo propoe um algoritmo para identificagao
dos insetos Anastrepha fraterculus e Ceratitis ca-
pitata, utilizando-se de técnicas de processamento
de imagens e aprendizagem de maquina, captura-
dos em armadilhas convencionais. A proposta de
um algoritmo eficiente para identificacao dos inse-
tos alvo é o primeiro passo no sentido de desenvol-
ver uma armadilha inteligente, capaz de capturar
imagens, identificando e contando os insetos cap-
turados, de forma automaética, periédica e remota.

2 Trabalhos Relacionados

O trabalho de Solis-Sanchez et al. (2009) procura
identificar insetos do tipo mosca-branca em ar-
madilhas com superficies adesivas. O processo de
identificagao inicia com uma conversao da imagem
para tons de cinza, seguido da aplicacao do filtro
detector de bordas Sobel, com a finalidade de ob-
ter o gradiente magnitude da imagem. Apods, é
aplicado o algoritmo de Otsu para tornar a ima-
gem bindria. Ao término da segmentagao, algu-
mas caracteristicas sao extraidas dos objetos seg-
mentados: area, centro de massa, excentricidade e
solidez. Com base nessas caracteristicas, os obje-
tos sao agrupados em clusters, onde um dos clus-
ters é composto por caracteristicas que represen-
tam a mosca-branca. A média de acerto foi de
97%. Devido a diferenca entre os insetos de in-
teresse do trabalho citado e do presente traba-
lho, além da diferenca de iluminagao nas imagens
capturadas, optou-se por utilizar os algoritmos
de thresholding global e adaptativo na binariza-
¢ao da imagem. Na etapa de extracao de carac-
teristicas, o presente trabalho realiza a extragao
dos descritores de cada regiao, utilizando o algo-
ritmo SURF (Speeded-Up Robust Features) (Bay
et al., 2006). Diferentemente do trabalho citado,
o presente trabalho utiliza informagoes como a
excentricidade para remover regioes indesejadas,
ao invés de utilizéd-la como uma caracteristica na
etapa de classificagio. Em Kumar et al. (2010), o
objetivo do trabalho é identificar os insetos mosca-
branca e afideo (pulgdo) em armadilhas adesivas.
As amostras utilizadas sdo imagens de 21 x 21
pizels, que representam trés categorias: imagem
de mosca-branca, imagem de afideo e imagem do
fundo da armadilha (sem inseto). No processo de
identificacao, trés tipos de extracao de caracteris-
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ticas foram usados: cores, filtros de Gabor e Py-
ramidal Histogram of Gradients (PHOG). A clas-
sificagao final é feita com SVM, utilizando ker-
nel RBF para caracteristicas de cores e PHOG
e kernel linear para filtros de Gabor. Como re-
sultados, foram detectadas 98, 5% moscas-branca
e 91,8% de afideos. Diferentemente do trabalho
citado, o presente trabalho utiliza a imagem in-
teira para a identificagao dos insetos. No trabalho
de Rodrigues et al. (2015) foi utilizado o modelo
de bag-of-words para classificagdo automaética de 9
diferentes tipos de graos de pdlen. Foram utiliza-
dos os algoritmos SIFT (Scale-Invariant Feature
Transform) (Lowe, 2004) e SURF para extragio
dos descritores e o algoritmo K-means para clus-
terizagao. Na etapa de classificagao, foram utiliza-
dos os algoritmos SVM, KNN, drvore de decisao e
AdaBoost (Adaptive Boosting). O algoritmo SVM
mostrou uma taxa de acertos de 74%. O traba-
lho de Rodrigues et al. (2015) é bem similar ao
presente trabalho, pois utiliza as mesmas técnicas
de extracdo de caracteristicas e classificacdo, po-
rém, o presente trabalho utiliza o algoritmo SURF
para extragao de caracteristicas e ainda nao utiliza
o AdaBoost para classificacao (serd implementado
como trabalho futuro). Os trabalhos citados apre-
sentam caracteristicas que serviram de base para o
desenvolvimento deste trabalho, porém nao foram
encontrados trabalhos que realizem a identificagao
dos insetos Anastrepha fraterculus e Ceratitis ca-
pitata utilizando imagens capturadas no interior
de armadilhas adesivas. Dessa forma nao é possi-
vel realizar uma comparagao direta dos resultados
obtidos.

3 Abordagem Proposta

A abordagem proposta foi dividida em trés eta-
pas, que sao: segmentacao da imagem, extragao
de caracteristicas e classificacao. Estas etapas se-
rao detalhadas nas Segoes seguintes.

3.1 FEtapa de Segmentacdo

Para que a segmentacao das regioes de interesse
fosse satisfatoria, ela foi dividida em véarias etapas.
Inicialmente, partindo de uma imagem em tons de
cinza, como a imagem da Figura 1, aplicou-se um
algoritmo de threshold global para separar os inse-
tos do fundo da imagem. O valor T' do algoritmo
de threshold foi escolhido com base no histograma
de cada imagem. Porém, algumas das imagens
apresentavam uma diferenca de iluminacao, e isso
acaba prejudicando o funcionamento do threshold
global.

Dessa forma, para corrigir o problema cau-
sado pela diferenca na iluminagao, foi aplicado um
algoritmo de threshold adaptativo. Os parametros
utilizados no threshold adaptativo foram: tama-
nho do bloco (11 x 11), método de cédlculo através
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Figura 1: Imagem em tons de cinza da base da
armadilha.

da média e o valor da constante a ser subtraida foi
7. O resultado da aplicagao dos dois algoritmos de
threshold foi unido e gerou uma tnica imagem bi-
naria, como a da Figura 2.

Figura 2: Resultado dos algoritmos de threshold.

Observando os resultados obtidos com a apli-
cacao dos algoritmos de threshold, pode-se verifi-
car que além dos insetos, outras regides da ima-
gem também foram segmentadas como regioes de
interesse, tais como a grade da base da armadilha
e algumas regides nas laterais. Essas regioes nao
sao consideradas regioes de interesse e por isso foi
necessaria a sua remocao. A operacdo morfold-
gica de abertura (opening) foi empregada para re-
mover essas regioes. Foram definidos dois kernels
distintos para esta operagao: um kernel horizon-
tal (13 x 3) e um vertical (3 x 15). O formato
dos kernels foi definido com a finalidade de que
cada um dos kernels seja responsavel por remover
um tipo especifico de ruido da imagem, em que
o kernel horizontal foi construido especificamente
para remover linhas verticais e o kernel vertical
para remover linhas horizontais. Ambos os kernels
também sao capazes de remover ruidos menores,
como regioes pouco sélidas, que apresentam uma
alta “porosidade” no seu interior. A Figura 3 apre-
senta o resultado da aplicagao dessas operagoes.



Figura 3: Resultado da operagao morfolégica de
abertura na Figura 2.

Porém, a operacao de abertura nao foi ca-
paz de remover todas as regioes indesejadas da
imagem. Algumas regioes das laterais, particu-
larmente as que apresentam um formato vertical
mais acentuado que as demais, nao foram removi-
das. Com base nessa observagao, resolveu-se cal-
cular a excentricidade de cada regiao, baseado na
informacao dos momentos da regiao. A excentri-
cidade representa o quao circular é uma dada re-
giao, possuindo valor 0 (zero) caso a regiao for
totalmente circular e valor 1 (um) caso a regido
possua formato de linha. Regides com excentrici-
dade intermediaria apresentam valores entre zero
e um. A excentricidade é dada pela Equacao 1.

excentricidade =

com os autovalores definidos por:

H2o + Moo \/4 X g1 1 + (k2,0 + po,2)?
2 2

avl =

2.0 + 0,2 \/4 x N%J + (p2,0 + po,2)?
— 5 _ ;

onde 2, f2,0 € f41,1 representam os momentos
centrais de cada regiao.

Com base na andlise de diversas regioes,
observou-se uma relacao entre os momentos cen-
trais po,0 € po,2, onde o coeficiente resulta em um
valor muito préximo de zero quando a regiao pos-
sui um formato vertical. Dessa forma, definiu-se o
coeficiente de verticalidade como apresentado na
Equagao 2.

av2

H2,0
10,2

verticalidade = (2)

Logo, para o conjunto de dados utilizado neste
trabalho, a seguinte condicdo foi definida: se
excentricidade >= 0.85 e wverticalidade < 0.22,
entao a regiao é removida da imagem. A remogao
da regiao se da com a aplicacao do algoritmo flood
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fill. A proximidade de alguns insetos faz com que
a segmentacao extraia uma inica “super regiao” ao
invés de varias regioes individuais. Como tenta-
tiva de resolver esse problema, foi empregado o al-
goritmo watershed, que é capaz de separar regioes
muito préximas, gerando um contorno entre elas.
O resultado da aplicagao do algoritmo watershed
pode ser observado na Figura 4. A aplicagao do
algoritmo watershed é o dltimo passo realizado no
processo de segmentacao deste trabalho e a ima-
gem bindria resultante é usada como uma maéscara
no passo seguinte, onde é realizada a extragao de
caracteristicas dos insetos.

Figura 4: Resultado do algoritmo watershed e re-
moc¢ao das regices por excentricidade e verticali-
dade. Os limites sao indicados em vermelho.

3.2  Etapa de Extracdo de Caracteristicas

O processo de extracao de caracteristicas e de clas-
sificacdo empregados neste trabalho sdo baseados
no modelo de bag-of-words. Esse modelo foi utili-
zado originalmente em classificacao de texto, po-
rém também pode ser empregado em classificagao
de imagens. Neste contexto, o modelo é dividido
nas seguintes etapas: encontrar descritores de re-
gides das imagens; clusterizar os descritores for-
mando um “vocabulédrio”; construir uma bag-of-
words (histograma), onde cada posi¢ao representa
um cluster e o valor representa o ntimero de descri-
tores que pertencem aquele cluster; e, classificar
utilizando a bag-of-words como vetor de caracte-
risticas (Csurka et al., 2004). De forma a extrair
caracteristicas de cada uma das regioes satisfato-
riamente, cada regiao foi dilatada através do uso
da operagao morfolégica de dilatagao (dilatation),
utilizando-se um kernel de (22 x 22) pizels, com
o intuito de aumentar a sua area para que todos
os descritores daquela regiao fossem encontrados,
excluindo a possibilidade de perder descritores de
borda, por exemplo. Apds a dilatacdo, o algoritmo
SURF (Bay et al., 2006) foi utilizado para encon-
trar os descritores da regiao. Esse processo foi rea-
lizado em todas imagens de treinamento, onde foi
gerada uma lista com todos os descritores e suas
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respectivas regioes. Com as informacgoes dos des-
critores e suas respectivas regioes armazenadas, o
proximo passo é clusterizar esses descritores com
a finalidade de reunir descritores que apresentam
caracteristicas similares em um mesmo cluster. O
algoritmo utilizado para realizar a clusterizagao
foi o K-means. Apos a realizagao de testes com di-
ferentes niimeros de clusters, observou-se que o va-
lor que apresentou melhores resultados foi de 300
clusters (K), sendo esse o valor utilizado neste tra-
balho. Cada regido individualmente segmentada
pelo algoritmo watershed (Figura 4) passa a ser
representada por uma bag-of-words, que no con-
texto deste trabalho é um vetor de caracteristicas
(ou histograma) com k posicoes, sendo k o niimero
de clusters definidos no passo anterior. O valor x
de cada posicao ¢ do vetor de caracteristicas re-
presenta o ntimero de descritores que pertencem
ao cluster i, segundo o algoritmo K-means.

3.3 Etapa de Classificagao

Na classificacao com aprendizado supervisionado,
os vetores de caracteristicas sao divididos em dois
conjuntos: conjunto de treinamento e conjunto de
teste. No conjunto de treinamento, cada vetor de
caracteristicas é usado como dado de entrada, jun-
tamente com a informacao da classe que classifica
corretamente esse vetor. O conjunto de teste é uti-
lizado para avaliar o classificador, observando se
o mesmo consegue classificar corretamente exem-
plos que nao foram vistos previamente. Neste
trabalho, 67% dos exemplos foram usados como
conjunto de treinamento e os 33% restantes como
conjunto de teste. Os algoritmos utilizados para
realizacao do aprendizado supervisionado foram:
arvores de decisao (AD), Gaussian Naive Bayes
(GNB), K-Nearest Neighbors (KNN) e Support
Vector Machines (SVM). Todos os algoritmos po-
dem ser encontrados no moédulo sklearn, do pacote
scikit-learn, para a linguagem Python (Pedregosa
et al., 2011).

4 Experimentos e Resultados

A base de treino para a realizacdo deste tra-
balho consiste de 99 imagens, com resolucao de
2592 x 1944 pixels, oriundas de quatro coletas dis-
tintas. As coletas foram realizadas por uma ca-
mera de 5 megapizels de uma placa Raspberry Pi
3. Tanto a camera quanto a placa foram acopla-
das a uma armadilha entomoldgica, desenvolvida
de forma paralela a este trabalho. O conjunto
de exemplos de entrada, construido a partir das
imagens da base de treino, é constituido de 4338
exemplos. Dentre esses exemplos definiu-se dois
conjuntos de classes. Ambos conjuntos conside-
ram nao apenas o inseto Ceratitis capitata como
inseto de interesse, mas também sao capazes de
identificar o inseto Anastrepha fraterculus. As di-
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ferencas entre os dois conjuntos se encontram na
forma como estao distribuidas as informacoes rui-
dosas para o modelo. No primeiro conjunto (C1),
as classes estao definidas como: Ceratitis capitata,
Anastrepha fraterculus, outro inseto e residuo. No
segundo conjunto (C2), as duas tltimas classes fo-
ram unidas, gerando uma tnica responsavel por
identificar os residuos nos dados. Sendo assim, as
classes do segundo conjunto sao: Ceratitis capi-
tata, Anastrepha fraterculus e residuo.

No que tange aos parametros dos algoritmos
utilizados, para o algoritmo SVM foi utilizado o
kernel “rbf” pois, dentre os outros kernels, este
apresentou melhores resultados, com gamma
0.1. No KNN, foi utilizado K = 3, pois este apre-
sentou melhores resultados que o padréo (K = 5),
para este conjunto de dados. Para os demais algo-
ritmos, foram utilizados os parametros padroes da
ferramenta utilizada. As Tabelas 1 e 2 apresentam
um comparativo das médias de todos algoritmos,
utilizando o primeiro e o segundo conjunto de clas-
ses, respectivamente. As Tabelas apresentam a se-
guinte estrutura: a primeira coluna apresenta os
quatro algoritmos utilizados, a segunda, terceira
e quarta colunas apresentam as médias e o desvio
padrao da precisao, recall e métrica F, respectiva-
mente, e a iltima coluna apresenta a porcentagem
de acuracia de cada algoritmo.

Tabela 1: Comparacao dos algoritmos usando C1.

Alg. | Precisao Recall Métrica F; | Acurdcia

AD | 0,76£0,08 | 0,76+0,09 | 0,76+0,08 | 75,90%
GNB | 0,68+0,14 | 0,67+0,22 | 0,624+0,11 64,31%
KNN | 0,74+0,15 | 0,69+0,16 | 0,69+0,06 | 69,76%
SVM | 0,84+0,03 | 0,84+0,09 | 0,84+0,05 | 84,56%

Tabela 2: Comparacao dos algoritmos usando C2.

Alg. | Precisao Recall Métrica F; | Acurdcia

AD | 0,80£0,02 | 0,79£0,06 | 0,79+0,04 | 80,37%
GNB | 0,76+0,01 | 0,73+£0,16 | 0,73+0,08 | 75,41%
KNN | 0,82+0,12 | 0,70+0,19 | 0,73+£0,05 | 74,65%
SVM | 0,86+0,02 | 0,86+0,04 | 0,86+0,03 | 86,38%

A informacao de que foram encontrados exem-
plares de Ceratitis capitata e Anastrepha frater-
culus em armadilhas espalhadas pela plantagao é
muito importante para que possa ser realizado o
controle adequado. Logo, uma informagao incor-
reta, onde o algoritmo classifica um desses insetos
como se fosse ruido pode ser muito grave. Dessa
forma, é desejdvel que tanto a precisdo quanto o
recall possuam valores elevados, fazendo com que
se reduza o numero de falsos positivos e falsos
negativos encontrados. Com base nos resultados
apresentados, o algoritmo SVM se mostrou supe-
rior em ambos conjuntos de classes, seguido dos
algoritmos, arvore de decisao, KNN e Gaussian
Naive Bayes. Em relacao aos dois conjuntos de
classes utilizados, os resultados foram bastante si-



milares para o algoritmo SVM, apresentando uma
pequena melhora no segundo conjunto de classes.

5 Conclusao

O presente artigo apresenta uma proposta de algo-
ritmo que realiza a identificagdo dos insetos cap-
turados no interior de armadilhas, utilizando téc-
nicas de processamento digital de imagens e de
aprendizagem de maquina. Esta abordagem pro-
posta é dividida em trés etapas: i) segmentacao
da imagem, onde separam-se as areas de interesse
do fundo da imagem; ii) extragdo de caracteris-
ticas, onde se empregou o modelo bag-of-words
para a geragao dos vetores de caracteristicas; e,
iii) classificagdo, onde foram utilizados os algorit-
mos de aprendizado supervisionado (SVM, KNN,
arvore de decisdo e Gaussian Naive Bayes) e o
SVM apresentou resultados superiores em relagao
aos demais algoritmos. Como trabalhos futuros,
propoe-se o melhoramento da base de treino com
a adicao de mais imagens. Também propoe-se
a aplicacao de outros algoritmos de classificagao
como CNN (Convolutional Neural Network) e al-
goritmos de ensemble (conjunto), como AdaBoost.
Por fim, pode-se incrementar o método ao utili-
zar informagoes temporais (histéricas) de imagens
anteriores, com o intuito de acompanhar o cresci-
mento da populacao de insetos-praga no interior
da armadilha, de forma a evitar problemas como
a sobreposi¢ao de insetos, auxiliando a identifica-
¢ao.
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