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Abstract— Exact feedback linearization is a powerful control approach, but has poor robustness properties.
Lack of robustness yields poor performance and may induce instability in practice. This paper addresses an
approach to improve the robustness of feedback linearized systems using a model reference adaptive control
mechanism and a granular evolving participatory learning algorithm. The granular evolving fuzzy robust feedback
linearization approach is a way to robustly and efficiently control uncertain nonlinear systems around given
operating points. The result is a robust closed-loop control approach in which the granular evolving participatory
learning is employed to estimate online the uncertain nonlinearities to cancel their effect in the feedback linearized
system. A simulation example using a surge tank, a widely studied benchmark in the literature, shows that the
performance of the gEFR is considerably higher than classic feedback linearization, fuzzy model reference leaning
control, and indirect adaptive fuzzy control approaches addressed in the current literature.

Keywords— Feedback linearization, robust control, evolving systems, adaptive systems.

Resumo— A linearização por realimentação é uma poderosa abordagem de controle, porém é frágil diante
de erros de modelagem. A falta de robustez produz um baixo desempenho e pode provocar instabilidade. Este
artigo sugere uma estratégia para melhorar a robustez de sistemas linearizados por realimentação usando um
mecanismo do tipo modelo de referência e um algoritmo de aprendizagem participativa evolutiva granular fuzzy. A
linearização por realimentação granular evolutiva robusta fuzzy é uma maneira de controlar sistemas não-lineares
com incertezas assegurando a estabilidade da malha fechada. O resultado é uma abordagem robusta de controle
em malha fechada em que a aprendizagem participativa evolutiva granular é empregada para estimar em tempo
real incertezas nas não linearidades e mitigar seus efeitos no sistema linearizado. É desenvolvido um estudo de
caso baseado no controle de ńıvel de um tanque não linear, mostrando que o desempenho do controlador granular
evolutivo robusto é superior a outras abordagens comumente encontradas na literatura, tais como a linearização
por realimentação clássica, o controlador fuzzy adaptativo com modelo de referência e o controle fuzzy adaptativo
indireto.

Palavras-chave— Linearização por realimentação, controle robusto, sistemas evolutivos, sistemas adaptati-
vos.

1 Introdução

A linearização por realimentação é uma técnica
de controle não linear na qual uma lei de controle
adequadamente escolhida transforma sistemas não
lineares em sistemas lineares na forma canônica
de Brunovsky. Essa é a abordagem clássica de li-
nearização por realimentação (Khalil, 2002). Na
prática, a linearização por realimentação clássica
(CFL) pode ter baixo desempenho ou mesmo
instabilizar a malha fechada devido às diferen-
ças entre o sistema real e o modelo não linear
nominal usado para projetar a lei de controle
(Isidori, 1995). Diversas formas de adicionar ro-
bustez à linearização por realimentação em ma-
lha fechada têm sido propostas na literatura. Por
exemplo, Guillard e Boulès (2000) sugerem um
método de linearização por realimentação que co-

loca o sistema de controle em malha fechada em
uma forma que contenha os parâmetros associa-
dos ao ponto de operação do sistema. Uma ou-
tra abordagem, denominada inversão dinâmica ro-
busta Robust-multi inversion (RMI), foi desenvol-
vida por Flauvel, T. and Lavergne, F. (2011), em
que um sinal de compensação é adicionado ao sinal
de controle para anular os efeitos das incertezas.
Um esquema similar foi investigado em (Oliveira
et al., 2015), em que a compensação do sinal de
controle baseia-se na diferença entre a sáıda do
sistema real e a integral do sinal de controle li-
near. Nesse trabalho, os ganhos do controlador
são obtidos via um algoritmo de evolução diferen-
cial e um conjunto de desigualdades de matrizes
lineares Linear matrix inequalities - (LMIs), para
garantir a estabilidade robusta do sistema em ma-
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lha fechada. A abordagem CLF também tem sido
revisitada com a aplicação de técnicas adaptati-
vas e de aprendizagem com o objetivo de melho-
rar a robustez a erros de modelagem. Passino e
Yurkovich (1997) desenvolveram os métodos Fuzzy
model reference learning control (FMRLC) e In-
direct adaptive fuzzy control (IAFC) para ajustar
a lei de linearização por realimentação. Blažič
et al. (2003) propuseram um algoritmo de controle
adaptativo fuzzy tipo Takagi-Sugeno (TS) para
sistemas não lineares de primeira ordem. Esse tra-
balho mostra a estabilidade global para o sistema,
mesmo quando esse possui alguma dinâmica que
não tenha sido considerada durante o processo de
modelagem. Banerjee et al. (2011) propôs um
mecanismo para compensação das incertezas de
modelagem em sistemas linearizados por realimen-
tação de estado usando aprendizagem baseada na
técnica de otimização de crescimento populacional
bacteriano. Euler-Rolle et al. (2016) analisou as
dinâmicas internas que ocorrem em modelos locais
que resultam diretamente da estrutura do modelo
não linear escolhido na identificação. Esses mode-
los locais são então linearizados por realimentação
de estados e submetidos a uma malha de controle
do tipo feedforward para atenuar os efeitos das
incertezas de modelagem no sistema linearizado.
Alternativas às técnicas mencionadas incluem o
algoritmo granular Evolving Robust Feedback Li-
nearization (gERF) de Oliveira et al. (2017). Ba-
seado em técnicas de aprendizagem evolutiva gra-
nular, o gERF visa minimizar os efeitos das in-
certezas em tempo real usando o algoritmo ePL
(evolving Participatory Learning) para estimar as
incertezas de modelagem a partir das diferenças
entre um modelo nominal e o sistema real. Este
trabalho propõe uma nova topologia de controle
e uma metodologia de cálculo baseada na abor-
dagem gERF (Oliveira et al., 2017). A topologia
aqui proposta é comparada as técnicas CFL, IAFC
e FMRLC. A comparação é feita simulando o sis-
tema de controle de ńıvel de um tanque proposto
por Franco et al. (2016) e modelado por Quadros
(2016). O estudo de simulação realizado consi-
dera medidas com rúıdo, incertezas variantes no
tempo e pertubações de carga. ITAE (Integral of
time multiplied by absolute error), IVU (Integral
of time-weighted variability of the control signal)e
IVE (Integral of time-weighted variability of the
error), ı́ndices de desempenho adotados na prá-
tica, são utilizados para quantificar e comparar o
desempenho das abordagens. Os resultados suge-
rem que a técnica proposta neste trabalho supera
as demais abordagens.

2 Preliminares

Esta seção apresenta um breve resumo das abor-
dagens de linearização por realimentação clás-
sica (CLF), Fuzzy model reference learning control

(FMRLC), Indirect adaptive fuzzy control (IAFC)
e do algoritmo de aprendizagem participativa evo-
lutiva (ePL).

2.1 Linearização por realimentação – CLF

Considere a classe de sistemas não lineares des-
crito por:

ẋ = f(x) + g(x)u e y = h(x) (1)

em que x ∈ R
n é o estado, f(x): D → R

n e g(x):
D → R

n são campos vetoriais suaves e D é um
conjunto aberto de R

n. A sáıda y é um mapea-
mento suave h(x): R

n → R, e u ∈ R é o sinal
de controle, uma função não linear dependente de
um sinal de controle linear v tal que:

u(x,v) = α(x) + β(x)v(z). (2)

As funções α(x) e β(x) são funções suaves defi-
nidas em D. Se g(x) é invert́ıvel sobre D e há
um perfeito conhecimento do modelo não linear,
uma escolha posśıvel para a lei de controle (2), é
α(x) = −f(x)g−1(x) e β(x) = g−1(x). Isto pro-
duz um sistema em malha fechada com dinâmica
dada por ẋ = v. Além disso, observadas algumas
propriedades matemáticas (Isidori, 1995, Caṕıtulo
4), existe um difeomorfismo, dado por:

φ(x) =
[
h(x) Lfh(x) . . . Lr−1

f h(x)
]T

, (3)

tal que:

z = φ(x). (4)

O difeomorfismo (4) permite reescrever o sistema
(1) em malha fechada sob a forma canônica de
Brunovsky:

ż = Az +Bv, (5)

em que A ∈ R
n×n, B ∈ R

n×1 e o par (A, B) é
controlável. O sinal de controle linear v pode ser
calculado como:

v = Kz (6)

com K ∈ R
1×n a ser determinado. Neste caso, as

funções α(x) e β(x) na lei de controle (2) podem
ser calculadas por (Isidori, 1995):

α(x) = −
1

LgL
(r−1)
f h

Lr
fh(x), (7)

β(x) =
1

LgL
(r−1)
f h

, (8)

em que r é o grau relativo do sistema.
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2.2 Controle fuzzy adaptativo com modelo de re-
ferência – FMRLC

Esta seção descreve o FMRLC (Passino e Yur-
kovich, 1997). Este método usa um Model refe-
rence adaptive control (MRAC) para controle em
malha fechada via linearização por realimentação
e ajuste da base de regras do controlador fuzzy
(Kwong e Passino, 1996). O FMRLC é composto
por 3 partes: o controlador fuzzy, o mecanismo de
aprendizagem e o modelo de referência. O contro-
lador fuzzy é composto por uma base de regras e
um mecanismo de inferência. As entradas do con-
trolador são os valores da diferença entre os sinais
de referência e os sinais de sáıda da planta e(k) e
sua variação de(k):

e(k) = r(k) − y(k), (9)

de(k) =
e(k)− e(k − 1)

T
. (10)

O controlador fuzzy seleciona as regras apropri-
adas da base, e processa as regras ativas usando
um mecanismo de inferência dado pela composi-
ção max−min (Passino e Yurkovich, 1997). A
base de regras é composta por leis locais de con-
trole na forma SE-ENTÃO:

SE e(k) é Ei E de(k) é T i ENTÃO u(k) é U i

O mecanismo de aprendizagem é responsável por:
(i) observar os dados do sistema de controle, (ii)
caracterizar o desempenho atual do controlador e
(iii) sintetizar e/ou ajustar o controlador fuzzy.
O FMRLC usa um modelo inverso fuzzy com es-
trutura similar ao controlador fuzzy, caracterizado
por regras na forma:

SE ye(k) é Y i
e E yc(k) é Y i

c ENTÃO p(k) é Y i
p

com

ye(k) = ym(k)− y(k), (11)

yc(k) =
ye(k)− ye(k − 1)

T
. (12)

Uma base de conhecimento altera a base de regras
do controlador fuzzy para que a ação de controle
aplicada anteriormente seja modificada por p(k) e
a mudança necessária torne o erro ye próximo de
zero (Kwong e Passino, 1996). Um modelo de re-
ferência fornece um meio de especificar o desempe-
nho desejado do processo. Geralmente o modelo
de referência pode ser qualquer tipo de sistema
dinâmico apropriado que produz uma sáıda dese-
jável ym.

2.3 Controle fuzzy adaptativo indireto – IAFC

O IAFC utiliza um modelo funcional do tipo TS
cujos parâmetros são determinados para corres-
ponder ao comportamento da planta. O IAFC

abordado aqui é um compensador distribúıdo pa-
ralelo que pode induzir assintoticamente um ponto
de equiĺıbrio para o sistema em malha fechada
(Layne e Passino, 1993). Usando o prinćıpio da
equivalência certa (Certainty equivalence princi-
ple), os parâmetros do modelo TS são usados para
obter um compensador distribúıdo paralelo. O
modelo TS é especificado por R regras (Passino
e Yurkovich, 1997) do tipo:

SE y(k) é Ai
1, . . . , E y(k − n+ 1) é Ai

n ENTÃO

ŷi(k + 1) = ai,1y(k) + · · ·+ ai,ny(k − n+ 1)+

bi,1u(k) + · · ·+ bi,mu(k −m+ 1)

Se µi é o grau de ativação da i-ésima regra, a sáıda
do modelo do sistema é dada por (W.Pedrycz e
Gomide, 2007):

ŷ(k + 1) =

∑R
i=1 ŷi(k + 1)µi∑R

i=1 µi

, (13)

ξi =
µi∑R

i=1 µi

. (14)

Definindo ξ e θ como:

ξ =




y(k)ξ1
y(k)ξ2

...
y(k)ξR

...
u(k −m+ 1)ξ1
u(k −m+ 1)ξ2

...
u(k −m+ 1)ξR




,θ =




α1,1

α2,1

...
αR,1

...
β1,m

...
βR,m




. (15)

a sáıda do modelo é dada por:

ŷ(k + 1) = θT ξ (16)

Similarmente, o controlador é definido por um
conjunto de regras TS na forma:

SE y(k) é Ai
1 E . . . E y(k − n+ 1) é Ai

n ENTÃO

ui(k) = Fi(·)

Fi(r(k),y(k)) = ki,0r(k) − ki,1y(k) (17)

A função (17) é um controlador proporcional com
ganhos ki,0 e ki,1.

2.4 Algoritmo de aprendizagem participativa
evolutiva – ePL

Sistemas evolutivos são sistemas auto adaptáveis
com capacidade de aprender a estrutura e os res-
pectivos parâmetros simultaneamente. Esses sis-
temas são equipados com algoritmos incrementais
que constroem modelos criando regras online e
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adaptando os parâmetros dos antecedentes e con-
sequentes (Leite et al., 2015). O ePL foi proposto
em (Lima et al., 2006) e adota regras funcionais
da forma:

SE x(k) é Ai
1 ENTÃO yi(k + 1) = fi(x(k))

O ePL é um algoritmo de agrupamento de dados
adaptativo, em que cada grupo de dados corres-
ponde a uma regra funcional. Esse por sua sua
vez difere do eTS justamente no procedimento de
agrupamento, o qual induz a estrutura do contro-
lador (base de regras). Além de computacional-
mente mais simples, o eTS assume que um centro
de grupo é um dos dados de entrada, enquanto que
no ePL o centro de grupo pode ser um ponto que
não necessariamente corresponde a um dado de
entrada, sendo, portanto, mais representativo do
grupo. Os parâmetros do ePL são as constantes:
taxa de aprendizagem ϕ ∈ [0,1], ı́ndice de alerta
η ∈ [0,1], grau de compatibilidade λ ∈ [0,1], limiar
do ı́ndice de alerta τ ∈ [0,1] e raio de funções de
pertinência Gaussianas r, escolhidos conforme su-
gerido por (Lima et al., 2006), com τ ≤ η(1 − λ),
η = τ and λ = 1−τ

2 . As funções de pertinência
são:

µi = e−r‖x(k)−vi‖2

, (18)

em que vi é centro do i−ésimo grupo (ou ponto
focal) i = 1, . . . ,c(k) no k−ésimo passo. Por causa
de sua natureza não supervisionada e auto adap-
tativa, em cada iteração o ePL pode criar novos
grupos (grânulos), atualizar os centros dos gru-
pos já existentes, ou eliminar grupos redundantes.
O ı́ndice de alerta monitora o número de grupos
(Lima et al., 2006), (Lima et al., 2010). Quando vi

é o centro do agrupamento mais compat́ıvel com
um dado de entrada x(k), ele é atualizado usando:

vi(k + 1) = vi(k) +G(x(k) − vi) (19)

em que:

Gi(k) = ϕρi(k) (20)

e

ρi(k) = 1−
‖x(k)− vi(k)‖

n
(21)

sendo que ‖ · ‖ é uma norma, n é a dimensão do
espaço de entrada e

i = argmax
j

{ρj(k)} (22)

O ı́ndice de alerta ai(k) é atualizado usando:

ai(k + 1) = ai(k) + η(1− ρi(k + 1)− ai(k))
(23)

O valor de η controla a taxa de mudança do ı́n-
dice de alerta, quanto mais próximo η for a 1,

mais senśıvel será às variações de compatibilidade
(Lima et al., 2006), (Lima et al., 2010), (Maciel
et al., 2012). O ePL considera o mecanismo de
alerta incorporando o ı́ndice de alerta na expres-
são da compatibilidade, isto é, fazendo:

Gi(k) = ϕ(ρi(k))1−ai(k) (24)

No ePL, cada grupo corresponde a uma regra e
modelo local linear ajustado com o algoritmo de
quadrados mı́nimos recursivos. Se o grau de ati-
vação da regra i é µi então a sáıda do modelo é:

y(k) =

∑c(k)
j=1 µjyj

∑c(k)
j=1 µj

(25)

Em que c(k) é o número de regras após, k, itera-
ções e yi é a sáıda da i-ésima regra.

3 Linearização por realimentação

granular evolutiva robusta fuzzy

O sistema (1) pode ser reescrito no espaço de es-
tado se as funções não lineares f(x) e g(x) forem
tais que (Khalil, 2002, pág. 506):

f(x) = Ax−Bγ(x)α(x) e g(x) = Bγ(x), (26)

em que γ(x) e α(x) descrevem as não linearida-
des do sistema. Se essas não linearidades não são
perfeitamente conhecidas, então elas podem ser
reescritas como:

γ(x) = γn(x) + ∆γ(x) e α(x) = αn(x) + ∆α(x)
(27)

em que γn e αn(x) são os valores nominais das não
linearidades e ∆γ(x) e ∆α(x) descrevem as incer-
tezas na modelagem do sistema. Substituindo (27)
em (26) e fazendo algumas operações algébricas
obtém-se:

ẋ = Ax−Bγn(x)(u(x) − αn(x)) +B∆γ(x)u(x)

−B [(γn(x) + ∆γ(x))∆α(x) + ∆γ(x)αn(x)]
(28)

Para o sistema não linear incerto (28) a lei de con-
trole (2) é:

u(x,v) = αn(x) + γn(x)
−1v (29)

em que γn(x)
−1 = βn(x). Ao levar (29) em (28)

obtém-se o sistema linearizado incerto:

ż = Acz +Bcv +Bc∆S (30)

∆s = (γn(x) + ∆γ(x))∆α(x) + ∆γ(x)αn(x) des-
creve o erro na modelagem do sistema e Ac e Bc

são as matrizes canônicas de Brunovsky. Este tra-
balho propõe aplicar o algoritmo ePL para estimar
as incertezas que causam divergência do compor-
tamento e do desempenho entre o sistema real e
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α(xr) + β(xr)v(z)
Sistema
Real

û + u

u0

+

K

v(z) yr

φ(x̂)

xr
+

x̂z

x0
−

ModelogERF

α(xr), β(xr)

+

uc

e

v(z) +xm

−
ym

Figura 1: Topologia do gERF.

o modelo nominal do sistema. Para tal, sugere-se
uma nova topologia de controle que induz o al-
goritmo denominado Linearização por Realimen-
tação Granular Evolutiva Robusta fuzzy (gERF),
Figura 1. Os detalhes do gERF são apresentados
a seguir. Segundo (7) e (8) é posśıvel obter expres-
sões para α(x) e β(x) a partir do modelo nominal
do sistema. Essas expressões são utilizadas para
determinar α e β utilizando tanto os estados re-
ais quanto os do modelo do sistema. Desse modo,
pode-se escrever o seguinte:

∆a = α(xr)− α(xn) (31)

∆b = β(xr)− β(xn)

em que ∆a e ∆b descrevem uma aproximação da
diferença entre α e β reais dos respectivos valo-
res nominais. Definindo xm − xr = e(x), isto é,
e(x) é o erro nos estados do sistema, obtém-se as
expressões para ∆α(e(x)) e ∆β(e(x)):

∆α(e(x)) = p+ qe(x) (32)

∆β(e(x)) = r + se(x)

em que p, q, r e s são coeficiente a serem estima-
dos. As expressões em (32) são usadas nos con-
sequentes das regras constrúıdas pelo algoritmo
ePL. Este, por sua vez, usa o algoritmo dos qua-
drados mı́nimos recursivo para estimar os coefi-
cientes p, q, r e s em tempo real. Portanto, os
valores de ∆β(e(x)) e ∆α(e(x)) são determinados
usando regras do tipo:

SE e(k) é Ai
1 E ∆a(k) é Ai

2 E ∆b(k) é Ai
3

ENTÃO ∆αi(k) = ∆α E ∆βi(k) = ∆β

∆α(k) =

∑c(k)
i=1 µi (pi + qie(k))∑c(k)

i=1 µi

(33)

∆β(k) =

∑c(k)
i=1 µi (ri + sie(k))∑c(k)

i=1 µi

(34)

Uma vez determinados os valores (∆α(k),∆β(k)),
pode-se calcular o sinal de controle uc(k) usando:

uc(k) = ∆α(k) + ∆β(k)v(z) (35)

Algoritmo 1 resume os passos do gERF.

Algoritmo 1: Controlador gERF.
Entrada: e(k), xm(k), vz(k), αxr (k) e βxr (k)

Sáıda: uc(k)

ińıcio

Definir parâmetros r, ϕ, η, λ, τ ;
Ler entrada de dados;
Calcular ∆a e ∆b por (7), (8) e (31);
Definir novo vetor de dados
x(k) =

[

e(k) ∆a(k) ∆b(k)
]T

;
Inicializar centros v1 = x(1); v2 = x(2);
repita

Ler entrada de dados;
Calcular ∆a e ∆b por (7), (8) e (31);
Definir novo vetor de dados
x(k) =

[

e(k) ∆a(k) ∆b(k)
]T

;

Calcular ρi(k) por (21);
Calcular ai(k) por (23);
Calcular c(k) = tamanho(v(k));
se ai(k) ≥ τ , ∀ j ∈ {1, . . . , c(k)} então

set: vi(c(k) + 1) = x(k);
set: ai(c(k) + 1) = 0;

senão

Atualizar vi(k + 1) por (19);
Atualizar ai(k + 1) por (23);

fim

Calcular compatibilidade entre centros;
ρvi (k) = 1−

∑p
j=1 |v

i(k)− vj(k)|;

se ρvi(k) ≥ λ, ∀ i ∈ {1, . . . , c(k)}
então

Excluir vi;
Fazer c(k + 1) = c(k)− 1;

senão

Manter a estrutura de grupo;

fim

Atualizar base de regras;
Calcular grau de ativação:

µi = e−r‖x(k)−vi‖2 ;
Calcular ∆α e ∆β usando (33) e (34);
Calcular uc por (35);

até i = ∞;

fim

4 Controle de ńıvel do tanque

Nesta seção o desempenho do controlador gERF
é avaliado utilizando-o em um sistema de controle
de ńıvel de um tanque não linear mostrado na Fi-
gura 2. O sistema foi implementado em laborató-
rio e tem um modelo dinâmico dado por (Franco
et al., 2016), (Quadros, 2016):

cT
80cm

62cm

23.3cm EntradaPert.Carga

Figura 2: Tanque não linear
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ḣ =

{
15,8551u−13,3401h−643,9361

3019,0705 se h < 8
15,8551u−13,3401h−643,9361

A(h) se 8 ≤ h ≤ 80

(36)
em que u ∈ [0%, 100%] é o sinal de controle da
bomba, h ∈ [0, 80] cm é o ńıvel do tanque e A(h) é
a área da seção transversal do tanque (cm2) dada
por:

A(h) = 1556,82−1349,1948 cos(2,5π(0,01(h−

8)− 0,4)e
−(0,01(h−8)−0,4)2

0,605 .
Conforme mostra (Franco, 2015), o sistema

(36) pode ser linearizado usando o método de line-
arização por realimentação exata apresentado na
Seção 2.1. O estado e o sinal de controle podem
ser descritos em função dos valores de equiĺıbrio,
h0 e u0: ĥ = h − h0 e û = u − u0. Utilizando
a discretização de Euler com peŕıodo de amostra-
gem T = 1 seg em (36), obtém-se:

h(k+1)=h(k)+T( 15,8551u(k)−13,3401h(k)−643,9361
A(h(k)) ) (37)

Determina-se, a partir das equações (3), (7) e (8),
os parâmetros da lei de controle linearizante (2) e
o difeomorfismo (4) para linearizar o sistema (37)
no ponto de operação h0 ≥ 8 cm e u0:

φ(ĥ(k)) = ĥ(k)

α(ĥ(k)) = 13,3401(ĥ(k)+h0)+643,9361−15,8551u0

15,8551

β(ĥ(k)) = A(ĥ(k)+h0)
15,8551 . As simulações apresen-

tadas neste trabalho utilizam o sistema discreti-
zado (37), e os mesmos parâmetros de Quadros
(2016): (h0,u0) =

[
(23,60) (31,68) (16,53)

]
.

A lei de controle linear (6) assume K = 0,05
para estabilizar o sistema (37), o que resulta em
uma malha fechada nominal com autovalor em
−0,05. Os parâmetros do gERF foram defini-
dos conforme proposto por Lima et al., isto é,
ϕ = 0,01, η = 0,001, τ = 0,001, λ = 0,4995,
e r = 0,05. Três testes foram feitos para ava-
liar do desempenho da topologia proposta, sendo
eles: Teste 01: o modelo do sistema (37) é mo-
dificado, para introduzir incerteza na modelagem
do sistema. Para isso, supõe-se que o sistema real
difere de (37) e é descrito por:

h(k+1)=h(k)+T( 15,8551u(k)−6,5h(k)−630
A(h(k)) ), (38)

modificação que representa um fechamento de
50% na válvula de sáıda do tanque. Desse modo, o
sistema modificado (38) representa o sistema real
com incertezas invariante no tempo, enquanto (37)
descreve o modelo usado no projeto do controla-
dor. Teste 02: uma incerteza variante no tempo,
descrita por: ch = 6,5 + 0,5 sin(0,08t) é introdu-
zida no sistema real, em que ch substitui o coefi-
ciente 6,5 que multiplica h(k) em (38). Com isso,
o sistema real passa a apresentar um fechamento
da válvula de sáıda variando entre aproximada-
mente 40% a 60% da abertura total. Teste 03:
consiste em retomar as condições apresentadas no
Teste 01 acrescentando pertubação de carga, em

que a vazão da bomba é aumentada em 20% du-
rante 60s. Em todas as simulações o sinal de ńıvel
foi acrescido de rúıdo uniformemente distribúıdo
com média nula e desvio padrão de 2,5 cm. As si-
mulações foram realizadas utilizando o modelo do
sistema (37) - CFL (linha verde), o sistema real
(38) com: linearização por realimentação clássica
- CFL (linha vermelha), com FMRLC (linha ci-
ana), com IAFC (linha cinza) e com gREF (linha
azul). Detalhes dos Testes 1 a 3 podem ser encon-
trados em goo.gl/Bt5X69. A resposta do sistema
para o Teste 02 é apresentado na Figura 3a que
mostra a dinâmica do ńıvel, e na Figura 3b que
mostra o sinal de controle.

0 500 1000 1500 2000 2500 3000 3500
0
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40

60

0 500 1000 1500 2000 2500 3000 3500
0
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u
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)

Tempo(s)

(a)

(b)

Figura 3: Dinâmica do tanque com parâmetro va-
riando no tempo

Observa-se na Figura 3a que o modelo do sis-
tema (37), isto é, modelo igual ao sistema, apre-
sentou o comportamento e desempenho espera-
dos, conseguindo acompanhar a referência, con-
forme pode ser observado em mais detalhes na
Figura 4. Contudo, quando introduz-se incer-
tezas ao sistema, o comportamento do sistema
real (linha vermelha) é completamente diferente
do esperado se a mesma estrutura de controle,
CLF, é usada. Nota-se que o mesmo se estabiliza
em um ńıvel muito diferente do ponto de opera-
ção. Quando utiliza-se o FMRLC com 121 regras
para modelar as incertezas a fim de compensá-
las, observa-se que o sistema tende a um com-
portamento oscilatório em torno do ponto de ope-
ração. Esse mesmo comportamento é observado
quando se emprega o algoritmo IAFC com 5 re-
gras. Pode-se afirmar que o comportamento osci-
latório em torno do ponto de operação é um efeito
da adição do rúıdo a leitura de ńıvel. Por outro
lado, observa-se que o sistema compensado pela
topologia gERF com apenas uma regra apresen-
tou comportamento e desempenho semelhante ao
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modelo nominal do sistema. Esse mesmo com-
portamento é observado nos demais testes reali-
zados, conforme mostram as figuras dispońıveis
no goo.gl/Bt5X69. Baseando-se nos resultados
apresentados neste trabalho, pode-se verificar que
a topologia gERF agregou robustez a malha de
controle, visto que essa topologia mitigou os efei-
tos das incertezas aditivas introduzidas no sistema
real durante as simulações.

450 500 550 600 650 700 750 800
20

22

24

26

28

30

32

34

36

38

40

h
(k
)

Tempo(s)

FMRLC

IAFC

gERF

CFL Modelo

CFL Sistema Real

Referência

Figura 4: Dinâmica do tanque com parâmetro va-
riando no tempo

Para quantificar e avaliar o comportamento
das topologias de controle, calculou-se os seguintes
ı́ndices de desempenho: integral do tempo multi-
plicado pelo valor absoluto do erro (ITAE):

ITAE =
∫ tf
t0

t|e(t)|dt

integral da variabilidade ponderada no tempo do
erro (IVE):

IV E =
√

1
tf−t0

∫ tf

t0
|e(t)− ē|2dt

e integral da variabilidade ponderada no tempo do
controle do sinal (IVU):

IV U =
√

1
tf−t0

∫ tf

t0
|u(t)− ū|2dt.

Nos ı́ndices de desempenho, ē e ū é o valor médio
do erro e sinal de controle, respectivamente. Os
resultados obtidos foram normalizados em relação
ao desempenho apresentado pelo gERF, ou seja,
no caso do ı́ndice ITAE por exemplo têm-se:

ITAE% = (ITAEIAFC/ITAEgERF − 1) ×
100%. Esse mesmo procedimento de normalização
é realizado para os demais ı́ndices. Os resultados
são resumidos nas Tabelas 1, 2 e 3. Vale observar
que quanto maior o ı́ndice positivo pior o resultado
e, por outro lado, quanto mais negativo é o ı́ndice,
melhor o desempenho em relação ao gERF, outra
observação pertinente a ser considerada é que os
parâmetros de aprendizagem do gERF são valores
constantes ao longo da simulação.

Tabela 1: Desempenhos normalizados: Teste 01.
Topologia ITAE(%) IV E(%) IV U(%)
IAFC 616.2 623.3 337.1

FMRLC 1027.8 952.7 164.6
CFL 6439.5 2480.7 -52.5

Tabela 2: Desempenhos normalizados: Teste 02.
Topologia ITAE(%) IV E(%) IV U(%)
IAFC 596.4 580.8 309.6

FMRLC 947.0 855.6 158.8
CFL 6380.4 2142.6 -58.0

Tabela 3: Desempenhos normalizados: Teste 03.
Topologia ITAE(%) IV E(%) IV U(%)
IAFC 505.3 411.3 400.4

FMRLC 860.3 653.2 184.5
CFL 2840.5 1630.3 -8.6

Conforme pode-se observar a topologia pro-
posta apresentou desempenho superior quando
comparado com as demais, exceto no quesito IVU
para o CFL. O ı́ndice IVU é usado como critério
de avaliação do atuador, assim pode-se comparar
e avaliar o desgaste do atuador para cada uma das
técnicas apresentadas. O melhor comportamento
do ı́ndice IVU ocorre às custas de elevados valo-
res nos demais ı́ndices. Em particular os ı́ndices
IVE e ITAE apontam para um erro de regime per-
manente importante em todas as simulações em
relação ao alcançado com a topologia gERF. Nes-
ses casos, mesmo com esforço de controle (maior
IVU), o desempenho do sistema controlado ainda
fica aquém do alcançado pela topologia gERF.

5 Conclusão

Este artigo sugeriu uma nova abordagem de con-
trole por realimentação robusta, utilizando apren-
dizagem participativa evolutiva e computação gra-
nular. A abordagem granular evolutiva traduz-se
em um controlador adaptativo obtido por um pro-
cedimento evolutivo para estimar valores de parâ-
metros desconhecidos do sistema. A ideia é uti-
lizar os valores estimados para cancelar os seus
efeitos, similarmente ao controle por realimenta-
ção exata. Simulações do controle de ńıvel de um
tanque mostram que o controlador granular evolu-
tivo supera as abordagens de controle adaptativa
fuzzy encontradas na literatura. Contudo, pesqui-
sas adicionais são necessárias para generalizar a
abordagem e desenvolver um framework anaĺıtico
para subsidiar os resultados. Além disso, a aná-
lise teórica de estabilidade da topologia proposta
é objeto de trabalho futuro.
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Euler-Rolle, N., Škrjanc, I., Hametner, C. e Jaku-
bek, S. (2016). Automated generation of feed-
forward control using feedback linearization
of local model networks, Engineering Appli-
cations of Artificial Intelligence 50: 320–330.

Flauvel, T. and Lavergne, F. (2011). Device for
balancing a simulation platform, and associ-
ated method.

Franco, A. E. O. (2015). Śıntese convexa de ga-
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