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Abstract— This paper proposes an improved version for the updating stage of a Particle Swarm Optimization
algorithm (PSO). The application area is feature selection in an unsupervised learning context. Experimental
results suggest for a variety of benchmark datasets the capacity for dimensionality reduction, and simultaneously
preserving high performance, measured by quality criteria of the clustering result.
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Resumo— Este artigo propõe uma versão melhorada para atualizar os parâmetros de movimento de um
algoritmo de otimização por enxame de part́ıculas (PSO, Particle Swarm Optmization). O método é aplicado na
seleção de caracteŕısticas (feature selection) em um contexto de aprendizagem não-supervisionada. Resultados
experimentais, usando vários conjuntos de dados sugerem a capacidade de redução de dimensionalidade do
problema, mantendo um bom desempenho, quantificado pelas métricas de qualidade.

Palavras-chave— Sistemas Bio-Inspirados, Otimização por Enxame de Part́ıculas, Feature Selection, Cluste-
ring.

1 Introdução

O agrupamento de padrões (clusterização) é con-
siderado uma importante abordagem na área de
análise de dados devido ao seu grande escopo de
utilização em diversos campos do conhecimento
(Jose-Garcia and Gomez-Flores, 2016). Diferente
da maioria das técnicas de aprendizagem de má-
quina, a clusterização é um método de aprendiza-
gem não-supervisionada, ou seja, não existe pre-
viamente a presença de rótulos classificando cada
instância do conjunto de dados. Consequente-
mente, para validar a qualidade do processo de
clusterização usam-se métricas para medir a se-
paração entre os clusters (intercluster) e o quão
compacto são os clusters (intracluster) (Hruschka
et al., 2009).

Para descrever os padrões nos conjuntos de
dados, existem caracteŕısticas altamente discrimi-
nativas e outras irrelevantes ou redundantes. As
últimas podem prejudicar o processo de clusteri-
zação devido ao aumento desnecessário da dimen-
são do espaço de busca existente. O objetivo da
utilização de seleção de caracteŕısticas (FS) serve
justamente para remover as caracteŕısticas que são
considerados menos úteis para o processo de clus-
terização (Liu and Motoda, 2012). Em (Guyon
and Elisseeff, 2003; Kudo and Sklansky, 2000),
apresenta-se uma ampla revisão sobre os algorit-
mos de seleção. Os ingredientes principais destes
algoritmos são o critério de seleção e o método de

busca no espaço das combinações posśıveis das ca-
racteŕısticas. Entre os critérios principais, em um
contexto de aprendizagem supervisionado, usando
o algoritmo como wrapper é a taxa de acerto es-
timada de um classificador associado. Neste con-
texto, as buscas subótimas mais conhecidas são
avaliação individual (best features, BF), seleção
sequencial adiante (sequencial forward selection,
SFS) e seleção sequencial para trás (sequential
backward selection, SBS). Mais recentemente, vá-
rios métodos na área da computação evolutiva
(EC) foram propostos como técnicas para atuar
em problemas de seleção de caracteŕısticas, dada a
sua capacidade de utilizar estratégias de busca efi-
cientes baseadas em heuŕısticas (Xue et al., 2016).

Neste trabalho, o algoritmo do PSO é usado
para selecionar caracteŕısticas em um contexto de
aprendizagem não-supervisionada. Comparam-se
a forma canônica, uma modificação proposta em
(Xue et al., 2014) e a proposta deste trabalho,
que consiste na melhoria da inicialização do pa-
râmetro que representa a atualização da melhor
solução global. Esta estratégia tem o objetivo de
permitir uma melhor busca no espaço e atualiza-
ção do pbest (melhor solução local) e gbest (me-
lhor solução global) que levam em consideração o
número de caracteŕısticas. A estrutura do artigo
está organizado da seguinte maneira: Na seção 2 o
funcionamento de um algoritmo PSO é explicado,
a seção 3 apresenta sucintamente métodos impor-
tantes de agrupamento (clustering) e a seção 4 in-

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

ISSN 2175 8905 1753



troduz a parte de seleção de caracteŕısticas. A
seção 5 explica detalhadamente a proposta desta
trabalho, a seção 6 define as técnicas de avaliação
dos resultados e a seção 7 analisa os mesmos. Na
seção 8 apresenta-se uma consideração final deste
trabalho.

2 Algoritmo Otimização por Enxame de
Part́ıculas (PSO)

PSO é um algoritmo que faz parte do paradigma
de computação evolutiva, tendo como inspiração
o comportamento de movimento conjunto de pás-
saros. Cada solução (pássaro) pode ser represen-
tada como a i -ésima part́ıcula entre n part́ıculas
no enxame, com uma posição no espaço de busca
representada pelo vetor de caracteŕısticas xi =
(xi1, xi2, . . . , xiD) de dimensão D, i = 1, . . . , n.
As part́ıculas movem-se no espaço de busca a pro-
cura da solução ótima (Kennedy, 2011). Cada par-
t́ıcula possui uma velocidade associada, represen-
tada pelo vetor v = (vi1, vi2, . . . , viD). Durante os
movimentos, cada part́ıcula atualiza sua posição e
sua velocidade de acordo com a qualidade do seu
melhor movimento (pbest) e o melhor movimento
do enxame (gbest). A part́ıcula então atualiza sua
posição baseado na sua atual posição e na sua ve-
locidade atualizada. As atualizações de posições
x e velocidades v são dadas por

xt+1
id = xt

id + vt+1
id (1)

vt+1
id = w × vtid + c1 × r1i × (pid − xt

id)+ (2)

c2 × r2i × (pgd − xt
id),

onde t representa a t-ésima iteração no processo
evolucionário, d ∈ D é a d -ésima dimensão no
espaço de busca, w é o peso de inércia, c1 e c2
são constantes de aceleração, r1 e r2 são valores
aleatórios uniformemente distribúıdos no intervalo
[0, 1] e pid e pgd representam os elementos de pbest
e gbest na d -ésima dimensão.

3 Clusterização

O agrupamento, ou, equivalentemente, a clusteri-
zação, pode ser realizado por vários tipos de al-
goritmos, cada um sendo efetivo em diferentes ti-
pos de domı́nios e bases de dados. Algoritmos de
clusterização hierárquicos, p. ex. complete-linkage
clustering (Aggarwal and Reddy, 2013), represen-
tam os clusters (grupos) em uma estrutura conhe-
cida como dendrograma, que consiste em um tipo
especial de árvore, no qual os nós pais agrupam
os exemplos representados pelos nós filhos. Nesse
caso, uma clusterização hierárquica agrupa os da-
dos de modo que se dois exemplos são agrupados
em algum ńıvel, nos ńıveis mais acima esses exem-
plos continuam fazendo parte do mesmo grupo.
Essa abordagem permite analisar os clusters em

diferentes peŕıodos de tempo. Arquiteturas auto-
organizáveis, p. ex. o mapa auto-organizável,
SOM (Xu et al., 2007) geram mapeamentos ba-
seados em similaridades e para isso baseiam-se
apenas nos padrões de entrada, sendo que o ob-
jetivo principal é agrupar os dados de entrada que
são semelhantes entre si por meio da competição
dos neurônios e por consequência a formação de
grupos de vizinhança. Algoritmos denominados
de particionais, p. ex. K-means, (Aggarwal and
Reddy, 2013), dividem a base de dados em uma
quantidade de clusters e cada instância é caracte-
rizada como pertencente a um único cluster. O
K-means geralmente produz clusters compactos
por associar as instâncias a seu cluster, represen-
tado pelo centroide mais próximo. Em alguns ar-
tigos, como em (Lensen et al., 2017) é proposta
uma abordagem para inferir a quantidade de clus-
ters existentes na base de dados. Cada um des-
ses métodos tem suas vantagens e desvantagens,
e a seleção de caracteŕısticas possui a capacidade
de auxiliar na maximização do critério de quali-
dade do algoritmo. Nesse trabalho a quantidade
de clusters em cada base de dados é previamente
informada, com o objetivo de evitar um hiperpa-
râmetro adicional e focar na proposta do trabalho.

4 Seleção de Caracteŕısticas

Diversos métodos de seleção de caracteŕısticas
foram propostos, que podem ser divididos em
três categorias (Guyon and Elisseeff, 2003), filter,
wrapper ou abordagens h́ıbridas. Métodos filter
realizam seleção de caracteŕısticas como um passo
do pré-processamento, sendo independente do al-
goritmo de aprendizagem a ser utilizado, sendo as
abordagens mais comumente utilizadas o K-means
e o density-based spatial clustering of applicati-
ons with noise (DBSCAN). Os métodos wrapper
utilizam critérios de desempenho do algoritmo de
aprendizagem utilizado para calcular a qualidade
das caracteŕısticas selecionadas. O critério mais
comum é a taxa de erro estimada em um ambiente
supervisionado. Em um contexto não supervisio-
nado, o critério usado depende do método empre-
gado, por exemplo o erro quadrático de predição
(SSE) no algoritmo K-means. Um wrapper comu-
mente fornece melhores resultados, porém com um
alto custo computacional. A abordagem h́ıbrida
realiza seleção de caracteŕısticas diretamente por
meio do processo de treinamento durante a fase
de aprendizagem do algoritmo. Técnicas de com-
putação evolutiva têm sido amplamente utiliza-
das nos últimos anos em seleção de caracteŕısti-
cas, dando destaque ao PSO, algoritmos genéticos
(GAs) e colônia de formigas (Ant Colony Optimi-
sation, ACO), sendo estes utilizados em aborda-
gens filter, wrapper e h́ıbridas (Xue et al., 2016).
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5 Metodologias de Otimização por
Enxame de Part́ıculas

Esta seção detalha os objetivos deste trabalho,
bem como as comparações realizadas entre as ver-
sões do algoritmo PSO. O objetivo é apresentar as
três versões do PSO que serão objetos de investi-
gação nesse artigo: o PSO canônico, a versão de
PSO proposto por (Xue et al., 2014), e uma ver-
são PSO modificada que constitui a contribuição
principal deste artigo.

5.1 PSO canônico (PSO-C)

A estratégia de inicialização de part́ıculas e atuali-
zação do pbest e gbest na versão canônica não leva
em consideração o contexto de seleção de caracte-
ŕısticas, sendo a posição de inicialização das par-
t́ıculas feita de maneira randômica. Além disso, o
mecanismo tradicional de atualização dos pbest e
gbest não leva em consideração a relação entre a
função fitness e o número de caracteŕısticas, o que
por consequência pode desprezar certos conjuntos
de caracteŕısticas com um bom ı́ndice de métrica
(fitness), porém com menor quantidade de carac-
teŕısticas.

5.2 PSO-modelo (PSO-M)

Nesse modelo, uma nova abordagem de iniciali-
zação e atualização de pbest e gbest foi proposta
por (Xue et al., 2014), com o objetivo de incluir
fatores que ajudam na seleção de caracteŕısticas.
A proposta é criar uma estratégia de inicialização
de part́ıculas cujo objetivo é absorver os benef́ıcios
dos métodos forward selection (FS) e backward se-
lection (BS) (Guyon and Elisseeff, 2003). Esses
dois métodos diferenciam-se pelo ponto de par-
tida. O FS começa com um conjunto de caracteŕıs-
ticas selecionados vazio e iterativamente adiciona
a caracteŕıstica que possui a melhor métrica de
classificação naquela iteração ao conjunto de ca-
racteŕısticas já selecionadas. O BS por outro lado
começa com todas as caracteŕısticas dispońıveis no
conjunto e iterativamente remove as caracteŕısti-
cas até que o desempenho da classificação cessa de
melhorar. Isto significa que no FS um conjunto
de caracteŕısticas menor é priorizado no processo
de escolha e no BS o conjunto de caracteŕısticas
maior é priorizado durante a execução do método.
Na estratégia de inicialização proposta pelos au-
tores, a maioria das part́ıculas são inicializadas
usando um pequeno conjunto de caracteŕısticas
(simulando o FS), e as outras part́ıculas da po-
pulação são inicializadas usando um extenso con-
junto de caracteŕısticas (simulando o BS). Atra-
vés da interação entre as part́ıculas (atualização
de pbest e gbest), espera-se que o PSO tenha con-
dições de pesquisar o espaço de busca de maneira
mais eficiente. O PSO-modelo é apresentado no
algoritmo 1.

Algoritmo 1 PSO-modelo

se acurácia da part́ıcula xi é melhor que pbest en-
tão

pbest = xi;
fim se

se acurácia de xi é o mesmo que pbest e | xi| <
|pbest| então

pbest = xi;
fim se

se acurácia de qualquer pbest é melhor que gbest

então

gbest = pbest;
fim se

se acurácia de qualquer pbest é o mesmo que gbest

e |pbest| < |gbest| então

gbest = pbest;
fim se

5.3 PSO-modificado (PSO-P)

A versão do PSO-modelo foi proposto pelos au-
tores para atuar em problemas de classificação,
ou seja, para problemas de aprendizagem super-
visionada, e foi meramente adaptada para atuar
em problemas de clusterização sem nenhuma al-
teração. Porém, em problemas de clusterização,
devido a ausência de rótulos, a simples remoção
das caracteŕısticas aumenta a probabilidade de a
qualidade da métrica fitness ser melhor, nesse caso
existe o risco da simples redução do conjunto de
caracteŕısticas resultar em perda de informação re-
levante de clusterização.

Para superar esse defeito do PSO-modelo, este
trabalho propõe no algoritmo 2 uma alteração na
estratégia de atualização de gbest que leva em con-
sideração o número de caracteŕısticas selecionado,
além da qualidade obtida por meio da função fit-
ness. O pbest e gbest são atualizados em duas
situações. A primeira situação é se a métrica fit-
ness da nova posição da part́ıcula é melhor que
o seu pbest, o pbest seria atualizado pela nova
posição. Nesse caso, o número de caracteŕısticas
será ignorado. A segunda situação é quando a
métrica fitness da nova posição da part́ıcula é o
mesmo que o pbest e o número de caracteŕısti-
cas selecionado da nova solução é menor do que
o número de caracteŕısticas do pbest, o pbest será
atualizado pela nova posição. O gbest é atuali-
zado comparando-o da mesma forma que o pbest.
Essa nova abordagem contribui para que durante
a busca o PSO priorize uma melhor métrica de
fitness e em caso de empate o número de carac-
teŕısticas seja uma nova variável na definição da
atualização do gbest. Dessa maneira na estratégia
de atualização de gbest a solução candidata deve
possuir um valor fitness superior em um limiar de
porcentagem (p. ex. 5%) relativa à solução glo-
bal, e caso isso aconteça, a atualização do gbest é
realizada. Caso a solução de qualquer pbest seja
igual a gbest, porém o número de caracteŕısticas
seja inferior ao número de caracteŕısticas da solu-
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ção global, o gbest também é atualizado. A atua-
lização do pbest sofreu nenhuma alteração, sendo
idêntica a versão do PSO-modelo.

Algoritmo 2 PSO-modificado

se acurácia da part́ıcula xi é melhor que pbest en-

tão

pbest = xi

fim se

se acurácia de xi é o mesmo que pbest e | xi| <
|pbest| então

pbest = xi

fim se

se acurácia de qualquer pbest é > (1.05 * gbest)
então

gbest = pbest

fim se

se acurácia de qualquer pbest é o mesmo que gbest

e |pbest| < |gbest| então

gbest = pbest

fim se

5.4 Função fitness

Dadas as caracteŕısticas espećıficas encontradas
na clusterização, é necessário que a função fit-
ness utilizada tenha o objetivo de guiar para um
desempenho de clusterização adequado, enquanto
minimiza o número de caracteŕısticas seleciona-
das. Existem dois critérios básicos para medir o
desempenho de um processo de clusterização: um
critério para medir o desempenho da clusterização
executada e um critério de penalização que possui
o objetivo de minimizar a quantidade de caracte-
ŕısticas escolhidas. Sendo assim, a função fitness
deve obedecer ao critério:

Função Fitness = Desempenho de Clusterização (CP)

×Penalização das Caracteŕısticas (PF)

O Desempenho de Clusterização (Cluster Perfor-
mance CP) é uma métrica que tenta minimizar a
variação intra-cluster (o quão compactos estão as
instâncias pertencentes a um cluster), enquanto
tenta maximizar a separação inter-cluster (o quão
separável os clusters estão entre si), ou seja, a de-
finição do que viria a ser chamado de um bom
desempenho de clusterização seria clusters com-
pactos separados por regiões esparsas no espaço.
O critério utilizado para medir o desempenho da
clusterização é dado por

CP =
JB

JW
(3)

JW =
1

n

K
∑

i=1

∑

Ia∈Ci

d(Ia, Zi)
2 (4)

JB =

K
∑

i=1

|Ci|

n
d(Zi, Z

∗)2, (5)

onde Ci e Zi representam o i -ésimo cluster e a mé-
dia do i -ésimo cluster, respectivamente. A média

da base de dados Z
*
é a média de todas as ins-

tâncias da base de dados e d(Ia, Ib) é a distância
Euclidiana entre duas instâncias Ia e Ib

d(Ia, Ib) = ||Ia − Ib||. (6)

Quando calcula-se a distância Euclidiana en-
tre dois objetos, utilizam-se todas as caracteŕısti-
cas, e não apenas as caracteŕısticas selecionadas.
Utilizando apenas as caracteŕısticas selecionadas
reduz a quantidade de informação dispońıvel du-
rante o processo de clusterização. Usando todas as
caracteŕısticas, garante-se que a estrutura original
da base de dados é considerada pela métrica para
avaliar o desempenho da solução analisada. Na
literatura é comum utilizar dois tipos de métricas
para a penalização das caracteŕısticas, a função
linear e a função eĺıptica (Lensen et al., 2017), de-
finidas como

PFlin =
m−m

′

m− 1
(7)

PFell =
1

m

√

m2 − (m′)2, (8)

onde m é o número de caracteŕısticas da base de
dados e m

′

o número de caracteŕısticas selecio-
nadas. O comportamento das funções pode ser
observado na fig. 1.

Figura 1: Função de penalização linear e eĺıptica em uma
base de dados com 100 caracteŕısticas.

A penalização linear aplica uma penalidade
que é determinada pela porcentagem de carac-
teŕısticas selecionadas. Um problema com essa
abordagem é que o método de busca enfatiza con-
juntos de caracteŕısticas menores, bastando redu-
zir o número de caracteŕısticas que a função fit-
ness forneceria uma qualidade de clusterização su-
perior. A métrica de penalização eĺıptica pode
ser aplicado em substituição da penalização li-
near, pois essa aplica pouca penalidade quando
a quantidade de caracteŕısticas selecionadas esti-
ver abaixo de um limiar, e então aplica um au-
mento na quantidade de penalidade a medida que
a quantidade de caracteŕısticas aumenta.

6 Design do Experimento

Os experimentos das três versões do PSO foram
executados em um conjunto de nove bases de da-
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dos, validadas por quatro métricas. Como es-
ses métodos apresentados não são determińısticos,
cada base de dados foi submetida dez vezes a cada
versão do PSO, e foi calculada a média dos dez ex-
perimentos para cada métrica analisada. Os parâ-
metros utilizados pelas versões do PSO foram: 100
iterações, população de 30 part́ıculas , w = 0.7298,
c1 = 1.49618 e c2 = 1.49618, baseados nos valores
de (Xue et al., 2014). Esses parâmetros foram uti-
lizados em todas as bases de dados e após 100 ite-
rações, a melhor solução representada pelo gbest

torna-se a solução vencedora. O resto da seção
explica as bases de dados utilizadas e as métricas
computadas e analisadas.

6.1 Base de Dados

As versões do PSO foram executadas em nove ba-
ses de dados reais, descritas na tabela 1. Esses
conjuntos geralmente são os mais utilizados na li-
teratura, todos eles estão dispońıveis a partir do
repositório da UCI machine learning (Asuncion
and Newman, 2007). Em todas as bases de da-
dos o rótulo da classe está dispońıvel para cada
padrão. Durante o treinamento do algoritmo, o
rótulo da classe é retirado e depois as classes ver-
dadeiras são usadas para computar uma taxa de
comparação entre os rótulos preditos pelo algo-
ritmo de clusterização e os rótulos verdadeiros.
Essas bases de dados foram escolhidas com o in-
tuito de prover o máximo de diversificação posśı-
vel, como número de classes, quantidade de carac-
teŕısticas dispońıveis e número de instâncias per-
tencentes a base de dados e todas as bases foram
estandardizadas, então cada caracteŕıstica possui
média zero e variância unitária para garantir o
equiĺıbrio entre as caracteŕısticas durante o pro-
cesso de clusterização. O algoritmo de clusteriza-
ção escolhido para ser executado no experimento
foi o K-means, devido a sua simplicidade e sua
relativa rapidez.

Tabela 1: Descrição dos Datasets

Nome Instân-

cias

Caract-

eŕısticas

Classes Cód-

igo

Arrhythmia 452 281 13 1
hill-valey-with-
noise

1212 100 2 2

hill-valey-
without-noise

1212 100 2 3

lung-cancer 32 56 3 4
Musk 6598 166 2 5
optdigits 5620 65 10 6
sonar 208 61 2 7
species-leaf 990 192 99 8
wine 178 13 3 9

6.2 Métricas de Avaliação

Quatro métricas foram utilizadas para avaliar a
qualidade final obtida pela execução de cada base

de dados em cada versão do PSO. Duas métri-
cas internas, que computam a qualidade das par-
t́ıculas formados pelos clusters finais. Essas duas
métricas são a de desempenho representado pela
função fitness (FF) que visa computar as medidas
intra-cluster e inter-cluster, e a distância intra-
cluster, que visa avaliar o quão compacto são os
clusters, e que é a métrica padrão utilizada pelo
K-means.

Além dessas duas métricas internas, outras
duas métricas externas são utilizadas. A função
delas é calcular a qualidade das predições feitas
comparando com os rótulos verdadeiros das base
de dados. A métrica de pureza de classe mede
o quanto homogêneo cada cluster está em termos
dos rótulos de classe das instâncias que ele con-
têm. O F-measure mede o quanto cada par de
instância concorda em relação às suas classes re-
ais e seus clusters.
1) Métrica Intra-cluster (I)

I =
K
∑

i=1

∑

Ia∈Ci

d(Ia, Zi)
2, (9)

onde K é o número de clusters, Ci é o i -ésimo
cluster com centro Zi e Ia é o padrão que pertence
ao cluster Ci, i = 1, . . . ,K.
2) Métrica de pureza (P)

1. Para cada cluster, encontre o rótulo majori-
tário das instâncias do cluster.

2. Conte o número de instâncias classificados
corretamente, onde uma instância é correta-
mente classificada se pertence a classe majo-
ritária.

3. Pureza da classe é a fração das instâncias clas-
sificados corretamente na partição.

3) F-measure (Para cada par de instâncias) (F)

F-MEASURE = 2×
precision× recall

precision + recall
(10)

precision =
TP

TP + FP
(11)

recall =
TP

TP + FN
, (12)

onde TP (true positives) são dois padrões que têm
os mesmos rótulos e pertencem ao mesmo cluster,
FN (false negatives) são padrões que têm os mes-
mos rótulos mas pertencem a clusters diferentes,
TN (true negatives) têm diferentes rótulos e per-
tencem a clusters diferentes, e FP (false positives)
têm diferentes rótulos e pertencem ao mesmo clus-
ter.

7 Resultados Experimentais

O resultado final é apresentado na tabela 2.
Apresenta-se a média da quantidade de caracte-
ŕısticas selecionadas (m) e as médias das métricas
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avaliadas. A métrica Intra deve ser minimizada
enquanto que as demais métricas os valores devem
ser maximizados.

Tabela 2: Estudo comparativo dos algoritmos PSO

data-

set

Método m FF I F P

PSO-C 155 0.77 60796.7 0.200 0.218
1 PSO-M 136 0.78 58026.8 0.208 0.230

PSO-P 116 0.76 53048.9 0.204 0.216
PSO-C 21 1.67 2.96e+07 0.625 0.506

2 PSO-M 4 1.67 1.39e+07 0.625 0.506
PSO-P 5 1.67 1.60e+07 0.625 0.506
PSO-C 27 1.75 3.28e+07 0.627 0.504

3 PSO-M 5 1.75 1.56e+07 0.627 0.504
PSO-P 4 1.74 1.35e+07 0.627 0.504
PSO-C 28 0.21 86.5708 0.424 0.571

4 PSO-M 9 0.22 46.9587 0.435 0.555
PSO-P 9 0.22 46.3959 0.423 0.576
PSO-C 61 0.23 3.46e+06 0.611 0.5

5 PSO-M 13 0.23 1.60e+06 0.611 0.5
PSO-P 13 0.22 1.70e+06 0.611 0.5
PSO-C 16 47.5 800689 0.0990 0.111

6 PSO-M 9 47.6 796701 0.0990 0.111
PSO-P 12 47.5 798159 0.0989 0.110
PSO-C 13 1.70 5411.99 0.934 0.968

7 PSO-M 2 1.71 5408.6 0.934 0.968
PSO-P 7 1.70 5409.81 0.935 0.968
PSO-C 158 1.94 119.721 0.516 0.672

8 PSO-M 134 1.96 115.62 0.509 0.665
PSO-P 142 1.88 113.611 0.490 0.652
PSO-C 1 3.33 16217.3 0.583 0.696

9 PSO-M 1 3.33 16216.8 0.583 0.696
PSO-P 4 3.30 16321 0.583 0.696

Os resultados indicam que tanto as versões
PSO-modelo e PSO-modificado têm desempenho
melhor que o PSO-canônico na redução de carac-
teŕısticas, e ao mesmo tempo as métricas indicam
que os dois métodos mantiveram valores aceitá-
veis. Quanto ao PSO-modificado, ele mostrou um
resultado melhor que o PSO-modelo na redução
de caracteŕısticas e na métrica Intra, mesmo em
casos onde o número médio de caracteŕısticas sele-
cionadas foi maior que o PSO-modelo. As métri-
cas de pureza e F-measure indicaram que o PSO-
modificado foi melhor em algumas bases, mas em
geral todas as versões empataram.

8 Conclusões

A atual comparação sugere que o PSO pode me-
lhorar o seu desempenho com alterações na sua
estrutura para atuar em problemas de seleção de
caracteŕısticas e que várias variações podem ser es-
tudadas em trabalhos futuros, como a utilização
do algoritmo PSO Multiobjetivo, cujo objetivo é
realizar um balanceamento entre as duas funções
fitness: o número de caracteŕısticas e a métrica de
avaliação do algoritmo.
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