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Abstract— Soybean (Glycine maz), a plant of great economic importance in Brazil and other countries, is the
target of a variety of diseases which attack not only leaf part of plant, but also stem, roots and seed itself. Approx-
imately 40 diseases were identified in country, being caused by fungi, bacteria, viruses and nematodes, negatively
affecting production, thus limiting crop yield. The objective of this work is to extract texture characteristics of
image using the wavelet transform, to analyze regions of soybean leaves affected by pathogens, making the image
decomposition, obtaining approximation coefficients. Data that allow classification of the diseases analyzed. The
Haar Wavelet Transform was used in feature extraction process and Euclidean distance in classification process.
An exploratory database was used, the results were obtained for a proposal effectiveness, whereas adjustments
may improve the method presented.

Keywords— Computer Vision, Wavelets, Soybean diseases, Diagnosis by images.

Resumo— A soja (Glycine maz), planta de grande importancia econémica no Brasil e em outros pafses, é
alvo de variadas doengas, que atacam nao somente a parte foliar da planta, como também o caule, raizes e a
propria semente. Aproximadamente, cerca de 40 doengas j4 foram identificadas no palis, sendo elas causadas
por fungos, bactérias, virus e nematoides, afetando negativamente a producao, limitando entdo o rendimento
da safra. Devido a isto, este artigo tem por objetivo, através da extracdo de caracteristicas da textura contida
na imagem com a utilizacdo da transformada wavelet, efetuar a andlise de regides das folhas de soja afetadas
por patdgenos, fazendo a decomposicdo da imagem, obtendo entdo os coeficientes de aproximagao. Dados esses
que permitirdo realizar a classificacdo das doencas analisadas. A transformada wavelet de Haar foi utilizada no
processo de extragdo de caracteristicas e a distancia Euclidiana no processo de classificagdo. Uma base de dados
exploratoria foi utilizada, e os resultados apontam para a efetividade da proposta, ao passo que ajustes poderao

aperfeigoar o método apresentado.

Palavras-chave— Visao Computacional, Wavelets, Doengas de soja, Diagnéstico por imagens.

1 Introducao

Devido ao fator de adaptabilidade da soja aos
diferentes tipos de solo e condigoes climaticas,
a planta pode ser considerada de facil cultivo
(Yorinori et al., 1993). Mesmo sofrendo mudangas
e melhoramentos com os anos, a soja nao deixou
de ser alvo de doencas, que com o tempo sé au-
mentam em nivel de severidade. Segundo a Em-
brapa (2014), cerca de 40 doengas j& foram iden-
tificadas no Brasil. Com isso, a producao de soja
tem sido afetada no pais, com perdas de producao
estimadas de 15% a 20% anualmente.

O controle através do uso de produtos qui-
micos encarece a produgao, além de diminuir a
qualidade do produto e causar danos ao meio am-
biente, além disso, o clima tem grande relevancia
para a manifestacdo, severa ou nao, de patégenos
(Tto, 2013). Assim, para o combate de doengas, a
rotacao de culturas, consistindo na alternancia en-
tre espécies vegetais a cada ano, é uma pratica que
vem sendo adotada para o controle de patégenos.
Entretanto, para algumas doengas, como o oidio
e as ferrugens, este método nao mostrou eficicia,
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necessitando de outras formas para combaté-las
(Hoffmann et al., 2004).

A habilidade de diagnosticar doencas em es-
tagio inicial é muito importante para tratar e
controlar doengas (Meunkaewjinda et al., 2008).
A identificacdo de doencas geralmente necessita
da avaliacdo de pessoas treinadas para este fim
(Embrapa, 2014). Todavia, mesmo profissionais
experientes podem ser induzidos ao erro por sin-
tomas similares entre doencas, necessitando entao
de uma andlise mais profunda, como a laborato-
rial, demandando tempo para exames e custos adi-
cionais.

O processamento digital de imagens tem sido
util para a resolugdo de problemas como iden-
tificacao, deteccao (Arivazhagan et al., 2013),
reconhecimento de padroes e para a classifica-
¢ao (Abdullah et al., 2007), (Barbedo and Go-
doy, 2015). Essas caracteristicas tém sido utili-
zadas por varios pesquisadores, para suporte ao
diagnéstico de doencas.

Al Bashish et al. (2010) propuseram um mé-
todo para deteccao de doencas foliares e da haste
a partir de texturas. Para segmentacao foi uti-
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lizado K-Means, para extracao de caracteristicas
foi analisada a matriz Color-Co-Occurrence e para
classificagao foram utilizadas redes neurais, com
acurdcia de 93%.

Uma abordagem de mascaramento dos pi-
zels verdes presentes na imagem foi utilizada por
Arivazhagan et al. (2013), para analisar a tex-
tura. Também foi usada a metodologia Color-Co-
Occurrence com classificagdo por redes neurais,
com utilizagdo do SVM (Support Vector Machi-
nes), resultando em precisdo de 94%. Os autores
Rahmani et al. (2015) utilizaram trés caracteris-
ticas principais para classificacao de folhas, sendo
elas a borda, forma e textura, passando os dados
extraidos posteriormente por uma validagao cru-
zada, obtendo melhores resultados de classificagao
com o algoritmo K-NN para k = 4.

Barbedo and Godoy (2015), basea-se na clas-
sificagdo por cor, assim como Abdullah et al.
(2007). Foram manuseadas imagens fotografadas
em ambiente controlado, aplicando histograma de
intensidade da imagem em escala cinza, dividindo
o problema em duas classes (classificacao de pa-
res), fazendo entdo uma correlagao-cruzada entre
histogramas. Esse método obteve resultado satis-
fatério para apenas duas de nove doengas (com
90% de eficdcia para estas).

Para classificar ervas daninhas para um sis-
tema de pulverizacdo automaética, Ahmad et al.
(2011) aplicou a transformada wavelet de Haar,
em imagens nivel cinza, para classificar ervas lar-
gas de medicinais, utilizando um conjunto dos 200
maiores coeficientes. Para classificacao, foi utili-
zado o K-NN, para k=2, na classificacdo de duas
categorias de ervas daninhas. Zhang et al. (2012),
utilizou uma abordagem para classificacao de es-
pécies de plantas utilizando forma e textura, para
classificar 1900 amostras de 32 espécies, com acu-
racia de 93,8%. Para extracao de caracteristicas
da textura foi realizada a decomposi¢ao wavelet,
até o terceiro nivel de decomposicao, obtendo en-
tao doze coeficientes, dos quais foram calculados
o desvio padrao, média e GLCM (Gray Level Co-
occurrence Matriz). Para a classificagao, foi utili-
zado o SVM (Suport Vector Machine).

Neste trabalho é apresentada uma abordagem
utilizando a transformada de Haar, para suporte
na classificagao de doengas da soja a partir de ima-
gens. O artigo esta estruturado na seguinte forma:
na Secao 2 sao apresentados os métodos usados
no processo de classificagao, seguidos pelos expe-
rimentos e resultados na Secao 3, finalizando com
as Conclusoes na Secao 4.

2 Meétodo para Classificagao Foliar de
Soja

Nesta secao é apresentada a metodologia desen-
volvida para reconhecimento das doengas de soja
a partir de imagens.
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Inicialmente, é necessaria a obtengao de ima-
gens foliares afetadas por patégenos, que sao pré-
processadas com suporte de transformadas wave-
lets. A Figura 1 ilustra o diagrama do processo
utilizado no experimento.

Conversdo
Decomposicdo
Pré-processamento

Ordenacdo

Normalizac8o

il

> Criacdo do
Classificacdo
modelo

Figura 1: Etapas do processo de classificagao.

A partir da obtencao de imagens foliares afe-
tadas por patdgenos, descritas na subsegao 2.1,
as amostras sao criadas por processos posteriores,
referidos na subsecao 2.2, seguidos pelo processa-
mento das amostras e a utilizacao de wavelets para
a criagao das assinaturas de classe, para enfim ad-
quirir a classificagao das amostras de teste. Para
a construcao do método proposto, foi utilizada a
plataforma Matlab R2016a ®.

2.1 Construgao da base de imagens

Para a construgao da base de imagens foliares de
cultivares da soja, foi realizada uma coleta na
Internet, a partir das doengas de interesse. As
imagens escolhidas compreendem folhas (inteiras
e parciais) de cinco diferentes patégenos (ferru-
gem asidtica (FA), mancha alvo (MA), mancha
parda (MP), mancha pirpura (MPU) e olho de ra
(OR), sendo estas determinadas doengas selecio-
nadas para fins de estudo) que incidem sobre as
folhas da planta. A Figura 2 apresenta um exem-
plo de uma folha com a doencga mancha alvo.

Figura 2: Folha de soja afetada pelo patégeno cau-
sador da mancha alvo.

Foram selecionadas 10 folhas de cada um dos
5 patogenos e extraidas 5 amostras de cada fo-
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lha, totalizando 250 amostras, todas de tamanho
64x64 pizels. Para fins de experimento, foram uti-
lizadas 80% das amostras para construcao dos mo-
delos e 20% restantes para teste de classificacio.

Na Figura 3 sao retratadas cinco amostras,
contendo &reas afetadas por doencas, recortadas
manualmente. Ressalta-se que as imagens utili-
zadas foram produzidas em ambientes com ilumi-
nac¢ao nao controlada, dispositivos com recursos e
resolugoes diversificadas.

(e)

Figura 3: Doengas foliares da soja. (a) Ferrugem
Asidtica. (b) Mancha Alvo. (c¢) Mancha Parda.
(d) Mancha Puarpura. (e) Olho de ra.

2.2 Pré-processamento

O pré-processamento envolve etapas relacionadas
ao tratamento inicial das imagens, incluso o pro-
cesso de conversao RGB para cinza, com a finali-
dade de auxiliar processos posteriores como extra-
¢ao de caracteristicas, envolvendo a decomposigao
wavelet para obtencao dos coeficientes que serao
utilizados na classificacdo dos patégenos.

A partir das imagens de folhas doentes, no
modelo RGB de cores, a fim de diminuir a dimen-
sionalidade do problema, as amostras obtidas no
processo de construgao da base passam pela trans-
formacao para escala de cinza.
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2.2.1 Decomposicao

Neste estudo, a funcao de andlise wavelet foi utili-
zada, sendo capaz de representar uma funcio em
escalas ou niveis diferentes de resolucao, permi-
tindo que toda a imagem possa ser representada
em uma escala menor, preservando os dados mais
significativos (Castilho et al., 2012). Haar, umas
das representagoes mais simples e compactas de
funcoes wavelet foi utilizada no processo, além da
vantagem de menor custo computacional.

Apbs o processo de conversao, em cada amos-
tra é aplicada a transformada wavelet no primeiro
nivel de decomposicao, decompondo o sinal de en-
trada nas partes que a constituem, retornando
como resultado quatro varidveis, compostas pe-
los coeficientes de aproximacao, os coeficientes de
detalhes horizontais, detalhes verticais e detalhes
diagonais. A fim de se obter os coeficientes refe-
rentes a imagem de aproximacao, compreendendo
as baixas frequéncias, a amostra inicialmente de
dimensao 64x64 pizels, serd analisada e extraida
coeficientes a partir da decomposicao, resultando
na dimensao 32x32.

2.2.2 Ordenagao

Posteriormente a etapa de decomposicao, envol-
vendo a etapa de selegao de caracteristicas, a expe-
rimentacao é feita com a utilizagao de uma quanti-
dade diferente de coeficientes, baseados no niimero
de coeficientes de aproximacao com maior mag-
nitude, organizados em um vetor composto de 1
linha por n colunas, sendo n niimero de coeficien-
tes utilizados no primeiro nivel de decomposicao
wavelet, inicialmente utilizando todos coeficientes
resultantes da imagem 32x32. Uma menor quan-
tidade de coeficientes é utilizada (512, 256, 128,
64, 32 e 16 coeficientes). Essa abordagem foi uti-
lizada para investigar se todos os coeficientes ob-
tidos possuem informacao relevante, podendo em
sua totalidade influenciar negativamente na clas-
sificacao dos patégenos.

2.2.3 Normalizacao

A normalizagao tem como finalidade fazer com que
a variancia dos dados seja distribuida de forma
mais homogénea. Assim, selecionada as caracte-
risticas da imagem decomposta, contendo coefici-
entes ordenados, € feita a normalizacao de cada
amostra, utilizando os limiares entre 1 e 0, onde
cada valor de coeficiente obtido serd normalizado
ap6s identificar o maior elemento e o menor ele-
mento do vetor de caracteristicas da amostra.

2.8 Construcao de modelos

Para cada quantidade de coeficientes selecionados,
é feita a assinatura de classe, que compreende em
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calcular as médias de cada coluna dos coeficien-
tes selecionados das amostras de cada doenga, ob-
tendo assim no total cinco assinaturas de classe,
uma para cada patdgeno.

Com a criagao das assinaturas de classe,
estima-se uma média dos valores de cada carac-
teristica obtida a partir das amostras. Essas as-
sinaturas serao comparadas posteriormente com
os valores das amostras de teste, com o objetivo
de verificar a distancia entre elas, utilizando como
métrica para a classificagao.

2.4 Classificagcao

A classificagdo das amostras de teste é feita utili-
zando o classificador de distancia minima, calcu-
lando a distancia média de cada classe (Aclassey)
pela a amostra(i) analisada.

Para o calculo da distancia das amostras de
teste em relagao das assinaturas, a distancia eu-
clidiana é dada pela Equacao 1:

di, = Z(Aclassek —amostra(i))? (1)
i

sendo feita a comparacao entre cada amostra
de teste e Aclassey, que representa a assinatura
de classe de cada patdgeno obtido, verificando as
distancias. O resultado com a menor distancia
determina em qual classe a amostra testada per-
tence.

Foram utilizadas imagens com diferentes reso-
lugoes e condigoes de iluminagao e entao obtidas
as amostras com um algoritmo de recorte, que se-
lecionava, a partir de cliques, cinco partes de areas
afetadas por patogenos na superficie da folha de
soja, com tamanho fixo de 64x64 pizels. No total
foram utilizadas 250 amostras, no qual 200 amos-
tras foram utilizadas para formagao da base e 50
para testes, considerando para os experimentos a
base wavelet de Haar, utilizando os coeficientes
de aproximacao no primeiro nivel de decomposi-
¢a0, ordenando os coeficientes por ordem de mag-
nitude, e normalizagao dos dados e como métrica
a distancia euclidiana.

2.5 Métricas para avaliagdo

A partir dos dados obtidos pela matriz de confu-
sa0 (também chamada matriz de erro), é possivel
fazer o cédlculo da taxa de verdadeiros positivos,
falsos positivos, falsos negativos, verdadeiros ne-
gativos e precisao dos dados extraidos, possibili-
tando determinar as medidas estatisticas referen-
tes ao desempenho da classificagao, sendo elas a
sensibilidade e especificidade. Para calcular a pre-
cisao da classificacao, utilizou-se a Equacao 2.

J4 a sensibilidade refere a propor¢éo de dados
que foram identificados corretamente, enquanto
que a especificidade tem como medida os da-
dos classificados como negativos apropriadamente.
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Para o célculo da sensibilidade e especificidade, fo-
ram utilizadas as seguintes Equacoes 3 e 4,

P=VP/(TP + FP), 2)
S =VP/(TP+ FN), (3)
E=VN/(TN + FP) (4)

onde P, S e E sdo Precisao, Sensibilidade e
Especificidade, respectivamente, e VP, VN, FP e
F'N sao Verdadeiros Positivos e Negativos, Falsos
Positivos e Negativos, respectivamente.

3 Experimentos e Resultados

Para cada imagem obtida, recortes manuais sao
realizados, resultando em cinco amostras de cada
folha de soja, contendo partes afetadas por do-
engas. Cada amostra obtida compreendendo em
tamanho 64x64 pixels, que apds o primeiro nivel
de decomposigao wavelet serd de 32x32, com 1024
coeficientes. O processo de decomposicao foi re-
petido até que o nimero de coeficientes fosse igual
a 16.

A Tabela 2 apresenta o resumo dos experi-
mentos realizados. O estudo resultou em sete con-
junto de dados, um para cada quantidade de co-
eficientes selecionados por magnitude (16, 32, 64,
128, 256, 512 e 1024 coeficientes). A partir do
calculo da distancia euclidiana de cada amostra
de teste com as assinaturas das classes de cinco
patogenos foliares da soja, foi obtido uma maior
porcentagem de acerto para com os limiares de
512 e 1024 coeficientes, com acerto superior a 50%
para duas doengas, na qual, das 10 amostras folia-
res contendo a doenga olho de ra (OR), 70% delas
foram classificadas corretamente com 512 coefici-
entes e em 80% para 1024 coeficientes.

Entretanto, o calculo de distancia entre as
classes resultou melhores resultados para 512 co-
eficientes, com maior valor de verdadeiros positi-
vos, 19 no total, contra 17 com 1024 coeficientes.
Para uma quantidade inferior de coeficientes, a do-
enca mancha alvo (MA) foi melhor classificada. A
medida do crescimento no total de coeficientes, a
classificagao foi prejudicada. A doenga referente a
classe representando a mancha pirpura (MPU) foi
o menos classificado corretamente, resultando na
classificagao como outro patégeno dentre os abor-
dados no estudo.

Na Figura 4 sao apresentados os resultados
pertinentes ao nimero de verdadeiros positivos
obtidos de todos os coeficientes estudados, é possi-
vel observar que para a doenga mancha alvo (MA),
o numero de verdadeiros positivos obtidos entre
os limiares de 16 a 32 coeficientes foi superior a
50%. Entretanto, com o acréscimo de coeficientes
a classificacao é prejudicada, sendo inversamente
proporcional ao classificagao dos patégenos causa-
dores da mancha parda (MP) e olho de ra (OR),
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Tabela 1: Sensibilidade, Especificidade e Precisao da classificacao

16 32 512 1024
Classe ideal S E P S E P S E P S E P

FA 0,00 | 0,92 | 0% | 0,70 | 0,33 | 28% | 0,60 | 0,59 | 40% | 0,10 | 0,76 | 16%

MA 0,60 | 0,27 | 27% | 0,60 | 0,43 | 31% | 0,10 | 0,86 | 40% | 0,00 | 0,89 | 0%

MP 0,10 | 0,91 | 50% | 0,10 | 1,00 | 100% | 0,40 | 0,63 | 31% | 0,70 | 0,48 | 39%
MPU 0,40 | 0,28 | 16% | 0,10 | 0,88 | 33% | 0,10 | 0,82 | 20% | 0,10 | 0,73 | 14%

OR 0,10 | 1,00 | 100% | 0,10 | 0,93 | 50% | 0,70 | 0,67 | 54% | 0,80 | 0,50 | 47%

Tabela 2: Matriz de confusao da classificacdo. 9 i '

oL| -~FA -=MA .eMP -%-MPU -¥OR

(a) 16 coeficientes

Classes FA MA MP MPU OR FN
FA 0 3 0 7 0 10
MA 0 6 1 3 0 4
MP 0 4 1 5 0 9

MPU 0 6 0 4 0 6
OR 1 3 0 5 1 9
FP 1 10 1 20 0 50

(b) 32 coeficientes

Classes FA  MA MP MPU OR | FN
FA 7 2 0 1 0 3
MA 3 6 0 0 1 4
MP 5 4 1 0 0 9

MPU 5 4 0 1 0 9
OR 5 3 0 1 1 9
FP 18 13 0 2 1 50

(c) 512 coeficientes

Classes FA° MA MP MPU OR | FN
FA 6 0 1 1 2 4
MA 2 1 3 2 2 9
MP 3 1 4 1 1 6

MPU 3 0 5 1 1 9
OR 1 2 0 0 7 3
FP 9 3 9 4 6 50

(d) 1024 coeficientes

Classes FA MA MP MPU OR FN
FA 1 1 4 3 1 9
MA 2 0 3 2 3 10
MP 0 0 7 1 2 3

MPU 1 1 4 1 3 9
OR 2 0 0 0 8 2
FP 5 2 11 6 9 50

na qual adquiriram resultados melhores com mais
coeficientes.

Os valores resultantes sao observados na ta-
bela 2 contendo as matrizes de confusao com seus
respectivos limiares selecionados, limitando ape-
nas aos que obtiveram melhores resultados. Tam-
bém é possivel observar a quantidade de falsos ne-
gativos (FN) de cada classe e falsos positivos (FP).

Para os demais limiares utilizados no experi-
mento, a classificagado obteve resultados inferiores
em termos de classificagao.

4 Conclusoes

Este trabalho foi realizado com o objetivo de clas-
sificacao de patégenos foliares da soja. Para isto
foi utilizada uma abordagem com a transformada
wavelet de Haar e uma classificacao com a utili-
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Figura 4: Quantidade de verdadeiros positivos por
doenca obtidos das amostras de teste a partir do
nimero de coeficientes.

zacao da distancia euclidiana. Embora tenha sido
utilizada uma base de dados pequena, os resulta-
dos apresentaram-se promissores, entretanto, al-
guns problemas precisam ser ajustados.

Como observados nos resultados, alguns tipos
de patdgenos foram melhor classificados quando
utilizados menos coeficientes, como a mancha
alvo, por exemplo, enquanto outras tiveram me-
lhores resultados quando utilizados mais coefici-
entes. Isto podem significar caracteristicas espe-
cificas das doencas que seriam afetadas na redu-
¢ao de coeficientes, ou pelo ganho de confusdo ao
se aumentar o nimero de coeficientes. Como as
imagens foram obtidas pela Internet, as imagens
nao possuiam um padrao de iluminagao, resolu-
¢ao, distancias, dentre outros, que poderiam tam-
bém ter comprometido nos resultados.

Finalizando, conclui-se que ha uma necessi-
dade de realizar um estudo mais aprofundado a
fim de buscar solugoes para os problemas aponta-
dos, para melhorar a classificacao dos patdgenos.
Todavia, este estudo permitiu verificar o poten-
cial do método proposto, para o problema apre-
sentado.

4.1 Trabalhos futuros

Visando um melhoramento na etapa de extragao
de caracteristicas, outras bases wawvelets podem
vir a ser utilizadas, como a transformada de Dau-



bechies e Biorthogonal, que poderiam gerar me-
lhores resultados para classificacao, além do uso
de redes neurais para classificagdo. Pretende-se
também no futuro colher imagens diretamente da
lavoura e assim assegurar a qualidade e padroni-
zacao de resolugao das amostras no estudo.
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