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Abstract— A methodology to system identification based on Evolving Fuzzy Kalman Filter, is proposed in
this paper. The mathematical formulation using a evolving Takagi-Sugeno (TS) structure is presented: the offline
Gustafson-Kessel (GK) Algorithm is applied to a window of initial samples; after, an evolving GK estimates the
antecedent parameters. The OKID (Observer/Kalman Filter Identification) algorithm, is applied to obtain the
matrices A, B, C, D, and K (state matrix, input influence matrix, output influence matrix, direct transmission
matrix, and Kalman gain matrix, respectively), recursively, composes the consequent parameters. The Evolving
Fuzzy Kalman Filter Identification applied to estimate states of nonlinear SISO system shows the efficiency of
the proposed methodology.
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Resumo— Neste artigo é proposta uma metodologia para identificação de sistemas baseado em Filtro de
Kalman Nebuloso Evolutivo. A formulação matemática usando uma estrutura Takagi-Sugeno (TS) nebulosa
evolutiva é apresentada: o Algoritmo de Agrupamento Nebuloso Gustafson-Kessel (GK) off-line é aplicado a
uma janela de amostras iniciais; logo após, um GK evolutivo estima os parâmetros do antecedente. O algoritmo
OKID (Observer/Kalman Filter Identification) é aplicado para obtenção das matrizes A, B, C, D e K (matriz
de estados, matriz de entrada, matriz de sáıda, matriz de transmissão direta e matriz de ganho de Kalman,
respectivamente), recursivamente, as quais compõem os parâmetros do consequente. A Identificação do Filtro de
Kalman Nebuloso Evolutivo aplicada na estimação de estados de um sistema SISO não linear mostra a eficiência
da metodologia proposta.

Palavras-chave— Sistema Evolutivo, Filtro de Kalman Nebuloso, Identificação de Sistemas

1 Introdução

O Filtro de Kalman (FK) é um procedimento re-
cursivo aplicado em estimações ótimas de parâme-
tros de um sistema dinâmico a partir de uma medi-
ção incompleta e/ou com presença de rúıdo, consi-
derando que o rúıdo seja gaussiano (rúıdo branco).
Enquanto algoritmo recursivo, requer poucos cál-
culos, como também, pouco espaço de memória
para armazenagem de dados, o que torna favorável
sua utilização em aplicações a sistemas em tempo
real (Fan, 2015)(Moreno and Pigazo, 2009). Após
sua descoberta, em 1960 (Kalman, 1960), este es-
timador tem sido usado em diversos campos da en-
genharia: Em (Wang and Deng, 2015), é apresen-
tado um FK para um sistema linear multi-sensor
de tempo discreto com parâmetros de modelo in-
certos e rúıdo; Em (Shen et al., 2014), é apresen-
tado um problema de filtro de dados não linear
para rastreamento de radar, através da análise do
Filtro de Kalman Estendido (FKE) e do Filtro de
Kalman Unscented (FKU); Em (Yu et al., 2015),
é discutida a robustez do FKE para a navegação
em Marte considerando as incertezas na densi-
dade da atmosfera deste planeta e rúıdo de me-
dição não modelado. Para aplicar o FK faz-se
necessário conhecer o modelo baseado em espaço
de estados e, em geral, a identificação em espaço
de estados através das entradas e sáıdas de um

sistema não se constitui uma tarefa trivial (Wu
et al., 2015)(Juang and Pappa, 1985). Somado a
isto, a teoria do FK é aplicada somente em siste-
mas lineares, de forma que para aplicações não li-
neares é utilizado o método de filtragem subótima
denominado FKE. O FKU, devido sua eficácia a
sistemas não lineares, também tem sido muito uti-
lizado. Este usa uma técnica de amostragem de-
termińıstica denominada Transformação Unscen-
ted (TU) que trata adequadamente as não lineari-
dades de um sistema (Inoue et al., 2016). Atual-
mente, na literatura sobre a filtragem de Kalman,
várias técnicas adaptativas têm sido consideradas,
abrangendo as incertezas do sistema e do modelo
de medição. Desta forma, a metodologia evolutiva
é apresentada neste artigo como uma proposta ao
contexto adaptativo, uma vez que esta permite
expandir ou encolher a estrutura do modelo, bem
como adaptar seus parâmetros, em tempo real.

A metodologia proposta neste artigo consiste
em uma estratégia de identificação de sistemas ba-
seada em Filtro de Kalman Nebuloso Evolutivo.
A formulação matemática usando uma estrutura
Takagi-Sugeno (TS) nebulosa evolutiva, é apre-
sentada: o Algoritmo de Agrupamento Nebuloso
Gustafson-Kessel (GK) off-line é aplicado a uma
janela de amostras iniciais; logo após, um GK evo-
lutivo estima os parâmetros do antecedente; a par-
tir dos dados de entrada e sáıda do sistema a ser
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identificado, uma versão recursiva do algoritmo
OKID (Observer / Kalman Filter Identification)
baseado em agrupamento é desenvolvido para ob-
tenção das matrizes A, B, C, D e K (matriz de
estado, matriz de entrada, matriz de sáıda, ma-
triz de transmissão direta e matriz de ganho de
Kalman, respectivamente), a partir de cada nova
amostra do sistema, para compor os parâmetros
do consequente.

As principais contribuições deste artigo são:

• A metodologia evolutiva apresentada neste
artigo possibilita a cada nova amostra a adap-
tação dos parâmetros e estrutura do modelo
para identificação do Filtro de Kalman Ne-
buloso Evolutivo em tempo real, aplicado a
sistemas não lineares;

• O OKID (Observer/Kalman Filter Identifica-
tion) é apresentado, neste artigo, no contexto
nebuloso. O OKID original foi formulado em
(Juang, 1994) e utiliza a realização mı́nima
de um modelo, ou seja, possibilita a estima-
ção paramétrica e de estados de sistemas di-
nâmicos não lineares com a menor dimensão
posśıvel do modelo em espaço de estados.

2 Estimação Paramétrica do Filtro de

Kalman Nebuloso Evolutivo

2.1 Modelo do Filtro de Kalman Nebuloso

O Filtro de Kalman Nebuloso Evolutivo TS
apresenta a i|[i=1,2,...,c]-ésima regra, dada por:

R(i): SE Z̃k É M i
j|Z̃k

ENTÃO

x̂i
k = Aix̂i

k−1 +Biũi
k +Kiǫrk

ỹi
k = Cix̂i

k +Diũi
k + ǫrk

(1)

onde Ai, Bi, Ci, Di e Ki (são a matriz de esta-
dos, matriz de entrada, matriz de sáıda, matriz de
transmissão direta, matriz de ganho de Kalman,
respectivamente), estimadas pelo algoritmo OKID
recursivo baseado em agrupamento nebuloso. A
matriz Z̃k = [ũk ỹk]

T pertence ao conjunto ne-
buloso M i

j|Z̃k

com um valor µi
M

j|Z̃k

definido pela

função de pertinência µi
Z̃k

: R → [0, 1], com

µi
M

j|Z̃k

∈ µi
M

1|Z̃k

, µi
M

2|Z̃k

, µi
M

3|Z̃k

, . . . , µi
M

p
Z̃k

|Z̃k

,

onde p
Z̃k

corresponde ao número de partições do
universo de discurso relacionado à variável lingúıs-
tica Z̃k. Uma sequência de reśıduos, ǫrk , é dada
por:

ǫrk = yk −

l∑

i=1

γiỹi
k (2)

com
l∑

i=1

γiỹi
k = Cix̂i

k +Diũi
k (3)

onde

l∑

i=1

γi = 1

2.2 Estimação Paramétrica do Antecedente

Considera-se que o algoritmo de agrupamento ne-
buloso GK off-line tem sido aplicado na identi-
ficação inicial de um conjunto de c agrupamen-
tos sobre dados previamente coletados, com ma-
trizes V (matriz dos centros dos agrupamentos),
U (matriz de partição), Fi (matriz de covariân-
cia) e i = 1, . . . , c, correspondendo a cada regra.
O algoritmo de agrupamento nebuloso GK evolu-
tivo avalia a similaridade entre a nova amostra de
dado zk e cada agrupamento c definido. O grau
de similaridade é calculado a partir da métrica de
Mahalanobis, dik, dada por:

dik =

√
(zk − vi)

[
(ρidet(Fi))

1/n
F−1

i

]
(zk − vi)

T

(4)
onde i = 1, . . . , c e ρi corresponde ao volume do
i-ésimo agrupamento. O agrupamento mais pró-
ximo p é determinado por:

p = arg min(dik), i = 1, . . . , c. (5)

O raio rp do agrupamento mais próximo, é
calculado por:

rp = max||vp − zk||Ap
,

∀zk ∈ p-ésimo agrupamento e upk > uh

(6)

onde ||.||Ai
é a norma da distância GK determi-

nada pela métrica Mahalanobis e o dado zk per-
tence ao i-ésimo agrupamento com grau de perti-
nência uik > uh, uh é o grau de pertinência limiar.
Para cada nova amostra zk duas possibilidades são
avaliadas:

• Se dpk ≤ rp, o dado pertence a um agrupa-
mento já existente; neste caso, o centro do
agrupamento vp e a matriz de covariância Fp

deste agrupamento são atualizados:

vp,new = vp,old + α (zk − vp,old) (7)

Fp,new = Fp,old + α
((
ςT ς

)
− Fp,old

)
(8)

onde ς = (zk − vp,old); α é a taxa de aprendi-
zagem; vp,old e vp,new representam os valores
dos centros dos agrupamentos anterior e atu-
alizado, respectivamente; Fp,old e Fp,new re-
presentam as matrizes de covariância anterior
e atualizada, respectivamente. E a matriz de
partição U é recalculada.
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• Se dpk > rp, a nova amostra não está dentro
do limite de qualquer agrupamento já exis-
tente; portanto, um novo agrupamento será
definido:

c = c+ 1 (9)

vnew = zk (10)

Fnew = Fp,old (11)

A fim de quantificar a credibilidade dos
agrupamentos estimados, um parâmetro Pi|i =
1, 2, . . . , c é usado para avaliar o número de amos-
tras pertencentes ao i-ésimo agrupamento. O va-
lor limite Ptol corresponde a um número mı́nimo
de amostras necessárias para criar um novo agru-
pamento. Assim, quando o novo agrupamento é
definido, calcula-se o número Pc+1 (o número de
amostras pertencentes ao novo agrupamento cri-
ado):

• Se Pc+1 ≥ Ptol, aceita o novo agrupamento;

• Senão, recusa o novo agrupamento e perma-
nece a estrutura anterior.

Se c > 2, faz-se necessário determinar o nú-
mero ótimo de agrupamentos. O coeficiente de
partição PC (do inglês, partition coefficient), o
qual é utilizado como uma das métricas de vali-
dação de agrupamento nebuloso (Krauza, 2015),
é calculado como segue:

PC(c) =
1

N

c∑

i=1

N∑

β=1

(µiβ)
2 (12)

onde i é um número associado a um agrupamento
e β é uma amostra com pertinência no agrupa-
mento i. O número ótimo de agrupamentos é
considerado quando PC(c) tem um máximo lo-
cal, ou seja, se PC(c) tem um máximo local em
c = 3 e nesta amostra a estrutura apresenta três
agrupamentos identificados, o número de agrupa-
mentos permanece. Contudo, se PC(c) tem um
máximo local em c = 3, e nesta amostra a es-
trutura tem quatro agrupamentos identificados, a
estrutura deve ser reorganizada para três agrupa-
mentos. Neste último caso, é necessário calcular
as distâncias entre cada dois centros dos agrupa-
mentos vg e vf , determinada por:

L =
√
(vg − vf )2 (13)

onde L é uma matriz κ × κ e κ corresponde ao
número ótimo de agrupamentos. Logo após, o va-
lor mı́nimo L (min(L)), o desvio padrão (σ(L))
e a média (̟(L)) são calculados. Se min(L) <
(̟(L)−σ(L)), o ı́ndice dessa localização na matriz
indica os agrupamentos que serão mesclados. Por
exemplo, se o mı́nimo foi encontrado no elemento
localizado na linha 2, coluna 4, os agrupamentos
2 e 4 serão mesclados.

Neste artigo, os agrupamentos serão mescla-
dos, como segue: uma vez que o mı́nimo foi encon-
trado, o PC dos agrupamentos que serão mescla-
dos serão verificados. O centro do agrupamento
que tem um valor de PC superior é conservado
e as distâncias são recalculadas, de acordo com a
Equação (4). Por exemplo, se o mı́nimo foi en-
contrado na linha 2, coluna 4 e o valor do PC

do agrupamento 4 é superior ao valor do PC do
agrupamento 2, o centro do agrupamento 4 per-
manece e o centro do agrupamento 2 desaparece.
Agora, considerando que o centro do agrupamento
2 desapareceu e os outros centros dos agrupamen-
tos remanescentes permanecem, as distâncias são
recalculadas, de acordo com a Equação (4).

2.3 Estimação Paramétrica do Consequente

O método OKID (Observer / Kalman Filter Iden-
tification) é uma abordagem para obtenção direta

do ganho do Filtro de Kalman. É similar a um
Filtro de Kalman adaptativo e não requer, a pri-
ori, informações estat́ısticas e não necessita de cál-
culos de correlação e covariância das amostras.
O método OKID tem sido aplicado com sucesso
na identificação de diversos sistemas reais e de
forma eficiente identifica modelos em espaço de
estados usando dados de entrada e sáıda no do-
mı́nio do tempo (Zhou and Xie, 2014). O OKID,
em sua forma original, foi proposto em (Cheng
et al., 1992), mas neste artigo o OKID é apre-
sentado no contexto de agrupamento nebuloso. A
formulação baseada em agrupamento nebuloso do
algoritmo OKID, proposta neste artigo, segue os
seguintes passos:
Dado l (número de amostras), p (número apropri-
ado de parâmetros do observador de Markov de
um dado conjunto de dados de entradas e sáıdas),
ur×l (dados de entrada, r corresponde ao número
de entradas) e ym×l (dados de sáıda, m corres-
ponde ao número de sáıdas), tem-se:
Passo 1: Calcular a matriz de regressores, deno-
minada V, dada por:

V =




u0 u1 . . . up . . . ul−1

0 Z0 . . . Zp−1 . . . Zl−2

0 0 . . . Zp−2 . . . Zl−3

0 0
. . .

... . . .
...

0 0
. . . Z0 . . . Zl−p−1




(14)
onde:

Zk =

[
uk

yk

]
(15)

Zk corresponde aos dados de entrada e sáıda no
instante k.
Passo 2: Obter, a partir dos dados experimen-

tais, os parâmetros de Markov do observador ˜̄Y

baseado em conjuntos nebulosos, como segue:
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ỹ =

l∑

i=1

˜̄Y
i
V (16)

˜̄Y
i
= yΓiVT

[
VΓiVT

]−1
(17)

onde:

y =
[
y0 y1 . . . yp . . . yl−1

]
(18)

é a matriz de sáıda m× l do sistema dinâmico,

Γi =




γi0 0 . . . 0
0 γi1 . . . 0
...

...
. . .

...
0 0 . . . γil−1


 (19)

é a matriz diagonal de ponderação dos valores de
pertinência na i-ésima regra, e

˜̄Y
iT

=




Di
(
γi
)

Ci
(
γi
)
B̄i

(
γi
)

Ci
(
γi
)
Āi

(
γi
)
B̄i

(
γi
)

...

Ci
(
γi
)
Āi(p−1) (

γi
)
B̄i

(
γi
)




(20)

corresponde aos parâmetros de Markov do obser-
vador na i-ésima regra.
Passo 3: Construir um bloco da matriz de cor-
relação ℵi

τ com os elementos de Gi

hhk+τ
, os quais

correspondem ao produto entre Hi

τ e Hi

k+τ , como
segue:

Gi

hhk+τ
= Hi

k+τH
i
T

τ , com τ = 0 (21)

com

Hi

k+τ =




Yi

k+1 . . . Yi

k+β

Yi

k+2 . . . Yi

k+β+1
...

. . .
...

Yi

k+α . . . Yi

k+α+β+1


 (22)

onde Yi

k é a matriz m × r, cujas colunas são os
parâmetros de Markov (resposta ao impulso amos-
trado) que correspondem àsm sáıdas. A dimensão
de Hi

k e Hi

0 é αm× βr, uma vez que a dimensão
de Gi

hhk
é αm× αm. Assim,

ℵi

k =




Gi

hhk
. . . Gi

hhk+ξτ

Gi

hhk+τ
. . . Gi

hhk+(ξ+1)τ

...
. . .

...
Gi

hhk+ǫτ
. . . Gi

hhk+(ǫ+ξ)τ




(23)

=




Pi

α

Pi

αA
i
τ

...

Pi

αA
i
ǫτ




Ai
k (
γi
) [

Qi

c Ai
τ

Qi

c . . . Ai
ξτ

Qi

c

]

(24)

= Pi

ǫA
i
k (
γi
)
Qi

ξ

Passo 4: Decompor ℵi

0 usando a decomposição
em valor singular:

ℵi

0 = RiΣiSi
T

(25)

Passo 5: Determinar a ordem do sistema exami-
nando os valores singulares da matriz de Hankel
ℵi

0.
Passo 6: Construir uma realização de ordem mı́-
nima

[
Ai,Qi

c,P
i

α

]
usando um bloco da matriz

de Hankel deslocada ℵi

1, conforme Equação (21),
como segue:

Gi

hh1
= Hi

1H
i
T

0 = Pi

αA
i
1 (
γi
)
Qi

c (26)

Passo 7: Calcular a matriz de controlabilidade
Qi

β e determinar a realização de ordem mı́nima

[Ai(γi),Bi(γi),Ci(γi)]. Logo,

Hi

0 = Pi

αQ
i

β (27)

onde:

Pi

α =




Ci
(
γi
)

Ci
(
γi
)
Ai

(
γi
)

Ci
(
γi
)
Ai

2 (
γi
)

...

Ci
(
γi
)
Ai

α−1 (
γi
)




(28)

Qi

β = [Bi
(
γi
)

Ai
(
γi
)
Bi

(
γi
)

. . .

. . . Ai
β−2 (

γi
)
Bi

(
γi
)

Ai
β−1 (

γi
)
Bi

(
γi
)
]
(29)

e

Qi

β = Pi
+

α Hi

0 (30)

Ai =
(
Σi

)−1/2
Ri

T

n Hi

1S
i

n

(
Σi

)−1/2
(31)

Di = Ȳi

m×1 ; Bi = r primeiras colunas de Qi

β ;

Ci = m primeiras linhas de Pi

α.

(32)
Passo 8: Calcular a matriz de ganho de Kalman.
Assim,

Ki = −
[
ψiT

p ψi
p

]−1

ψiT

p Ỹi0

k (33)
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onde

ψp =




Ci

CiAi

...

CiAi

p−1




; Ỹi0 =




Ci

CiAi

...

CiAi

p−1




(34)

Ỹi0

k = ˜̄Y
i(2)

+

k−1∑

i=1

Ỹi0

k−i
˜̄Y

i(2)

, k = 1, 2, . . . , p

(35)

˜̄Y
i(2)T

=




0

− ˜̄Y
i
(:, 3)

− ˜̄Y
i
(:, 5)

− ˜̄Y
i
(:, 7)

...

0




(36)

3 Resultados

Nesta seção serão apresentados os principais resul-
tados computacionais e experimentais no sentindo
de ilustrar a eficiência e aplicabilidade da metodo-
logia proposta.

3.1 Resultados Computacionais

Para demonstrar a eficiência da metodologia pro-
posta, aplicou-se a identificação baseada em Filtro
de Kalman Nebuloso Evolutivo (FKNE) a um sis-
tema SISO (uma entrada e uma sáıda, do inglês,
Single-Input Single-Output) não linear, represen-
tado por equações em espaço de estados no domı́-
nio do tempo discreto, conforme segue (Guha and
Deb, 2016):




x1k+1

x2k+1

x3k+1



=




x2k

x3k

(x1kx2kx3kuk−1 (x3k − 1)) + uk

1 + x2
1k

+ x2
2k

+ x2
3k




(37)
onde uk = 0, 3senkTs

+0, 1sen2kTs
+0, 6sen4kTs

e
Ts = 1ms.

Os estados x1, x2 e x3 obtidos a partir da iden-
tificação baseada no FKNE são observados nas Fi-
guras 1-3, respectivamente. Observa-se que com

o método proposto neste artigo, a trajetória dos
estados do sistema foram rastreadas de forma efi-
ciente. A fim de avaliar o desempenho da meto-
dologia proposta utilizou-se a soma dos erros ao
quadrado SSE (do inglês, Sum of Squared Error).
O cálculo da área sob a curva SSE para N itera-
ções é dada pela regra trapezoidal, descrita por:

Area = Ts
[J(1) + J(N)]

2
+ Ts

N−1∑

k=2

J(k) (38)

onde J =

n∑

k=1

eTk ek corresponde ao SSE entre os

estados do sistema e os estados estimados.
Em (Guha and Deb, 2016), o método proposto

pelos autores, o qual utiliza um algoritmo baseado
em um FKU (Filtro de Kalman Unscented) para
treinar as ponderações em uma Rede Neural Dinâ-
mica, obteve como área sob a curva SSE um valor
de 0, 0054, enquanto que o método de identificação
baseada no FKNE, proposto neste artigo, obteve
um valor de 0, 0027 de área sob a curva SSE. A
partir deste resultado, observa-se um bom desem-
penho do método de identificação baseada em um
FKNE em relação ao rastreamento de estados do
sistema dinâmico não linear.

A existência de oscilações (comportamento
mais abrupto/agressivo) nos resultados obtidos
(quando comparados aos apresentados (Guha and
Deb, 2016)) possivelmente deve-se à escolha dos
valores dos elementos da matriz de covariância ini-
cial P (valores iniciais iguais a 104), como tam-
bém, ao número de amostras atribúıdo à janela
de amostras utilizada para estimação dos estados
em cada instante de tempo, neste caso espećıfico,
a janela adotada compreendeu 50 amostras.
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Figura 1: Estado x1 obtido através da identifica-
ção do FKNE e Estado x1 do sistema.
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Figura 2: Estado x2 obtido através da identifica-
ção do FKNE e Estado x2 do sistema.
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Figura 3: Estado x3 obtido através da identifica-
ção do FKNE e Estado x3 do sistema.

4 Conclusões

A partir dos resultados computacionais a meto-
dologia proposta mostrou-se eficiente em relação
ao rastreamento do comportamento dinâmico em
relação aos parâmetros de sistemas dinâmicos não
lineares.
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