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Abstract This paper proposes a rain-streamflow model for a week inflow forecast to reservoir using Artificial Neural Networks. 

The model was developed using Matlab© Neural Network Toolbox software. A multi-layer perceptron (MLP) neural network, 

trained with the Levenberg Marquardt supervised backpropagation and the Bayesian regularization algorithms, was chosen. The 
inflow prediction task is important for reliable and economical operations of electricity generation projects as well as any project 

that requires the representation of hydrological processes. Many conventional methods have been used to perform water inflow 

forecasting, however, such methods require expert intervention for adjusting physical model parameters. Artificial Neural Net-
works have the advantage of automatically adjusting their parameters, better correcting the prediction errors and with less compu-

tational time. The developed model used the historical series of the Preto river, affluent of the small hydroelectric power station 

Areal for training and verification. 

Keywords Inflow Forecast, Artificial Neural Networks, Eletric Generation and Eletric Power Stations. 

Resumo Este artigo propõe um modelo chuva-vazão para previsão de vazões afluentes em barragens no horizonte de uma se-

mana utilizando Redes Neurais Artificiais. O modelo foi desenvolvido utilizando o software Matlab® Neural Network Toolbox. 
Escolheu-se uma rede neural do tipo perceptron de múltiplas camadas (MLP), treinada com os algoritmos supervisionado de re-

tropropagação Levenberg Marquardt e de regularização Bayesiana. A tarefa de previsão de vazão é diferencial para operações 

confiáveis e econômicas de empreendimentos de geração de energia elétrica bem como qualquer projeto que necessite da repre-
sentação de processos hidrológicos. Muitos métodos convencionais têm sido utilizados para realização de previsão de vazões aflu-

entes, entretanto, tais métodos requerem a intervenção de especialistas para ajuste dos parâmetros dos modelos físicos. As Redes 

Neurais Artificiais possuem a vantagem de ajustar automaticamente seus parâmetros, corrigindo os erros de previsão com maior 
precisão e menor tempo computacional. O sistema desenvolvido utilizou a série histórica do rio Preto, afluente da pequena central 

hidrelétrica Areal para treino e verificação. 

Palavras-chave Previsão de vazão, Redes Neurais Artificiais, Geração de Energia e Centrais Hidrelétricas.

1    Introdução 

O crescimento demográfico, em conjunto com o au-

mento da atividade industrial, levou a um aumento na 

necessidade de energia e, substancialmente, de água, 

sendo o atendimento desta demanda uma das questões 

mais importantes em muitas partes do mundo e, em 

especial, no Brasil. Neste contexto, o estudo e a previ-

são da vazão de rios constituem temas de grande im-

portância para atividades como a geração de energia 

hidroelétrica, controle de inundações, irrigação, nave-

gação, estudos de impactos ambientais, e de uma ma-

neira geral, para qualquer projeto que necessite da re-

presentação de processos hidrológicos. 

A utilização de vazões previstas para a otimiza-

ção da operação de reservatórios é sugerida por diver-

sos autores (Hamlet et al., 2002; Barros et al., 2003; 

Tucci and Braga, 2003). Consoante a isto, os avanços 

no conhecimento da previsão de vazões vêm contribu-

indo, também, para que o homem aprimore seus co-

nhecimentos sobre o ciclo hidrológico (Fernández 

Bou et al., 2015). 

Nas últimas décadas, as técnicas de modelagem 

para reproduzir fenômenos naturais evoluíram rapida-

mente, propiciando ao homem a oportunidade de am-

pliar seus conhecimentos sobre a natureza e compre-

ender seus processos físicos e biológicos, com desta-

que para os avanços na modelagem numérica dos pro-

cessos físicos inerentes à previsão de tempo e clima. 

Para a hidrologia existe um pleno potencial de utiliza-

ção das previsões de precipitação, tanto no horizonte 

de alguns dias quanto de meses, na área de previsão 

de vazões e no aprimoramento do conhecimento sobre 

os diferentes fenômenos naturais que constituem o ci-

clo hidrológico (Cataldi et al., 2007).  

Métodos matemáticos convencionais, como o 

modelo de tanque, têm sido utilizados para a previsão 

de vazão (Egawa et al., 2011). Porém, esses métodos 

levam muito tempo para ajustar seus parâmetros de 

correção, e não realizam com precisão previsões em 

condições normais do rio, porque o objetivo destes é 

previsão para a operação de segurança em condições 

de rios inundados.  

As Redes Neurais Artificiais (RNAs) são mode-

los matemáticos para lidar com fenômenos complexos 
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não-lineares. Além disso, as redes neurais podem ajus-

tar seus parâmetros, chamados pesos, automatica-

mente usando dados de entrada e saída (Rumelhart et 

al., 1999). Uma vez que as RNAs possuem diversos 

pesos, então uma grande quantidade de dados de trei-

namento é necessária para realizar esse ajuste automa-

ticamente, sendo por isso que modelos utilizando 

RNAs são adequados para estudos em barragens que 

possuem histórico considerável de dados. 

A aplicação da metodologia de redes neurais vem 

sendo objetivo de inúmeras de pesquisas, servindo 

como uma valiosa ferramenta. Especificamente, di-

versos estudos conduzidos utilizam redes neurais para 

a previsão de vazão (Ashrafi et al., 2017; Cui et al., 

2016; Humphrey et al., 2016; Lohmann et al., 2016). 

Os empregos dessas pesquisas ganharam espaço tam-

bém na área de recursos hídricos, onde, na maioria das 

vezes, a utilização da técnica na previsão de vazões 

apresentou resultados compatíveis ou superiores às 

técnicas tradicionais (Evsukoff et al., 2012). Santos e 

Pereira Filho (2000) apresentam alguns resultados que 

mostram a potencialidade da técnica. 

Em seu estudo, Gomes (2006) elaborou previsões 

para a UHE Três Marias, na Bacia do Rio São Fran-

cisco, em um horizonte de 12 dias, utilizando informa-

ções observadas de postos pluviométricos, fluviomé-

tricos e de vazão natural. Para isso, calibrou dois mo-

delos de Redes Neurais, uma multi-layer perceptrons 

(MLP) com algoritmo de retropropagação, que são re-

des que possuem uma ou mais camadas escondidas de 

neurônios, e uma rede do tipo non-linear sigmoidal 

regression blocks networks (NSRBN), que são redes 

compostas por blocos de regressões sigmoides não li-

neares. Os resultados obtidos pela autora possibilita-

ram a obtenção da previsão de vazões com desempe-

nhos superiores às dos modelos estatísticos, ratifi-

cando o potencial da técnica. 

Cataldi et al. (2007) realizaram um estudo para os 

aproveitamentos hidrelétricos de Foz do Areia e Salto 

Santiago na Bacia do Rio Iguaçu. Tendo como infor-

mações de partida a precipitação observada e prevista, 

além das vazões naturais verificadas, utilizaram técni-

cas de mineração de dados e de Redes Neurais com 

treinamento bayesiano para o balizamento da escolha 

da melhor previsão de vazões naturais com horizonte 

de dez dias à frente. Os resultados obtidos demostra-

ram que essa pode ser uma solução eficaz para a dimi-

nuição dos erros de previsão em horizonte semanal da 

vazão natural na bacia. 

Recentemente, na literatura internacional, algu-

mas publicações científicas vêm utilizando os mode-

los de RNAs para a previsão de vazões, em diferentes 

horizontes temporais e com distintas configurações de 

dados de entrada (Bai et al., 2016; Banihabib et al., 

2017; Egawa et al., 2011). 

Neste estudo, foi elaborado um modelo baseado 

em redes neurais para previsão de vazão para um ho-

rizonte de sete dias à frente, para o trecho da Bacia do 

Rio Preto incremental da Pequena Central Hidrelétrica 

– PCH – Areal com objetivo de: (1) verificar a viabi-

lidade da utilização de Redes Neurais Artificias para 

previsão de vazões em PCH’s em condições normais 

do rio; (2) estudar o impacto da utilização da precipi-

tação real para previsão de vazão em comparação com 

a previsão utilizando apenas a série histórica de vazão, 

e; (3) analisar dentre os modelos Bayesiano e Leven-

berg Marquardt qual possui melhor resposta. Para 

isso foram utilizadas Redes Neurais Artificiais do tipo 

MLP, treinada com os algoritmos de aprendizado su-

pervisionado de retropropagação Levenberg-Mar-

quardt e regularização Bayesiana, a partir das infor-

mações de vazão e precipitação observadas, tendo a 

usina sido escolhida como objeto de estudo devido a 

disponibilidade das informações de vazão e precipita-

ção em base diária. 

2    Metodologia 

A técnica de Rede Neural representa uma tecno-

logia que tem raízes em muitas disciplinas: neurociên-

cia, matemática, estatística, física, ciência da compu-

tação e engenharia. As RNAs encontram aplicações 

em campos diversos, como modelagem, analise de sé-

ries temporais, reconhecimento de padrões, processa-

mento de sinais e controle, em virtude de uma impor-

tante propriedade: a habilidade de aprender a partir de 

dados de entrada com ou sem supervisor (Rumelhart 

et al., 1999). 

Portanto uma Rede Neural Artificial é uma má-

quina inspirada na maneira como o cérebro realiza 

uma tarefa particular ou função de interesse. A rede é 

normalmente implementada, utilizando-se componen-

tes eletrônicos ou é simulada por programação em um 

computador digital. 

A rede neural desenvolvida neste trabalho foi cri-

ada no software Matlab® na versão R2015a, utili-

zando a Toolbox de Redes Neurais. Foi escolhida uma 

RNA do tipo perceptrons de múltiplas camadas (mul-

tilayered perceptron - MLP). A rede foi treinada com 

dois diferentes algoritmos para verificação do melhor 

resultado.  

O algoritmo Bayesiano, que recebe este nome por 

ser baseado no teorema de Bayes, que tem como obje-

tivo calcular a probabilidade a posteriori de uma de-

terminada variável aleatória a partir da combinação 

entre o conhecimento prévio e a evidência existente 

nos dados disponíveis. Este conceito, quando aplicado 

ao problema de treinamento de redes neurais, origina 

o chamado treinamento Bayesiano. Maiores detalhes 

podem ser encontrados em (Bishop, 2007).  

Os modelos também foram treinados utilizando o 

algoritmo de retropropagação do erro Levenberg-

Marquardt (Haykin, 2009). Enquanto o algoritmo de 

retropropagação tradicional utiliza a descida em gra-

diente como método numérico para alcance de um 

ponto de mínimo do erro, o algoritmo de Levenberg-

Marquardt (LM) utiliza uma aproximação pelo mé-

todo de Newton (Hagan and Menhaj, 1994). O método 

de Levenberg-Marquardt é considerado, na prática, 

bastante robusto, já que utiliza a combinação ponde-

rada entre o passo do método de Gauss-Newton e a 

direção de descida mais íngreme (Heath, 2002). 
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Uma das propriedades mais importantes de uma 

rede neural é a capacidade de aprendizado e, com isso, 

aprimorar o seu desempenho. Isso ocorre através de 

um processo iterativo de ajustes aplicados aos seus pe-

sos, conhecido como treinamento. Essa capacidade de 

aprendizado ocorre a partir do gradiente descendente 

que é efetuado pelo algoritmo de retropropagação. O 

objetivo do gradiente descendente é buscar o ponto de 

mínimo através de ajustes nos pesos sinápticos por um 

valor que é proporcional ao sentido contrário da deri-

vada do erro fornecido pelo neurônio, em relação ao 

valor do peso. O termo retropropagação está relacio-

nado à proliferação recursiva dos erros. Portanto, o 

treinamento pode ser entendido da seguinte forma: ini-

cialmente propagam-se os sinais no sentido progres-

sivo (da camada de entrada para a de saída). Em se-

guida, são calculados os erros propagados recursiva-

mente (da camada de saída para a de entrada) através 

da rede, determinando-se as derivadas da função erro. 

Finalmente, essas derivadas são utilizadas para reali-

zar o ajuste dos pesos (Haykin, 2009). 

O modelo da RNA irá utilizar os dados de en-

trada, ou variáveis preditoras, para realizar previsões 

de vazões futuras para um horizonte de uma semana a 

partir da data atual, utilizando o histórico de vazões e 

o comportamento dos sete dias anteriores ao dia a ser 

previsto. A RNA do tipo MLP possui uma camada es-

condida de neurônios entre as camadas de entrada e 

saída. Para a camada escondida foi escolhida a função 

de ativação tangente sigmoidal, já para a camada de 

saída foi selecionada a função linear. 

A rede foi dimensionada para buscar o resultado 

ótimo no intervalo entre 10 a 30 neurônios na camada 

oculta. Além disso, os treinamentos da RNA utiliza-

dos foram o algoritmo de Levenberg-Marquardt e o 

treinamento Bayesiano, configurados para atender a 

três critérios de parada: erro médio quadrático durante 

o treinamento menor que 1e-10; parâmetro de regula-

rização do algoritmo de Levenberg-Marquardt supe-

rior a 1e+10; quando o desempenho para o conjunto 

de validação for reduzido por até 50 iterações conse-

cutivas, utilizando as mesmas configurações e número 

máximo de iterações. Foram feitos testes utilizando de 

dez até trinta neurônios na camada escondida. Nos tes-

tes preliminares, observou-se que a convergência 

ocorria normalmente antes de 600 iterações. Ou seja, 

após este ponto, o erro tende a ser assintótico, não 

sendo necessárias mais iterações. Dessa forma, o nú-

mero máximo de iterações foi fixado em 5.000.  

3    Perfil do sistema de Previsão 

3.1  Rio alvo 

O alvo do sistema de previsão desenvolvido é o 

rio Preto, pertencente à bacia do rio Paraíba do Sul, no 

Brasil. A bacia hidrográfica do rio Preto até o local do 

aproveitamento está situada na região central do es-

tado do Rio de Janeiro, entre as latitudes 22º 07’ e 22º 

29’S e as longitudes 42º 42’ e 43° 06’W, inserindo-se 

em faixa zonal de baixa latitude, o que lhe confere ca-

ráter tropical. 

O rio Preto, de jurisdição estadual, é formado pela 

confluência entre os rios Formiga e dos Frades, com 

suas nascentes na Serra dos Órgãos, no município de 

Teresópolis, região serrana do Rio de Janeiro, em ele-

vações da ordem de 1.700 m. Inicialmente segue a ori-

entação leste–oeste e, na confluência com o rio Paque-

quer, deflete ao sentido sul-norte até o ponto de coor-

denadas aproximadas de 22° 09’S e 42° 54’W, onde 

deflete à direção sudoeste até o exultório da bacia, na 

usina Areal, em elevações da ordem de 520 m.  

Da nascente ao local do aproveitamento são apro-

ximadamente 63 km de extensão, drenando terras dos 

municípios de Areal, Petrópolis, Teresópolis, Três 

Rios e São José do Vale do Rio Preto. Com regime de 

fluxo perenizado, o rio Preto deságua no rio Piabanha 

pela margem direita, que deságua no rio Paraíba do 

Sul, também pela margem direita, que por sua vez de-

ságua no Oceano Atlântico. 

O sistema foi elaborado para previsão de afluên-

cias à Pequena Central hidrelétrica - PCH – Areal. A 

usina está localizada no município de Areal e foi inau-

gurada em 1949, com dois grupos geradores de 9 MW. 

Os grupos geradores são do tipo Francis eixo vertical 

e possuem capacidade total de geração de 20 MW.  O 

arranjo é constituído por uma barragem concreto gra-

vidade com 32,5 m de altura e 152 m de comprimento, 

possuindo um reservatório com aproximadamente 2 

km² de área inundada.  

Junto da barragem na margem direita, está situada 

a tomada d’água. A partir da tomada d’água até a casa 

de força, as águas são aduzidas através de um túnel 

com 4,0 m de diâmetro e 1015 m de comprimento re-

vestido em concreto e acrescido de 125 m de túnel 

com revestimento de aço com 3,7 m de diâmetro. A 

chaminé de equilíbrio, com 64,3 m de altura e 11 m de 

diâmetro, encontra-se à aproximadamente 70 m à 

montante da casa de força. Chegando a casa de força, 

existe uma bifurcação, tendo em cada extremidade, 

próximo do grupo gerador, uma válvula borboleta. A 

casa de força está situada na mesma margem e abriga 

dois grupos geradores do tipo Francis eixo vertical. 

A PCH Areal, objeto de estudo deste artigo, tra-

balha em regime de operação de potência máxima 

continuamente, condicionada a disponibilidade dos 

equipamentos e vazões afluentes. A usina dispõe de 

uma base histórica com registros diários de vazão to-

mados pela equipe de operação no posto hidrométrico 

“UHE Areal – Jusante” de coordenadas -22:14:02 / -

43:06:03, localizada no município de Areal, Rio de ja-

neiro, instalada a uma altitude de 437 metros acima do 

nível do mar e com uma área de drenagem incremental 

de 1.052 km². No total a base conta com mais de 4.600 

registros, constituindo um modelo ideal para o treina-

mento da Rede Neural e desenvolvimento do método. 

3.2 Treinamento do modelo de previsão 

O método proposto tem por objetivo realizar pre-

visões de vazão futura baseado nos históricos de vazão 
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e precipitação observada anteriores. O início do regis-

tro de dados no histórico de treinamento data do ano 

de 2008, em base diária, totalizando 3.285 registros. 

Os dados provêm da medição diária feita pelos opera-

dores da PCH Areal e contemplam as informações de 

vazão média diária, integralizada da vazão horária me-

dida, e a precipitação acumulada de 24 horas, medida 

diariamente às sete horas. Para realizar o treinamento 

da rede o programa faz a separação da base de dados 

em três intervalos distintos: 

• Base de treinamento: Intervalo de dados, 

contendo entradas e saídas, que será utilizado para 

treinar os parâmetros da rede neural;  

• Base de validação: Este intervalo é utilizado 

para avaliar a rede treinada, novamente são fornecidas 

as entradas e saídas para validar os parâmetros estima-

dos e definir o número ideal de neurônios na camada 

oculta; 

• Base de previsão: Este último intervalo pos-

sui tamanho igual ao definido no horizonte de previ-

são, e somente suas entradas são fornecidas a rede 

neural, que realiza a previsão das saídas com base em 

seu treinamento; efetivamente, é o resultado da rede 

neural construída. 

O ciclo climático brasileiro é caracterizado por 4 

períodos de níveis pluviométricos distintos, os perío-

dos chuvoso e seco, e os períodos de transição entre 

estes. Para garantir que o método contasse com infor-

mação dos quatro períodos nas bases de treinamento e 

validação, foi estabelecido que 66% dos dados de cada 

mês seriam utilizados para treinamento, ficando o res-

tante para a base de validação. 

A água que chega até a barragem é dependente da 

vazão afluente e da precipitação a montante. O método 

proposto prevê a vazão por modelos de regressão ba-

seados nos valores anteriores da vazão afluente. A pre-

cipitação a montante não foi utilizada até o presente 

momento devido à indisponibilidade dos dados relaci-

onados a esta variável. Assim, foi utilizada a precipi-

tação monitorada na própria barragem como informa-

ção climática. A metodologia pode ser resumida pelo 

fluxograma da figura 4. 

4    Experimentos realizados 

Neste trabalho foram feitos experimentos distin-

tos para avaliar o desempenho da Rede Neural Artifi-

cial. A ideia principal das simulações foi a verificação 

dos resultados utilizando dados de vazão e precipita-

ção como entrada da rede, e avaliando como seria pos-

sível prever as vazões futuras a partir desse conjunto 

de informações. Para isso, foram utilizados sete dias 

de vazão passada para prever a vazão do próximo dia, 

juntamente com a precipitação para o dia a ser pre-

visto. As previsões para os próximos seis dias a frente 

são feitas por meio de realimentação do modelo, sendo 

utilizada a precipitação verificada como sendo a pre-

visão de precipitação para cada dia do horizonte, ca-

racterizando previsão pelo método recursivo, outros 

métodos podem ser vistos em (Anti Sorjamaa et al., 

2007). O tempo de viagem da vazão das usinas e pos-

tos fluviométricos de montante é inferior a um dia, o 

que não justifica uma quantidade de dias superior para 

tentar explicar as vazões futuras. Além disso, o obje-

tivo deste experimento é identificar a relevância da in-

formação de precipitação no reservatório, e não a 

montante, como variável explicativa. No caso da apli-

cação prática da metodologia, previsões de precipita-

ção precisariam ser realizadas para alimentar o mo-

delo de previsão. 

O treinamento foi individualizado nos diferentes 

períodos climáticos do ano - úmido, transição úmido-

seco, seco e transição seco-úmido – de forma a avaliar 

a adequação do método para diferentes condições de 

vazão. Esta metodologia foi repetida para os quatro úl-

timos anos completos do histórico – 2013 a 2016 -  to-

talizando 16 diferentes simulações para cada um dos 

treinamentos. 

Com isso, foram feitas médias das simulações nos 

períodos de treinamento, validação e teste, para os cál-

culos dos erros absolutos, relativos e histogramas uti-

lizados na comparação dos experimentos. 

Adicionalmente, para verificar se a utilização da 

precipitação é benéfica ao processo de previsão, foram 

realizadas simulações sem acréscimo da precipitação, 

tendo como variável de entrada apenas a série histó-

rica. 

 

 

Figura 4. Fluxograma do algoritmo de previsão de vazões. Fonte: 
Autor 

5    Resultados 

A base histórica da PCH Areal, contendo infor-

mações diárias desde o ano de 2004 foi fornecida ao 

algoritmo de previsão de vazões. O horizonte de pre-

visão escolhido foi o de 7 dias à frente.  

Para cada dia no horizonte de previsão foi calcu-

lado o erro percentual médio através da fórmula 1. 

 

𝐸𝑃𝑀 =
∑ (

𝑉𝑝𝑟𝑒𝑣𝑖𝑠𝑡𝑎 − 𝑉𝑟𝑒𝑎𝑙
𝑉𝑟𝑒𝑎𝑙

)𝑛
𝑡=𝑙

𝑛
 

(1) 

 

O método desenvolvido obteve um erro percen-

tual médio – EPM – de 15,3% quando utilizando o 

treinamento Bayesiano, enquanto o treinamento pelo 

algoritmo Levenberg Marquardt obteve uma perfor-

mance global levemente inferior apresentando EPM 

de 17,3%. 
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Já a simulação sem utilização da informação de 

precipitação obteve EPM global de 30,4% para o ho-

rizonte de previsão. 

O resultado sintetizado das simulações pode ser 

observado na Tabela 1.

 

Tabela 1. Resultado da previsão utilizando Redes Neurais. 

 
 

 

6     Conclusões 

O artigo propôs um modelo chuva-vazão para 

previsão da vazão afluente diária utilizando redes neu-

rais devido à necessidade de realizar melhor planeja-

mento energético em barragens de geração hídrica 

com objetivo de ganhos potenciais de geração e au-

mento da segurança da sociedade a partir da melhor 

regularização dos fluxos de água. 

O método desenvolvido foi testado em diferentes 

situações de treinamento e obteve desempenho satis-

fatório, atingindo erros percentuais médios da ordem 

de 13% para o primeiro dia no horizonte de previsão.  

O treinamento Bayesiano se mostrou mais ade-

quado para a tarefa de predição de vazões com hori-

zonte de 7 dias do que o método Levenberg Marquardt 

para o modelo analisado visto que obteve erros per-

centuais médios constantes no horizonte de previsão, 

em torno de 15%, enquanto o EPM para os dias finais 

do horizonte de previsão pelo método Levenberg Mar-

quardt ficaram em ordens superiores a 23%. Entre-

tanto o método Levenberg Marquardt apresentou me-

nor EPM para os primeiros três dias de previsão (11% 

contra 16% do método Bayesiano). 

A utilização da precipitação trouxe ganhos consi-

deráveis ao modelo, uma vez que as previsões sem 

esta informação apresentaram erros 50% superiores 

que o treinamento Bayesiano. 

Analisando a Média de Longo Termo de Hidrolo-

gia da usina, com histórico de 83 anos, verifica-se os 

valores de 7,7 m³/s de vazão média mensal mínima e 

76,1 m³/s de média mensal máxima. Utilizando o EPM 

do método bayesiano – 15% - incorreria em uma pre-

visão entre 6,6 e 8,9 m³/s em relação ao valor mínimo 

e 64,7 e 87,5 m³/s em relação ao valor máximo. Na 

análise do Especialista em Usina responsável pela 

operação da planta, previsões dentro dessa ordem de 

grandeza seriam consideravelmente favoráveis no pla-

nejamento semanal da operação, atestando a relevân-

cia do método elaborado. 

Ainda assim o método pode ser melhor refinado, 

sendo necessário novos modelos para tentar predizer 

o horizonte de uma semana, com revisão do tamanho 

da entrada ou trabalhar com diferentes variáveis, 

como a precipitação de montante, que possam auxiliar 

na previsão deste comportamento.  

A partir dos resultados obtidos, é possível verifi-

car que a rede foi capaz de acompanhar a tendência 

dos dados de vazão observados, sendo considerada 

eficaz para modelar o processo de afluência a Pequena 

Central Hidrelétrica Areal para definição da estratégia 

de geração diária. 

Para ambos algoritmos, o período climático de 

transição entre o período seco e o úmido foi o que 

apresentou piores resultados, enquanto o período de 

transição do período úmido para o seco apresentou os 

melhores resultados, característica que deve ser anali-

sada na evolução do modelo.  

Como trabalhos futuros, devem ser realizadas 

comparações de previsões utilizando outras configu-

rações de entrada, como, por exemplo, utilizando as 

informações de precipitação a montante do reservató-

rio. Também é interessante avaliar a aplicação de mo-

delos neurais com capacidade de ajuste automática da 

estrutura, sem a necessidade do conjunto de validação, 

como em (Ferreira and Silva, 2011). 

Modelo Horiz. Chuvoso Chuvoso - Seco Seco Seco - Chuvoso

1 24,48% 39,85% 4,89% 5,50%

2 22,11% 42,49% 8,72% 11,58%

3 69,33% 54,21% 14,97% 14,12%

4 90,29% 51,48% 11,17% 19,71%

5 82,01% 67,03% 14,52% 35,38%

6 50,96% 82,75% 15,28% 40,17%

7 48,77% 105,45% 15,82% 35,67%

1 27,22% 11,65% 3,00% 12,43%

2 28,54% 17,32% 5,40% 8,45%

3 31,43% 17,65% 6,71% 13,48%

4 21,07% 19,57% 6,21% 19,60%

5 15,89% 28,88% 9,23% 20,16%

6 17,12% 24,30% 9,80% 11,60%

7 18,47% 23,21% 10,80% 13,66%

1 11,45% 12,33% 3,67% 18,10%

2 22,75% 13,82% 5,68% 9,18%

3 20,78% 6,84% 10,34% 6,38%

4 21,19% 8,05% 8,80% 20,32%

5 32,43% 20,18% 12,81% 25,90%

6 46,73% 15,36% 13,46% 26,52%

7 34,78% 11,84% 13,78% 37,58%
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