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Abstract— This work presents a methodology for identification of bat species of Atlantic Forest. The method-
ology consists in to extract features of the spectrogram of echolocation signal of the bat and use fuzzy expert
system and support vector machines to identify the species. The advantage of use fuzzy systems to classifica-
tion is the membership degree information, which provides robustness to analysis of real data. We extracted 36
features and 14 were selected through statistical analysis to compose the dataset. The obtained results of five
species of Neotropical bats compare the fuzzy expert system with support vector machines and both methods
provided more than 93% of mean accuracy.

Keywords— Feature extraction, Identification of species, Fuzzy expert system, Support vector machines.

Resumo— Este trabalho apresenta uma metodologia para identificação de espécies de morcegos da Mata
Atlântica. A metodologia consiste em extrair caracteŕısticas do espectrograma do sinal de ecolocalização do
morcego e utilizar sistema especialista fuzzy e máquinas de vetor de suporte para realizar a identificação das
espécies. A vantagem de se utilizar um sistema fuzzy para a classificação é a informação dos graus de pertinência,
que torna o método mais robusto à análise de dados reais. Foram extráıdas 36 caracteŕısticas do espectrograma
e, a partir de análise estat́ıstica, foram selecionadas 14 para compor o conjunto de dados. Os resultados obtidos
de cinco espécies de morcegos Neotropicais comparam o sistema especialista fuzzy com máquinas de vetor de
suporte e ambos os métodos apresentaram taxas de acerto médias maiores que 93%.

Palavras-chave— Extração de caracteŕısticas, Identificação de espécies, Sistema especialista fuzzy, Máquinas
de vetor de suporte.

1 Introdução

Os morcegos frequentemente formam o grupo mais
rico e troficamente distinto de mamı́feros presen-
tes nas regiões tropical e subtropical (Patterson
et al., 2003), com mais de 1.200 espécies descritas
pelo mundo, e pelo menos 174 espécies no Brasil
(Paglia et al., 2012). São considerados organis-
mos vitais para o funcionamento de muitos ecos-
sistemas e desempenham ainda serviços ecossis-
têmicos de interesse econômico direto para o ho-
mem, como controle de pragas naturais, poliniza-
ção e dispersão de sementes (Fleming, 1988; Pat-
terson et al., 2003; Lobova & Mori, 2004). Por
este motivo, estudos têm buscado métodos para
monitorar as populações desses animais (Zamora-
Gutierrez et al., 2016).

A grande maioria dos morcegos utilizam si-
nais de ecolocalização como forma de predatismo
e orientação espacial (Russo & Voigt, 2016). No
caso das espécies inset́ıvoras da região Neotropi-
cal, as ondas sonoras emitidas possuem um amplo
espectro de frequências, com espécies que emitem
pulsos em torno de 10kHz até outras que podem

chegar a 210kHz (Falcão et al., 2015). A emissão
dos chamados mais caracteŕısticos dos morcegos
ocorre geralmente na fase de busca, sendo esses,
portanto, aqueles que devem ser utilizados para
identificação das espécies (Farias, 2012).

O processo de identificação de espécies a par-
tir do sinal de ecolocalização pode ser manual ou
automático. O primeiro caracteriza-se por uma
análise que demanda muito tempo, além de exi-
gir fortes habilidades de identificação por parte
do pesquisador (Russo & Voigt, 2016). Classifi-
cadores automáticos apresentam-se como solução
para esses problemas.

Diferentes métodos de classificação passaram
a ser empregados para identificação automática
de espécies de morcegos, como análise de função
discriminante (Russo & Jones, 2002), máquinas
de vetor de suporte (SVM - Support Vector Ma-
chines) e ensembles de redes neurais (Redgwell
et al., 2009), modelo de mistura de gaussia-
nas (Henŕıquez et al., 2014) e inferência Baye-
siana aproximada com o algoritmo expectation-
propagation (Stathopoulos et al., 2017).

As principais contribuições deste trabalho são
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a metodologia de extração de caracteŕısticas de es-
pectrogramas de sinais de ecolocalização de mor-
cegos da Mata Atlântica e a proposição de um
sistema especialista fuzzy para classificação. Os
resultados obtidos com o sistema especialista são
comparados, em termos de eficiência da classifica-
ção, com resultados obtidos utilizando SVM.

A Seção 2 deste artigo apresenta a metodo-
logia empregada para extração das caracteŕısticas
a partir dos espectrogramas. Na Seção 3 é apre-
sentado o processo de seleção das caracteŕısticas
e construção do conjunto de dados utilizado. Na
Seção 4 são apresentados os métodos de classifi-
cação empregados neste trabalho: sistema especi-
alista fuzzy e SVM. Na Seção 5 são apresentados
os resultados obtidos com a comparação entre os
métodos de classificação utilizados. Na Seção 6
são apresentadas as conclusões.

2 Extração de caracteŕısticas

A extração das caracteŕısticas dos sinais de eco-
localização é dividida em três partes: Pré-
processamento, Geração do espectrograma e Ob-
tenção de caracteŕısticas.

2.1 Pré-processamento

Primeiro, divide-se os arquivos de áudio em inter-
valos de 3 segundos e eliminar valores de frequên-
cia abaixo de 8kHz e acima de 120kHz, abran-
gendo a maior parte das espécies inset́ıvoras en-
contradas na Mata Atlântica (Farias, 2012). Se-
gundo, aplica-se o método de ajuste ponderado
por spline cúbica de mı́nimos quadrados (De Boor,
1978) com um passo de 500 pontos no gráfico da
Transformada Rápida de Fourier (FFT - Fast Fou-
reir Transform) do sinal para suavizar a curva.
Na spline obtém-se a frequência de máxima in-
tensidade e as frequências nos limites inferior e
superior onde o sinal é 17dB abaixo da máxima
intensidade. A Figura 1 apresenta o gráfico da
FFT do sinal de ecolocalização de uma espécie de
morcego com spline e as frequências de interesse.

Figura 1: FFT do sinal de ecolocalização de uma
espécie de morcego .

2.2 Geração do espectrograma

Os espectrogramas são gerados aplicando-se a
Transformada de Fourier de Tempo Curto (STFT
- Short-Time Fourier Transform), utilizando FFT
de 1024 pontos, janela Hamming de 512 pontos e
sobreposição de 7% do tamanho da janela. Esta
última variável e o tamanho da janela determinam
a resolução do tempo. Como alternativa para o
efeito conhecido por clipping, onde a intensidade
do sinal emitido é superior à intensidade máxima
suportada pelo gravador, realiza-se uma filtragem
nas regiões de 0.1 segundos em torno do ponto
com tal intensidade identificada. A Figura 2(a)
apresenta um sinal contendo três pulsos após a
filtragem do clipping. Valores inferiores a 13 dB
da Densidade Espectral de Potência (DEP) má-
xima foram mais uma vez filtrados. O resultado
dessa filtragem está apresentado na Figura 2(b).

(a) Sinal contendo três pulsos

(b) Sinal filtrado com ampliação em um pulso

Figura 2: Espectrograma da espécie Molossus molos-
sus.

2.3 Obtenção automática de caracteŕısticas

Do espectrograma retiram-se os pontos com maior
intensidade, sendo escolhido apenas um por cada
resolução de tempo. Desta forma, analisa-se ape-
nas a parte de maior DEP.

A Figura 3 apresenta os pontos extráı-
dos do espectrograma considerando as relações
frequência-tempo e DEP-tempo. Destes são se-
lecionadas caracteŕısticas para análise, como du-
ração do pulso, frequências máxima, média e mı́-
nima, tempo e frequência de maior DEP.

3 Geração do conjunto de dados

Foram selecionados 100 intervalos de 3 segun-
dos de chamados que se enquadravam nos mo-
delos encontrados na literaturas de 5 espécies da
Mata Atlântica: Eptesicus furinalis (EPTFUR),
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(a) Frequência em relação ao tempo.

(b) DEP em relação ao tempo.

Figura 3: Pontos extráıdos do espectrograma.

Eumops glaucinus (EUMGLA), Molossus rufus
(MOLRUF), Myotis nigricans (MYONIG) e Pe-
ropteryx kappleri (PERKAP) (Farias, 2012). Se-
guindo a metodologia da Seção 2, foram extráıdas
36 caracteŕısticas do espectrograma de cada um
dos 500 chamados.

Avaliou-se quais caracteŕısticas eram repre-
sentativas para cada espécie utilizando o Coefici-
ente de Variação (CV). Ao final do processo foram
escolhidas 14 caracteŕısticas com menor CV para
o conjunto de espécies.

4 Identificação das espécies

Esta seção apresenta os métodos de classificação
utilizados neste trabalho para identificação das es-
pécies de morcegos.

4.1 Sistema especialista fuzzy

Sistemas especialistas fuzzy (SEF) são algoritmos
que buscam imitar o racioćınio e o conhecimento
de um especialista e disponibilizá-los para não es-
pecialistas (Siler & Buckley, 2005).

Um SEF requer conhecimento prévio acerca
do problema a ser analisado. Neste trabalho, esse
conhecimento prévio é representado pela média e
desvio padrão dos valores das caracteŕısticas de
cada espécie a ser reconhecida.

Aqui, as entradas do sistema especialista são
as caracteŕısticas do conjunto de dados. O uni-
verso de discurso para cada entrada é determinado
pelos valores de máximo e mı́nimo da caracteŕıs-
tica e o intervalo entre estes é igualmente subdivi-
dido em 11 funções de pertinência, 9 triangulares
e 2 trapezoidais nas extremidades.

As regras de inferência são estruturadas da

forma padrão da lógica fuzzy (Gomide & Gudwin,
1994). Todas as permutações entre as funções de
pertinência de cada entrada são utilizadas e to-
das as regras têm peso unitário. As sáıdas do
sistema especialista também são as caracteŕısticas
do conjunto de dados. Para cada sáıda são cria-
das funções de pertinência triangulares represen-
tando cada padrão. Estas funções de pertinência
são centralizadas no valor médio e sua base tem
comprimento igual a diferença entre o valor má-
ximo e mı́nimo da caracteŕıstica para cada padrão.

Após a avaliação da lógica fuzzy utilizou-se o
método da média dos máximos para defuzzifica-
ção (Gomide & Gudwin, 1994). Neste trabalho
o valor defuzzificado para cada sáıda é reaplicado
na mesma sáıda gerando um valor de pertinência
µ ∈ [0, 1] para cada padrão. A partir disso, é feita
uma média de todas as pertinências obtidas para
cada padrão nas diferentes caracteŕısticas dispońı-
veis. Esses valores permitem ordenar as pertinên-
cias de uma determinada amostra a cada padrão
de maneira decrescente, possibilitando a posterior
interpretação dos resultados.

4.2 Máquinas de vetor de suporte

As máquinas de vetor de suporte (SVM - Support
Vector Machines) são uma técnica de classificação
de padrões baseadas na teoria de aprendizado es-
tat́ıstico de Vapnik (Lorena & de Carvalho, 2007).

Para classificação de dados multidimensio-
nais, a SVM utiliza hiperplanos ótimos para divi-
dir as classes pertencentes ao conjunto de dados.
O método busca maximizar a distância entre os
hiperplanos e as classes.

Neste trabalho foi utilizada a SVM com mar-
gens suaves, já que em dados reais podem existir
rúıdos e outliers (Lorena & de Carvalho, 2007).
A SVM com margens suaves obtém os hiperpla-
nos ótimos considerando o seguinte problema de
otimização (Chang & Lin, 2011):

min
{w,b,ξ}

1

2
w>w + C

n∑
i=1

ξi (1)

sujeito a yi(w
Tφ(xi) + b) ≥ 1− ξi,

ξi ≥ 0, i = 1, . . . , n,

onde w ∈ Rp é o vetor normal ao hiperplano
descrito, b/||w||, b ∈ R, é a distância do hiper-
plano à origem (Lorena & de Carvalho, 2007),
φ(xi) é uma função que mapeia xi ∈ Rp para
um espaço de dimensão superior, C > 0 é de-
nominado parâmetro de regularização (Chang &
Lin, 2011), yi ∈ {−1, 1} e ξi é a i-ésima variá-
vel de folga, que pode ser vista como um erro
de decisão devido à presença de dados entre as
margens (Chou et al., 2008; Lorena & de Carva-
lho, 2007). Este é um problema de otimização
quadrática sujeito à restrições lineares que pode
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ser resolvido introduzindo multiplicadores de La-
grange α = [α1, . . . , αn] e tornando as suas deri-
vadas parciais nulas. Fazendo isso, tem-se o se-
guinte problema dual (Chou et al., 2008; Lorena
& de Carvalho, 2007):

max

n∑
i=1

αi −
1

2

n∑
i=1

n∑
j=1

αiαjyiyjk(xi,xj) (2)

sujeito a 0 ≤ αi ≤ C, ∀i = 1, . . . , n e

n∑
i=1

αiyi = 0,

onde k(xi,xj) = φ(xi)
>φ(xj) é denominada fun-

ção kernel.
Os kernels mapeiam os dados para espaços

de caracteŕısticas de dimensões maiores em que
haja probabilidade de separação por hiperplanos
(Lorena & de Carvalho, 2007). A escolha da fun-
ção kernel afeta diretamente na capacidade de
predição e na eficiência do algoritmo (Liu & Ji-
ang, 2008).

5 Resultados

A fim de explorar a estat́ıstica dos dados, foram
gerados aleatoriamente, a partir do conjunto de
dados original, 100 diferentes conjuntos de treina-
mento e de teste. Cada conjunto de treinamento
é constitúıdo por 70% das amostras e o de teste
por 30%.

Para comparar os resultados obtidos com o
SEF e a SVM foram utilizadas matrizes de con-
fusão e a taxa de acertos. Na matriz de confusão
utilizada neste trabalho, as linhas representam as
classes reais dos padrões e as colunas as classes
preditas pelo classificador. Desta forma, os ele-
mentos da diagonal principal representam os pa-
drões classificados corretamente.

Ambos os métodos de classificação foram apli-
cados no software Scilab R©. Para aplicação do SEF
foi utilizado o pacote Fuzzy Toolbox 0.4.6.0. O al-
goritmo do SEF gera as entradas, sáıdas e regras
de forma automática. Para a SVM foi utilizado o
pacote LIBSVM 1.4.5 (Chang & Lin, 2011) com
parâmetro de regularização C = 1. Foram testa-
dos os kernels linear, polinomiais de ordem 2 e 3 e
sigmoidal. Os melhores resultados foram obtidos
utilizando kernel linear, em que k(xi,xj) = x>i xj .

O SEF empregado neste trabalho apresentou
limitações na sua aplicação quanto ao número de
caracteŕısticas do conjunto de dados, devido ao
grande número de regras geradas na etapa de trei-
namento. Foi necessário avaliar a relação entre a
quantidade de funções de pertinência por entrada
e a quantidade de entradas. A sua aplicação se li-
mitou, portanto, ao uso de 6 caracteŕısticas. Desta
forma, inicialmente serão apresentados os resul-
tados das aplicações dos métodos de classificação
utilizados neste trabalho considerando 6 caracte-
ŕısticas com menor coeficiente de variação.

5.1 Identificação utilizando 6 caracteŕısticas

Para o SEF, em cada uma das 100 classificações re-
alizadas foi gerado um modelo fuzzy de cada espé-
cie a partir das 70 amostras do conjunto de treina-
mento. As matrizes de confusão mostradas na Ta-
bela 1 apresentam a informação da média e desvio
padrão das 100 classificações obtidas na etapa de
treinamento utilizando os diferentes métodos de
classificação empregados. O objetivo desta aná-
lise é validar os diferentes modelos obtidos.

Tabela 1: Matrizes de confusão médias para etapa
de treinamento dos sistemas de classificação aplicados
aos dados com 6 caracteŕısticas.

Sistema especialista fuzzy

Estimado

Real EPTFUR EUMGLA MOLRUF MYONIG PERKAP

EPTFUR 70±0 0±0 0±0 0±0 0± 0
EUMGLA 0±0 70±0 0±0 0±0 0±0
MOLRUF 0±0 6.2±1.09 51.8±1.64 0±0 12±1.58
MYONIG 3.8±0.84 0±0 0±0 66.2±0.84 0±0
PERKAP 0.6±0.55 0±0 0±0 0±0 69.4±0.55

Taxa de acertos = (93.97±0.64)%
SVM Linear

Estimado

Real EPTFUR EUMGLA MOLRUF MYONIG PERKAP

EPTFUR 70±0 0±0 0±0 0±0 0± 0
EUMGLA 0±0 69.41±0.83 0.59±0.83 0±0 0±0
MOLRUF 0±0 1.17±1.50 65.39±1.99 0±0 3.44±1.35
MYONIG 0±0 0±0 0±0 70±0 0±0
PERKAP 0±0 0±0 2.59±2.07 0±0 67.41±2.07

Taxa de acertos = (97.77±0.91)%

Na etapa de treinamento o SEF obteve taxa
de acertos média de 93.97% e a SVM de 97.77%.
Em ambos os casos, os erros de classificação na
classe MOLRUF ocorreram nas classes EUMGLA
e PERKAP.

As matrizes de confusão referentes à etapa de
teste estão apresentadas na Tabela 2. Neste caso,
o SEF também apresentou menor taxa de acertos
média, mas classificou corretamente mais padrões
das classes EPTFUR, EUMGLA e PERKAP do
que a SVM. Novamente, para ambos os métodos,
a maior quantidade de erros ocorreram na classe
MOLRUF, com padrões classificados nas classes
EUMGLA e PERKAP.

A Tabela 3 apresenta os valores dos graus
de pertinência percentuais nos casos em que o
SEF classifica os padrões corretamente e incorre-
tamente.

Mesmo que o SEF tenha apresentado menor
taxa de acertos média, a classificação por graus
de pertinência pode ser utilizada pelo pesquisador
na área de morcegos como uma ferramenta para
decisão no processo de identificação das espécies.
Quando o SEF classifica os padrões corretamente,
os graus de pertinência médios às classes corretas
são elevados, chegando aos 97.00% para a classe
EPTFUR. Este resultado pode ser utilizado para
indicar ao especialista posśıveis erros de classifica-
ção do SEF para as espécies MOLRUF, MYONIG

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

1871



Tabela 2: Matrizes de confusão médias para etapa de
teste dos sistemas de classificação aplicados aos dados
com 6 caracteŕısticas.

Sistema especialista fuzzy

Estimado

Real EPTFUR EUMGLA MOLRUF MYONIG PERKAP

EPTFUR 30±0 0±0 0±0 0±0 0± 0
EUMGLA 0±0 29.6±0.55 0.4±0.55 0±0 0±0
MOLRUF 0±0 0.6±0.55 27.6±0.89 0±0 1.8±0.84
MYONIG 1.2±0.84 0±0 0±0 28.8±0.84 0±0
PERKAP 0.4±0.55 0±0 2.8±1.64 0±0 26.8±1.30

Taxa de acertos = (94.58±1.67)%

SVM Linear

Estimado

Real EPTFUR EUMGLA MOLRUF MYONIG PERKAP

EPTFUR 29.74±0.44 0±0 0±0 0.26±0.44 0± 0
EUMGLA 0±0 29.01±1.05 0.99±1.05 0±0 0±0
MOLRUF 0±0 1.24±0.93 26.84±1.84 0±0 1.92±1.54
MYONIG 0±0 0±0 0±0 30±0 0±0
PERKAP 0±0 0±0 1.95±1.67 0±0 28.05±1.67

Taxa de acertos = (95.76±1.40)%

Tabela 3: Graus de pertinência quando o SEF classi-
fica os padrões corretamente e incorretamente.

Pertinência (%) no caso de classificação correta.

Estimado

Real EPTFUR EUMGLA MOLRUF MYONIG PERKAP

EPTFUR 97.00±0.8 0±0 0±0 2.42±2.22 0±0
EUMGLA 0.28±0.63 81.95±0.91 16.95±4.59 0.01±0.02 0±0
MOLRUF 0.28±0.63 18.98±2.18 76.89±4.35 0.01±0.02 0±0.09
MYONIG 5.87±5.77 4.22±1.32 0.93±0.53 93.36±1.22 0±0
PERKAP 0.39±0.65 4.22±1.32 1.21±0.85 3.11±1.86 88.76±2.52

Pertinência (%) no caso de classificação incorreta.

Estimado

Real EPTFUR EUMGLA MOLRUF MYONIG PERKAP

EPTFUR 0±0 0±0 0±0 0±0 0±0
EUMGLA 0±0 1.95±4.36 19.75±44.15 0±0 0±0
MOLRUF 0±0 31.79±5.29 10.60±1.68 0±0 58.61±5.79
MYONIG 14.42±3.35 18.70±7.59 6.66±1.95 0±0 31.53±14.58
PERKAP 2.10±1.93 11.16±7.50 39.45±22.57 0±0 16.40±11.59

e PERKAP. Para o pior caso, o MOLRUF, clas-
sificações corretas levam a médias de pertinência
máxima de 76.89% e em caso de erro este valor é
de 58.61% ou 31.79%. Pode-se facilmente utilizar
média e desvio padrão para indicar uma pertinên-
cia abaixo da qual o especialista deverá reavaliar
a classificação.

5.2 Identificação utilizando 14 caracteŕısticas

Aqui, a SVM foi utilizada para classificação dos
conjuntos de dados de treino e teste considerando
as 14 caracteŕısticas. O objetivo desta análise é
avaliar a influência da inserção de novas caracte-
ŕısticas na eficiência da identificação das espécies
de morcegos consideradas neste trabalho.

A Tabela 4 apresenta as matrizes de confu-
são médias obtidas nas etapas de treino e teste da
SVM. Na etapa de treino, verifica-se que em rela-
ção aos resultados obtidos com o SEF e a SVM
considerando 6 caracteŕısticas, o número médio
de padrões da classe MOLRUF classificados cor-
retamente aumentou e o desvio padrão diminuiu,
assim como os erros médios e desvio padrão das
classificações nas classes EUMGLA e PERKAP

diminúıram. Além disso, a taxa de acertos média
também foi maior, de 98.30%, que as obtidas com
os métodos aplicados no caso anterior.

Tabela 4: Matrizes de confusão médias para etapas
de treinamento e teste da SVM aplicada aos dados
com 14 caracteŕısticas.

SVM Linear - Treino

Estimado

Real EPTFUR EUMGLA MOLRUF MYONIG PERKAP

EPTFUR 70±0 0±0 0±0 0±0 0± 0
EUMGLA 0±0 69.2±1.23 0.79±1.23 0±0 0±0
MOLRUF 0±0 0.52±0.89 66.7±1.88 0±0 2.75±1.59
MYONIG 0±0 0±0 0±0 70±0 0±0
PERKAP 0±0 0±0 1.85±1.38 0±0 68.2±1.38

Taxa de acertos = (98.30±0.95)%
SVM Linear - Teste

Estimado

Real EPTFUR EUMGLA MOLRUF MYONIG PERKAP

EPTFUR 30±0 0±0 0±0 0±0 0± 0
EUMGLA 0±0 28.8±1.16 1.19±1.16 0±0 0±0
MOLRUF 0±0 1.11±1.0 26.9±1.67 0±0 2.02±1.31
MYONIG 0±0 0±0 0±0 30±0 0±0
PERKAP 0±0 0±0 2.1±1.67 0±0 27.9±1.67

Taxa de acertos = (95.80±1.62)%

Na etapa de teste, a taxa de acertos média
obtida foi similar às obtidas pelos métodos empre-
gados considerando 6 caracteŕısticas. No entanto,
o uso de um número maior de caracteŕısticas pode
aumentar a capacidade de generalização dos mé-
todos de classificação, evitando a ocorrência de
super-ajuste (overfitting) e/ou sub-ajuste (under-
fitting) (Lorena & de Carvalho, 2007).

6 Conclusões

O sistema especilista fuzzy proposto neste traba-
lho apresentou limitações relacionadas ao custo
computacional para realizar a classificação dos da-
dos considerando mais de 6 caracteŕısticas e 11
funções de pertinência. Foi verificado que o nú-
mero de funções de pertinência por entrada é mais
significativo para acertos do que o número de en-
tradas. A sua aplicação, portanto, foi limitada a
esse número.

Os resultados obtidos com o SEF conside-
rando 6 caracteŕısticas foram comparados com a
aplicação de SVM com kernel linear. Ambos os
métodos apresentaram altas eficiências de classi-
ficação, com taxa de acertos média de mais de
93%, tanto na etapa de treinamento, quanto na
etapa de teste. Além disso, foram realizados tes-
tes considerando as 14 caracteŕısticas selecionadas
para constituição do conjunto de dados utilizando
SVM linear. Neste caso, os resultados da etapa de
treino indicaram que o aumento do número de ca-
racteŕısticas contribui para aumento da eficiência
de classificação de morcegos da espécie Molossus
rufus. Contudo, mais que dobrar a quantidade de
caracteŕısticas teve uma melhora de apenas 0.04%
na etapa de teste.
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Os resultados deste trabalho contribuem para
estudos na área de monitoramento de espécies de
morcegos presentes na região considerada. Isto
se deve à carência de estudos mais aprofundados
no âmbito de identificação desses animais, tanto
em modelo quanto em métodos automáticos de
classificação.

Trabalhos futuros incluem alterações no algo-
ritmo do SEF de modo a possibilitar a aplicação
de um número maior de caracteŕısticas, inserção
de novas espécies de morcegos ao conjunto de da-
dos, aplicação de métodos de seleção de caracte-
ŕısticas para identificar o melhor subconjunto de
caracteŕısticas dentre as 36 obtidas que melhor re-
presentem as espécies de morcegos e utilização de
diferentes métodos de defuzzificação para o sis-
tema especialista fuzzy proposto neste trabalho.
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