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COMPUTAÇÃO DA INVERSA DA MATRIZ DE GANHOS DO PROJETO DLQR
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Abstract— In the context of the paradigms of adaptive dynamic programming for optimal control projects
online, aiming to overcome problems of ill conditioning and numerical instability that occur in the calculation
of the control law of the discrete quadratic linear regulator (DLQR), a new method associated with a artificial
neural network (ANN) to improve the inverse computation of the DLQR gain matrix is proposed in this paper.
This new solution is the scene of the actor-critic architecture heuristic dynamic programming (HDP), the online
algorithm is developed to promote the stability of the solution of inverse calculation of the optimal gain. The
algorithms resulting from this methodology are embedded in a neural network to solve a 4th order MIMO system.

Keywords— Optimal Control, Matrix Inverse, Artificial Neural Network, Adaptive Dynamic Programming,
DLQR Optimal Control.

Resumo— No contexto dos paradigmas da programação dinâmica adaptativa para projetos de controle ótimo
online, visando superar problemas de mau condicionamento e de instabilidade numérica que ocorrem no cálculo
da lei de controle do regulador linear quadrático discreto (DLQR), um novo método associado com um rede
neural artificial (RNA) para melhorar a computação da inversa da matriz de ganhos do DLQR é proposto nesse
artigo. Esta nova solução está no cenário da arquitetura ator-cŕıtico em programação dinâmica heuŕıstica (PDH),
o algoritmo online é desenvolvido para promover a estabilidade da solução do cálculo da inversa do ganho ótimo.
Os algoritmos resultantes desta metodologia são embarcados numa rede neural para resolver um sistema MIMO
de 4ª ordem.

Palavras-chave— Inversa de Matrizes, Redes Neurais Artificiais, Programação Dinâmica Adaptativa, Con-
trole Ótimo DLQR.

1 Introdução

A propriedade da otimalidade é associada a lei
de controle por meio projeto DLQR que impõe
a minimização das variações dos estados e dos es-
forços de controle. Contudo devido a certos entra-
ves, tal como: cálculo da inversa para obtenção da
lei de controle ótimo, a sintonia online de contro-
ladores DLQR é comprometida. Este problema
foi observado no desenvolvimento de algoritmos
HDP-DLQR Ferreira et al. (2016) Fonseca Neto
et al. (2013) verificou-se a existência de dependên-
cia linear no processo de estimação paramétrica da
solução da Equação algébrica discreta de Riccati
(DARE), comprometendo o cálculo da inversa da
matriz de ganhos. Consequente, inviabilizando o
ajuste online dos ganhos dos controladores ótimos.

Como alternativa para mitigar os impactos
do problema citado no parágrafo anterior, ie, as
RNAS são apresentadas como soluções para tratar
de problemas de inversa matrizes associado com a
dependência linear que foram originados devido
a situações de excitação não persistente. As redes
neuronais artificiais possuem propriedades que po-
dem contornar a situações que conduzem a não ob-
tenção de uma solução devido ao problema citado.
Neste sentido, as redes neuronais artificias (RNA)
tem habilidade para resolver não só as aproxima-
ções da solução algébrica da Equação de Riccati

Discreta (DARE) na etapa de avaliação que é re-
alizada pelo cŕıtico, mas também para computar
a inversa da matriz de ganhos do projeto DLQR
nos esquemas critico-adaptativo.

Os desenvolvimentos e aplicações de redes
neuronais artificiais (RNA) para computação da
inversa de matrizes podem ser verificados nos ar-
tigos técnicos e cient́ıficos que frisam a importân-
cia e os tradeoffs. Os autores Ham and Kostanic
(2000) apresentam dois métodos para cálculo de
inversa de matrizes utilizando redes neurais base-
ados em estudos de vários autores do século XX,
já para aplicações online, os autores Chen and Yi
(2016), Guo and Zhang (2012),Zhang et al. (2011)
apresentam novas abordagens para computação de
inversa de matrizes variantes no tempo tais como
a as redes Zhang e suas variantes.

Especificamente, os resultados apresentados
neste artigo são provenientes do desenvolvimento
de uma RNA feedforward com treinamento back-
propagation para computar os ganhos do Projeto
DLQR nos esquemas critico-adaptativo. Os pró-
ximos parágrafos apresentam a contextualização
do problema de controle associada com a progra-
mação adaptativa heuŕıstica.

Durante várias décadas, a programação di-
nâmica tradicional tem sido reconhecida como
computacionalmente intratável para problemas
de controle ótimo multi-estágio de grande es-
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cala devido à complexidade computacional asso-
ciada com a solução de equação Hamilton-Jacobi-
Bellman (HJB), referida como “Maldição da Di-
mensionalidade”, Lendaris (2009). Esse fenômeno
torna o projeto de controladores adaptativos on-
line inviável, devido a programação dinâmica re-
querer um procedimento “para trás no tempo”
para resolver a equação HJB.

Em contra partida, a programação dinâmica
aproximada (PDA), através dos conhecidos pro-
jetos cŕıticos adaptativos (PCA), propõe uma vi-
abilidade no projeto on-line dos sistemas de con-
trole ótimos que combinam aproximação de fun-
ção com métodos de simulação, como diferenças
temporais, para contornar a maldição da dimensi-
onalidade, Bertsekas (2012). Tal abordagem em-
prega um mecanismo “para frente no tempo” que
procura uma poĺıtica de controle ótima (Controle

Ótimo por Realimentação) através da adaptação
de duas estruturas paramétricas, isto é, uma rede
de ação e uma rede cŕıtica para aproximar a solu-
ção da equação HJB.

A rede de ação calcula as ações de controle en-
quanto a rede cŕıtica aprende a aproximar a fun-
ção de valor. Essa função avalia o efeito do con-
trole em seu desempenho futuro e fornece orienta-
ção sobre como melhorar a lei de controle. Essas
estruturas têm sido usadas como um framework de
aprendizagem livre de modelo que resolve proble-
mas de decisão ótima em tempo real, sem requerer
conhecimento completo do modelo da dinâmica do
sistema Wei et al. (2017).

As redes neurais têm sido usadas nas mais di-
versas áreas do conhecimento. No nosso contexto,
a rede neural artificial permite a simulação do fun-
cionamento do cérebro humano na resolução de
problemas Haykin (1998). Recentemente progres-
sos significativos têm sido obtidos na aplicação de
redes neurais em processamento de sinais. Filtros
baseados em redes neurais multicamadas tem sido
usados com exito. Como uma etapa preliminar na
construção de um filtro digital neural com o ob-
jetivo de tratar dados de detectores de ondas gra-
vitacionais, na busca de sinais imersos em ruido,
foi tratado um problema mais simples para o per-
feito entendimento do funcionamento de uma rede
neural.

Desta forma, pode-se propor o uso de rede
neural para solução de problemas de álgebra ma-
tricial, como a inversa e a pseudo-inversa de uma
matriz. O artigo está divido em quatro secções.
Na Secção 2 é apresentado o algoritmo de con-
trole DLQR. Na secção 3 apresenta-se o problema
do cálculo da inversa, abordando-se a rede neu-
ral artificial para cálculo de inversa, a definição
dos parâmetros da rede e o algoritmo RLS-HDP-
DLQR-Neural. Ainda, discute-se o problema no
cálculo do ganho KDLQR devido a necessidade de
uma inversão de matriz, no final desta é apresen-
tado o algoritmo proposto com a melhoria no cál-

culo da inversa. Na Secção 4 apresenta-se os tes-
tes dos algoritmos por meio de simulações e varia-
ções no fator de esquecimento do método de esti-
mação paramétrica, faz-se um comparativo entre
o algoritmo padrão e o otimizado. Na Secção 5
apresenta-se a conclusão da proposta.

2 Algoritmo DLQR

A teoria do controle ótimo lida com a operação
de um sistema dinâmico com um custo mı́nimo.
A situação onde a dinâmica do sistema é descrita
por um conjunto de equações diferenciais lineares
e o custo é descrito por uma função quadrática, é
denominada problema QL. Um dos principais re-
sultados na teoria é que a solução é provida pelo
regulador quadrático linear (RQL), um controla-
dor de retroalimentação criado pelo matemático
Rudolf Kalman em 1960.

Porem se o sistema se apresentar de forma dis-
creta e com Horizonte-Infinito descrito da seguinte
forma:

xi+1 = Adxi +Bdui (1)

com um ı́ndice de performance definido como

J =

∞∑
i=0

(xTi Qxi+u
T
i Rui) (2)

Deverá se usar o Regulador quadrático linear
discreto ou (DLQR) que calculará o ganho ótimo
K que satisfaça as condições citadas acima, que
segue a seguinte lei

ui = Kxi (3)

esse ganho K é a solução para equação algébrica
de Riccati discreta e pode ser apresentado da se-
guinte forma.

KDLQR = −(R+BT
d PBd)−1BT

d PAd (4)

assim para obtermos esse ganho KDLQR que solu-
cionará o problema de controle, deve-se realizar a
inversão de uma parte da equação, que pode estar
fora das condições necessárias para essa operação
como ser singular.

2.1 Algoritmo RLS-HDP -DLQR

É apresentado agora o algoritmo RLS-HDP-
DLQR para estudo de caso do cálculo da inversa
do ganho K

Algoritmo 1 - RLS-HDP -DLQR.
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RLSλ-HDP-DLQR

————————————————————————-
1 � Configuração - Condições Iniciais
2 � Ponderações e Sistema Dinâmico - [Q,R,Ad,Bd,N]
3 � Fator de Desconto - 0 < γ ≤ 1.

4 � Parâmetro RLS: θ̂0, Γ0
5 � Fator de Esquecimento - 0 < λ ≤ 1.
6 � Estado Inicial - x0.
7 � Ponderações e Sistema Dinâmico - [N,nrevit]
8 � Valores inicias de P e K - [P0, K0]

————————————————————————-
9 � Processo Iterativo

10 for i ← 0 : N
11 do

12 � Politica Ótima
13 ui ← Kixi
14 � Estado
15 xi+1 ← Adxi + Bdui
16 � Definição da Base - Produto de Kronecker

17 xi ← [x2
1i; . . . x1ixni; x

2
2i; . . . ; xn−1ixni; x

2
ni]

18 � Montagem do Alvo

19 d(x, r, f, P ) ← xTi Qxi + uTi Rui + xTi+1Pxi+1
20 � RLS - Recursive least-square

21 Li+1 =
Γixi

λ+xT
i

Γ(i)xi

22 θ̂i+1 = θ̂i + Li+1(d(·) − xTi θ̂i)
23 Γi+1 = λ−1

(
Γi − Li+1x

T
i Γi

)
24 � Recuperação de matriz P a partir dos vetores θ

25 m =
n(n+1)

2

26 P
θ̂i+1 ←

[
θ̂1, θ̂2/2, ..., θ̂9/2; ...., θ̂10

]
27 � Atualização da Poĺıtica K

28 Ki+1 ← −γ(R + γBTd P
θ̂i+1Bd)−1BTd P

θ̂i+1Ad
29 if i%nrevit = 0
30 then
31 xi+1 ← xrevit

—————————————————————–
32 Fim do Processo Iterativo

Esse processo de inversão de matriz segue al-
gumas restrições que vão ser visto na próxima se-
ção.

3 O problema do cálculo da Inversa

Logo o primeiro problema que pode-se encontrar
no cálculo do ganho KDLQR é a parcela Kinv =
(R+BT

d PBd)−1 da Equação (4) resultar em uma
matriz singular o que resulta em

det(Kinv) = 0 (5)

isso pode acontecer principalmente pela esparsi-
dade que pode ser encontrada nesse produto de-
vido a linhas ou colunas nulas.

Quando não se depará com uma matriz sin-
gular, O método para o cálculo dessa matriz e
simples, porém ainda é muito trabalhoso quando
se trata de matrizes de ordem muito grande, pois
sempre recaem em n sistemas de n equações, ou
seja, se tem-se uma matriz de ordem 3, terá-se
que resolver três sistemas de três equações , se a
matriz tiver ordem 4, terá-se que resolver quatro
sistemas de quatro equações, o que torna este mé-
todo muito trabalhoso.

3.1 Rede Neural Artificial para cálculo de In-
versa

Assim a solução de usar uma RNA para o cálculo
da inversa do DLQR, Tem como motivação encon-
trar a matriz Kinv de uma maneira matematica-
mente mais simples, Ham and Kostanic (2000).

Kinv = K−1 (6)

sendo K = Ainv e Kinv = Cinv. Logo:

AinvCinv = CinvAinv = Iident (7)

A estrutura de otimização é dada por:

min
Cinv

(ε(Cinv)) (8)

sendo ε(Cinv) = 1
2 tr(EE

T ). Assim a matriz de
erro E ∈ n×n e é escrita da seguinte forma:

E = AinvCinv − Iident
A condição que resolve a estrutura de otimi-

zação da Equação (8) é dado por:

ε(Cinv) = AT
invE (9)

Utilizando LMS(Learning management sys-
tem) que é uma regra simples de aprendizagem
no tempo cont́ınuo baseado na abordagem gradi-
ente decrescente , gera um conjunto de matrizes
de equações diferenciais dadas por

dCinv(t)

dt
= −µ∇Cε(Cinv) = −µ∂ε(Cinv)

∂Cinv
, (10)

sendo µ > 0 é o coeficiente de aprendizado que
deve ser definido com o menor posśıvel para ga-
rantir a convergência de Cinv. Isso se deve ao
fato do algoritmo LMS padrão ter uma convergên-
cia lenta, impossibilitando o uso de coeficientes de
aprendizados grandes.

A forma discreta para Equação (10) pode ser
escrita em forma de equação diferencial da se-
guinte forma:

Cinv(k + 1) = Cinv(k)− µ∇Cε(Cinv) (11)

Utilizando uma abordagem de mapeamento
de identidade pode-se construir uma estrutura
para o funcionamento do algoritmo de inversão de
matrizes pode ser visto na Figura 1.

Figura 1: Diagrama de blocos da estrutura da rede
neural para Cálculo da Inversa do Ator

Utilizando técnicas de redes neuronais pode-
se desenhar a arquitetura do treinamento da rede
para solução da inversa da matriz presente na Fi-
gura 1.

Manipulando a Equação (11) para um método
de mapeamento do erro. Junto a estrutura de trei-
namento da Figura 1 obtêm-se a seguinte regra de
aprendizado que é dado por

Cinv(k+1) = Cinv(k)−µ[x(k)−y(k)]uT (k), (12)

onde u(k) = Ainvx(k) e y(k) = Cinv(k)u(k).
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A rede desenvolvida tem duas camadas com
função de ativação linear, que tem como entrada
a matriz x, como sáıda a matriz y e como pesos da
primeira camada a matriz A e da segunda camada
C, A matriz A é fixa (mantém o mesmo valor du-
rante a execução do algoritmo) logo os pesos que
vão ser ajustados na RNA são os da matriz C

3.2 Definição dos Parâmetros da Rede

O objetivo da rede consiste em ajustar os pesos C
de tal forma que:

x− y = 0 (13)

que representa Erro = 0 garantindo assim que a
matriz de pesos C da rede neural seja a inversa da
matriz A. No processo de execução da rede foram
testados vários coeficientes de treinamento µ, os
resultados dos testes podem ser vistos na Tabela
1.

Tabela 1: Resultados Treinamento Rede Neural

Fator de Numero de Tempo de Erro
Esquecimento Interações Execução

0.01 2934 0.033 9,97e-05
0.015 1955 0.021 9,97e-05
0.02 1466 0.016 9,94e-05
0.025 1172 0.012 9,95e-05
0.027 1085 0.011 9,96e-05
0.028 1046 0.01 9,95e-05

Após os testes na rede foi escolhido o coefi-
ciente de treinamento µ = 0.028 devido os seus
melhores resultados, a evolução do erro durante o
treinamento da rede pode ser visto na figura 2.

0 200 400 600 800 1000 1200
0

20

40

60

80

100

120

Erro Médio Quadrático

Figura 2: Evolução do Erro Médio Quadrático

3.3 Algoritmo RLS-HDP -DLQR-Neural

Aplicando a rede neural para cálculo da inversa
para substituir a arquitetura ator-cŕıtico do algo-
ritmo DLQR obtêm-se o algoritmo RLS-HDP -
DLQR-NEURAL que é uma variação do algo-
ritmo RLS-HDP -DLQR cujos resultados podem
ser encontrados em Ferreira et al. (2016)

Algoritmo 2 - RLS-HDP -DLQR-Neural.

RLSλ-HDP-DLQR

————————————————————————-
1 � Configuração - Condições Iniciais
2 � Ponderações e Sistema Dinâmico - [Q,R,Ad,Bd,N]
3 � Fator de Desconto - 0 < γ ≤ 1.

4 � Parâmetro RLS: θ̂0, Γ0
5 � Fator de Esquecimento - 0 < λ ≤ 1.
6 � Estado Inicial - x0.
7 � Ponderações e Sistema Dinâmico - [N,nrevit]
8 � Valores inicias de P e K - [P0, K0]

————————————————————————-
9 � Processo Iterativo

10 for i ← 0 : N
11 do

12 � Politica Ótima
13 ui ← Kixi
14 � Estado
15 xi+1 ← Adxi + Bdui
16 � Definição da Base - Produto de Kronecker

17 xi ← [x2
1i; . . . x1ixni; x

2
2i; . . . ; xn−1ixni; x

2
ni]

18 � Montagem do Alvo

19 d(x, r, f, P ) ← xTi Qxi + uTi Rui + xTi+1Pxi+1
20 � RLS - Recursive least-square

21 Li+1 =
Γixi

λ+xT
i

Γ(i)xi

22 θ̂i+1 = θ̂i + Li+1(d(·) − xTi θ̂i)
23 Γi+1 = λ−1

(
Γi − Li+1x

T
i Γi

)
24 � Recuperação de matriz P a partir dos vetores θ

25 m =
n(n+1)

2

26 P
θ̂i+1 ←

[
θ̂1, θ̂2/2, ..., θ̂9/2; ...., θ̂10

]
27 � Rede neural para cálculo da inversa

28 Ainv = R + γBTd P
θ̂i+1 − γBd

29 Uinv = Ainv ∗Xinv
30 Yinv = Cinv ∗ Uinv
31 Einv = Xinv − Yinv

32 Cinv = Cinv + λinv ∗
Einv∗U

′
inv

abs(U′
inv

)2
;

33 � Atualização da Poĺıtica K

34 Ki+1 ← CinvB
T
d P

θ̂i+1Ad
35 if i%nrevit = 0
36 then
37 xi+1 ← xrevit

—————————————————————–
38 Fim do Processo Iterativo

Esse algoritmo busca ser mais robusto a posśı-
veis singularidades que podem ser encontradas nas
matrizes de ganho dos métodos de solução HDP -
DLQR.

4 Testes dos Algoritmos

A planta escolhida para a execução das simulações
foi o circuito de teste RLC de quarta ordem, o cir-
cuito pode ser usado como filtro passa banda, fil-
tro rejeita banda, filtro passa-baixa ou filtro passa-
alto. Figura 3 mostra o circuito elétrico de quarta
ordem, Fonseca Neto et al. (2010), com duas en-
tradas (as tensões das duas fontes) e duas sáıdas
(as tensões nos dois capacitores).

Figura 3: Circuito RLC de quarta ordem

A figura 3 mostra um circuito RLC que tem
as seguintes caracteŕısticas para este estudo: L1 =
L2 = 1 henry, R1 = R2 = R3 = 1 ohm e C1 =
C2 = 1 farad. Existem duas fontes conectadas aos
terminais, uma em T1 - T2 e outra em T3 - T2.
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4.1 Simulações

Foram executados simulações utilizando os algo-
ritmos RLS-HDP -DLQR e RLS-HDP -DLQR-
NEURAL com o objetivo de testar a convergên-
cia de seus parâmetros θ e avaliar a sua estabili-
dade pela análise do numero de condição da matriz
Φ, que é o inverso da matriz de covariância Γ do
RLS sendo expresso pela seguinte forma

cond(Phii) =
σmax(Phii)

σmin(Phii)
, (14)

e do parâmetro de positividade ρ é igual a

ρi =
µ

µ+ x̄Hi Γi−1x̄i
, (15)

assim os teste foram realizados variando o fator
de esquecimento λ para cada grupo de resposta.

4.1.1 Fator de Esquecimento λ = 0, 925

A evolução do processo iterativo para a solução
da equação HJB-Riccati do algoritmoRLS-HDP -
DLQR é mostrada na Figura 4 para um ciclo de
4000 iterações, considerando o fator de esqueci-
mento λ = 0, 925. As curvas (a)-(d) da Fig. 4 re-
presentam o comportamento de convergência dos
elementos p11, p44, p14 e p24 Da matriz P corres-
pondente às componentes θ1, θ10, θ4 e θ7 do vetor
de parâmetros θ, respectivamente. Note-se que
após o parâmetro P atingir a fase de acomodação
(após a iteração 2000), seus valores não passam
por nenhuma perturbação, permanecendo estável
em relação ao valor real (solução de Schur) para
todo o processo.
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Figura 4: Convergência dos parâmetros θ para o
algoritmo RLS-HDP -DLQR com λ = 0, 925

Em relação ao número de condição e o parâ-
metro de positividade apresentados na Figura 5,
observa-se que os valores de ρ satisfazem a con-
dição necessária da propriedade definida positiva
durante todo o processo iterativo do parâmetro P ,
isto é, 0 < ρ < 1. Quanto ao número da condi-
ção, observa-se que os seus valores são mantidos

limitados a um certo intervalo após um peŕıodo de
transição ter decorrido.
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Figura 5: Numero de Condição e Parâmetro de
Positividade para o algoritmo RLS-HDP -DLQR
com λ = 0, 925

Os resultados para o algoritmo RLS-HDP -
DLQR-NEURAL são apresentados de forma
análoga à dos experimentos RLS-HDP -DLQR
para um ciclo de 4000 iterações, Como mostrado
na Figura 6. Para o fator de esquecimento λ =
0, 925, também é observado que a solução em
torno da iteração 2000 já é admisśıvel, porém após
o estimador RLS-HDP -DLQR-NEURAL alcan-
çar a fase de acomodação, seus parâmetros estima-
dos sofrem pequenas perturbações.
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Figura 6: Convergência dos parâmetros θ para
o algoritmo RLS-HDP -DLQR-Neural com λ =
0, 925

Essas pequenas perturbações interferem dire-
tamente no número de condição e no parâmetro
de positividade vistos na Figura 7, observa-se que
após a interação 4000 que o numero de condição
começa a entrar em uma faixa de valores fixo e o
parâmetro de positividade tende a estabilizar em
um valor, mas a positividade não é perdida ao
longo da execução.
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Figura 7: Numero de Condição e Parâmetro
de Positividade para o algoritmo RLS-HDP -
DLQR-Neural com λ = 0, 925

Observa-se que para o Fator de Esquecimento
λ = 0, 925 os dois algoritmos chegaram a conver-
gência, porém o algoritmo sem a rede neural não
teve problemas com perturbações após o peŕıodo
transitório, isso pode ser explicado devido ao bom
comportamento da matriz Φ durante a sua execu-
ção.

4.1.2 Fator de Esquecimento λ = 0, 95

Apresenta-se agora a evolução do processo itera-
tivo do algoritmo RLS-HDP -DLQR na Figura 8
em 4000 iterações, assumindo o valor de λ = 0, 95
para o fator de esquecimento. Observa-se que o
algoritmo sofre grandes perturbações após o seu
peŕıodo transitório, não alcançando um valor es-
tável em relação ao valor real (solução de Schur)
no seu processo.
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Figura 8: Convergência dos parâmetros θ para o
algoritmo RLS-HDP -DLQR com λ = 0, 95

Esses problemas na convergência refletem no
numero de condição variando aleatoriamente e o
parâmetro de positividade dentro da faixa de posi-
tividade porém sem alcançar um valor fixo, como
visto na Figura 9.
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Figura 9: Numero de Condição e Parâmetro de
Positividade para o algoritmo RLS-HDP -DLQR
com λ = 0, 95

Já no processo iterativo do algoritmo RLS-
HDP -DLQR-NEURAL da Figura 10 com as
mesmas 4000 iterações, e mais uma vez, o valor
do fator de esquecimento em λ = 0, 95. Observa-
se que o algoritmo convergiu perto da interação
2000, sofreu uma lev́ıssima perturbação na inte-
ração 2300, mas após essa se manteve estável em
relação ao valor real (solução de Schur) no seu
processo.
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Figura 10: Convergência dos parâmetros θ para
o algoritmo RLS-HDP -DLQR-Neural com λ =
0, 925

Analisando o número de condição na Figura
11, nota-se que após 3500 interações ele entrou
dentro de uma faixa de valores porém houve uma
alteração dessa faixa para valores menores sem
causar nenhuma perturbação para o sistema, da
mesma forma observou-se essa mudança no parâ-
metro de positividade ρ mas sem contribuições no
comportamento da solução do algoritmo.

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

1928



0 500 1000 1500 2000 2500 3000 3500 4000
0

2

4

6

8

10

12

14
x 10

6 Número de condição da matriz Φ (Fator de Cholesk)

interações k

co
nd

(Φ
) 

= 
σ m

ax
/σ

m
in

 

 
Φ

0 500 1000 1500 2000 2500 3000 3500 4000
0

0.2

0.4

0.6

0.8

1
Parâmetro de Positividade ρ

interações k

P
ar

âm
et

ro
 ρ

 

 
ρ

Figura 11: Numero de Condição e Parâmetro
de Positividade para o algoritmo RLS-HDP -
DLQR-Neural com λ = 0, 95

Ao contrario do caso anterior, o fator de es-
quecimento λ = 0, 95 levou ao mal comporta-
mento da matriz Φ o que levou o algoritmo sem
a rede neural soluções nulas quando as matrizes
de ganho eram singulares, já o algoritmo munido
da rede neural conseguiu contornar esse problema
por soluções aproximadas ou pseudas levando-o a
convergência da solução e estabilidade da mesma.

5 Conclusões

Devido a capacidade de gerar uma resposta apro-
ximada para obter a inversa de matrizes com forte
dependência linear e não quadradas, a compu-
tação da inversa de matrizes por redes neurais
artificiais mostrou-se como uma boa alternativa
para resolver esse tipo de problema, já que as
técnicas convencionais não conseguem solucionar
ou apresentam problemas de estabilidade numé-
rica. Desta forma, a utilização do método pro-
posto para o cálculo do ganho KDLQR, o qual é
associado a situações de singularidades que ocor-
rem devido a perda de positividade da matriz de
covariância do estimador paramétrico da função
de valor. Consequente, conclui-se que a estratégia
proposta de controle contribui para melhoria da
estabilidade numérica na execução do algoritmo
online de ajuste de ganhos.
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