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Abstract Breast cancer is one of the main causes of death in women in Brazil and world, with digital mammography being an 

important method for the detection of breast cancer. A computer-aided diagnosis favors a better final result for the patient and 

the reduction of possible erroneous conclusions. Thus, in this work, two methodologies for the detection of cancer are analyzed. 

In the first approach we used features extracted from the gray-level co-occurrence matrix of each image. In the second approach, 

a convolutional neural network is used as a feature extractor and it has gray scale images of mammography as input. The evalua-

tion of both approaches is done using the MIAS (Mammographic Image Analysis Society) database. For the first approach, Sen-

sitivity and Specificity were equal to 83.29% and 95.69%, respectively, while for the second approach Sensitivity and Specifici-

ty were equal to 97.03% and 98.18%. These results show that the second approach had a superior performance showing the high 

capacity of convolutional neural networks in spatial information representation. In fact, the results of the second approach are 

among the best results of the cited works. 

Keywords Breast Cancer, Gray-Level Co-Occurrence Matrix, Convolutional Neural Network, Artificial Neural Networks 

Resumo O câncer de mama é uma das principais causas de morte em mulheres no Brasil e no mundo, sendo a mamografia 

digital um importante método para a detecção do câncer de mama. Um diagnóstico auxiliado por computador favorece um me-

lhor resultado final para o paciente e a diminuição de possíveis conclusões errôneas. Assim, neste trabalho são analisadas duas 

metodologias para a detecção de câncer. Na primeira abordagem foram usadas características extraídas da matriz de co-

ocorrência de níveis de cinza de cada imagem. Na segunda abordagem é utilizada como extrator de características uma rede neu-

ral convolucional que usa como entrada a imagem em escala de cinza da mamografia. A avaliação de ambas as abordagens é fei-

ta usando o banco de dados MIAS (Mammographic Image Analysis Society). Para a primeira abordagem obteve-se Sensibilida-

de e Especificidade iguais a 83,29% e 95,69%, respectivamente, enquanto que para a segunda abordagem obteve-se Sensibilida-

de e Especificidade iguais a 97,03% e 98,18%. Estes resultados mostram que a segunda abordagem teve um desempenho supe-

rior mostrando a alta capacidade das redes neurais convolucionais na representação de informação espacial. Inclusive, os resul-

tados da segunda abordagem estão entre os melhores resultados dos trabalhos citados. 

Palavras-chave Câncer de mama, Matriz de Co-ocorrência de Níveis de Cinza, Rede Neural Convolucional, Rede Neural Ar-

tificial

1    Introdução  

O câncer de mama é uma das principais causas de 

morte em mulheres no mundo inteiro, ocupando a 25ª 

posição entre as causas mais graves de morte no 

mundo (Kowsalya e Priyaa, 2015), e é a segunda 

maior causa de morte entre os diversos tipos de cân-

cer, perdendo apenas para o câncer de pulmão (Pra-

tiwi et al., 2015). Esta doença perigosa é causada por 

uma lesão que pode ser classificada em duas catego-

rias: benignas ou malignas. A benigna é a lesão ino-

fensiva, que pode ser removida, enquanto a maligna é 

a célula cancerosa, com alto potencial de crescer e se 

espalhar para outras partes do corpo (Dudea et al., 

2013). A maioria dos pacientes com câncer de mama 

não notam sua presença e acabam morrendo antes de 

obter a medicação adequada. Assim, a detecção do 

câncer de mama numa fase inicial é necessária para 

reduzir o número de mortes (Tripathi e Panda, 2014). 

Uma ferramenta importante para a detecção do 

câncer de mama em um estágio inicial são as imagens 

radiográficas, conhecidas como mamografias (Buciu 

e Gacsadi, 2011), mostradas na Figura 1.  

 

    

Figura 1. Exemplos de imagens de mamografia do banco de dados 

MIAS (Suckling et al., 1994) 

Uma vez que o número de peritos radiologistas 

está em deficiência (Kowsalya e Priyaa, 2015), a 

abordagem de diagnóstico por um especialista pode 

tomar muito tempo para acontecer ou até mesmo ser 

impraticável. Essa complexidade levou à introdução 

de métodos de Diagnóstico Assistido por Computa-

dor (CAD – Computer Aided Diagnosis) (Kowsalya 

e Priyaa, 2015). Estes métodos são desenvolvidos a 

partir de três etapas principais: Pré-processamento, 
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extração de características e classificação. A seguir, 

cada uma destas etapas é brevemente descrita. 

 

Pré-processamento: normalmente, esta etapa se 

subdivide em duas partes: (i) Detecção da Região de 

interesse (ROI – Region Of Interest), que tem por 

objetivo localizar a posição do tumor na imagem. Tal 

tarefa é implementada usando-se técnicas de segmen-

tação de imagens (Singh e Gupta, 2015; Maitra et al., 

2011) ou técnicas de clustering aplicadas a imagens 

(Ramani et al., 2012). (ii) Realce, que consiste na 

aplicação de técnicas de processamento de imagens 

orientadas a minimização de ruído (Singh e Gupta, 

2015; Nagi, 2010), melhora do contraste (Thangavel 

e Roselin, 2009; Oliveira et. al., 2016) e eliminação 

de informações irrelevantes (Posada et al., 2016). 

Extração de características: esta etapa é orien-

tada a determinar um conjunto reduzido de caracte-

rísticas extraídas a partir do ROI de cada imagem que 

permitam melhorar os resultados da classificação. 

Diferentes extratores de características são apresen-

tados na literatura, por exemplo, Pratiwi et al. (2015) 

propõe uma análise da matriz de co-ocorrência de 

nível de cinza (GLCM – Gray-Level Co-Occurrence 

Matrix). Este descritor tem como vantagem uma boa 

avaliação de texturas. 

Classificação: de maneira abrangente, esta etapa 

tem por objetivo identificar se uma nova imagem 

representada através de um conjunto de característi-

cas tem a presença de um câncer ou não (classifica-

ção em duas classes), mas na literatura também é 

abordado o problema de classificação em três classes 

(não-câncer/câncer-benigno/câncer-maligno) (Pratiwi 

et al., 2015). Para tal tarefa são usadas diferentes 

técnicas de classificação baseadas em aprendizado de 

máquinas, entre elas, as máquinas de vetores suporte 

(SVM – Support Vector Machine) (Alcântara et. al., 

2016; Buciu e Gacsadi, 2011) e uma variedade de 

redes neurais artificiais (ANN – Artificial Neural 

Network) (Pratiwi et. al., 2015; Bharathi, 2013).  

Neste trabalho é realizada uma análise de duas 

abordagens para detecção de câncer de mama em 

uma imagem de mamografia. Na primeira são utiliza-

dos descritores de texturas extraídos da GLCM, e a 

segunda é baseada em uma rede neural convolucional 

(CNN – Convolutional Neural Network) trabalhando 

como um extrator de características, sendo utilizada 

uma ANN como classificador para os dois casos. 

Resultados experimentais sobre uma base de da-

dos pública indicaram que a abordagem usando a 

rede neural convolucional obteve melhores resultados 

do que os descritores baseados na GLCM, alcançan-

do resultados semelhantes ao do estado da arte.   

O resto deste artigo está estruturado como segue: 

A Seção 2 menciona os trabalhos relacionados e os 

seus resultados. A Seção 3 apresenta a proposta do 

trabalho explicando em detalhes as duas abordagens 

propostas. A Seção 4 mostra os resultados experi-

mentais e finalmente na Seção 5 são descritas algu-

mas conclusões. 

 2   Trabalhos relacionados 

Vários pesquisadores usaram diferentes técnicas de 

classificação para detectar câncer de mama. Algumas 

delas são mencionadas a seguir:  

Em Pratiwi et. al. (2015) foi realizada uma com-

paração entre duas redes neurais: a Radial Basis 

Function Neural Network (RBFNN) que obteve os 

melhores resultados, e a Backpropagation Neural 

Network (BPNN). Ambas usaram como característi-

cas de entrada alguns descritores da GLCM. Para o 

treinamento foi utilizado o banco de dados MIAS 

(Mammographic Image Analysis Society).  

Já em Bharathi (2013) foi utilizada uma Proba-

bilistic Neural Network (PNN), onde também foram 

utilizadas como entrada alguns descritores da GLCM, 

sendo usado para o treinamento da PNN também o 

banco MIAS, com uma divisão de dados de 80% para 

treinamento e 20% para teste. 

Em Alcântara et. al. (2016) é usado um classifi-

cador SVM, usando um novo método de descritor de 

textura, utilizando a decomposição multinível, a ma-

triz de co-ocorrência, decomposição de valor singular 

(Singular Value Decomposition – SVD) e a extração 

de entropia Tsallis. O banco de dados utilizado foi a 

Digital Database for Screening Mammography 

(DDSM).  

Buciu e Gacsadi (2011) também utilizou o SVM 

como classificador, além de um filtro com Gabor 

para depois extrair características de orientações e 

frequência das imagens, e por fim aplicou o PCA 

(Principal Component Analysis) para reduzir o vetor 

de características. Foi utilizado o banco de dados 

MIAS, com uma separação de dados de 80% para 

treinamento e 20% para teste. 

Em Dubrovina et. al. (2016) e Spanhol et. al. 

(2016) são usadas CNNs que usam o ROI da imagem 

como entrada. Em ambos é usada uma CNN compos-

ta de 3 camadas convolucionais seguidas de 2 cama-

das totalmente conectadas. Spanhol et. al. (2016) 

utilizaram a base Breast Cancer Histopathological 

Database (BreakHis). 

Os resultados obtidos pelos trabalhos citados 

podem ser visualizados na Tabela 1. 

Tabela 1. Resultados de Acurácia (Ac), Sensibilidade(Se) e Espe-

cificidade (Es) dos trabalhos citados. 

Trabalho Ac (%) Se (%) Es (%) 

Pratiwi et. Al. (2015) 93,98 97,22 91,49 

Bharathi (2013) 92,19 88 95 

Alcântara et. Al. (2016) 84,4 85,4 83,4 

Buciu e Gacsadi (2011) - 97,56 60,86 

Spanhol et. Al. (2016) 90 - - 

3   Proposta 

Nesta seção são descritas as duas abordagens propos-

tas para o problema de classificação de mamografias 

em duas classes. Especificamente: 
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 Primeira abordagem (GLCM): é efetuado um 

pré-processamento da imagem, depois é feita a 

extração de características obtendo-se o descritor 

de textura GLCM, e por fim é realizada a classi-

ficação utilizando-se uma BPNN. 

 Segunda abordagem (CNN): aqui é realizado o 

mesmo pré-processamento da primeira, e o resul-

tado desta primeira etapa é aplicado diretamente 

a uma rede CNN atuando como um extrator de 

características, e as suas saídas são aplicadas a 

uma BPNN que trabalha como um classificador. 

3.1 Pré-processamento 

A implementação da etapa de pré-processamento 

consta de duas partes: 

i. Detecção da ROI. O processo de detecção é 

dividido em dois casos descritos a seguir. (a) 

Mamografias com presença de câncer: A região 

é indicada no próprio banco de dados como per-

tencente ao tumor. Logo, tal como em Pratiwi et. 

al. (2015), a região é redimensionada para ter um 

tamanho de 128×128 pixels (Figura 2.a). (b) 

Mamografias sem câncer: define-se como ROI 

uma região de 128×128 pixels no ponto mais 

próximo do centro da mama (Figura 2.b). 

ii. Realce da imagem. Na ROI detectada é efetuado 

um realce de contraste, utilizando a técnica de 

equalização de histograma, como se pode obser-

var na Figura 3. 

        

      

Figura 2. (a) Mamografia com câncer e sua respectiva ROI dada 

pelo banco de dados; (b) mamografia sem câncer e sua respectiva 

ROI manual. 

 

Figura 3. ROIs (com câncer) com e sem realce. 

3.2 Abordagem GLCM 

Vários estudos anteriores, inclusive de análise de 

câncer de mama em mamografias, têm mostrado que 

o GLCM é um método efetivo para análise de textu-

ras em imagens. Portanto, esta foi a razão para a es-

colha desta técnica. Neste trabalho, as matrizes foram 

construídas com uma distância d = 1 e direção  = 0º. 

Embora seja possível obter vários descritores a partir 

da matriz de co-ocorrência, Wei et al. (2005) mostra-

ram que com apenas algumas já é possível obter uma 

boa caracterização das texturas. Portanto, os mesmos 

descritores usados por Pratiwi et. al. (2015) foram 

usados, por serem poucos e terem atingido resultados 

relevantes. Seja p  Rnn a matriz de co-ocorrência 

normalizada e n o número de níveis de cinza da ima-

gem, obtêm-se os descritores: 

 Diferença Inversa Normalizada (DIN): esse des-

critor mostra a propriedade de homogeneidade 

da proximidade de cada elemento da matriz de 

co-ocorrência. 

 

  

n

i

n

j ji

jip
=DIN

0 0 1

,
                    (1) 

 Correlação: indica o grau do relacionamento 

linear na vizinhança dos pixels. 

    

 

n

i

n

j yx

yx jipii
=Correlação

0 0

,




(2) 

 Soma da Entropia (SumEntro): mostra o quanto 

que uma imagem tem aspecto irregular em rela-

ção a sua textura. 

    




n

i

yxyxEntro ipip=Sum
2

0

2log        (3) 

 Soma da Variância (SumVar): destaca a alta fre-

quência de ocorrência nas células menores e 

maiores da matriz de co-ocorrência. 

   



n

i

yxEntroVar ipSumi=Sum
2

0

2
           (4) 

Das equações anteriores, os valores de x, y e x e y 

são as médias e desvios padrões da matriz de co-

ocorrência calculados na horizontal e vertical, res-

pectivamente. O vetor px+y é obtido pela Equação 5: 

 
 


 




n

i

n

j

yx
ji

jip
=kp

0 0 1

,
       k = i + j          (5) 

Como os valores obtidos variam muito em magnitu-

de, antes de treinar uma BPNN, é calculado o valor 

absoluto do logaritmo de base 10 de cada variável, e 

depois, cada amostra é normalizada pela norma L1.  

3.2 Abordagem CNN 

A CNN é semelhante a uma rede neural, contendo 

camadas de neurônios que realizam operações em 

cima dos resultados de camadas anteriores, sendo os 

parâmetros dessas operações ajustadas em uma etapa 

de treinamento. As CNNs vêm sendo muito utilizadas 

em problemas de processamento de imagens, pois 

(a) 

(b) 
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elas têm a capacidade de considerar características 

espaciais da imagem (Wu e Razavi, 2015). Embora 

elas também possam ser utilizadas como classificado-

ras, neste trabalho elas foram usadas como um extra-

tor de características a serem aplicadas a uma BPNN, 

com o objetivo de utilizar informações espaciais da 

imagem na classificação. 

A arquitetura da CNN proposta é constituída por 

camadas convolucionais e de pooling. As camadas 

convolucionais são formadas por máscaras que desli-

zam sobre os pixels da imagem realizando operações 

lineares, enquanto que, as camadas de pooling têm 

como objetivo reduzir a dimensão da matriz, selecio-

nando um valor a cada conjunto de valores definidos 

pela dimensão da máscara a ser aplicada. O valor 

selecionado depende do tipo de pooling. Os mais 

comuns selecionam o maior valor ou a média. 

Neste trabalho, a CNN foi definida com 5 cama-

das convolucionais intercaladas com mais 4 camadas 

de max pooling. Esta estrutura foi definida de forma 

empírica onde foram testadas diversas configurações 

semelhantes às da literatura. A estrutura detalhada é 

apresentada na Tabela 2. 

Tabela 2. Estrutura da CNN utilizada 

Camada 
Elemento  

Estruturante 

Profundidade 

da camada 

Dimensão da  

saída 

Convolucional 7×7 64 122×122×64 

Max Pooling 2×2 64 61×61×64 

Convolucional 4×4 128 58×58×128 

Max Pooling 2×2 128 29×29×128 

Convolucional 2×2 256 28×28×256 

Max Pooling 2×2 256 14×14×256 

Convolucional 3×3 512 12×12×512 

Max Pooling 2×2 512 6×6×512 

Convolucional 6×6 2 1×1×2 

 

Definida a estrutura da CNN, o seu treinamento 

foi realizado utilizando 40 épocas (obtida de forma 

empírica) com uma taxa de aprendizado de 10-6. 

Com o intuito de melhorar o desempenho da 

CNN, foi aplicado também um filtro de alto reforço 

(Highboost) (Gonzales e Wood, 2008) no pré-

processamento das imagens das ROIs com o objetivo 

de realçar os contornos das imagens realçando infor-

mações espaciais importantes como observado na 

Figura 4. 

 

Figura 4. ROI (com câncer) original (a) e depois da aplicação do 

realce (b). 

3.3 Classificação 

Após a extração de características de ambas as abor-

dagens, elas são usadas com entrada em uma BPNN 

com uma camada oculta com 50 neurônios e função 

de ativação sigmoide. O treinamento da BPNN foi 

realizado usando o algoritmo gradiente conjugado 

escalado, com 100 épocas, e uma taxa de aprendiza-

do de 10-2. Enquanto a entrada para a GLCM foi de 4 

neurônios, para a CNN a entrada foi composta por 

18432 neurônios, dimensão essa definida pela penúl-

tima camada da CNN. 

4 Parte Experimental  

Nesta seção é indicado o banco de dados usado nos 

experimentos e os resultados obtidos na avaliação das 

abordagens propostas.  

 

4.1 Banco de dados 

Neste trabalho foi usado o banco de imagens de ma-

mografias MIAS (Suckling et al., 1994). As imagens 

possuem uma dimensão de 1024×1024 pixels e estão 

em níveis de cinza. No total, o banco MIAS consiste 

em 330 imagens, divididas em 208 imagens normais 

(64%) e 122 imagens cancerígenas (36%).  

 

4.2 Avaliação 

A implementação das abordagens foi realizada na 

linguagem de MATLAB. Para a implementação da 

CNN, foi utilizada o toolbox MatConvNet (Vedaldi e 

Zisserman, 2016). Para a implementação da BPNN 

foi utilizada a toolbox Neural Network do MATLAB. 

As seguintes métricas de desempenho foram 

usadas para a avaliação das abordagens: sensibilidade 

(Se), que avalia a capacidade de uma técnica em clas-

sificar corretamente as imagens cancerígenas; especi-

ficidade (Es), que avalia a capacidade de uma técnica 

em classificar corretamente as mamografias de paci-

entes normais; acurácia (Ac), que avalia o total de 

classificações corretas em relação a todas as imagens 

classificadas; e finalmente a medida F1 que é a média 

harmônica entre a sensibilidade e especificidade. 

As relações que definem essas métricas são apre-

sentadas nas Equações (6) – (9), onde VP são os ver-

dadeiros positivos (número de imagens corretamente 

classificadas pela técnica como cancerígenas), VN 

são os verdadeiros negativos (número de imagens 

corretamente classificadas pela técnica como não 

cancerígenas), FP são os falsos positivos (número de 

imagens classificadas erroneamente pela técnica co-

mo cancerígenas), e FN são falsos negativos (número 

de imagens classificadas erroneamente pela técnica 

como não cancerígenas).  

FNVP

VP
=Se


 (6) 
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FPVN

VN
=Es


 (7) 

FNFPVNVP

VNVP
=Ac




 (8) 

EsSe

EsSe
=F



2
1

 (9) 

Para as duas abordagens foram realizados 5 tes-

tes com amostragem aleatória do banco de dados, 

sempre nas proporções de 70% para treinamento, 

20% para validação e 10% para teste. 

Com o objetivo de aprimorar o treinamento da 

CNN, já que a base de dados possui uma quantidade 

limitada de imagens, foi aplicada uma técnica cha-

mada de Jitter na base de treinamento (não foi usada 

na base de teste), que faz uma ligeira “tremida” nas 

imagens antes do treino. Neste trabalho, foi usada 

uma função que aleatoriamente deslocava a posição 

da imagem na horizontal e vertical em ±5 pixels e 

girava a imagem em ± 2 graus. A probabilidade de 

ocorrência de cada um foi de 30%. Com essa aborda-

gem foi possível obter até no máximo 403300.7= 

9240 imagens de treinamento ligeiramente diferentes. 

Na Tabela 3 podem ser observadas as médias 

dos resultados dos testes realizados nas duas aborda-

gens, enfatizando os resultados parciais com as dife-

rentes técnicas aplicadas à CNN. Em negrito estão os 

melhores resultados. 

Tabela 3. Resultados da detecção do câncer 

 Abordagens Ac Se Es F1 

GLCM 91,18% 83,29% 95,69% 88,81% 

CNN 92,94% 87,00% 96,56% 91,32% 

CNN + Highboost 97,06% 97,03% 97,23% 97,09% 

CNN + Highboost 

+ Jitter 
97,65% 97,03% 98,18% 97,56% 

 

Observa-se dos resultados que a abordagem 

CNN obteve o melhor desempenho na classificação 

em todas as métricas usadas para avaliação. Isto 

ocorreu devido uma boa capacidade da CNN na re-

presentação das informações espaciais presentes na 

ROIs. Pode-se também observar as melhoras de de-

sempenho na aplicação das técnicas de Jitter e, prin-

cipalmente, de Highboost na abordagem da CNN.  

Para uma melhor avaliação da capacidade dos 

dados de saída da CNN em separar as duas classes, 

foi utilizada a técnica t-Distributed Stochastic Neigh-

bor Embedding (t-SNE) (van de Maaten e Hinton, 

2008), que é uma técnica de redução de dimensiona-

lidade aplicada à visualização de dados de alta di-

mensão. Na Figura 5 é possível observar as imagens 

de um teste plotadas em 2D com as características 

obtidas pelo t-SNE, deixando clara a capacidade das 

características obtidas pela CNN em separar os dados 

de acordo com as suas classes. Observa-se da figura 

que as imagens de mamografias normais ficaram, na 

sua maioria, afastadas das mamografias com câncer. 

 
Figura 5. Resultado da aplicação da t-SNE sobre as caracte-

rísticas extraídas pela CNN. 

 

Na Tabela 4, é feita uma comparação entre os 

trabalhos que usaram o banco de dados MIAS (Buciu 

e Gacsadi (2011), Bharathi (2013) e Pratiwi et. al. 

(2015)) e as abordagens propostas. 

Tabela 4. Comparação dos resultados com outros trabalhos 

  Ac (%) Se (%) Es (%) 

GLCM (este artigo) 91,18% 83,29% 95,69% 

CNN (este artigo) 97,65% 97,03% 98,18% 

Buciu e Gacsadi (2011) - 97,56 60,86 

Bharathi (2013) 92,19 88,00 95,00 

Pratiwi et. al. (2015) 93,98 97,22 91,49 

 

Os melhores resultados foram realçados em ne-

grito. A abordagem de GLCM usada neste trabalho 

obteve resultados um pouco inferiores aos outros 

trabalhos em relação às métricas de acurácia e sensi-

bilidade. Porém, na abordagem com a CNN foram 

obtidos resultados superiores aos dos outros traba-

lhos, perdendo apenas na sensibilidade, mas ainda 

assim com uma diferença de menos de um por cento. 

Destaca-se que os melhores resultados de Pratiwi et. 

al. (2015) foram obtidos em experimentos diferentes.  

5   Conclusão 

Neste trabalho, foram avaliadas duas abordagens para 

a solução do problema de detecção do câncer através 

das imagens de mamografia.  

Em ambas as abordagens foram obtidos resulta-

dos aceitáveis, porém, na primeira abordagem, utili-

zando a GLCM para extração de características, fo-

ram obtidos resultados ligeiramente inferiores, atin-

gindo sensibilidade e especificidade de 83,29% e 

95,69%, respectivamente. Para a segunda abordagem, 

utilizando a CNN como extrator de características, 

resultados em patamar semelhante ao de outros traba-

lhos da literatura foram obtidos, obtendo uma sensi-

bilidade de 97,03%, e especificidade de 98,18%. 

Para trabalhos futuros, pretende-se reavaliar es-

tas abordagens utilizando outros bancos de dados, 

como a DDSM que possui mais imagens, além de se 

poder avaliar mais metodologias diferentes utilizando 
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outros extratores de características como o SCLGM 

utilizado em Elfarra e Abuhaiba (2013), ou até mes-

mo utilizando a CNN também como classificador.  
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