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Abstract This paper focuses on the online identification problem of uncertain systems. By using a neural identification model 

with feedback, scaling and a weight law based on Lyapunov theory, an online identification algorithm is proposed to make ulti-

mately bounded the residual state error and related to two design matrix. In addition, it is shown that the transient can be con-

trolled by a constant which is not related to the residual state error. In this way, it is shown that it is possible to decouple the 

transient performance of the steady state error. In order to validate the theoretical results, the identification of a chaotic system 

was accomplished by comparing its performance achieved while changing the design parameters. 

Keywords Identification, Lyapunov methods, Neural networks, Transient. 

Resumo Neste trabalho é proposto um esquema para identificação em tempo real de sistemas dinâmicos incertos. A partir de 

um modelo de identificação neural com realimentação, escalonamento e lei de ajuste de pesos baseada na teoria de estabilidade 

de Lyapunov, propõe-se um algoritmo de identificação em tempo real cujo erro residual de estado é finalmente limitado e relaci-

onado a duas matrizes de projeto. Além disso, é mostrado que o transiente pode ser controlado por uma constante que não está 

relacionada com o erro residual de estado. Desse modo, é mostrado que é possível desacoplar o desempenho transiente do erro 

em regime permanente. Com o objetivo de validar os resultados teóricos, foi realizada a identificação de um sistema caótico 

comparando seu desempenho obtido ao se alterar os parâmetros do projeto. 

Palavras-chave Identificação, Métodos de Lyapunov, Redes neurais, Transiente.

1    Introdução 

Esquemas de identificação neural são importantes 

para prever o comportamento de sistemas dinâmicos, 

assim como também para fornecer uma parametriza-

ção quando o modelo é incerto. Aplicações principais 

incluem estimação de estados e controle de sistemas 

com não linearidades. 

Existem diferentes tipos de redes neurais e algo-

ritmos para aprendizado que podem ser utilizados 

para identificação. Os modelos de redes neurais usu-

almente empregados são os dinâmicos, sendo seus 

pesos ajustados usando principalmente algoritmos de 

retropropagação ou suas modificações robustas como 

utilizados em Abdollahi et al. (2006), Alanis et al. 

(2010), Bazaei e Moallem (2007), Chairez et al. 

(2006), Kosmatopoulos et al. (2010), Selmic e Lewis 

(2001) e Vargas et al. (2012). Vários trabalhos usam 

modificações robustas denominadas como modifica-

ção σ, modificação σ com comutação, modificação 

1 , projeção de parâmetros e zona morta, que evitam 

a deriva dos parâmetros, fenômeno típico em leis de 

adaptação baseadas somente no gradiente. Exemplos 

dessas modificações incluem aquelas encontradas em 

Abdollahi et al. (2006), Bazaei e Moallem (2007), 

Chairez et al. (2006), Kosmatopoulos et al. (2010) e 

Selmic e Lewis (2001). 

Em Kosmatopoulos et al. (2010), a identificação 

de uma classe geral de sistemas dinâmicos contínuos 

incertos foi proposta, e uma lei adaptativa tipo modi-

ficação σ foi empregada para ajustar os pesos de re-

des neurais recorrentes de alta ordem. O objetivo 

disso é assegurar que o erro de estado convirja para 

uma vizinhança da origem. Em Selmic e Lewis 

(2001), redes neurais dinâmicas com um algoritmo de 

gradiente descendente para ajuste de pesos foram 

utilizadas para identificar uma classe geral de siste-

mas não lineares incertos. Uma suposição crucial foi 

necessária: o sistema desconhecido pode ser exata-

mente modelado por uma rede neural, o que pode não 

ser verificável, pois o sistema incerto e o modelo 

neural não estão geralmente correlacionados. Outros 

trabalhos relevantes, como Abdollahi et al. (2006), 

Alanis et al. (2010), Bazaei e Moallem (2007) e 

Chairez et al. (2006) mostram que a zona morta, re-

gra delta modificado, modificação 
1  e outras leis 

robustas podem ser utilizadas no algoritmo de apren-

dizado para tornar o processo de identificação estável 

na presença de erros de aproximação e de perturba-

ções. 

Em geral, nesses trabalhos não se tem a possibi-

lidade de ajustar o tempo de transiente independen-

temente do erro residual de estado. Motivado pelos 

fatos anteriores, neste trabalho se propõe um esque-

ma para identificação em tempo real baseado em um 

modelo neural dinâmico com uma lei adaptativa de 

peso robusta. O esquema permite ajustar o erro resi-

dual e a duração do regime transiente de forma inde-

pendente, ao contrário dos trabalhos anteriores men-

cionados, o que é importante para aplicações de con-

trole. Por outro lado, recentemente em Akgul et al. 

(2016) tem sido proposto um sistema caótico tridi-
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mensional. Entretanto esquemas de identificação neu-

ral e de controle objetivando aplicação em telecomu-

nicação segura para o sistema mencionado, até onde 

os autores conhecem, não são encontrados na litera-

tura. 

2  Formulação do Problema 

Considere a classe de sistemas não lineares a seguir 

 

 tvuxFx ,,, ,    00 xx                          (1) 

 

sendo que Xx  é o vetor de estados de dimensão 

n, Uu  é um vetor de entradas admissíveis de 

dimensão m, qVv   é um vetor de variáveis 

incertas variando no tempo e 

  nVUXF  ,0:  é um mapeamento 

contínuo. Com a finalidade de ter o problema bem 

colocado, assuma que VUX ,,  são conjuntos 

compactos e que f  e h  são Lipschitz localmente 

com respeito a x  em   ,0VUX , tal que (1) 

tem uma única solução passando por  0x . 

Assume-se o seguinte: 

Hipótese 1: Na região   ,0VUX  

 

  0,,, htvuxh                             (2) 

em que 

 

     uxftvuxFtvuxh ,,,,,,,                   (3) 

 

 f é uma planta desconhecida, h são distúrbios inter-

nos ou externos, e 0h , de tal forma que  000  hh , 

é uma constante desconhecida. Note-se que (2) é 

verificada quando x e u evoluem em conjuntos com-

pactos (fechados e limitados) e os distúrbios tempo-

rais são limitados. 

Assim, o objetivo deste trabalho é o projeto de um 

esquema para identificação baseado em redes neurais 

artificiais que possibilite o ajuste do erro residual de 

estado e do transiente de forma independente, asse-

gurando-se a limitação de todos os erros associados. 

3   Modelo de Identificação e Equação do Erro de 

Estado Estimado 

Começa-se apresentando o modelo de identificação e 

a definição dos erros relevantes associados ao pro-

blema. 

Seja f  a melhor aproximação conhecida de f, 

nnP   uma matriz de escalonamento definida 

como 0 TPP ,  gPg 1 , e 

     uxfuxfuxg ,,,  . Então, somando-se e sub-

traindo-se  uxf , , (1) pode ser reescrito como 

 

     tvuxhuxgPuxfx ,,,,,                 

Comentário 1: Deve notar-se que se o projetista tem 

nenhum conhecimento prévio de f, então f  é sim-

plesmente assumido como sendo o vetor zero.  

A partir de (4), usando redes neurais artificiais 

parametrizadas linearmente, o mapeamento não line-

ar  uxg ,  pode ser substituído por  uxW ,  mais 

um erro de aproximação  ux, , (Kosmatopoulos et 

al., 1995), (Ge et al., 2012) .Mais exatamente, (4) 

pode ser reescrito como 

 

       tvuxhuxPuxPWuxfx ,,,,,,        

onde nxLW   é uma matriz ideal ou “ótima”, que 

pode ser definida como 

   





















 uxWuxgW

Uu
XxW

,ˆ,supminarg:
,ˆ

               

 

sendo  
W

WW ˆ
ˆˆ  , 

Ŵ
  uma constante 

positiva, Ŵ  uma estimação de W , e  ux,  um 

erro de aproximação, que pode ser definido como  

 

     uxWuxgux ,,:,                    

 
O erro de aproximação, de reconstrução e de mo-

delagem   em (7) é um valor que existe devido à 

incapacidade de redes neurais artificiais parametriza-
das linearmente coincidirem com a planta desconhe-

cida  uxg , . 

Hipótese 2: Na região UX  , o erro de aproxima-

ção é limitado superiormente por ( 

 

  0,  ux                              

 

em que 0 , tal que 000   , é uma constante 

desconhecida (Ge et al., 2002). 

Propõe-se um modelo de identificação na forma 

 

 
   uxWPxx

xxL
x W ,ˆˆ

2

ˆ
ˆ

0  




  

 (9) 

 

onde x̂  é o estado estimado, W  e 0  são constan-

tes arbitráveis positivas,  ux,  é um função veto-

rial não-linear cujos argumentos são entradas da rede 

neural e são pré-processados por uma função escalar 

sigmoidal  s , nnL   é uma matriz de ganho 

positiva definida introduzida para atenuar o efeito 

das incertezas e dos distúrbios. Por meio do termo 
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Ŵ  ux,  se expressa matematicamente a rede neu-

ral artificial parametrizada linearmente. Será demons-

trado que o modelo de identificação (9) utilizado em 

conjunto com uma lei de ajuste para Ŵ  assegura a 

convergência do erro residual de estado para uma 

vizinhança da origem cujo tamanho e transiente po-

dem ser facilmente ajustados via parâmetros de pro-

jeto.  

Ao definir o erro de estimação de estado como 

xxx  ˆ:~ , a partir de (5) e (9), obtém-se 

 

   tvuxhuxP

uxWPx
xL

x W

,,,,

,
~~

2

~
~

0








          (10) 

sendo 
 WWW ˆ:

~
. 

4   Lei de Aprendizado e Análise de Estabilidade 

Antes de apresentar o teorema principal, o se-

guinte fato é necessário. 

Fato 1: Seja Ln
WWWW

 
~

,ˆ,, 0 . Então, usando a 

definição   WWW ˆ~
, as seguintes expressões são 

verdadeiras: 

 

  

    2

0

2

0

2

0

ˆ

~ˆ~
2

FF

F

T

WWWW

WWWWtr







 

 

Na sequência é apresentado o teorema principal 

do trabalho. 

Teorema.1: Considere a classe de sistemas não linea-

res descritas por (1), a Hipótese 1, o modelo para 

identificação dado (9) e a lei de aprendizado 

 

 ],~)ˆ([2ˆ
00 uxxWWW T

W  


          (12) 

 

sendo 0,0 0  W , 00 W  uma matriz constante 

e P arbitrário, desde que 0 TPP ,então a seguin-

te equação é válida 

 

QLPPLT   11
                        (13) 

onde 0L  e 0Q . Então, os erros Wx
~

,~  são limi-

tados e x~  converge para a bola em torno da origem 

de raio 
2 , sendo 

)(

)(
2

1

2

1

min

min

2

2
Q

Qcbb

















 , 

0

1

0 ..22 hPb
F

  , 2*

00 |||| FWWc    e 

)(min Q

 

é o menor dos autovalores da matriz Q . 

Prova: Considere a função candidata de Lyapunov 

  

  2
~~~~ 11 WWtrxPxV W

TT                     (14) 

 
Avaliando (14) ao longo das trajetórias de (10) e 

(12), obtém-se que 

 

 

 

)
~~

(

~2
~~2~~2

~~

2

1

1

1

0

11

WWtr

hPxWxxPx

xLPPLxV

W

T

TTT

W

TT



















    (15) 

 

Utilizando (13) e a representação 

   WxxWtr TTT ~~~~
 , a derivada de Lyapunov pode 

ser escrita como 

 

 
)]ˆ(

~
[2~~2

~2~~

000

1

WWWtrxPx

hPxxQxV

TT

W

TT



 




                     (16)  

 

Além disso, usando o Fato 1, a Equação (16) implica 

 

xPx

WWWWW

hPxxxQV

T

W

FFF

F

~~2

)ˆ~
(

..~2.~2~)(

0

2

0

*
2

0

2

0

12

min











 

  

    (17) 

Rearranjando os termos, e considerando que  

0  ,
0hh  , (17) implica 

 

)
~

(

..~2.~2

~)(~~2

2

0

*
2

0

0

1

0

2

min0

FF

F

T

W

WWW

hPxx

xQxPxV















          

(18) 

 
2

0

2

0

*

0

0

1

0

2

min0

~

..22.~

~)(~~2

FF

F

T

W

WWW

hPx

xQxPxV

















          

(19) 

Considerando que )(min Qa  , 

0

1

0 ..22 hPb
F

   e 2*

00 |||| FWWc   , tem-se 

que 

 

2

00

2

~~~2

~~

F

T

W WxPx

cxbxaV

 



          

(20) 

O valor máximo de  cxbxa  ~~ 2
 é igual a 

c
a

b


4

2

. Assim, 0V  sempre que 
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1

min0

min

2

:
)(4

)(4~










Q

Qcb
W

F

                 

(21) 

ou

 
2

min

min

2

:
)(

)(
2

1

2

1

~ 

















Q

Qcbb

x

         

(22)

   

       

 

Assim, já que 
1  e 

2  são constantes, utilizando 

argumentos de Lyapunov (Khalil, 2001), concluiu-se 

que W
~

é uniformemente limitado e x~  é uniforme-

mente finalmente limitado (Ioannou e Sun, 1996), 

com limitantes finais iguais a 
1  e 

2 , respectiva-

mente. Note que se, por qualquer razão, || x~ || deixa o 

conjunto residual 
2 , onde 

2  = { x~ | || x~ || ≤ 
2 }, 

V  torna-se negativo definido e força a convergência 

do erro residual de estado para o conjunto residual 

2 . O mesmo acontece para 
FW ||

~
|| , que se deixar 

o conjunto residual 
1 , onde 

1  = { x~ | 
FW ||

~
||  ≤ 

1 }, V  torna-se negativo definido, forçando a con-

vergência do erro residual de estado para o conjunto 

residual. 

Retomando (20) e analisando o caso em que 

0~~ 2
 cxbxa   

 

2

00

1

~~~2

~~

2

~~

F

T

W

TWT

WxPx

WWtrxPxVV
























         (23) 

 

Considerando que 
02  W , obtém-se

 

VV     (24) 

    0ln VttV     (25)

 










)(

)0(
ln

1

tV

V
t



                             

(26) 

□ 

Comentário 2: Percebe-se, a partir de (22), que o 

tamanho do erro residual de estado é inversamente 

proporcional a )(min Q , onde os autovalores de Q  

podem ser arbitrariamente manipulados quando se 

altera o valor das matrizes L e P. Assim, é possível a 

partir dessas matrizes de projeto se controlar o erro 

residual de estado. 

Comentário 3: É possível constatar em (26) que o 

tempo para se encerrar o transiente é inversamente 

proporcional ao valor de  . Como   está relacio-

nado a 
0  e 

W , conclui-se que é possível aumentar 

ou diminuir o tempo transiente alterando esses parâ-

metros de projeto. 

Comentário 4: É importante ressaltar que a escolha 

de valores diferentes de 
W  não implica um novo 

cálculo de 
0  ou das matrizes P e L para manter a 

alocação desejada dos autovalores de Q. Além disso, 

verifica-se em (19) e em (22) que 
W  não influência 

no tamanho da norma do erro residual de estado. 

Assim, pode-se afirmar que a partir de 
W  é possível 

desacoplar o desempenho em regime transiente do 

erro em regime permanente. 

Comentário 5: Note em (22) que no numerador há o 

termo 
0

1

0 ..22 hPb
F

  , e dessa maneira os dis-

túrbios estão presentes nessa parte. Dessa maneira 

pode-se afirmar que se alterando os autovalores da 

matriz Q se ajusta também o tamanho do erro residu-

al de estado, mesmo que na presença de distúrbios 

limitados. 

5   Simulação 

Para ilustrar a aplicação do esquema proposto, consi-

dera-se o seguinte exemplo. 

Exemplo: 

Considere o sistema caótico de três estados descrito 

em Akgul et al. (2016). Escolheu-se essa planta por 

ser um sistema relativamente complexo que permite 

demonstrar a robustez do esquema de identificação. 

 

)( yxax 
                                                     

34 mxxzayy 
             (27) 

  
23 bzyxadzz                             

                                  
em que x, y e z  são variáveis de estado e a, b, d e m 

são parâmetros, sendo eles escolhidos como a = 1,8; 

b = –0,07; d = 1,5 e m = 0,12. Note que o sistema 

(27) satisfaz a Hipótese 1, uma vez que as variáveis 

de estado evoluem em conjuntos compactos (fecha-

dos e limitados). 

Para identificar o sistema incerto (27), o modelo de 

identificação proposto (9) e a lei adaptativa (12) fo-

ram implementados. As condições iniciais para o 

sistema caótico e para o modelo de identificação 

eram   20 x ,   10 y ,   20 z ,   00ˆ x , 

  00ˆ y ,   00ˆ z  e   00ˆ W  a fim de avaliar o 

desempenho do algoritmo proposto sob condições 

iniciais adversas. Os demais parâmetros de projeto 

foram escolhidos como 
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10  ,       5,0exp15s ,
 

ILP 3 ,  

            Tzsysxszsysxs 222    e 












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São abaixo analisadas duas situações diferentes para 

esse mesmo sistema. Pela Equação (26), percebe-se 

que o parâmetro   afeta o tempo de transiente, e 

escolheu-se o parâmetro 
W  para controlar o valor de 

 , pois 
W  não está relacionado ao tamanho do erro 

residual do estado como se pode ver em (22). Na 

primeira situação intencionalmente se colocou um 

W  pequeno para se evidenciar o transiente e na se-

gunda se colocou um valor elevado com a intenção 

de se reduzir esse tempo de transiente.  

 

Caso 1: 

65,0W   

 

Nas figuras 1-3 são apresentados os desempenhos 

obtidos nos três estados. Nota-se que há um tempo de 

transiente e que o erro residual de estado depois des-

se transiente é próximo de zero. A norma de Frobe-

nius associada à matriz de pesos estimados é mostra-

da na figura 4.  

 

Figura 1: Desempenho da estimação de x. 

 

Figura 2: Desempenho da estimação de y. 

 

Figura 3: Desempenho da estimação de z. 

 

Figura 4: Norma de Frobenius da estimação da matriz 

de pesos estimados. 

 

Caso 2: 

15W   

 

Pode-se observar nas figuras 5-7 que agora há um 

tempo de transiente maior, embora o erro residual de 

estado em regime se comporta praticamente da mes-

ma maneira do caso 1. A figura 8 mostra que a norma 

de Frobenius dos pesos estimados parece convergir 

também e de maneira semelhante ao do caso 1.  

O resultado é o esperado, uma vez que o único parâ-

metro que foi alterado entre um caso e o outro foi o 

W , que é diretamente proporcional a  e não rela-

cionado ao erro residual de estado. Então não se es-

perava que houvesse uma alteração no tamanho do 

erro residual do estado e que quanto maior fosse 
W , 

menor deveria ser o tempo de transiente. Como se 

pode observar, nas simulações das figuras 5-7 há um 

menor tempo de transiente que nas figuras 1-3 e o 

erro residual de estado aparenta estar inalterado 

comparando-se essas simulações. Dessa maneira, 

pode-se dizer que os resultados foram os esperados.  

Nessas simulações escolheu-se um L e um P três ve-

zes maior que a matriz identidade, uma vez que é o 

suficiente para reduzir o erro residual de estado. Se-

ria possível ter alterado esses valores caso se busque 

um erro residual ainda menor. 
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Figura 5: Desempenho da estimação de x. 

 

Figura 6: Desempenho da estimação de y. 

 

Figura 7: Desempenho da estimação de z. 

 

Figura 8: Norma de Frobenius da estimação da matriz 

de pesos estimados. 

6   Conclusão 

Neste trabalho, utilizando-se redes neurais e métodos 

de Lyapunov, foi proposto um esquema para 

identificação de sistemas não lineares incertos. O 

esquema proposto é baseado no escalonamento de 

incertezas e realimentação explícita, para assegurar 

convergência do erro residual de estado para um 

conjunto definido a partir de parâmetros de projeto. 

Adicionalmente, o esquerma proposto possibilita 

controlar a duração do regime transiente da 

identificação. Confirmou-se nas simulações que 

mudanças em certos parâmetros de projeto podem ser 

usadas para alterar o transiente indepedentemente do 

erro residual de estado. Sua principal vantagem é que 

pode ser utilizado em observação e controle com 

grande benefícios. 
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