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Abstract— This article presents a modified Simultaneous Auto Regressive (SAR) Super-resolution model, by
adding a fractal operator as a new regularized term. We propose the Local Morphologic Multifractal Exponent
(LMME) descriptor to determine the hyperparameters estimation of the distribution function representing the
high resolution image (HR). The result conducts to a reduction in the time convergence of such hyperparameters,
requiring only two iterations to their estimation. Due to the LMEE’s texture sensibility, the estimate HR images
showed good enhancements in their edge elements and detail regions when compared to the images generated by
the original SAR model.
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Resumo— Este artigo apresenta uma adaptação realizada no modelo de Super-resolução denominado Auto
Regressivo Simultâneo (SAR) a partir do estudo feito sobre a influência do termo que envolve o operador Lapla-
ciano, intŕınseco ao modelo SAR, e sua relação com a penalização dos elementos de borda da imagem resultante
do processo de reconstrução. Na adaptação desenvolvida neste trabalho foi utilizado o descritor Expoente Mor-
fológico Multifractal Local (LMME) na etapa de determinação dos hiperparâmetros que compõem a função de
distribuição que representa a estimativa da imagem de alta resolução (HR). O resultado obtido com tal modi-
ficação foi uma redução no número de iterações na etapa de convergência de tais hiperparâmetros, passando a
necessitar apenas de duas iterações para a obtenção dos valores dos hiperparâmetros no modelo adaptado. Devido
a caracteŕıstica do descritor LMME ser senśıvel a texturas, as imagens estimadas pelo novo modelo apresentaram
bons realces em seus elementos de borda e regiões de detalhes quando comparadas com as imagens geradas pelo
modelo SAR original.

Palavras-chave— Processamento de Imagem, SAR, Descritor, Fractais Estat́ısticos.

1 Introdução

A reconstrução de imagens por Super-Resolução
(SR) multiframe consiste em estimar uma ima-
gem de alta resolução (HR) a partir de um con-
junto de imagens de baixa resolução (LR) obser-
vadas (PARK et al., 2003). A Figura 1 mostra
um esquemático do processo de aquisição de ima-
gens LR, também usado por Camponez (2012) e
Villena (2010).

Figura 1: Modelo de observação relacionando ima-
gens LR às imagens de HR, baseado em (PARK
et al., 2003).

A reconstrução de imagens por SR é modelada
conforme a Equação(1)

yk = AHkC(sk)x + nk; k = 1, . . . , p, (1)

em que p é o número de imagens LR; A é a ma-
triz que representa a operação de subamostragem

do processo de aquisição da imagem LR observada
(yk); Hk é a matriz que representa o borramento,
modelada neste caso como um filtro de média
aritmética, equivalente a um filtro passa-baixas;
C(sk) é a matriz que representa a operação de des-
locamento da imagem LR (translação e rotação);
x é a imagem HR a ser estimada e nk rúıdo aditivo
Gaussiano.

nk modela várias situações, tais como, erro
devido a registro incorreto, o rúıdo térmico ou
eletrônico e os erros durante o armazenamento ou
transmissão (KATSAGGELOS et al., 2007).

O problema de SR multiframe consiste em
obter-se x (imagem HR) a partir das realizações
yk (imagens LR). Por ser notadamente um pro-
blema inverso e mal posto, para reconstruir x,
uma solução consagrada na literatura é conhe-
cida como Auto Regressivo Simultâneo (SAR),
baseada em inferência Bayesiana. Entretanto,
observou-se que o modelo SAR, que busca ate-
nuar o rúıdo, acaba por suavizar as estruturas
de borda das imagens, deixando-as menos ńıtidas.
Aos olhos de um observador, isso dificulta a per-
cepção de detalhes.

Por outro lado, como é discutido nas próximas
seções, o emprego de descritores fractais em ima-
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gens aumenta o ńıvel de detalhamento de bordas
(CÔCO et al., 2007), se comparado com outros
métodos tradicionais como é o caso do operador
Laplaciano, geralmente conjugado ao SAR.

Assim sendo, o objetivo desse trabalho con-
siste na adaptação de um descritor fractal no mo-
delo SAR, a fim de apresentar um melhor com-
promisso entre preservar os elementos de borda
da imagem HR final e mitigar os efeitos do rúıdo.

Esse artigo se divide nas seguintes seções: a
seção 2 apresenta a abordagem Bayesiana para SR
e a abordagem fractal; a seção 3 apresenta a me-
todologia empregada; a seção 4 trata dos testes e
resultados obtidos e a seção 5 apresenta as con-
clusões obtidas.

2 Referencial Teórico

Nessa seção, são apresentados os conceitos empre-
gados na execução desse trabalho, mais especifi-
camente inferência bayesiana e teoria dos fractais.

2.1 Inferência Bayesiana

Dentre as abordagens para resolver o problema
da super-resolução, a abordagem Bayesiana usa o
modelo dado na Equação (2) para estimar HR,

p(x|yk) =
p(yk|x)p(x)

p(yk)
, (2)

em que p(x|yk) é a Função Densidade de Proba-
bilidade (FDP) a posteriori; p(x), a priori; p(yk),
a evidência e p(yk|x), a verossimilhança.

Como o objetivo na super-resolução é estimar
a imagem x̂, uma forma de fazer isso é a partir
da maximização da posteriori, como representado
por

x̂ = arg max
x
{p(x|yk)} . (3)

Aplicando a Equação (2) na Equação (3)
obtem-se

x̂ = arg max
x

{
p(yk|x)p(x)

p(yk)

}
. (4)

Esse problema pode ser transformado em um
problema de minimização (HARDIE et al., 1997).
Reescrevendo (4) em termos do logaritmo ter-se-á

x̂ = arg min
x
{− log p(yk|x)− log p(x)} . (5)

Por questão de simplicidade, é comum supor
que durante a observação que a imagem foi conta-
minada por rúıdo branco aditivo com distribuição
gaussiana com média zero e desvio padrão σn e
estacionário (IDIER, 2008). Neste caso, usa-se

p(yk|x) =
1√

σn
√
2π

exp

{
−‖Bkx− yk‖

2

2σ2
n

}
, (6)

para representar a verossimilhança, em que Bk =
AHkC(sk).

Substituindo-se (6) em (5), a imagem esti-
mada x̂ pode ser expressa por

x̂ = arg min
x

{
−‖Bkx− yk‖

2

2σ2
n

− log p(x)

}
, (7)

em que −‖Bkx− yk‖
2

2σ2
n

é chamado de fidelidade e

log p(x), de regularização.

2.2 O modelo SAR

O modelo estat́ıstico SAR, foi utilizado, no con-
texto de SR em Molina (1999), Villena (2011),
Katsaggelos (2007). É um modelo quadrático
(norma-`2) com caracteŕıstica de suavizar as es-
truturas de borda das imagens e atenuar rúıdo.
Neste modelo a priori é definida conforme,

p1(x|α) ∝ α
M2

2 exp
{
−α

2
‖Cx‖2

}
, (8)

em que M é a dimensão da imagem HR, α é o
hiperparâmetro inerente ao modelo, C é o ope-
rador Laplaciano, equivalente a um filtro passa-
altas, mas devido a presença do termo quadrático
tem efeito suavizador (GONZALEZ and WO-
ODS, 2010). Tal operador é linear, uma vez
que consiste no cálculo de derivadas segunda, que
atende a Equação (9):

C =


0

−1
4

0

−1
4

1
−1
4

0
−1
4

0

 . (9)

2.3 Fractais

Fractais são definidos pela propriedade de auto-
similaridade ao longo de diferentes escalas da ima-
gem (CÔCO et al., 2007). Segundo Turner et al.
(1998) há dois grupos de fractais: geométricos e
estat́ısticos.

Fractais geométricos ou objetos de auto-
similaridade determińıstica, são compostos de ca-
racteŕısticas distintas que remontam cada ou-
tro objeto idêntico em diferentes escalas (carac-
teŕıstica invariante à escala), exemplo da Figura
2a.

Esses objetos são modelados pela equação que
define a auto-similaridade, expressa segundo,

f(x, y) = ρ−df(ρx, ρy), (10)

em que ρ é o fator de escalamento, d o expoente de
escalamento ou parâmetro de auto-similaridade, e
f(x, y) a função da imagem.

Fractais estat́ısticos, são aqueles que preser-
vam suas propriedades estat́ısticas em diferentes
escalas, exemplo da Figura 2b.
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Figura 2: (a) Fractais geométricos
(FRACTARTE, 2017), (b) fractais estat́ısticos
(SPROTT, 2017).

Os fractais estat́ısticos são formulados de
acordo com

fdp(f(x, y)) = ρ−rfdp(f(ρx, ρy)), (11)

em que f(x, y) é a função de uma imagem qual-
quer e fdp a função densidade de probabilidade
de f(x, y).

No mundo real, a descrição fractal mais fre-
quente é a estat́ıstica, e é útil para modelar deter-
minadas texturas (TURNER et al., 1998).

É importante dizer que descritores fractais es-
tat́ısticos são bons descritores de borda, efetuam
análise estat́ıstica de alta-ordem e interpretam
uma superf́ıcie 2-D como um modelo 3-D (CÔCO
et al., 2007).

A Dimensão fractal (D) é uma medida para
classificar texturas (SARKAR and CHAUDHURI,
1994), dada por,

D =
log(Nr)

log(1/r)
, (12)

em que r é um fator de redução de escala e

Nr =
∑
i,j

nr(i, j), (13)

em que nr é o número de caixas contadas na grade
(i, j) (SARKAR and CHAUDHURI, 1994).

2.4 Descritor LMME

Uma adaptação do modelo Sarkar e Chaudhuri,
chamado Expoente Morfológico Multifractal Lo-
cal (LMME) foi implementado com o uso de ele-
mentos estruturantes morfológicos para delimitar
a região local (XIA et al., 2006). Nesse modelo
uma imagem N × N é considerada 3-D definida
como na Equação (14):

{i, j, f(i, j)} ; i = 1, ..., N, j = 1, ..., N. (14)

Para uma escala ε, e um elemento estrutu-
rante Yε, tem-se {iεk, jεk, βε}, em que k = 1, ..., Pε,

sendo Pε o número de elementos em Yε e β o fator
de forma (altura de Yε):

A dilatação da imagem com Yε no pixel (i, j)
é calculada pela Equação (15):

fε(i, j) = max
k=1,2,...,Pε

{f(i+ iεk, j + jεk)}+ βε. (15)

A medida natural local corresponde à di-
mensão fractal de um pixel, calculado por,

µε(i, j) =
|fε(i, j)− f(i, j)|∑W
i,j |fε(i, j)− f(i, j)|

. (16)

A medida de intensidade de ordem m na es-
cala ε representa a intensidade dos tons de cinza
da janela e é calculado segundo,

I(m, ε) =

W∑
i,j

µε(i, j)
m. (17)

Assim, o descritor LMME é expresso por,

Lm =
1

1−m
lim
ε→0

ln I(m, e)

ln
N

ε

, (18)

em que,

Lm(i, j) =
1

1−m
lim
ε→0

lnµε(i, j)

ln
N

ε

. (19)

O LMME é o parâmetro de auto-similaridade
estat́ıstica e representa a relação linear entre a me-
dida natural local e as escalas das grades no espaço
logaŕıtmico.

2.5 LMME aplicado em uma imagem

A seguir, são apresentados os resultados da
aplicação do descritor LMME e do operador La-
placiano a fim de observar o ńıvel de detalhe da
imagem original preservado nas duas operações.

Figura 3: Imagem butterfly original.
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Figura 4: Imagem butterfly composta pelos des-
critores LMME.

Figura 5: Imagem obtida com o operador Laplaci-
ano (imagem negativa da resultante da operação
e com intensidade dos pixels aumentada em 10x).

Observa-se um maior ńıvel de detalhamento
na aplicação do descritor fractal em relação ao
operador linear Laplaciano, como pode ser visto
comparando a Figuras 4 e a Figura 5.

3 Metodologia

Dentre os modelos de Super-Resolução foi esco-
lhido o SAR para realizar a modificação, devido
sua caracteŕıstica de suavizar as estruturas de
borda das imagens. A modificação consistiu em
substituir a matriz C em (8), da formulação da
priori, pelo descritor fractal LMME, como mostra
a Equação (20).

p1(x|α) ∝ α
M2

2 exp
{
−α

2
‖LMME(x)‖2

}
, (20)

em que LMME(x) é o descritor fractal estat́ıstico
Lm(i, j) aplicado a toda a imagem x com ele-
mento estruturante pré-definido em uma determi-
nada escala.

O hiperparâmetro α é modelado segundo
uma distribuição gamma (VILLENA et al., 2010).
Nesse trabalho, tem-se como objetivo modificar o
termo do modelo de SR relacionado à penalização
de bordas no processo de recostrução da imagem,
que é o operador Laplaciano no modelo SAR. Ob-
serve que este operador afeta diretamente a esti-
mativa do valor de α por fazer parte da função
q(α), e a estimativa do valor da imagem x, por

também fazer parte da distribuição q(x). Com a
substituição da matriz C pelo descritor LMME
chega-se a função de distribuição q(α) descrita
por:

q(α) ∝α
M2

2
−1+a0α

exp

[
−α

(
b0α +

Ex[‖LMME(x)‖2]
2

)]
,

(21)

em que a0α e b0α são parâmetros da hiperpri-
ori Gamma e Ex[x] é o valor esperado de x
(VILLENA et al., 2010).

Para estimar o hiperparâmetro 〈α〉 emprega-
se

〈α〉 =
M2 + 2a0α

Ex

[
‖LMME(x)‖2

]
+ 2b0α

. (22)

E espera-se com este novo modelo obter valo-
res de 〈α〉 que minimizem a contribuição do termo
regularizador na etapa de estimação da imagem,
reduzindo a penalização dos elementos de borda
da imagem reconstrúıda.

3.1 Estimador da imagem

O problema de SR com o modelo SAR utilizado
em Villena (2011) é resolvido através da técnica
chamada Estimação e Maximização (EM), tendo
como uma das etapas a estimação da imagem x,
modelando q(x) conforme

q(x) ∝ exp

(
− 〈α〉

2
‖Cx‖2

− 1

2

L∑
k=1

〈βk〉‖yk −Bkx‖2
)
,

(23)

em que 〈.〉 representa valor esperado, α e β têm
FDP do tipo Gamma e βk = 1/σ2

n (VILLENA
et al., 2010).

E calculando sua matriz de covariância in-
versa. O cálculo da matriz de covariância inversa
em (23) é dada por

cov−1q(x)[x]j =

L∑
k=1

〈βk〉jBT
kBk + 〈α〉jCTC. (24)

Finalmente, a etapa de maximização envolve
a estimação de α e βk.

3.2 Estimador da imagem modificado

Substituindo o operador Laplaciano (C) pelo des-
critor fractal a distribuição q(x) fica na forma:

q(x) ∝ exp

(
− 〈α〉

2
‖LMME(x)‖2

− 1

2

L∑
k=1

〈βk〉‖yk −Bkx‖2
)
.

(25)
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Devido a não linearidade da operação reali-
zada em x por LMME(x), a obtenção da ma-
triz de covariância não seria feita com uma única
forma, pois o descritor LMME se modificaria a
cada iteração do algoritmo acompanhando as no-
vas estimativas de x. Portanto, para a estimação
de x a Equação (25) não está sendo utilizada no
modelo modificado a fim de possibilitar a rea-
lização dos experimentos. Assim a estimação de
x está sendo feita segundo (23) e (24).

4 Testes realizados

Nessa seção, são apresentados os testes e resulta-
dos obtidos nos experimentos realizados.

4.1 Metodologia Empregada para os Experimen-
tos

Os testes foram realizados com imagens utilizadas
por Villena (2010) e Zhou (2014), além de imagens
dispońıveis na internet (DREAMSTIME, 2017).
A métrica SSIM (́Indice de Similaridade Estru-
tural - Structural Similarity Index ) foi utilizada
como critério de convergência. Sendo x̂j e x̂j−1
duas imagens estimadas consecutivas, os valo-
res dessa métrica estão compreendidos no inter-
valo −1 ≤ SSIM(x̂j , x̂j−1) ≤ 1. Quanto mais
próximas x̂j e x̂j−1, mais próximo de 1 o valor de
SSIM(x̂j , x̂j−1).

Os parâmetros do descritor fractal (LMME)
foram utilizados com os seguintes valores: Tama-
nho da janela W = 5; Forma do Elemento estrutu-
rante = quadrado (”square”); Variações de escalas
ε = [2, 3]; Fator de forma β = 3 e ordem q = 1.

Para os experimentos foram utilizados conjun-
tos de 4 imagens LR para a obtenção da imagem
HR, com modelo de borramento o filtro passa-
baixa (média) e deslocamento aleatório. Para
cada imagem o experimento foi realizado 5 ve-
zes com potência de rúıdo (SNR) de 30dB e 5
vezes com potência de rúıdo de 15dB. Os da-
dos numéricos estão apresentados com medidas
estat́ısticas (média e desvio padrão).

4.2 Experimentos

A Figuras 6 apresenta os resultados da aplicação
dos algoritmos SAR original e SAR usando o
LMME (SARM). A região selecionada em zoom
mostra que o método SARM melhorou a per-
cepção de bordas.

Figura 6: (a) Imagem original, (b) SAR com
30dB, (c) SARM com 30dB, (d) SAR com 15dB e
(e) SARM com 15dB.

A Figura 7 permite comparar a aplicação do
descritor LMME(x) e o resultado da operação Cx.

Figura 7: (a) Descritor fractal e (b) Operador La-
placiano da LR.

Através da Tabela 1 é posśıvel observar que
em termos do MSE. Os valores obtidos são muito
próximos e o SSIM converge para 1 na quarta
iteração no modelo SAR e já está bem próximo
na segunda iteração do modelo SARM. Já para
os valores de α, para o SARM o valor obtido é
muito menor, indicando uma menor penalização
nos elementos de borda. No entanto, como o ope-
rador Laplaciano ainda está sendo utilizado para
obtenção da matriz cov−1q(x)[x]j no SARM, como

em (24), o efeito do valor de α não está afetando
sobremaneira o resultado. Observa-se também o
realce do rúıdo, principalmente no experimento
com rúıdo de 15dB.
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Tabela 1: Resultado da aplicação dos algoritmos
na Figura 6a.

Modelo
SAR

(média±desvio)

SARM

(média±desvio)

Rúıdo de 30dB

MSE 1,58E-2±9,36E-5 1,40E-2±9,14E-5

SSIM 1,00E+0±4,47E-7 9,85E-1±5,67E-4

α 2,79E+0±7,62E-3 6,63E-4±7,83E-6

Iterações 4±0.00E+0 2±0.00E+0

Rúıdo de 15dB

MSE 3,05E-3±6,87E-5 6,85E-3±3,44E-4

SSIM 1,00E+0±4,47E-7 1,00E+00±4,47E-07

α 3,14E+2±2,85E+0 9,31E-1±1,15E-2

Iterações 28±0,00E+0 2±0,00E+0

A Figura 8 apresenta o resultado da aplicação
dos algoritmos SAR original e SARM em outra
imagem.

Figura 8: (a) Imagem original, (b) SAR com
30dB, (c) SARM com 30dB, (d) SAR com 15dB e
(e) SARM com 15dB.

Figura 9: (a) Descritor fractal e (b) Operador La-
placiando da LR.

Na região destacada nas Figuras 8c e 8e é
posśıvel notar visualmente melhor nitidez (per-
cepção dos elementos de borda) que as mesmas
regiões destacadas nas Figuras 8b e 8d. A Fi-
gura 9 permite comparar a aplicação do descritor
LMME(x) e o resultado da operação Cx.

A Tabela 2 mostra que os valores de MSE na
utilização dos dois modelos são muito próximos e
o mesmo ocorre com os valores de SSIM. No en-
tanto, o método SAR utilizou 4 (quatro) iterações
quando a imagem foi contaminada por rúıdo de
30dB e 30 (trinta) iterações para o rúıdo de 15dB.
Novamente, o valor de α para o SARM é muito
menor, indicado uma menor penalização nos ele-
mentos de borda.

Tabela 2: Resultado da aplicação dos algoritmos
na Figura 8a.

Modelo
SAR

(média±desvio)

SARM

(média±desvio)

Rúıdo de 30dB

MSE 1,84E-3±1,18E-4 1,87E-3±1,10E-4

SSIM 1,00E+0±0,00E+0 1,00E+0±2,04E-5

α 3,15E+0±2,46E-3 4,00E-4±5,26E-6

Iterações 4±0,00E+0 2±0,00E+0

Rúıdo de 15dB

MSE 1,71E-3±9,79E-4 4,82E-3±1,01E-4

SSIM 9,99E-1±8,40E-4 9,85E-1±6,64E-3

α 2,70E+2±3,65E+2 4,42E-4±1,13E-5

Iterações 30±0,00E+0 2±0,00E+0

A Figura 10 apresenta os resultados das
aplicações dos algoritmos SAR e SARM em outra
imagem. Nesse caso observa-se melhor percepção
de bordas nos testes com rúıdo de 15dB.

Figura 10: (a) Imagem original, (b) SAR com
30dB, (c) SARM com 30dB, (d) SAR com 15dB e
(e) SARM com 15dB.
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A Figura 11 permite comparar a aplicação do
descritor LMME(x) e o resultado da operação Cx.

Figura 11: (a) Descritor fractal e (b) Operador
laplaciando da LR.

A Tabela 3 mostra que os valores de MSE
na utilização dos dois modelos são próximos e o
mesmo ocorre com os valores de SSIM. No en-
tanto, o método SAR utilizou 4 (quatro) iterações
quando a imagem foi contaminada por rúıdo de
30dB e 18 (dezoito) iterações para o rúıdo de
15dB.

Tabela 3: Resultado da aplicação dos algoritmos
na Figura 10a.

Modelo
SAR

(média±desvio)

SARM

(média±desvio)

Rúıdo de 30dB

MSE 1,58E-2±9,36E-5 1,40E-2±9,14E-5

SSIM 1,00E+0±4,47E-7 9,85E-1±5,67E-4

α 2,79E+0±7,62E-3 6,63E-4±7,83E-6

Iterações 4±0,00E+0 2±0,00E+0

Rúıdo de 15dB

MSE 2,55E-2±9,48E-4 2,28E-2±2,02E-3

SSIM 1,00E+0±5,48E-7 9,31E-1±1,31E-2

α 7,73E+1±1,50E+0 6,19E-4±2,85E-5

Iterações 18±0,00E+0 2±0,00E+0

A Figura 12 apresenta o resultado da
aplicação dos algoritmos SAR original e SAR
usando o LMME.

Na região destacada nas Figuras 12c e 12e é
posśıvel notar melhor de detalhes (ranhuras no
rosto do pássaro) que a mesma região destacada
na Figura 12b e 12d. A Figura 13 permite com-
parar a aplicação do descritor LMME(x) e o re-
sultado da operação Cx.

A Tabela 4 mostra que os valores de MSE na
utilização dos dois modelos são muito próximos e
o mesmo ocorre com os valores de SSIM, no en-
tanto SAR utilizou 3 (três) iterações e o SARM
2 (duas). Novamente, o valor de α para o SARM
é muito menor, indicado uma menor penalização
nos elementos de borda.

Figura 12: (a) Imagem original, (b) SAR com
30dB, (c) SARM com 30dB, (d) SAR com 15dB e
(e) SARM com 15dB.

Figura 13: (a) Descritor fractal e (b) Operador
laplaciando da LR.

Tabela 4: Resultado da aplicação dos algoritmos
na Figura 12a.

Modelo
SAR

(média±desvio)

SARM

(média±desvio)

Rúıdo de 30dB

MSE 6,32E-4±1,37E-5 8,00E-4±3,30E-5

SSIM 1,00E+0±4,47E-7 9,99E-1±2,93E-4

α 1,59E+0±8,25E-4 5,05E-4±1,07E-5

Iterações 3±0,00E+00 2±0,00E+00

Rúıdo de 15dB

MSE 6,32E-4±1,37E-5 6,05E-3±3,69E-4

SSIM 1,00E+0±4,47E-7 9,82E-1±1,11E-2

α 2,20E+0±8,28E-1 4,24E-4±2,10E-5

Iterações 4±0,00E+0 2±0,00E+0
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5 Conclusões

A partir dos dados obtidos nos experimentos foi
posśıvel observar que no modelo modificado com a
inclusão do descritor fractal os valores atribúıdos
na estimação do hiperparâmetro α são baixos.
Isso pode ser interpretado como um ajuste na
função de estimativa da imagem q(x) com maior
peso para o termo de fidelidade e um menor peso
para o termo penalizador (de regularização). Isso
reflete no resultado final em uma imagem mais
ńıtida em uma análise visual. No SARM, o algo-
ritmo atinge valores próximos de 1 (0,9999) rapi-
damente (3 a 4 iterações) não apresentando me-
lhora no resultado em relação ao já atingido na se-
gunda iteração. Assim, pode-se concluir que além
de imagens de melhor qualidade obtidas no pro-
cesso de reconstrução, a inclusão do descritor frac-
tal ao modelo de SR melhora a eficiência do algo-
ritmo reduzindo o número de iterações necessárias
para estimação da imagem HR. Como trabalhos
futuros, pretende-se investir em testes com um
número de imagens estatisticamente significativo,
utilizando bancos de imagens dispońıveis de forma
livre. Uma justificativa para tal esforço é melhorar
a medida do ganho, redução do custo computaci-
onal, obtida no algoritmo SARM proposto.
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