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Abstract The combination of Real-time Optimization (RTO) and Model Predictive Control (MPC) methodologies are widely 
widespread in chemical and petrochemical industries. At the same time, the differences between the sample times and the diffi-
culty to obtain accurate models lead the system to operate in a suboptimal way, being not capable of capturing e rejecting dis-
turbances in order to obtain the best process operation. As a way to overcome these difficulties and ensure an economical opera-
tion, it is proposed in this work the use of a single layer strategy which covers the optimization layer, through the premises pro-
posed by the Necessary Conditions of Optimality (NCO), and the regulatory layer (MPC). This strategy is demonstrated through 
the dynamic simulation of a CSTR reactor with reversible reaction, presenting an alternative among the multilayers optimization 
techniques. The results shown that this approach is capable of reject the disturbances obtaining an optimal operation. 

Keywords RTO, predictive control, disturbance rejection, optimization. 

Resumo A combinação das metodologias de otimização em tempo real (RTO) e controle preditivo baseado em modelo (MPC) 
são amplamente utilizadas em indústrias químicas e petroquímicas. Entretanto, as diferenças entre os tempos de amostragem e a 
dificuldade para a obtenção de modelos precisos levam o sistema a operar de forma sub ótima, não sendo capaz de capturar e re-
jeitar os distúrbios de forma a obter melhor operação para o processo. De forma a superar essas dificuldades e garantir uma ope-
ração economicamente viável, é proposto nesse trabalho à utilização de uma estratégia em uma única camada que abrange a ca-
mada de otimização, através das premissas propostas pelas condições necessárias de otimização (NCO), e a camada regulatória 
(MPC). Essa estratégia é demonstrada através da simulação dinâmica de um reator CSTR com reação reversível se mostrando 
como uma alternativa frente às técnicas de otimização em multicamadas. Os resultados mostram que essa abordagem é capaz de 
rejeitar os distúrbios de forma a obter uma operação ótima. 

Palavras-chave RTO, controle preditivo, rejeição de distúrbios, otimização.

1.   Introdução  

A busca pela melhoria contínua impulsionada pela 
competitividade e os elevados custos de matéria-
prima demandam o desenvolvimento de metodologi-
as de otimização para processos, que consigam dimi-
nuir os custos de operação (ou aumentar os lucros) de 
forma segura, obrigando o processo a trabalhar nas 
restrições que foram impostas previamente.  

Segundo Skogestad (2000) e Jäschke & 
Skogestad (2011) a estrutura de controle completa de 
uma planta industrial pode ser decomposta vertical-
mente em diferentes camadas que operam em dife-
rentes escalas de tempo. Cada camada implementa os 
setpoints dados pela camada superior (Figura 1). 

 

 
Figura 1. Estrutura de controle (Adaptado de Jäschke & 

Skogestad, 2011). 

Essas camadas incluem o planejamento (sema-
nas), otimização em tempo real (dias/horas), camada 
supervisória/controle preditivo (minutos) e camada 
regulatória (segundos). Aqui, consideramos as cama-
das de otimização e controle, representadas pela 
otimização em tempo real (do inglês “Real-time 
optimization” - RTO) e controle preditivo (do inglês 
“Model Predictive Control” - MPC). O RTO estima 
os setpoints/targets para o MPC que é responsável 
por controlar o processo no estado estacionário 
(Eduardo et al., 2015). 

Para Odloak & Camacho (2009) a utilização do 
controle preditivo como ferramenta supervisó-
ria/regulatória é bastante utilizada na indústria de 
processos devido à formulação do problema de con-
trole, ao uso explícito do modelo para predizer a 
evolução da planta e a consideração explícita das 
restrições no problema de otimização. Essas restri-
ções podem ser físicas (que indicam os limites físicos 
dos atuadores) ou econômicas, impostas para deter-
minação de barreiras econômicas no processo. No 
entanto, a aplicação industrial difere bastante das 
abordagens utilizadas no meio acadêmico, destacan-
do a determinação do modelo (lineares, não-lineares, 
empíricos ou fenomenológicos), utilização de contro-
le em faixas ou zonas ao invés de setpoints e a consi-
deração de sistemas não quadrados (com maior nú-
mero de variáveis controladas em relação às manipu-
ladas) (Qin & Badgwell, 2003; Holkar, 2010). O 
papel principal do MPC é direcionar a planta para 
melhor condição operacional respeitando as restri-
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ções e minimizando o erro ao longo da trajetória 
(Maciejowski, 2002). 

A presença de incertezas no modelo do processo 
e distúrbios dificultam a implementação de técnicas 
que são dependentes do modelo (RTO e MPC). Con-
forme Jäschke & Skogestad (2011) o sucesso do 
RTO é limitado para casos com distúrbios esporádi-
cos, pois devido à diferença entre as escalas de tem-
po, distúrbios muito frequentes não conseguem ser 
compensados e rejeitados sendo, para isso, necessária 
a utilização de modelos dinâmicos e precisos e a 
técnica chamada otimização em tempo real dinâmica 
(do inglês “Dynamic real-time optimization” - 
DRTO). Como forma de lidar com esses problemas, 
estudos relacionados às condições necessárias de 
otimização (NCO) e controle auto-otimizável (do 
inglês “Self-optimizing Control” - SOC) vem sendo 
abordados (Ye et al., 2013). Ambos os métodos pro-
põem o mesmo objetivo: minimização do custo total 
de operação do processo frente à compensação de 
distúrbios. 

O conceito de NCO, que será abordado nesse 
trabalho, é baseado na premissa de manter o gradien-
te da função custo do processo nulo, isto é 
𝑱𝒖(𝒖, 𝒅) = 𝜕𝜕(𝒖, 𝒅)/𝜕𝒖 = 0, onde 𝒖 é o vetor de 
entrada e 𝒅 é o vetor de distúrbios, garantindo assim 
que o processo está operando no ponto ótimo 
(Srinivasan & Bonvin, 2005). 

Baseado nisso, esse trabalho tem como objetivo 
a utilização de uma estrutura com uma única camada 
capaz de suprir a camada regulatória, através do 
controle preditivo e a camada de otimização do pro-
cesso através da utilização de NCO. A unificação 
dessas camadas é motivada a fim de manter a opera-
ção do sistema em uma mesma amostragem, sendo 
assim capaz de capturar e rejeitar os distúrbios de 
forma a obter uma operação ótima para processo. 

O presente trabalho está estruturado da seguinte 
forma: na Seção 2 são apresentados os conceitos de 
controle preditivo baseado em modelo (MPC) e as 
condições necessárias de otimização (NCO), que 
implementados em uma única camada completam a 
metodologia aqui desenvolvida. Na Seção 3 é apre-
sentado um estudo de caso que exemplifica a meto-
dologia proposta. Os resultados e discussão são mos-
trados na Seção 4 e, por fim, as conclusões são apre-
sentadas. 

2.   Metodologia  

2.1 Controle Preditivo Baseado em Modelo 

O MPC utiliza um modelo discreto do processo. 
Baseado nesse modelo, ações de controle que mini-
mizam o erro entre as saídas e a trajetória de referên-
cia são calculadas, penalizando o excesso de movi-
mento das variáveis manipuladas até um determinado 
intervalo, chamado horizonte de controle (Camacho 
& Bordons 1999). Em alguns casos, é computado 
também o erro entre as variáveis manipuladas e um 
valor de referência, chamado target, que é usualmen-

te obtido por uma camada de otimização. Nas variá-
veis controladas é possível determinar, ao invés de 
uma trajetória fixa de referência (setpoint), uma 
folga, ou faixa (soft-constraints), onde o erro é nulo e 
são permitidas violações temporárias até um valor 
inviolável (hard-constraints). Os movimentos são 
calculados em cada instante de amostragem enviando 
ao processo apenas a primeira ação de controle cal-
culada segundo uma estratégia chamada “horizonte 
deslizante”. Uma forma geral de representar o pro-
blema de otimização resolvido por um MPC é: 

 

min
𝑢,𝜀𝑘

𝐽 = min
𝑢,𝜀𝑘

��‖𝑦�(𝑡 + 𝑗|𝑡) − 𝑟(𝑡 + 𝑗)‖𝑄2
𝑃

𝑗=1

+ �‖Δ𝑢(𝑡 + 𝑗 − 1)‖𝑊2 + 𝜌𝜖𝜀𝑘

𝑀

𝑗=1

� 
(1a) 

  
𝑢𝑚𝑚𝑚 ≤ 𝑢(𝑡) ≤ 𝑢𝑚á𝑥 

Δ𝑢𝑚𝑚𝑚 ≤ 𝑢(𝑡) − 𝑢(𝑡 − 1) ≤ Δ𝑢𝑚á𝑥 
𝑦𝑚𝑚𝑚 − 𝜀𝑘 ≤  𝑦�(𝑡) ≤ 𝑦𝑚á𝑥 + 𝜀𝑘  

(1b) 

  
onde 𝑦�(𝑡 + 𝑗|𝑡) é a saída predita pelo modelo 𝑗 ins-
tantes de amostragem no futuro, 𝑟(𝑡 + 𝑗) é a trajetó-
ria de referência, Δ𝑢(𝑡) = 𝑢(𝑡) − 𝑢(𝑡 − 1), 𝜀𝑘 é o 
maior desvio da soft-constraint e ‖𝑥‖𝑤2  é a norma-
peso Euclidiana de 𝑥 ∈ ℜ𝑛 definidas como ‖𝑥‖𝑤2 =
𝑥𝑇𝑤𝑤 com 𝑤 ∈ ℜ𝑛×𝑛 positivo definido. Em (1b) são 
apresentadas as restrições do problema de otimização 
referentes às variáveis controladas, manipuladas e 
variação das ações de controle. 

Os parâmetros de sintonia são: Horizonte de 
predição (𝑃), Horizonte de controle (𝑀), tempo de 
amostragem (𝑡𝑠), matriz-peso de erro das variáveis 
controladas (𝑄), matriz peso de supressão do movi-
mento (𝑊) e penalização por violação da soft-
contraint (𝜌𝜖). 

 
2.2 Condições Necessárias de Otimização 

As condições necessárias de otimização, tratam-se de 
uma estratégia geral que relaciona um problema de 
otimização (estático ou dinâmico) com um problema 
de controle (Jäschke & Skogestad, 2011; Ye et al., 
2013; Srinivasan & Bonvin, 2005; Kadam & 
Marquardt, 2007). Essa estratégia utiliza o fato de 
que no ponto ótimo, as condições necessárias de 
otimização de primeira ordem devem ser assegura-
das, ou seja: 

 

𝑱𝒖(𝒖, 𝒅) =
𝜕𝜕(𝒖, 𝒅)
𝜕𝒖

= 0 (2) 
  

onde 𝑱𝒖 é a derivada da função custo �𝐽(𝒖, 𝒅)� em 
relação às entradas 𝒖. 𝒅 é o vetor de distúrbios. 

Essa estratégia é utilizada de forma iterativa, 
através de medidas e/ou estimação online do gradien-
te da função custo, sendo assim utilizado como uma 
variável controlada.  
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2.3 Controle e Otimização em uma camada 

A metodologia aqui proposta consiste na determina-
ção de um modelo estendido para o controlador 
MPC, que inclui as condições necessárias de otimi-
zação (NCO) através de variáveis controladas, ou 
seja, linhas no modelo do processo. 

O modelo do processo, que é utilizado no con-
trolador MPC, na maioria das vezes é composto por 
funções de transferência (ou espaço de estados). As 
linhas do modelo multi-input-multi-output (MIMO), 
correspondem às saídas da planta (𝑦), enquanto as 
colunas correspondem as entradas (𝑢). Dessa manei-
ra, são acrescentadas nesse mesmo modelo as NCO, 
i.e., gradientes da função custo correspondentes à 
cada entrada do processo, conforme mostrado na 
Figura 2. 

 
Figura 2. Controle e otimização em uma única camada. 
 
A utilização do modelo estendido para o proces-

so, permite de maneira única incluir como modelo do 
controlador MPC o modelo da planta e as condições 
necessárias de otimização (NCO). Assim, as saídas 
do processo são mantidas em faixas (ou zonas de 
controle) dadas pelo próprio problema ou restrições 
físicas do processo, e o gradiente da função custo 
(que representam as NCO) mantido com valor de 
referência (ou setpoint) nulo. 

A implementação dessa metodologia aborda o 
sistema de controle, originalmente em duas camas, 
em uma única camada, o que mantém a camada regu-
latória e de otimização em uma mesma amostragem 
capturando e compensando os distúrbios que ocor-
rem no processo. Além disso, é possível incluir as 
restrições operacionais, físicas ou econômicas que 
devem ser garantidas durante a operação do proces-
so.  

3.   Estudo de Caso 

A fim de ilustrar as ideias desenvolvidas acima, é 
apresentado como estudo de caso um reator CSTR 
com alimentação contendo predominantemente o 
componente 𝐴, e uma reação reversível 𝐴 ⇋ 𝐵, con-
forme a Figura 3. 

CA,i
CB,i
Ti

CA
CB
T

 
Figura 3. Diagrama do CSTR 

 
As equações de Balanço de massa e energia do 

modelo (Economou et al., 1986) são: 
 

𝑑𝐶𝐴
𝑑𝑑

=
1
𝜏
�𝐶𝐴,𝑖 − 𝐶𝐴� − 𝑟 (3) 

  
𝑑𝐶𝐵
𝑑𝑑

=
1
𝜏
�𝐶𝐵,𝑖 − 𝐶𝐵� + 𝑟 (4) 

  
𝑑𝑑
𝑑𝑑

=
1
𝜏

(𝑇𝑖 − 𝑇) +
−Δ𝐻𝑟𝑟
𝜌𝑐𝑝

𝑟 (5) 

 
onde 𝐶𝐴, 𝐶𝐵, 𝑇 e 𝑇𝑖 são as concentrações do compo-
nente 𝐴 e 𝐵, a temperatura do reator e a temperatura 
de alimentação, respectivamente. 𝐶𝐴,𝑖 e 𝐶𝐵,𝑖 são as 
concentrações iniciais de 𝐴 e 𝐵, 𝜏 é o tempo de resi-
dência, 𝜌 é a densidade, 𝑐𝑝 é a capacidade calorífica 
e −Δ𝐻𝑟𝑟 é a entalpia de reação. A taxa de reação é 
definida por: 
 

𝑟 = 𝑘1𝐶𝐴 − 𝑘2𝐶𝐵 (6) 
  

onde 
𝑘1 = 𝐴1𝑒−𝐸1/𝑅𝑅 (7) 

  
𝑘2 = 𝐴2𝑒−𝐸2/𝑅𝑅 (8) 

  
Os valores estacionários, escolhidos para uma 

temperatura inicial 𝑇𝑇 = 400 K, considerando os 
distúrbios nos valores nominais, estão definidos na 
Tabela 1, juntamente com os demais parâmetros 
desse modelo. Esse processo possui uma variável 
manipulada 𝑢 = [𝑇𝑖], três variáveis controladas 
𝑦 = [𝐶𝐴, 𝐶𝐵, 𝑇] e dois distúrbios 𝑑 = �𝐶𝐴,𝑖𝑖, 𝐶𝐵,𝑖𝑖�. 

O objetivo principal desse problema é minimizar 
o custo dado por (9). 

 
𝐽 = −2,009𝐶𝐵 + (1,656 × 10−3𝑇𝑖 )2 (9) 

  
 
Os valores ótimos, das entradas e saídas do mo-

delo, foram determinados através do pacote NLopt 
(Python 2.7) com o solver “Constrained Optimizati-
on BY Linear Approximations – COBYLA”, conside-
rando os valores nominais para os distúrbios, e en-
contram-se na Tabela 2.  
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Tabela 1. Valores nominais do modelo. 

Variável Valor Unidade 
𝑇𝑖 400,0 K 
𝐶𝐴 0,5633 mol/L 
𝐶𝐵 0,4366 mol/L 
𝑇 402,18 K 
𝐶𝐴,𝑖 1,00 mol/L 
𝐶𝐵,𝑖 0,00 mol/L 
𝐴1 5000 s−1 
𝐴2 1 × 106 s−1 
𝑐𝑝 1000 cal/kg K 
𝐸1 10000 cal/mol 
𝐸2 15000 cal/mol 
𝑅 1,987 cal/mol K 

−Δ𝐻𝑟𝑟 5000 cal/mol 
𝜌 1,00 kg/L 
𝜏 1,00 min 

 
Tabela 2. Valores Ótimos. 

Variável Valor Unidade 
𝑇𝑖∗ 424.29 K 
𝐶𝐴∗ 0,5633 mol/L 
𝐶𝐵∗  0,4976 mol/L 
𝑇∗ 426,80 K 

 
Para a simulação, assume-se que os distúrbios 

variam nas faixas de 0,7 mol/L ≤ 𝐶𝐴,𝑖 ≤ 1,3 mol/L 
e 0 ≤ 𝐶𝐵,𝑖 ≤ 0,3 mol/L. 

4.   Resultados e Discussão 

Como forma de avaliar a influência dos distúrbios no 
custo total de operação, foi avaliada analiticamente a 
função custo proposta por (9). O resultado encontra-
se na Figura 4. 

 
Figura 4. Variação da função custo em relação à 𝐶𝐴,𝑖 e 𝑇𝑖. 
 
 

Observa-se através da Figura 4, que o menor 
custo de operação é dado para o maior valor de dis-
túrbio para a variável 𝐶𝐴,𝑖, e que apesar do valor 
ótimo variar conforme esse distúrbio o valor da tem-
peratura de alimentação 𝑇𝑖∗ permanece inalterado.  

De forma a simplificar a função custo para a in-
clusão do seu gradiente no modelo estendido do 
processo, conforme proposto pela Figura 2, foi ajus-
tado um polinômio de 7ª ordem que relaciona o custo 
total como função da temperatura de alimentação 𝑇𝑖. 
Para isso, escolheu-se a curva que representa o me-
nor custo de operação, dada com o distúrbio      
𝐶𝐴,𝑖 = 1,3 mol/L. O ajuste encontra-se na Figura 5. 

 

 
Figura 5. Ajuste do custo total como função de Ti. 

 
A partir desse ajuste, foi determinado o gradien-

te do polinômio de 7ª ordem, 𝑑𝑑, de forma a ser in-
cluído no modelo estendido do processo, e mantido 
com valor de setpoint nulo. O modelo resultante para 
o controlador preditivo possui 4 variáveis controla-
das sendo 𝑦 = [𝐶𝐴, 𝐶𝐵, 𝑇, 𝑑𝑑] e 1 variável manipulada 
𝑢 = [𝑇𝑖]. 

Foram determinados os seguintes limites para 
soft-constraints nas variáveis controladas:        
0,36 mol/L ≤ 𝐶𝐴 ≤ 0,65 mol/L; 0,34 mol/L ≤
𝐶𝐵 ≤ 0,64 mol/L e 370 K ≤ 𝑇 ≤ 450 K. Para a 
variável 𝑑𝑑 não foi definido um limite, uma vez que 
deve ser mantida em setpoint. A simulação foi feita 
no software Spyder (Python 2.7).  

Partiu-se o processo do valor estacionário, e para 
a variável 𝑑𝑑 foi estabelecido o valor de referência 
zero. No tempo 𝑡 = 1500 s submeteu-se o sistema 
para a variação no distúrbio 𝐶𝐴,𝑖 = 1,3 mol/L retor-
nando ao valor nominal no tempo 𝑡 = 4500 s. No 
tempo 𝑡 = 7500 s submeteu-se o sistema para a 
variação no distúrbio 𝐶𝐴,𝑖 = 0,7 mol/L retornando ao 
valor nominal no tempo 𝑡 = 10500 s. A simulação 
encontra-se na Figura 6. 
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(a) 

 
(b) 

 
Figura 6. Variáveis (a) controladas e (b) manipuladas para varia-

ção em CA,i. 
 

Como forma de comparação com a simulação 
anterior, partiu-se o processo do valor estacionário e, 
posteriormente submeteu-se à variação no distúrbio 
𝐶𝐵,𝑖 = 0,3 mol/L no tempo 𝑡 = 4500 s retornando 
ao valor nominal no tempo 𝑡 = 10500 s. A simula-
ção encontra-se na Figura 7. 

 

 
(a) 

 
(b) 

 
Figura 7. Variáveis (a) controladas e (b) manipuladas para varia-

ção em 𝐶𝐵,𝑖. 
 

Por fim, considerou-se o sistema partindo das 
mesmas condições iniciais e então submetidas ao 
conjunto de perturbações executado nas duas simula-
ções anteriores, de forma simultânea. O resultado 
encontra-se na Figura 8.  

 

(a) 

 
(b) 

 
Figura 8. Variáveis (a) controladas e (b) manipuladas para varia-

ção simultânea em CA,i e CB,i. 
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Observa-se através da análise das Figuras 6, 7 e 
8 que o sistema parte dos respectivos valores estaci-
onários, e graças à presença do valor de referência 
nulo para a variável 𝑑𝑑 (dado em verde), desde o 
começo da simulação, o controlador leva o sistema a 
operar nos valores ótimos (conforme Tabela 2), que 
satisfazem as condições necessárias de otimização 
(NCO).  

Ao submeter o sistema à variação dos distúrbios, 
de forma separada (Figuras 6 e 7) e de forma simul-
tânea (Figura 8), observa-se que as variáveis contro-
ladas através de faixas permanecem com os valores 
nas restrições, e o sistema não se encontra no ótimo 
operacional. Isso ocorre, porque o valor ótimo consi-
derando a presença daquele distúrbio ocorre fora da 
faixa de operação aceitável determinada nesse pro-
blema (soft-constraint) e a presença do controlador 
MPC permite a violação temporária dessa faixa, 
penalizando essa violação, mas retornando no valor 
estacionário.  

5.   Conclusões 

Foi proposto nesse trabalho uma estratégia de otimi-
zação através de um modelo estendido para o contro-
lador preditivo (MPC), que inclui como variáveis 
controladas as variáveis de saída do processo, através 
de faixas de operação, e as condições de necessárias 
de otimização (NCO) com valor de referência 
(setpoint) nulo.  

A utilização de faixas de operação possui extre-
ma importância na indústria de processos, uma vez 
que inúmeros produtos finais são especificados atra-
vés de faixas. Incluindo NCO como variáveis contro-
ladas na função custo do MPC e determinando que o 
valor do gradiente da função custo em relação às 
entradas deve ser zero, é possível em uma única 
camada, implementar o controle através de faixas 
(dadas as especificações dessas variáveis) e a busca 
pelo ótimo operacional. 

Através do estudo de caso de um reator CSTR, 
foi possível corroborar e metodologia proposta e 
observar que quando as variáveis possuem margem 
para otimização, o controlador mantém as NCO 
nulas e o ótimo operacional é atingido, e quando o 
sistema é submetido a um distúrbio as soft-
constraints das variáveis controladas governam o 
problema de controle mantendo-as nas devidas espe-
cificações. 
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