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Abstract This work aims to apply Artificial Neural Networks to obtain the diagnosis of the quality of the insulating oil of 

power transformers from the concentrations of dissolved gases in this oil. Such diagnosis is usually obtained from its physical-

chemical analysis, while the dissolved gases concentrations are used to detect the occurrences of faults in the transformer. How-

ever, there is a duality between these two characteristics (Barbosa, 2013). Such methodology was not yet proposed by the acad-

emy, which shows the innovative character of this work. Using the proposal tool, a correct planning of maintenance of trans-

formers can be achieved with a lower cost, since with just the dissolved gas analysis it is possible to infer about both the quality 

of the oil and the occurrence of faults.  Multi Layer Perceptron Networks were used to do such task, due to its characteristics of 

generalization of non-linear systems and complex patterns classifications. The obtained results were a relevant percentage of ac-

curacy.    

Keywords  Artificial Neural Networks, Insulating Mineral Oil, Power Transformers, Dissolved Gases. 

Resumo  Este trabalho visa aplicar Redes Neurais Artificiais para obter o diagnóstico da qualidade do óleo isolante de trans-

formadores de potência a partir das concentrações dos gases dissolvidos nesse óleo. Tal diagnóstico é tradicionalmente obtido a 

partir de análise das propriedades físico-químicas do óleo, por outro lado as concentrações dos gases dissolvidos são utilizadas 

para a detecção de falhas incipientes no transformador. Há, no entanto uma dualidade entre ambas as propriedades ( Barbosa 

,2013). Esta metodologia ainda não foi consolidada no meio acadêmico, o que caracteriza a inovação do presente trabalho. O uso 

da ferramenta proposta pode acarretar no planejamento de manutenção de transformadores por um menor custo, visto que apenas 

com a análise dos gases dissolvidos, seria possível inferir sobre a ocorrência de falhas e sobre a qualidade do óleo, diminuindo a 

necessidade da análise físico-química do líquido em laboratório. A rede MLP foi utilizada para lidar com este problema devido à 

sua capacidade de generalização na classificação de padrões complexos com características não lineares. Os resultados obtidos 

mostraram uma taxa de acertos relevante, frente ao ineditismo da proposta. 

Palavras-chave  Redes Neurais Artificiais, Óleo Mineral, Transformador de Potência, Gases Dissolvidos

1    Introdução  

Em Sistemas Elétricos de Potência baseados em 

corrente alternada, os Transformadores de Potência 

desempenham importante papel e estão presentes 

desde a geração, até a transmissão e distribuição de 

energia elétrica (Barbosa, 2013). 

O bom funcionamento destes equipamentos é 

crucial para garantir a continuidade e qualidade do 

fornecimento de energia elétrica. Além disso, a falha 
de transformadores em serviço representa perigo para 

operadores, pois pode provocar explosões e incên-

dios, além de causar sérios danos ao meio ambiente. 

Portanto, muitos esforços têm sido feitos no in-

tuito de diagnosticar a condição de transformadores 

em operação, possibilitando a tomada de decisão no 

que tange a manutenção e diminuição de incidência 

de falhas (Pandey, 2012). 

Existe uma variedade de técnicas de diagnóstico 

das condições de operação de transformadores de 

potência. Dentre elas, destacam-se as análises do 

óleo mineral do tanque de transformadores, que 

constituem nos testes mais comuns usados para ava-

liar a condição destes equipamentos em serviço, sem 

a necessidade de interromper o seu funcionamento 

(Wang, 2002). 

Tal óleo tem sido amplamente utilizado em 

transformadores desde o início do século XX (Pal-

mer, 2000) e tem dupla função para o seu bom funci-

onamento: a isolação elétrica entre partes com ten-

sões distintas e seu resfriamento através do seu mo-

vimento de convecção (Pandey, 2012). 

Por estar em contato direto com as partes ativas 

do transformador, o óleo está sujeito a condições de 

operação que acarretam em estresse mecânico, quí-

mico e térmico e diminuem sua vida útil. 

A Análise dos Gases Dissolvidos ou DGA (do 
inglês Dissolved Gases Analysis), obtidos através de 

cromatografia do óleo, permite inferir sobre a ocor-

rência de falhas incipientes no transformador, en-

quanto a análise das propriedades físico-químicas do 

óleo atesta quanto à qualidade deste para isolar e 

resfriar o transformador com eficiência. As duas 

análises em conjunto, constituem ferramenta bastante 

difundida no planejamento de manutenção de trans-

formadores (Barbosa, 2012). 

 Destacam-se ainda, métodos não tradicionais, 

que utilizam ferramentas modernas na tentativa de 

obter diagnósticos de transformadores cada vez mais 

precisos e de menor custo. Estas vêm sendo alvos 

constantes de pesquisas nos últimos anos (Mokhna-
che, 2002), (Barbosa, 2008, 2012, 2013) Colocar 
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mais recentes. (Ming, 2013), (Freitas, 2001), (Chenxi 

2014), (Ghanizadeh 2014). 

A estrutura do presente trabalho é divida da se-

guinte forma: Primeiramente, serão resumidas as 

formas tradicionais de diagnóstico do óleo mineral de 

transformadores, bem como alguns métodos não 

tradicionais, em seguida serão explorados a metodo-

logia proposta, os resultados obtidos e as conclusões. 

2    Métodos Tradicionais de Anásise do Óleo 

2.1 DGA 

Devido aos estresses inerentes à operação do 

transformador, o óleo mineral e o papel isolante dos 

enrolamentos sofrem degradação através de proces-

sos químicos com produção de gases característicos. 

Tal decomposição é potencializada na ocorrência de 

falhas. Sobreaquecimento, efeito corona e formação 
de arcos são exemplos de eventos que estão normal-

mente associados à formação de gases. 

Os gases formados pela decomposição do óleo 

mineral são: o hidrogênio (H2), o metano (CH4), o 

etano (C2H6), o etileno (C2H4), o acetileno (C2H4). 

Por outro lado, o monóxido de carbono (CO) e o 

dióxido de carbono (CO2) são formados com a de-

composição do papel dos enrolamentos. 

Halstead (1973) propôs um modelo termodinâ-

mico em que relaciona a pressão parcial dos gases 

dissolvidos no óleo mineral de transformadores com 

a temperatura de regime. A essas faixas de tempera-

tura, estão também empiricamente associados os 

principais tipos de falhas ocorrentes nos transforma-

dores. Dessa forma, através das concentrações dos 
gases dissolvidos no óleo, é possível inferir sobre o 

funcionamento deste, se em regime normal ou se há 

ocorrência de falhas incipientes e ainda, qual a falha.  

A figura 1 apresenta o modelo de Halstead e as 

principais falhas térmicas associadas: 

 
 Figura 1: Modelo de Halstead (Barbosa, 2008). 

 

A literatura apresenta alguns métodos de Análise 

de Gases Dissolvidos, (IEEE, 2008), (SDIBR, 2003), 

(Pandey, 2012). Os principais deles são o método do 

gás chave, das razões de Dornenburg, de Rogers, e 

do triângulo de Durval (Barbosa, 2013), 

(Duval,1989), (IEEE, 2008). 

2.2 Análise Físico-Química 

As condições do óleo mineral afetam fortemente 

o desempenho e a vida útil de transformadores. Uma 

combinação de testes elétricos, físicos e químicos 

pode ser realizada para medir a mudança das propri-

edades normais, o grau de contaminação e o grau de 
deterioração do óleo isolante (Wang, 2002), inferin-

do quanto à sua eficiência no papel de isolante e 

resfriador. 

As principais características indicadoras da qua-

lidade do óleo são: Rigidez Dielétrica, Concentração 

de Furanos, Tensão Interfacial, Acidez, Densidade, 

Teor de Oxigênio, Fator de Potência e Umidade 

(Bureau of Reclamation, 2003), entre outros. 

As faixas de valores resultantes das análises que 

indicam o grau de decomposição do óleo, bem como 

os tratamentos indicados para cada situação são da-

das por: ASTM, (1991) IEEE Guide 637(1985) Bu-

reau of Reclamation, (2003). 

A Tabela 1 demonstra algumas faixas de valores 

padrões para óleo mineral, a título de exemplo, que 

indicam que a amostra analisada representa óleo em 

boas condições de operação (Barbosa, 2008). 

 

Características Unidades Mín. Max. 

Rigidez Dielétrica kV 30 - 

Tensão Superficial mN/m 40 - 

Umidade p.p.m - 35 

Furanos p.p.b - 250 

Fator de Potência % - 0,5 

Acidez mg KOH/g - 0,5 

Tabela 1: Propriedades físico-químicas de óleo 

mineral em boas condições.  

2.3 Métodos Não Tradicionais 

A busca por novas metodologias de diagnóstico 

de transformadores vem sendo alvo de pesquisas em 

uma tentativa de obter técnicas cada vez mais acessí-

veis e eficazes.  

Destaca-se o uso das RNA’s, como as utilizadas 
no presente trabalho (Freitas, 2001), (Mokhanche 

2002), (Barbosa, 2013), (Chenxi 2014), (Ghanizadeh 

2014). Tais técnicas computacionais podem, de ma-

neira satisfatória, diagnosticar condições de falha de 

transformadores com maior eficiência ou ainda pro-

mover conclusões mais profundas em determinadas 

análises. O grande número de trabalhos utilizando as 

RNA’s em diagnóstico de transformadores sugere 

sua eficácia na área. 

3    Proposta do Trabalho  

Este trabalho propõe o uso de Redes Neurais Ar-

tificiais para inferir sobre a qualidade do óleo isolan-

te de transformadores de potência, a partir das con-

centrações de gases dissolvidos nesse óleo. Como 

discutido, a análise das concentrações de gases dis-

solvidos é utilizada, pelos métodos convencionais, 

somente para diagnosticar a ocorrência de falhas 
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incipientes no equipamento, e não para inferir quanto 

à qualidade do óleo, como é aqui proposto. A figura 

2 resume a metodologia proposta. 

 
Figura 2: Proposta apresentada neste trabalho 

 

Com o uso da ferramenta proposta pode-se, por-

tanto, diminuir a necessidade de análise das proprie-

dades físico-químicas do óleo em laboratório, dimi-

nuindo por consequência, o custo do planejamento de 

manutenção de transformadores de potência. 

A Rede Neural Artificial é utilizada como fer-

ramenta devido: à sua característica de aprendizado a 

partir de dados de entrada e saída, como os disponí-

veis; à sua capacidade de generalização, obtendo 

saídas satisfatórias para dados inéditos; a ser capaz 

de internalizar relações complexas não lineares 

(HAYKIN, 2001).  

A aplicação desenvolvida aqui foi inicialmente 

proposta por Barbosa (2013), como sugestão para 

trabalhos futuros em sua tese de doutorado. Em sua 

tese, Barbosa propôs metodologia para, através das 
propriedades físico-químicas do óleo, inferir sobre a 

ocorrência de falhas incipientes, realizando o cami-

nho inverso do proposto aqui. 

Após o trabalho realizado por Barbosa (2013), 

Chenxi (2014) propôs o uso combinado de PNN 

(Probabilistic Neural Netowork) com KPCA (Kernel 

Principle Component Analysis) para o diagnóstico de 

falha de Transformadores; Ming (2013) propôs o uso 

combinado de Redes neurais com Regressão Logísti-

ca Multinomial para diagnóstico de gases dissolvidos 

(DGA); Mansour (2015) propôs um novo método 

gráfico para DGA e Ghanizadeh (2014) propôs o uso 

de redes neurais para estimar o tipo de defeito e a 
localização no enrolamento de transformadores. 

Portanto, nenhum trabalho propôs o uso da concen-

tração de gases como meio de aferição da qualidade 

do óleo, conforme o que está sendo proposto nesta 

pesquisa, o que evidencia o ineditismo da aplicação. 

Como em Barbosa (2013), a Rede Neural 

utilizada foi a MLP do inglês (Multilayer Perceptron) 

com o algoritmo de treinamento Levenberg 

Marquardt. 

3.1 A Rede MLP  

Redes Neurais Artificiais (RNA’s) são modelos 

bastante empregados na teoria de identificação de 

sistemas e classificação de padrões. Elas utilizam de 
elementos processadores matemáticos chamados 

neurônios artificiais que simulam neurônios naturais 

na capacidade de adaptação em função de estímulos, 

generalização e processamento de informações não 

lineares (Souza, 2012). Usualmente, atribui-se o 

surgimento dessa tecnologia com os estudos de 

McCulloch e Pitts sobre o modelo do neurônio artifi-

cial na década de 50, destacam-se ainda os trabalhos 
de Rosenblat, com o Perceptron e de Widrow, com o 

Adaline e a regra Delta, que são ainda utilizadas até 

hoje (Haykin, 2001). 

A rede MLP é geralmente considerada a rede 

mais poderosa e aplicável universalmente (Barbosa, 

2012). Ela é formada por uma organização de neurô-

nios em camadas, que realizam o processamento e 

propagação de sinais (sinapse) entre si de maneira 

multiparalela. 

Os neurônios se organizam em uma camada sen-

sorial ou de entrada, uma ou mais camadas ocultas e 

uma camada de saída, conforme Figura 3: 

 
Figura 3: Mutilayer Perceptron 

 

O algoritmo de treinamento da rede MLP propi-
cia que a rede neural organize sua estrutura interna 

de forma a desenvolver uma tarefa em particular de 

maneira apropriada (Rumelhart, 1986). Portanto, 

através da apresentação à rede de dados de entrada-

saída, ela adapta suas sinapses através da atualização 

dos pesos sinápticos de maneira a diminuir uma 

função de custo. 

Baseado na eficiência da rede treinada com o 

algoritmo Levenberg Marquardt (Martin,1994), 

(Haykin, 2001) utilizada em trabalhos com redes 

neurais para análises de óleo em transformadores, 

como em Mokhnache (2002) e Barbosa 

(2008,2012,2013) este mesmo algoritmo foi utilizado 
no presente trabalho. 

3.2    Metodologia  

        As concentrações dos gases foram as entradas 

da RNA: hidrogênio (H2), metano (CH4), etano 

(C2H6), etileno (C2H4), acetileno (C2H4), monóxido 

de carbono (CO), dióxido de carbono (CO2), Nitro-

gênio (N2) e Oxigênio (O2), totalizando 9 entradas. 

Dessa forma, foram implementadas duas Redes 

MLP para desempenhar a tarefa proposta. Enquanto 

a primeira rede classifica o óleo se satisfatório ou 

não, a segunda classifica o óleo não satisfatório, 

quanto à medida que deve ser tomada para colocá-lo 

novamente em condições operacionais. São elas: 

Regenerar, Recondicionar e Aditivar. 

A qualidade do óleo das amostras foi obtida 
através da análise físico-química e por meio de técni-

cas de diagnóstico tradicionais, (ASTM D3487, 

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

2084



1991), (IEEE Guide 637,1985) (Bureau of Reclama-

tion, 2003). 

Uma vez que o diagnóstico tradicional da 

qualidade do óleo demanda a realização de várias 

análises elétricas, físicas e químicas associadas a 

diversas normas e faixas de valores distintos, a tarefa 

de diagnosticar o estado deste líquido constitui uma 

tarefa complexa e que necessita de um operador 
experiente (Barbosa, 2012). Nesse sentido, a Rede 

Neural proposta, além de utilizar apenas os dados 

obtidos com a análise cromatográfica, tende a 

possibilitar a tomada de decisão quanto à 

manutenção do óleo por operadores inexperientes. 

3.3 Tratamento dos Dados 

Os dados utilizados são compostos pelos resul-

tados das análises realizadas em transformadores de 

potência da Companhia Hidrelétrica do São Francis-

co. Foram levadas em consideração, somente amos-

tras em que foram realizadas ambas as coletas, para 

análises físico-químicas e cromatográficas, na mes-

ma data, totalizando 1033 dados inicialmente. 

Trata-se de amostras colhidas de Transformado-

res de Potência usadas em tensões entre 230 kV e 

500kV, com datas de fabricação entre 1961 e 2008. 

Os dados foram colhidos entre os anos de 1982 e 

2009. 

A tabela 2 apresenta a disposição inicial dos da-

dos quanto à classificação da qualidade do óleo. 

Naturalmente, há uma grande maioria dos dados 

em que o óleo analisado encontra-se em boas condi-

ções, uma vez que os transformadores da base de 

dados são submetidos a manutenções periódicas. 

A configuração descrita é, portanto, característi-

ca de uma Base de dados Desbalanceada, em que há 

muito mais exemplares em uma das classes (Stefa-

nowski, 2013).  

Diversos trabalhos estudam os efeitos da utiliza-

ção de dados desbalanceados em aprendizado de 

máquina, como no caso de redes neurais: Kubat 

(1997), Schiavoni (2010), Matwin (2014) Cassimiro 

(2016). 

 

Aditivar: 8 1% 

Recondicionar 16 2% 

Regenerar 131 13% 

Satisfatório 878 85% 

Total 1033 100% 

Tabela 2: Classificação dos Dados Iniciais 

 

Os resultados apontam para um treinamento ine-

ficiente para tais casos, uma vez que a rede tende a 

classificar os dados como pertencentes à classe com 

dados em maior quantidade. 

A alternativa para o problema do desbalancea-

mento foi tratar os dados de maneira a obter um 

subconjunto de treinamento consistente, i.e, que 
contém as informações suficientes e necessárias para 

a classificação, com características mais balanceadas. 

As principais técnicas de balanceamento de da-

dos consistem em técnicas de Undersampling e 

Oversampling (Cassimiro 2016). As primeiras con-

sistem em diminuir a quantidade de amostras das 

classes majoritárias, i.e, que se apresentam em maior 

número, enquanto as outras consistem em aumentar a 

quantidade de amostras da classe minoritárias, i.e, 

que se apresentam em menor número. Sobre o assun-
to, diversas técnicas são citadas na literatura, como 

em Kubat, (1997), Valnaide (2005), Schiavoni 

(2010), Matwin (2014) Cassimiro (2016). 

No presente trabalho, foi utilizada a técnica de 

Undersampling chamada de One Side Sampling 

(OSS), cujo algoritmo foi proposto por Kubat (1997) 

e teve sua eficácia comprovada por Cassimiro 

(2016). 

O algoritmo OSS tem como objetivo, diminuir a 

quantidade de amostras majoritárias ao desconsiderar 

as amostras redundantes, ruidosas e limítrofes. 

Amostras redundantes são aquelas que apresen-

tam características muito próximas umas das outras, 

de maneira que podem ser excluídas em sua maioria, 

sem prejudicar o aprendizado. 

As amostras ruidosas por sua vez, são oriundas 

de erros na coleta dos dados, enquanto as amostras 

limítrofes são aquelas que apresentam características 

muito próximas de amostras de outras classes e, 
portanto, podem levar a um treinamento ineficiente 

das RNA’s. 

As figuras 4 e 5 apresentam uma base de dados 

com duas classificações, sendo uma majoritária (.) e 

outra minoritária (+). A Figura 4 expõe a base de 

dados completa, enquanto a Figura 5 expõe a base de 

dados após o tratamento. 

 
Figura 4: Base de Dados Original 

 

 
Figura 5: Base de Dados Tratada 

 

Uma vez realizado o Undersampling das amos-

tras majoritárias, as amostras minoritárias foram 
aleatoriamente replicadas, visando alcançar maior 

balanceamento. 

O resultado foi uma base de dados com 510 da-

dos, classificados da seguinte maneira: 

Observa-se que, com o uso da técnica de balan-

ceamento, a disparidade entre as quantidades de 

amostras de cada classe diminuiu. 
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Aditivar: 38 7% 

Recondicionar 52 10% 

Regenerar 133 26% 

Satisfatório 287 56% 

Total 510 100% 

Tabela 3: Classificação dos Dados Tratados 

4    Resultados 

Para o treinamento das redes, 70 % dos dados 
foram utilizados para treino, enquanto 30% foram 

utilizados para teste. As redes foram treinadas e tes-

tadas 20 vezes, cada vez utilizando diferentes dados 

aleatoriamente permutados para treino e teste, esco-

lhidos aleatoriamente. Dos resultados obtidos, foram 

calculados os valores máximo, mínimo, médio e o 

desvio padrão da taxa de acertos, com o intuito de 

inferir sobre a consistência e eficiência do método.  

Os melhores resultados foram obtidos com redes 

contendo 20 neurônios na camada escondida. 

A tabela 4 apresenta as taxas de acerto referentes 

à rede que classifica o óleo como satisfatório, ou não 

satisfatório.  

No treino da rede, o melhor resultado obtido, 

dentre as 20 realizações, foi um acerto de 95%, o 

pior resultado foi de 83% com um média de 89%. No 

teste, tivemos um máximo de 81% de acerto, um 

mínimo de 75% e uma média de 78%. 

 

Treino: Teste 

Máximo 95% Máximo 81% 

Mínimo 83% Mínimo 75% 

Média 89% Média 78% 

Desvio Pa-

drão 

4% 

 
Desvio Padrão 2% 

Tabela 4: Resultados da Rede que Classifica o 

óleo como Satisfatório ou não Satisfatório 

A tabela 5 apresenta a matriz de confusão da 

classificação realizada pela primeira rede, em termo 

das médias das 20 classificações. 

 

 
Satisfatório 

Não Satis-

fatório 

Satisfatório 80% 25% 

Não Satisfatório 20% 75% 

Tabela 5: Matriz de Confusão do Teste da Pri-

meira Rede 

 

Em média, 80% das amostras de óleo satisfatório 

foram classificadas corretamente, enquanto 75% das 

amostras de óleo não satisfatório foram classificados 

corretamente. 

A tabela 6 apresenta os resultados referentes à 

rede que classifica o óleo não satisfatório quanto à 

medida a ser tomada: 

No treino da rede, o melhor resultado obtido, 
dentre as 20 realizações, foi um acerto de 95%, o 

pior resultado foi de 91% com uma média de 94%. 

No teste, tivemos um máximo de 91% de acerto, um 

mínimo de 78% com uma média de 86%. 

 

Treino: Teste: 

Máximo 95% Máximo 91% 

Mínimo 91% Mínimo 78% 

Média 94% Média 86% 

Desvio Padrão 
2% 

 
Desvio Padrão 4% 

Tabela 6: Resultados da Rede que Classifica o 

óleo como Satisfatório ou não Satisfatório 

 

A tabela 7 apresenta a matriz de confusão da 

classificação realizada pela segunda rede, em termo 

das médias das 20 classificações: 

Percebe-se que 86% das amostras de óleo que 

devem ser regeneradas, foram diagnosticadas corre-

tamente, 89% das amostras que devem ser recondici-
onadas, foram diagnosticadas corretamente, enquanto 

80% das amostras que devem ser Aditivadas foram 

diagnosticadas corretamente. 

 

 
Rege-
nerar 

Recon-
dicionar 

Aditivar 

Regenerar 86% 11% 20% 

Recondicionar 5% 89% 0 

Aditivar 9% 0% 80% 
Tabela 7: Matriz de Confusão do Teste da se-

gunda Rede. 

5    Conclusões 

        Nesse artigo é proposto um método para classi-

ficar a qualidade do óleo isolante de transformadores 

a partir da concentração dos gases dissolvidos nesse 

óleo obtidos através de cromatografia. 

Tal classificação é usualmente obtida através de 

análise de várias propriedades físico-químicas do 

óleo em laboratório, ao passo que a concentração dos 

gases é utilizada para diagnóstico de falhas incipien-

tes. 

Redes Neurais Artificiais foram utilizadas para 

realizar tal método. Com a consolidação deste, a 

partir de uma única análise, a cromatográfica, pode-

se obter tanto o diagnóstico de falhas do transforma-

dor, quanto à classificação da qualidade do óleo, o 

que possibilita o planejamento de manutenção do 
transformador com um menor custo. O método pos-

sibilita ainda que operadores inexperientes consigam 

o diagnóstico da qualidade do óleo e do método de 

tratamento necessário. 

Os resultados obtidos tiveram porcentagem de 

acerto entre 75% e 95% como demonstrado. Tais 

taxas de acerto sugerem que pesquisas e testes mais 
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profundos sejam feitas, antes que a metodologia seja 

utilizada como alternativa às técnicas tradicionais. 

Outras Redes Neurais, com diferentes metodolo-

gias de treinamento, devem ser testadas visando 

melhores taxas de acerto. 

 Porém, frente ao ineditismo do método, é com-

provada a característica promissora da ferramenta no 

diagnóstico de transformadores de potência e em seu 

planejamento de manutenção. 

Referências Bibliográficas 

American Society For Testing And Material (1991), 

Standard Test Method for Interfacial Tension of 

Oil Against Water by the Ring Method. 

Barbosa F, R. Otacílio M. Almeida, Arthur P. S. 

Braga, Márcio A. B. Amora (2008). Application 

of an Artificial Neural Network in the Use of 

Physicochemical Properties as a Low Cost Proxy 

of Power Transformers DGA Data.  

Barbosa F, R. (2013) Diagnóstico de Falhas Incipien-

tes a Partir das Propriedades Físico-Químicas do 

Óleo Isolante em Transformadores de Potência 
como Método Alternativo à Análise de Gases 

Dissolvidos. (Tese de Doutorado defendida na 

Universidade Federal do Ceará, Fortaleza, 

2013). 

Cassimiro, J. C. (2016), Investigação dos Efeitos do 

Desbalanceamento de Classes na Aprendizagem 

da Regulação de Planos de Saúde, Tese de Mes-

trado – Universidade Federal do Piauí. 

D. Chenxi, L. Zhigang (2014) The Transformer Fault 

Diagnosis Combining KPCA with PNN Interna-

tional Joint Conference onNeural Network, July 

6-11, 2014, Beijing, China. 
Freitas, A.A.C. (2001) Análise da Perda de Vida de 

Transformadores a Óleo por meio de Redes 

Neurais,2001. (Tese de Mestrado defendida na 

Universidade Estadual Paulista Júlio de Mesqui-

ta Filho, UNESP, Brasil,) 

Ganizadeh, A.J.. Gharehpetian, G.B (2014). ANN 

and Cross-Correlation based Features for Dis-

crimination between Electrical and Mechanical 

Defects and their Localization in Transformer 

Winding, IEEE Transactions on Dielectric and 

Electrical Insulation Vol. 21,No.5. 
Halstead, W.D. (1973), A Thermodynamic Assess-

ment of the Formation of Gaseous Hydrocarbons 

in Faulty Transformers. Journal Institute of Pe-

troleum, v. 59, n. 9, pp.239-241, 1973. 

Haykin, S. (2001), Redes Neurais, Princípios e Práti-

ca. Tradução Paulo Martins Rangel, 2 ed. Bo-

okman, Porto Alegre. 

IEEE (2008) Guide for the Interpretation of Gases 
Generated in Oil-Immersed Transformers, IEEE 

Std C57.104-1991. 

Miroslav. Kubat, (1997), Learning when Negative 

Examples Abound. 

Mansour, D. E.A. (2015) Development of a New 

Grap Technique for Dissolved Gas Analysis in 

Power Transformers Based on the Five Combus-

tible Gases. 

Ming, Y. Li,S,H (2013). Intelligent Fault Types Di-

agnostic System for DissolvedGas Analysis of 

Oil-immersed Power Transformer. 

Mokhnache,L.(2002) Comparision of diferente Back-
propagation algorithms used in the diagnosis of 

transformer oil. 

Palmer, J. A., Mander, A., Torgerson, D. Rich. C. 

Effect of Aging on the Spectral Response of 

Transformer Oil 2000. conference record of the 

2000 IEEE international symposium on electri-

cal insulation. Anaheim, CA USA. 2 a 5 de Abril 

de 2000. 

Pandey, R.(2012); Deshpande, M.T. Dissolved Gas 

Analysis (DGA) of Mineral Oil, International 

Journal of Application or Innovation in Enginee-
ring & Management Volume 1, Issue 2, October 

2012. 

Rumelhart, D.E., Hinton, G. E., Williams,R. J. 

Learning Representations by Back Propating Er-

rors. Nature, Vol. 533-536 Outubro de 1986. 

Used in Transformer. International Journal of Appli-

cation or Innovation in Engineering & Manage-

ment (IJAIEM) (2012). Vol 1 Issue 2, Outubro 

de 2012. 

Souza, L.G.M (2012). Modelos Lineares Locais para 

Identificação de Sistemas Dinâmicos Usando 

Redes Neurais Competitivas. 2012. Tese de 
Doutorado – Universidade Federal do Ceará, 

Fortaleza. 

Wang M., A. J. Vandermaar and K. D. Srivastava, 

(2002)“Review of Condition Assessment of Po-

wer Transformers in Service”, IEEE Electr. In-

sul. Mag.,Vol. 18, No. 6, pp. 12-25. 

 

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

2087


